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Absztrakt. Képek lényeges részleteinek kivalasztasa a képelemzés egyik
fontos részteriilete, amely sok, jelenleg is megoldatlan, vagy részben meg-
oldott problémat vet fel. Ezek koziil az egyik jol ismert problémaéval, a kis
mélységélességt képek fokuszalt teriileteinek automatikus felismerésével
foglalkozunk zajmentes, illetve pontszerid zajjal terhelt bemeneti képek
esetén. A problémara egy graf alapu stird részgrafkeresé modszerre épiils
megoldast javaslunk, amelyet szintetikus illetve valédi adatokon is tesz-
teltiink.

1. Bevezetés

Képek 1ényeges részleteinek kivalasztisa a képelemzés egyik fontos részteriilete,
amely sok, jelenleg is megoldatlan, vagy részben megoldott problémét vet fel.
Ezek koziil az egyik jol ismert problémaéval, a kis mélységélességti képek fokuszalt
teriileteinek automatikus felismerésével foglalkozunk zajmentes, illetve pontsz-
erd zajjal terhelt bemeneti képekre. Ezen a terilileten mar szamos megoldast
javasoltak, példaul dekonvolicios technikdkon alapul6 algoritmusokat [6][8], de a
jelenlegi cikk célja a képek szegmentalasara alkalmas graf alapu eljarasok rovid
attekintése, illetve egy grafok hasznalatara épiilé megoldas ismertetése a fenti
probléméara. Az altalunk javasolt algoritmus tjdonsaga, hogy a képfeldolgozas-
ban megszokott grafos eljarasokhoz képest - példaul graf vagasok, grafok spek-
tralfelbontasa - nagy mértékben kiilonb6z6 modszert alkalmaz. Az algoritmus
alapja egy kétlépcsGs modell, amelynél az elsG lépésben egy moédositott MSF-
keresd eljarast hasznalunk, a méasodikban pedig egy ezt kiegészit§ paros gréafos
modellt. Tovabbi elénye a kis szamitasi komplexitas és ebbdl kivetkezGen a rovid
futasi ids.

A cikk a kovetkezd modon épiil fel: A 2.1 fejezetben réviden ismertetjiik a
képek szegmentaldsara hasznélt szokasos graf alapu eljardsokat, ezek el@nyeit
és hatranyait. A 2.2 fejezetben bemutatjuk mas felhasznalasi teriiletek hatékony
algoritmusait (szocialis halozatok elemzése), felsorolva a 2.1 fejezetben leirt mod-
szerhez képesti el6nyoket. A 2.3 fejezetben bemutatjuk az altalunk javasolt al-
goritmust néhany zajmentes képeken végzett teszteredménnyel. A 3. fejezet a
zajos bemeneti képekre vonatkozo algoritmust ismerteti, ami részben a 2.3 fe-
jezet modszerén alapszik. Az eljaras mellett teszteredményeket is ismertetiink
(3.3 fejezet).
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2. Fokuszalt képrészek kiemelése

2.1. Graf vagason alapulo eljarasok

A képfeldolgozasban leginkabb elterjedt graf alapu eljarasok a graf vagasokat,
illetve a grafok spektral felbontasat hasznalo szegmentalo algoritmusok [5][13][1].
Az ilyen eljarasok soran a cél, hogy a képet a leggyengébb pixel-kapcsolatok
mentén particionaljak.

A graf vagé algoritmusok tobbségénél negativumként emlithetd, hogy inicial-
izalaskor meg kell adni tanitémintékat, azaz olyan pixeleket, amiknél rogzitjiik,
hogy a vagas végén melyik szegmensbe keriiljenek. A mintdk automatikus felde-
ritése altaldban nem megoldott, bar akad nem feliigyelt tanuldson alapuld alka-
lmazas is [5]. Tovabbi hatrany, hogy egy vagas soran csak két szegmens keletkezik,
igy ha a keresett teriilet t&bb kiilénallo képrészletbdl all, akkor t6bbszor kell le-
futtatni az algoritmust. Az iterdciok szadmanak automatizalt meghatérozasa igy
egy ujabb nehezen megvalaszolhato kérdést vet fel.

A gréafok spektralfelbontasan alapulo eljarasok a vagasokkal szemben egysz-
erre tobb, de tovabbra is fix szamu komponensre osztjik fel a grafot. Ezek az algo-
ritmusok a grafok Laplace-méatrixaval, illetve annak sajatértékeivel és sajatvek-
toraival dolgoznak. A Laplace matrixot az alabbi médon definialjuk:

1. Definicié. Egy egyszeri G = (V, E) grdf L = L;; Laplace-mdtrizdinak elemeit
az aldbbi mddon hatdrozzuk meg:

deg(v;) if i=j
Lijj=14—1 ifi#j and (v;,v;) € E
0 eqyébként

A definiciébol lathato, hogy a matrix |V|? elemet tartalmaz, igy egy nagy
méretd graf spektrilfelbontasa szamitasigényes feladat. A particiok elSre rogzitett
szama problémét jelent, hiszen igy a felosztas részletessége fiiggetlen az adathal-
maztol. Természetesen a szédmuk automatikus adaptaldsa az adathalmazhoz itt
is megoldast jelentene, de ez jelenleg még nem megoldott probléma.

2.2. Siird részgraf-keresd eljarasok

Az eddig bemutatott, képfeldolgozasban elterjedt graf alapi moédszerek mellett
més alkalmazasi teriileteken (példaul szocialis halok elemzése [2],[3][11]) sikere-
sen hasznalnak siirii részgraf-keresd eljarasokat is. Ezek kozos jellemzGje, hogy
nem csoportositjak az 6sszes objektumot az adathalmazbol. Példaul kdzosségek
keresésekor lehetnek olyan emberek, akik egyik csoportba sem tartoznak. Lénye-
ges tulajdonsaguk, hogy a kimenetként elvart részgrafokat nem szamuk alapjan
korlatozzak, hanem a részgrafok méretére, illetve a hozzajuk sorolt pontok kap-
csolatdnak erdsségére tesznek megkotéseket. Ennek a megkdzelitésnek az elénye,
hogy csak az adathalmaztol fiigg, hogy eredményként hény siirii részgrafot, azaz
csoportot kapunk.
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A kovetkezskben bemutatunk egy olyan algoritmust, amely a stird részgraf-
keresé eljarasok csoportjiba tartozik, ugyanakkor alkalmas képfeldolgozasi fe-
ladatok megoldésara is. Ehhez elGszor ismertetiink néhény sziikséges definiciot.

A stirii részgrafok a kornyezetiikhoz képest tobb belss kapcesolattal rendelkez-
nek. Precizebben megfogalmazva a leggyakrabban alkalmazott stirtiség definicio
az alabbi:

2. Definicié. G' = (V' E') siri részgrif a G = (V, E) grifban, ha:

| V(&) |>

| E/(G/) |Z 'Ydense< 9

,6hol Vgense a striség korldt nagyobb, mint a graf dtlagos sirisége, ~v:

vz /(M) @)

Ha az élekhez sulyértéket is rendeliink, akkor ezt a strtiség értéket az élstulyok
normélt 6sszegével még stulyozni kell. Paros grafok esetén a siirtiség fogalom ettdl
eltér. Tobb definicié ismert, ezek koziil a tovabbiakban az e-biklikk definiciojat
hasznaljuk.

3. Definici6. Legyen G = (A, B, E) egy pdros grdf. 0 < e < 1.
A G = (A, B, E") részgrdf egy e-biklikk, ha

Vo, € AN (v;)'| > (1 —€) - |B'|,aholN'(v;) € B’ (3)

A stirtiség alapu graf algoritmusok tobbségét klaszterezési problémakra al-
kalmazzak, ahol a stird részgrafok felelnek meg a klasztereknek. Ezek egyik leg-
fontosabb eleme a klaszterek magjainak meghatarozasa. A magot a stirii részgraf
pontjainak egy részhalmaza alkotja. Nagy méretii grafok esetén a magok felde-
ritése kiilonosen nagy kihivéast jelent. Ugyanakkor, ha a magok rendelkezésre
allnak, a klaszterek tobbi elemének meghatarozasa mar egy lényegesen kisebb
szamitasigényd feladat.

Az utébbi években statisztikus modszerek keriiltek elStérbe a magok felde-
ritésére, mivel a legtobbet rovid futéasi id6 jellemzi. Példaul a [12] irodalomban
a szerzk egy olyan véletlen mintavételezést hasznalé algoritmust javasolnak,
amely felsorolja a grafban talalhato e-biklikkeket O(|V]) futasi idével, ahol |V] a
graf pontjainak szdmat jeloli. Bar a modszer futasi ideje a klaszterezends pon-
tok szdméban linearis, de az e paraméterben exponencialis. Ez a paraméter jelzi,
hogy milyen mértékben kozelitjliik meg a klaszter stirtiségével a teljes paros gra-
fot. Tovabbi hatrany, hogy csak olyan esetekben alkalmazhatd, amikor a graf pon-
tjainak nagy része egy klaszterbe tartozik - koriilbeliil egy nagysagrendnyi eltérés
lehet a pontok szama és a klaszter mérete kozott. Mivel véletlen mintavételezésen
alapul, nem garantalt, hogy ténylegesen megtalalja a klasztereket.

A grafokon végzett véletlen bolyongést hasznélo algoritmusok szintén ide
sorolhatok [10][14]. Minél jobban hasonlit a graf két pontja altal reprezentalt elem
egymaésra, annél nagyobb lesz a kdzottiik 16vé él silya. Egyik pontbdl a masikba
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az élsullyal aranyos valosziniiséggel 1épiink a bolyongas soran. Rogzitett szamu
lépés utan a bejart dsszefiiggs részgraf a kezdd pontot tartalmazd legszorosabban
kapcsolodo, azaz legsiiriibb részgraf lesz. Vegyiik észre, hogy egy adott pontot
tartalmazo legstirtibb részgraf még nem feltétlentl siird a graf egészét tekintve.
Ezt a problémét rendszerint véletlen inicializaldssal és az algoritmus sokszori
futtatasaval oldjak meg.

2.3. Javasolt algoritmus a klasztermagok meghatarozasara

Az altalunk javasolt algoritmus a klasztermagok felderitésére egy modositott
minimaélis salyu feszitéfa (MSF) keress eljaras, melynek alapjat a Kruskal-algo-
ritmus [7] szolgaltatja. A Kruskal-algoritmus egy moho eljaras, amely egy élsuly-
ozott grafban megkeresi a legkisebb Osszsilyd, még éppen Osszefiiggs részgrafot,
ahol az Osszsily a részgraf élsilyainak Gsszege. A moddszer attol mohd, hogy
az MSF épitéshez minden lépésben a legkisebb stlyd élt hasznalja fel, amely
nem alkot kort a kordbban kivalasztott élekkel. Ez egy lokalis optimalizalési
eljaras, azonban bizonyitottan globalis optimumhoz vezet. Ha ezt az algorit-
must futtatnink le egy Osszefiiggs grafon, akkor a kimenet egyetlen komponens
lenne. Ugyanakkor egy koztes 1épésben megallitva a futast, az adott iteracioban
legstirtibb részgrafokat (Osszefiiggd komponensek) kapjuk eredményiil 1.

o o O/% O\o
o
o
o o
° 4" -
(@]

1.4abra: a) A graf pontjai; két pont kozelsége a hasonlosaguk mértékét jelzi; b) A
Kruskal-algoritmus egy bels lépése; ¢) A graf MSF-je

A klasztermag-keres6 FINDCORES() eljaras lépései a kovetkezok:
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Algoritmus [ClusterCores|=FINDCORES(G(V, E), djimit)

1 Meghatérozzuk a tavolsagot a pontparok kozott

Nagysag szerint rendezziik Sket: Distorger

Inicializalas: Legyen G’ = (V, E’) egy olyan graf, ahol E' = {};
1=1;

T = DiStorder(i);

ha x U E kort tartalmaz, dobjuk el x-et;

ha D(Komponens(z)) > djimit, dobjuk el x-et;
EFE=FUx;i1=1i+1;

Ha még maradt él, vissza a 4. 1épéshez.

ClusterCores = Osszefiiggé komponensek G’-ben

w N

© 00~ O Ot i~

A Kruskal-algoritmusnak megfelels sorrendben valasztjuk ki az éleket. Emel-
lett minden iteracidban ellengrizziik az d4tmérGjét annak a komponensnek, ami-
hez az éppen vizsgalt él tartozik (Komponens(x)). Ha a komponens atmérgje
atlép egy hatéart (djmq), akkor az élt (és a végpontjat) nem vessziik hozza a
komponenshez (6. 1épés). Ha az 0j él két korabbi komponenst ktne dssze, akkor
az Uj komponens atmérgjére vonatkozik a dj;p;+ hatér.

A FINDCORES() algoritmus futasi ideje O(|V|? - log|V|?) egy tetszéleges
gréafra: az élsilyok meghatérozasa barmely két pont kozott O(|V]?), az élsi-
lyok rendezése O(|V|? - log|V|?). Ez ugyan lényegesen rosszabb, mint a [12] 4ltal
bemutatott megoldas, de a mi modszeriink alkalmas kisméretii stirii részgrafok
keresésére is, rdadasul a véletlen mintavételezést is sikeriil megkeriilnie. Emel-
lett abban az esetben, ha a bemeneti graf ritka, azaz |E| = O(|V|), a futasi id6
leszorithato O(|V] - log|V]) -re.

A kihivast nyilvanvaléan az algoritmus leallasi feltételének, dj;nq¢ értékének
beallitasa jelenti. A komponensek (azaz klaszterek) atmérgjébol a siirtseég tényle-
ges értéke nem szamolhato ki, de als6 becslés adhato ra. Igy a kimenetként kapott
részgrafok elvart stirtiségének ~ygense megfelelGen kell beallitanunk a dyjmnit-t.

Yestimated Z dlimit/wmam (4)
,ahol wy,.; a maximalis élsulyérték.

2.4. A klaszter-mag keresd eljaras alkalmazasa képek fokuszban
1évé teriileteinek kivalasztasara

A korabbi graf alapu képszegmentilo algoritmusokhoz hasonléan a graf itt is
a kép pixeleibsl épiil fel. A ponthalmazt a képek pixelei alkotjak, az élek a
szomszédos pixeleket kotik Ossze (4-es szomszédsagot figyelembe véve). A modell
természetesen kiterjeszthetd tetszsleges tavolsigra 1évs pixelek Gsszekotésével.
Az élsilyokat a pixelek szin illetve intenzités értékeinek kiilonbségébsl szadmoljuk.

Mivel a graf pontjainak fokszama konstans, a FINDCORES() algoritmus ritka
grafokra vonatkozo futasi idejére tett becslés az érvényes. Néhany futasi ered-
ményt a 2. Abran ismertetiink.
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(a) Az eredeti kép (b) Kimenet: a fokuszban 1évé teriiletek

(e) Az eredeti kép (f) Kimenet: a fokuszban 1év6 teriiletek

2. abra: Bemeneti képek és a klasztermag keres6 FINDCORES() eljaras kimenete.
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3. Hianyos és zajos adatok kezelése

A képszegmentalasra hasznalt graf alapu eljarasok egyik legnagyobb hidnyossaga,
hogy olyan esetekkel nem foglalkoznak, amikor a bemenetként kapott kép za-
jos informacidokat vagy hidnyos adatokat tartalmaz. Ilyen esetekben a tavol-
sdgszamitas a pixelek kozott nem végezhetd el, ugyanis részben vagy teljesen
hianyoznak az ket jellemzé tulajdonsagvektorok (intenzités, szin, kdrnyezetben
lévs pixelek tulajdonségai, stb).

A stirt részgrafokat keres§ modszerek t6bbségére szintén jellemzd, hogy fel-
tételezik a bemeneti adatok megbizhatdsagat és épségét, de itt mar el6fordulnak
zajos adatokat kezelG modszerek is, példaul [9] vagy [4]. Ezeknek az algoritmu-
soknak kozos vonasa, hogy zajmentes esetben feltételezik, hogy a klaszter egy
teljes részgraf vagy teljes paros részgraf. Bar ezek a modellek nem foglalkoznak
élsalyozott grafokkal, silyozés esetén ez annak felelne meg, mintha a klaszter
barmely két pontja k6z6tti kapcsolat kellGen szoros lenne ahhoz, hogy megfeleljen
a stirtiség kovetelményeknek. A zajtiirés ekkor ugy értelmezhets, mint tolerancia
a hianyzo élekkel szemben a teljes részgrafhoz képest.

Mi egy ettdl eltérd, élsulyozott grafokra vonatkozo zajmodellt hasznalunk. A
kordbbi kétféle lehetséges dllapot mellé (van él vagy nincs él két pont kozott)
bevezetiink egy harmadikat is, amikor nincs informéaciénk egy kapcsolatrol. Ah-
ogy azt kordbban emlitettiik, a pixeleket leir6 tulajdonsagvektorok nemcsak az
intenzitas és szin értékekbdl dllhatnak, hanem példaul a kdrnyezetiikben 1évG
pixelekre vonatkoz6 értékekbdl allo vektorokat is tartalmazhatjak: el6fordulhat
ugyanis, hogy részleges informaciokkal rendelkeziink a képpontokrol.

Mivel ezt az eddig hasznalt pixel-pixel graffal nem tudjuk abrézolni, attériink
az ennél hatékonyabb péaros graf alapi modellezésre. A péaros graf egyik pon-
tosztalydban a pixelek szerepelnek, a maéasikban pedig az Gket leiré tulajdon-
sdgvektorok egyes dimenzidi.

A zajmodell alapjan a bemeneti grafot két részre osztjuk aszerint, hogy a
pontok tulajdonsagvektorai épek vagy hianyosak. A bemeneti paros grafot egy
M matrixszal irhatjuk le, amely az el6bb emlitett médon két részre oszthatod
M = [Meomp, Maam]. Az M métrix m(i) elemeit az alabbi modon definialjuk:

e — L i Az i. pixel j. tulajdonsaganak értéke
*J 0 ha hidnyzik az érték

, ahol p;; € [-1,1]\ {0} a tulajdonsag normalt értéke. Ha példaul egy pixel
tulajdonsagvektora a sajat intenzitds és (szines kép esetén) a szin értékekbdl
all, valamint a négy szomszédos pixelhez tartozé értékekbdl, akkor a tulajdon-
sagvektor 8 elembdl all. Mcomp, Veomp, Mdam, Vdam rendre a teljes tulajdon-
sdgvektorokbol 4ll6 méatrix, a hozzé tartozoé pixelhalmazzal, valamint ugyanezek
a hiadnyos tulajdonsagvektorokra.

Ha csak a Mcomp, Veomp adatokat tekintjiik, akkor a FINDCORE() algo-
ritmussal meg tudjuk hatarozni a klaszter magokat alkotd pixeleket, hiszen a
péaros grafos modellbdl visszaallithatd a hagyomanyos grafos modell, ha minden
adat rendelkezésre all. A hidnyos vektoru pixelek besorolasidhoz pedig azt vizs-
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galjuk, hogy a meglévé tulajdonsagaik mennyire egyeznek meg a klasztermagok
tulajdonsagaival.

A hianyos adatokat kezels algoritmus a fent emlitett mdodszeren alapszik, és
lépései az alabbiak:

Algoritmus [MV]|=CLUSTER(Mcomp, Maam., €)

1 [ClusterCores] =FINDCORES(M comp,diimit)
2 [Ccicore)] =CALC-CORECHAR/(ClusterCores,e)
3 [MVinatriz] =COMPUTE-MV(Meomps Maam)

Els§ lépésként az ép adatokbol a FINDCORE() algoritmussal meghatarozzuk
a klasztermagokat. Ezutan felépitjiik a paros grafot a teljes és a hidnyos adatok-
bol egyarant. Karakterisztikus vektort szamitunk az egyes klasztermagokhoz a
CALC-CORECHAR() algoritmussal a hozzajuk besorolt pixelek tulajdonsagvek-
torai alapjan, amikkel ezutan mar 6sszehasonlithatoak a hidnyos tulajdonsagvek-
tort pixelek. Az Gsszehasonlitas a COMPUTE-MV() algoritmussal torténik.

3.1. A klasztermagok karakterisztikajanak meghatarozasa a paros
grafban

A péros grafos modellben a FINDCORE() algoritmus kimeneteként kapott klasz-
hasznaljuk. A grafbol kinyerhets legkisebb e paraméternek megfelel§ klaszter-
magok stirtiségértéke a djjmie értékbsl még pontosan nem hatarozhaté meg,
de alulrol becsiilhets. Béar a klasztermagok a Ygense strtiségértéknek megfelel-
nek, a paros grafban még kiillon meg kell hatdrozni a relevans tulajdonsagok
részhalmazat. A teljes tulajdonsagvektorban ugyanis lehetnek olyan tulajdonsa-
gok, amelyek csak az adott maghoz tartozé pixelek egy részére jellemzGek, és
ezek elhagyésaval egy siirtibb paros részgraf nyerhetd, lasd 3. dbra.

A klasztermag karakterisztikat a maghoz tartozd pixelek tulajdonsagvek-
torainak atlagabol szamithatjuk, sulyozva az egyes tulajdonsigok fontossigéval.
A sulyozas egyik szempontja, hogy a magon beliili pontokra milyen aranyban
jellemzd a tulajdonsig, a masik szempontja, hogy a kép teljes pixelhalmazéra
mennyire jellemz§. Ha a klasztermagon beliil kicsi a szérdsa az adott tulaj-
donsagnak, az azt jelzi, hogy ez a tulajdonsig relevins a mag szempontjabol.
Ugyanakkor a kis szoras a teljes tulajdonsagvektoron azt jelenti, hogy az adott
tulajdonsag felesleges, azaz nem hordoz fontos informaciot.

A Kklaszter karakterisztika igy tulajdonsidgonként egy atlagértékbdl és egy
silytényez6bdl all, meghatarozasuk modjat az alabbi algoritmusleiras tartal-
mazza: (Az f() egy normalizal6 fiiggvény.)
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Algoritmus [ccicore, Woicore)] =CALC-CORECHAR, (ClusterCores)

Ve; klasztermagra a ClusterCores-ban:
wClCore(iv k) - an(/ij) if vj € ¢
oal(i, k) = disp(u;k)

VF}, tulajdonsagra:

UClCm‘es(k) — disp(wClCOTe(iak))

Ve; klasztermagra a ClusterCores-ban:
CClCore (Z; k) - f(O—ClCores(k)/O—cl(ia k))

N O U W N

3.2. A hianyos tulajdonsagvektora adatok klaszterezése

cluster cores object with noisy feature vector cluster cores

" relevant features for a cluster

3.4abra: A FINDCORES() kimeneteként kapott klasztermagok a hagyomanyos graf-
ban (balra). Paros grafos modell: meghatarozzuk a relevans paramétereket a klaszter-
magokhoz; A hidnyos tulajdonsagvektori pixelek a meglévs tulajdonsagok alapjan
keriilnek besorolasra.

A besorolaskor minden egyes v; pixelhez kiszamoljuk, hogy milyen mérték-
ben tartozik az egyes klasztermagokhoz (wcicore(j))). Ehhez szamolunk egy
kapcsolddasi erGsséget a meglévs tulajdonsagok alapjan, illetve egy valoszintiség
értéket, ami azt tiikrozi, hogy milyen ardnyban allnak rendelkezésre adatok a
pixelrél. Ezeket a tovabbiakban tagsigi értéknek és megbizhatosagnak fogjuk
hivni. Ezek meghatéarozasat a COMPUTE-MV() algoritmus végzi:
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Algoritmus  [MVinatriz| =COMPUTE-MV  (Mcomp,
Mdama CClCore> wClCo’r‘e)

1 V'Ui S [Mcomp7 Mdam]

2 Vc; klaszter magra ha m;; # 0

3 dlff(laj) - abs(m(z) - wClCore(j))

4 d(i) = norm(dif f(i))

5 MV(Zvja k) - d(l) : CClCore(j)

6 MembValue(i,j) = sump[MV (i, 7, k)]

7 Confidence(i,j) = sum(m;;)/F if m;; #0

Vegyiik észre, hogy az algoritmus az ép tulajdonsagvektora pontokra is kisza-
molja a tagsagi értékeket. Erre azért van sziikség, mert a klasztermagok meg-
hatarozasakor a pixelek egy része kimaradhat, ha nem kapcsoloédik szorosan
egyik csoporthoz sem. Ebben a 1épésben minden pixelt besorolunk valahova,
de a klaszterek karakterisztikiit csak az egymashoz szorosan kapcsoldédo pixelek
hatarozzak meg, igy nem mindegy, hogy a kimaradé pixeleket a FINDCORES()
algoritmuson beliil vagy itt probéaljuk besorolni. A klasztermagok pixeleinek is-
mételt besorolasa pedig lehetGvé teszi, hogy a klasztermagok kozotti dtfedéseket
is felismerjiik.

3.3. Teszteredmények

Tesztelés szintetikus adathalmazon A hidnyz6 adatok besorolasat végzs
algoritmust szintetikus adathalmazon is teszteltiik. Ezzel a moédszerrel tesztel-
het6 az algoritmus néhany olyan tulajdonsaga is, amely a képek fokuszban 1évs
teriileteinek kivalasztésakor nem sziikséges, de méas alkalmazéisok esetén fontos
lehet. Ezért a szintetikus adatokon torténd tesztelésnél klaszterezendd objek-
tumokrol és nem pixelekrsl beszéliink, ezzel is jelezve, hogy a moddszer mas
teriileteken is alkalmazhato.

A klaszterezends objektumok tulajdonsigvektorait valoszintiségi modell segit-
ségével allitottuk Ossze. A létrehozott klaszterek relevans tulajdonsaghalmazai
kozott atfedéseket hoztunk létre. Egyenletes eloszlasu zajjal terheltiik az ada-
tokat, majd véletlenszertden toriiltiik a tulajdonsag értékek egy részét a hidnyzo
adatokat modellezve, lasd 4. abra.

A 5. abra a tagsagi értékek megbizhatosaganak teszteredményeit mutatja. A
megbizhatosag alatt azt értjiik, hogy milyen a legnagyobb, illetve a masodik leg-
nagyobb tagsagi érték aranya az egyes pixeleknél. Az eredménybdl latszik, hogy a
zaj illetve a hidnyzé adatok novelésével egyre hasonlobb tagsagi értéket kapunk
a két legjobb klaszermagnal. Ennek oka, hogy a zavaré tényezSk ndvelésével
fokozatosan elmosodik a kiilonbség a klaszterek kozott. Ugyanakkor a pixelek
jelentds részénél még magas zajszint és hidnyzo6 adat-arany esetén is egyértelmi
a besorolas. Az 1. tablazat szamos futtatasi eredmény atlagat tartalmazza.
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C1
c2

lusters

c4
O cs5
c6

|
Relevant features of 1 Features ouoq,,

4. abra: A szintetikus adathalmaz felépitése, klaszterek kozott atlapolodo relevans tu-
lajdonsagokkal.

1. tablazat: Teszteredmények. Atlagos teszteredmény kiilonboz6 adathalmazokon: a
klaszterezendd objektumok szama 10000 és 80000 kozott valtozott, a klaszterek szama
5 és 15 kozott.

Zaj |HiaAnyz6 adatok| Hiba Zaj |Hianyz6 adatok| Hiba
arany aranya arany|| |arany aranya arany
0.2 0.1 0.0125 0.2 0.1 0.0625
0.3 0.1 0.2500 0.3 0.1 0.2250

" 0.4 0.1 0.2750 " 0.4 0.1 0.0250
S 0.5 0.1 9.1750 g 0.2 0.3 0.4125
Ll 0.2 0.3 0.2125||2| 0.3 0.3 3.9375
& 0.3 0.3 0.5375||@| 0.4 0.3 4.0500
X 04 0.3 0.6000|x%| 0.2 0.4 0.2625
&l 05 0.3 0.7625[|83[ 0.3 0.4 5.5500
0.2 0.5 0.5125 0.4 0.4 18.7500
0.3 0.5 0.8375 0.2 0.5 0.6750
0.4 0.5 5.0875 0.3 0.5 2.7250
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5. abra: Teszteredmények kiilonb6z6 zaj és hidnyzasi arany mellett.

Teszteredmény képeken A klasztermagok meghatarozisahoz a grafot azokbol
a pixelekbdl épitjiik fel, amelyeknek a tulajdonsagvektorai épek, az élek tovabbra
is a szomszédos pixeleket kotik Ossze, silyaikat a kornyezs pixelek intenzitéas-
kiilonbségébdl szamoltuk. Az eredeti és a zajjal terhelt tesztkép lathatd a 6.
abran. A korabban bemutatott FINDCORES() algoritmus egy belsG lépése il-
letve a kimenete a 7. kép bal illetve jobb oldalan lathatoak. A fehérrel jelzett
pixeleket soroltuk be valamelyik klaszermaghoz, a feketék a kimarado pixelek. A
kimenet az egymashoz legjobban hasonlit6 pixelek halmazaibol 4ll. Ez a fokuszalt
képek esetén azt jelenti, hogy az elmosott teriileteken lévé pixelek keriilnek
elGszor besorolasra, hiszen itt kisebb az intezitaskiilonbség, mint példaul az el-
mosott teriiletek és az éles teriiletek hatarén, vagy az éles teriileteken beliil.
Simitasi 1épésként a kis méreti klasztermagokat toroljiik.

Ezutan kovetkezik a hidnyzo6 intenzitasértékid pixelek klaszterezése. Ezt a
korabbiakban ismertetett CALC-CORECHAR() és COMPUTE-MV() algorit-
musok segitségével tessziik meg. Az eredmény a 8. képen lathaté. A klaszter-
magokhoz tartozd pixeleket levalasztottuk a képrdl, csak a fokuszban 1év6 terii-
leteket hagytuk meg.

Az eredmény alapjan lathato, hogy az algoritmus helyesen ismeri fel a kép
éles részeit. Ugyanakkor a fokusz-keress eljarasok egyik legnagyobb problémaja,
a homogeén teriiletek kezelése kis mértékd hibas besorolast itt is eredményezhet.

4. Osszegzés

Bemutattunk egy graf alapu eljarast kis mélyésgélességii képek éles teriileteinek
detektaldsara. A modszer alapja egy kétlépcesds modell, amelynél az els6 1épésben
egy modositott MSF-keress eljarast alkalmazunk, a masodikban pedig egy ezt
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(10% zaj).

7.4bra: A klasztermagokat keress eljaras két lépése. A fehér teriiletek jelzik azokat a
pixeleket, amelyeket besoroltunk valamelyik klasztermagba.

kiegészit$ paros grafos modellt. A fokuszalt teriiletek kiemelésének tesztered-
meényein tal bemutattuk, hogy milyen eredmények érhetéek el zajos bemeneti
adatok esetén.
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(c) Fokuszban 1év6 teriiletek kiemelése az (d) Fokuszban 1évé teriiletek kiemelése a
eredeti képen zajos képen

9. abra: Tovabbi teszteredmények zajmentes és 15% zajjal terhelt képen.



