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Szabalyalapud gépi tanuldsi médszerek és alkalmazasaik természetes nyelvi problémédk megolddsara

1. Bevezetés

A dolgozat a gépi tanuld algoritmusokkal és egyes tanuld algoritmusok gyakorlati alkalmazdsaival
foglalkozik. Ez a teriilet a mesterséges intelligencia targykorébe tartozé kutatdsi 4g. A tanulé algoritmusok a
szamitégépek olyan alkalmazisat jelentik, amelyben a tanulds képességével rendelkezd szamitégépes rendszerek
médositani tudjak sajat mitkodésiiket a haszndlat sordn nyert tapasztalatok alapjan. A tanul6 algoritmusok
tanulményozasa elvezethet az emberi gondolkodas, kovetkeztetés jobb megismeréséhez. Az altalanos céld tanuld
algoritmusok egy kezdeti hipotézis valamint tréning példak felhaszndldsdval javitott és a példdkkal konzisztens
hipotéziseket képesek eldallitani. A tréning idészakban igényelt jelentés mennyiségii emberi és gépi erdforras
koltség varhatéan megtériil amiatt, mert mindezt elegendd a szoftver fejlesztési fazisaban egyszer elvégezni. Az
alabbiakban hiarom fontos alkalmazasi teriiletet kiilon is megemlitek, ahol rutinszerlien haszndlnak tanulé
algoritmusokat. Ezek az adatbanydszat, a bioinformatika és a természetesnyelv-feldolgozas.

A tanul6 algoritmusok kutatdsdnak egyik mdra mdr 1ényegében Ondllosult dga az adatbianydszat [Bha99]
(data mining). Nagy adatbdzisokat hasznidlnak ma mar az iizleti életben, a bankrendszerben, a mérnoki
tudomdnyban, a tidrsadalombiztositdsban és a természettudomdnyban. A valéban relevans informécié kinyerése
ezekbdl az adatbazisokbdl fontos gyakorlati feladat. A szamitégépes tanuldssal kapcsolatos kutatdsok az alabbi
kérdésre helyezik a hangsilyt: lehetséges-e egy olyan leir6 modell meghatdrozdsa a konkrét adatok alapjén,
amely egyszerre pontos is és az ember szamdra konnyen érthetd. Tobb igéretes projekt indult a gépi tanulds
alkalmazasara pl. diagnézis tanuldsdra egészségiigyi adatokbdl, iddjards eldrejelzés 1€gkori mérési adatok
alapjan, tipikus vasarl6i szokdsok feltérképezése hipermarketek eladési adatbazisai alapjan.'

Hasonl6 az alapfeladata a bioinformatikdn beliil a genetikus szdmitastechnikdnak (genetic computing). A
DNS szekvendlasi technoldgia kifejlesztése Ota szamos kiilonbozd keresési feladat fogalmazddott meg,
amelyeket hatalmas DNS szekvencia adatbdzisokon kell végrehajtani. A legfontosabb problémak egyike a DNS
altal kodolt fehérje szerkezetének kutatdsa (protein structure engineering), virus, baktérium fehérjetoredékek
keresése, gyogyszermolekuldk tervezése (drug design, drug engineering, learning structure-activity relation). A
fehérjék alapvetéen aminosavakbdl all6 lancok. Az alkoté aminosavak sorrendjét a fehérjék elsddleges
szerkezetének nevezik. A fehérjemolekuldk térbeli szerkezete az un. mdsodlagos szerkezet. A tanuld
algoritmusok segitségével megjésolhatd, hogy egy fehérje egy adott pozicion taldlhaté aminosava része-e egy
jellegzetes 3-dimenzids alakzatnak (o-helix, B-lanc, sdvok, egyenes szakaszok). A tanuldsi példdk ismert
molekuldk adataib6l dllnak, hattér tudasként pedig haszndlhatdk az adott pozicié szomszédsdgaban taldlhatd
aminosavak, valamint az egyes aminosavak fizikai és kémiai tulajdonsagai (hidrofébia, toltés, méret, polaritas).

A tanul6 algoritmusok alkalmazdsdnak ugyancsak fontos teriilete a természetesnyelv-feldolgozas. Egy
természetes nyelv millids nagysagrendben tartalmaz szavakat. Ragozé (agglutindlé) nyelvek esetén, mint
amilyen a magyar is, a sok rag és jel miatt ez a szam elérheti a 10 milliét. Az frott szoveg megértéséhez a kulcs
az Osszefiiggések €s a nyelvi szerkezetek elemzése, amely felhaszndlja a szavak morfo-szintaktikai attribiitumait.
Az Internet elterjedésével a mindenki &ltal konnyen elérhetd irott szoveges informdcié mennyisége dramai
moédon novekedett. Ennek a heterogén, soknyelvii anyagnak a barmilyen kis mértékii rendezése, feldolgozasa,
kivonatoldsa is nagy fontossdgu, ezért keriilt a természetesnyelv-feldolgozds a tudomdnyos érdeklddés
kozéppontjdba. A természetesnyelv-feldolgozdshoz szorosan kapcsoldédnak a beszédfelismeréssel kapcsolatos
kutatdsok. A tanulé algoritmusok hatékonyan alkalmazhaték példdul a beszédfelismerésben, a szo6faji
egyértelmiisitésben, a fénévi szerkezetek kijelolésében. A tanuldsi példdk annotdlt szoveg vagy hang mintdk. A
hattértudast nyelvészeti, fonoldgiai szabalyszeriiségek alkotjak. A feladat egy ismeretlen beszéd vagy szoveg
automatikus annotdldsa. A 4. Fejezet elején a szabdlyalapu tanul6 algoritmusok még szamos tovabbi érdekes
alkalmazas ismertetésére keriil sor.

' UCI (University of California, Irvine) Machine Learning Archive, Knowledge Discovery and Data Mining (Szamitégépes
tanulds, adatbanydszat): http://www.ics.uci.edu/~mlearn/Machine-Learning.html



T. Mitchel [Mit97] az aldbbiak szerint hatdrozta meg a tanul6 programok fogalmat:

1.1. Definicié: Adottak a kovetkezdk: Z egy szamitégépes program, E tapasztalati tények (tréning adatok) egy
halmaza, T elvégzendd (teszt) feladatok egy halmaza és P egy végrehajtasi teljesitmény mérték. A Z program
tanul az E gyakorlati tapasztalatokbdl, ha a Z programot az E gyakorlati példak feldolgozasa utdn ismételten
lefuttatva a T teszt feladatokon, a Z program P mérték szerinti teljesitménye javul.

Tanulé algoritmusok készitésére szdmos elméleti modell 1étezik. A modell alkalmas eszkozt kell, hogy
biztositson a tanuldsi (tréning) és a teszt példak szamitégépes reprezentacidjara, ha van, akkor egy tuddsbazisnak
és végiil maganak a Z programnak a reprezenticidjara is. A reprezentacié lehet példaul egy mesterséges neurdlis
halézat [Bis95], [Hay94] vagy egy Markov halézat [Man00].

Egy tovabbi lehetdség az, hogy a Z programot utasitdsok (kiszamitdsi szabdlyok, képletek vagy formuldk)
sorozataként reprezentdljuk. A tanuldsnak ezt az 4gat altaldban a szimbolikus tanulds néven ismerik. A
szimbolikus tanuldson beliil kiilléndsen fontos teriilet a szabaly-halmaz tanulds. Szabélyokon ,ha-akkor” tipusu
formuldkat kell érteni, amelyekkel definidlni lehet egy dj reldciot ismert reldcidk felhaszndldsaval. A szabdly-
halmazok tanuldsara szolgdlé algoritmusokat nevezziik szabdlyalapd tanul6 algoritmusoknak.

A jelenlegi tanul6 algoritmusok hatékony felhaszndldsa egyelére még komoly szakmai felkésziiltséget
igényel (a kutatasok egy része éppen a konnyebb felhasznalhatésdgra irdnyul), ettdl fiiggetleniil azonban nem
lehet lemondani az alkalmazasukrél akkor, amikor a megoldandé probléma emberi 1éptékkel mérve nagyon nagy
vagy bonyolult. Fontos mindjart eldrebocsatani, hogy a tanulé programok maguk is algoritmusok alapjdn
mitkodnek, azaz a hipotéziseiket valamilyen szabalyszeriiség szerint generdljdk (egy keresési teret jarnak be). A
programok a rendelkezésiikre all6 id6 alatt nagy keresési tereket tudnak megvizsgélni, és kozben folyamatosan
ellendrzik a hipotéziseiket. Nem képesek azonban arra a kreativitdsra, ami tovabbra is csak az ember sajatja:
Nem rendelkeznek asszociativ képességekkel, nem fognak tudni analégidkat felfedezni két teljesen kiillonb6z6
probléma kozott, nem tudnak 6ndlldan Uj reprezentdciokat feltaldlni.

Az aldbbi definicid a gépi tanulds legalapvetébb mérfoldkovét, az tn. induktiv tanuldsi hipotézist ismerteti.
Ez a hipotézis mutatja be leginkdbb a tanul6 algoritmusok lehetdségeit és korldtait. Egyrészt a tréning halmaz
elemeinek szamat folyamatosan tudjuk novelni (a rendelkezésre 4ll6 technika éltal kijelolt hatarig), ezzel egyre
kifinomultabb rendszereket tanulhatunk meg, mindazondltal a teljes rendszer teljesitménye csak valdsziniiségi
szempontbdl fog javulni, eldre nem latott események esetén a program tovdbbra is hibazhat. A hipotézis
valdjdban 6sszhangban van az emberi tarsadalom eddigi fejlddésével, amennyiben a tdrsadalom mai fejlettségi
szintjére a véges példa halmazokbdl torténd tanulds médszerével jutott el.

1.2. Definicié: Az induktiv tanuldsi hipotézis [Mit97]: ha egy megtaldlt hipotézis jol kozeliti a megtanuland6
formuldt (szabdlyt, predikdtumot) egy elegendden nagy példa halmazon, akkor az jol fogja kozeliteni a
megtanuland6 formulat a példak kozott el nem fordult esetekben is.

Az induktiv tanuldsi hipotézis teremti meg az alapot a hitelesitett tanuldsi adatbdzisok felhaszndldsara.
Szamos gyakorlati esetben ugyanis a feladat megfogalmazdsan tilmenden tovdbbi elméleti keret nem 4ll
rendelkezésre, az egyetlen forrds egy adatbdzis, amelyben tapasztalati adatok taldlhatok a tanulmdnyozandd
jelenségre vonatkozdan. A tanuld algoritmusok &ltal adott eredmény mindségét az hatdrozza meg leginkdbb,
hogy a felhaszndlt tréning adatbdzis mennyire elfogadott, szabvanyos és hiteles. Az utébbi években ilyen
adatbazisok készitése elterjedében van a vildgban, lassan egy piac is formalédik ezen a teriileten, ugyanis az
adatbazisok nemcsak tréning feladatokra (kutatdsra), hanem egy mds modon elkészitett szoftver rendszer
tesztelésére (és ily modon hitelesitésére) is alkalmasak.

A dolgozatban a szerzd ismertet egy sajat fejlesztést interaktiv tanuld algoritmust, a késobbiekben pedig
ennek és mds szabdlyalapd tanulé algoritmusoknak gyakorlati alkalmazdsa teriiletén kifejtett tudomanyos
eredményeit. A 2. Fejezetben a szabdlyalapi tanuld algoritmusok néhdny jelentésebb képviseldje keriil
bemutatdsra, a 3. Fejezetben a szerzd és munkatdrsai dltal kifejlesztett IMPUT tanul6 algoritmus, a 4. Fejezetben
szdmos természetes nyelvi alkalmazds taldlhatd, amelyet az 6sszefoglal6 kovet az 5. Fejezetben.

A szerz§ tanuld algoritmusok alkalmazdsdval kapcsolatos tudomdnyos tevékenységét a 3. Fejezet és a 4.
Fejezet tartalmazza. A 3. Fejezetben az IMPUT abduktiv tanul6 algoritmus ismertetésére keriil sor, amely a
szerz0 sajat eredménye. Az IMPUT algoritmust a szerz6 implementdlta is, és szdimos alkalmazas kifejlesztésére
is sor keriilt. Az IMPUT rendszer sikeresen alkalmazhat6 volt a beszédfelismerésben magyar magdnhangzék
felismerésére, illetve EKG hullamok szintaxisanak tanuldsara.
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Az IMPUT rendszer a svéd Bostrom 4ltal kifejlesztett SPECTRE algoritmus egy jelentds tovabbfejlesztése.
Az IMPUT algoritmus a beépitett IDTS hibakeresd modulnak kdszonhetden jelentOsen javitotta a megtanult
program mindségét. Bar a megtanult programok egyforman helyesek voltak mindkét tanul6 program esetében, az
IMPUT-tal kapott eredmények azonban sokkal tomorebbek és konnyebben értheték voltak. A hibakeres6
rendszer haszndlata megkoveteli egy tandr jelenlétét.” A tanul6 algoritmus hatékonyan fel tudta hasznalni a tanar
altal a tanulas kozben pétlélagosan bevitt informacidkat a hipotézis eldallitdsahoz.

Az IMPUT rendszer IDTS hibakeresé moduljat a szerzd és munkatdrsai kozosen készitették az ,,JLP” BRA
6020 ESPRIT projektben. Segitségével az aktudlis hipotézist és a tanuldsi példakat felhasznalva lokalizalhat6 a
hiba helye, ami miatt az aktudlis hipotézis nem viselkedik megfeleléen. Az aktudlis hipotézist az adott helyen
megvaltoztatva egy djabb hipotézis kaphat6. A transzformdcié sorozat bizonyos feltételek esetén bizonyithatéan
véget ér, st el is jut egy, a példdkkal konzisztens hipotézishez. Léteznek azonban olyan tanuldsi példak,
amelyek esetében az algoritmus nem tud eljutni a megfeleld hipotézishez. Egy elméleti eredmény szerint
[Chen96] 1étezik teljes megoldds, olyan, amely tetszOleges tanuldsi példa halmaz esetén el tud jutni egy
megfeleld hipotézishez, azonban a megoldds médjara ez az elméleti eredmény nem ad vélaszt.

A 4. Fejezetben tobb a természetesnyelv-feldolgozashoz k6tddo alkalmazasrol esik sz6. A szerzd vezette be
a természetes nyelvi egyértelmiisitési feladat megoldasaban a bizonytalansdgi-osztily fogalmat. Sajat eredmény
a bizonytalansagi osztilyokra alapozott tanuldsi modell kidolgozasa tobb tanuld algoritmusra (C 4.5, Progol,
AGLEARN). A szerzd dolgozta ki az IMPUT algoritmus alkalmazdsi modelljét a magyar maginhangzdék
felismerésére. A THALES természetes nyelvi interfész attribitum nyelvtan alapi objektum memoridjanak
kifejlesztése is a szerzd sajat munkdja.

A beszédfelismerésben a tanuld algoritmusok feladata konnyen definidlhatd: adott néhdny hang minta,
amelynek a szoveg megfeleltetése ismert. A feladat egy ismeretlen digitalizalt hullim szoveges megfeleldjének
eldallitisa. Ebben a korben egy igen fontos feladat a folyamatosan érkezé hullimok szegmentdldsa, azaz elemi
épitd elemekre (fonémdkra) bontdsa. A kovetkezOkben az egyes fonémdk azonositdsa a cél, amely feladatra a
kiilonb6z6 tanuld algoritmusok alkalmazdsa magatdl értetddik. Statisztikus mddszereket mar régéta haszndlnak
beszédfelismerésre [Jeli97], [Rab93]. A magyar maganhangzok akusztikus szempontbdl viszonylag egyszertiek,
néhany domindns spektrilis Osszetevd szuperpozicidjanak tekinthetok. Természetesen a frekvencia és intenzitas
értékek a beszélotdl fiiggnek, tovabba ezek az értékek id6ben is véltozhatnak. A szerzd egy tanuldsi modellt
dolgozott ki, amely az IMPUT tanul6 algoritmus alkalmazdsara épiilt. A rendszer szabaly-halmazokat tanult meg
0t magyar magdnhangz6 azonositidsidra. Tovabbi maginhangzdék felismerésére a rendszer alkalmassd tehetd,
massalhangzdk esetében azonban tovabbi akusztikus tulajdonsidgok beépitése sziikséges.

A természetes nyelvekkel kapcsolatos kutatdsok egyik 4ga a természetes nyelvi interfészek. Az ilyen tipusd
programok informatikai el6képzettség nélkiili természetes nyelven torténd kommunikédciét biztositanak a
felhaszndld és a szamitdgépek kozott. A természetes nyelvi interfészek nem engedik meg a teljes természetes
nyelv haszndlatdt, annak csak egy jol definidlt részhalmaza haszndlhat6. A mondatok egy j6l meghatdrozott
teriilethez kapcsolodé objektumainak lefrdsdra és a rajtuk értelmezhetd tevékenységek elvégzésére utasitd
parancsok kiaddsdra alkalmasak. A gyakorlatban is j6l mikodd rendszer egyik kulcsa a pontosan definidlt
parancs szintaxis €s az erre épuld szemantika. A szerz6 és munkatidrsai egy attribitum nyelvtan alapd,
nagymértékben 4ltalanosithaté interfész generdtor rendszert készitettek, amely sikgeometriai szerkesztések
végrehajtasara alkalmas. A szerz0 sajat eredménye az objektumokat tarol6 memdria, a szimbd6lumtibla
attriblitum nyelvtanos specifikdciéon alapulé eldallitisa volt, tovabba a kezeléshez sziikséges eljarasok
forrask6djanak generalasa.

A természetes nyelvek feldolgozasa kdzben tobb egymastol jol elkiilonithetd feladatot definidltak [ManOO].
A feldolgozds a szoveg strukturdlis felbontdsdval kezdddik, az adatdllomdnyokban taldlhaté szovegeket
fejezetekre, bekezdésekre, mondatokra és szavakra bontjdk fel. Mar ebben a 1€pésben is tobb gyakorlati
szempontbdl 1ényeges probléma meriil fel (mondathatdrok és a szavak hatdrainak meghatdrozasa, idézdjelek,
kotdjelek hatokorének kijeldlése). A tovdbbiakban fontos feladat a szavak széfaji elemzése. A széfaji kédokat
egy cimkével csatoljdk a szavakhoz. A természetes nyelvekben gyakran fordulnak el tobbjelentésti szavak. A
tobbjelentésii szavak cimkéi koziil a szovegkornyezetnek megfeleld cimke kivalasztidsat nevezik széfaji
egyértelmiisitésnek. Az egyértelmiisitési feladat megolddsdra mar régéta alkalmaznak statisztikai (HMM)
tanul6 algoritmusokat [Cut92], [Mer94]. Az utébbi idében tobb szabalyalapi megkozelitést is publikaltak

2 A szakirodalomban a tandrt sokszor nevezik bolcsnek (oracle). A tovébbiakban a dolgozatban is ez az elnevezés fordul eld.



[Cuss97], [Eine99]. A tanuld algoritmusok alkalmazdsakor nehézséget jelent a tanuldsi példdk nagy szdma. A
szerz§ kidolgozott egy a gyakorlatban is hatékonyan mikodé modszert a tanuldsi példdk szdmdanak
csokkentésére azaltal, hogy a tanuldsi feladatot sikeresen fel tudta bontani kisebb feladatokra. Az eredményiil
kapott szabdlyhalmazok egyesitésével lehet a végeredményt megkapni. A szerzd éltal kidolgozott médszer
alapjan tobb kiilonboz6 tanul algoritmus felhaszndldsdval hatdroztak meg egyértelmiisitési szabalyokat,
amelyeket egyértelmiisité programokba épitettek be. A szerzd altal kidolgozott elvek alapjan késziiltek el a C
4.5, a Progol és az AGLEARN algoritmusok alkalmazdsai. A szerzé munkatirsaival egy oOsszehasonlitd
tanulményt készitett 6t kiilonboz6 tanulé algoritmus felhasznaldsaval, tovabba sikeres kisérleteket végeztek a
kiilonb6z6 szabélyrendszerek kombindldsara.

A természetes nyelvek feldolgozdsdnak kovetkezd 1€péseiben [Gin93] — fOnévi szerkezetek kijelolése (NP-
chunking) [Joh00], [ZhouOO0], szintaktikus elemzés [Dej00], szemantikus annoticid, anafora feloldds (anaphora
resolution)’, szandék felismerés, szoveg kategorizdlds [Seb02], szoveg kivonatolds [Man99] — ugyancsak
alkalmas teriiletei a tanul6 algoritmusok alkalmazdsanak.

A dolgozat elkészitéséhez felhaszndl publikdcidk megjelenését kovetden a szerzé az IKTA 27/2000 projekt
egyik irdnyit6jaként részt vett egy magyar nyelvii 1 millié szavas tanul6 adatbazis fejlesztésében. Az adatbazis
jelentds emberi eréforrdsok bevondsaval 2002-ben késziilt el. A szerzé és munkatdrsai kisérleteket kezdtek
tanulé algoritmusok futtatdsara és egyértelmiisitési szabdlyok tanuldsdra. A megtanult szabalyok segitségével
gyakorlatban is miikodo egyértelmiisité rendszert készitettek. Az NKFP 02/17/2001 projektben a névszoéi
szerkezetek struktirajat vizsgaljak, amelynek sordn a fonévi szerkezet nyelvtandnak tanuldsira az IMPUT
rendszert fogjak alkalmazni.

Az Eurépai Kozosség két izben is tdmogatott egy olyan kutatdsi projektet, amely témdja az ILP (Inductive
Logic Programming) a logikai programok (elsérendii logikai formuldk) tanuldsa volt. Az els6 a BRA (Basic
Research Area) 6020 ,,IJLP” ESPRIT projekt az elméleti alapok lerakdsdra irdnyult 1993—1996 kozott. A masodik
pedig az LTR (Long Term Research) 20237 ,ILP2” ESPRIT projekt az ILP tanulé algoritmusok lehetséges
gyakorlati alkalmazdsi teriileteinek kijelolésére irdnyult 1996-1999 kozott. Mindkét projektben 8 eurdpai
egyetem vett részt, valamint tobb tarsintézmény és ipari partner. A Szegedi Tudomdnyegyetem tarsintézmény
volt mindkét projektben. A szerzd tevékenyen részt vett a projektek kutatasi-fejlesztési munkdiban.

A magyar természetes nyelvi kutatdsokat nagy mértékben segitette, a magyar Oktatdsi Minisztérium IKTA
és NKFP kutatas-fejlesztési palydzatainak meghirdetése. A szerz0 és tarsai altal beadott nyertes péalyazatok:
IKTA 27/2000, NKFP 2/017, IKTA 37/2002. A pdalydzatok sordn tobb a magyar természetes nyelvhez
kapcsolddé kutatds indult el. A szerz6 tobb mas kisebb projektben is részt vett tobbek kozott: ILPNet Copernicus
CP-43, ILPNet2 EU INCO program 9771002, PHARE TDQM H9305-02/1022, valamint tobb OTKA pélyézat.

Szeretném kifejezni koszonetemet Gyiméthy Tibornak, témavezetdmnek, aki pdlyakezdésem Ota
munkatdrsam és tdmogatom volt, aki nélkiil a dolgozat nem késziilhetett volna el, Horvath Tamdsnak és Kokai
Gabrielldnak, akikkel sok éven at egyiitt dolgoztam egyiitt kozos kutatdsi feladatokon és Csirik Janosnak az
Informatikai Tanszékcsoport vezetdjének, aki szakmai tandcsain til nagymértékben hozzdjarult a kutatdsi
feltételek megteremtéséhez.

Ugyancsak koszonettel tartozom az Informatikai tanszékcsoport dolgozdinak, munkatirsaimnak, akik
0sztonoztek, segitettek és tdmogattak a dolgozat megirdsaban és csalddom tagjainak, akik mar nagyon vartdk a
dolgozat elkésziiltét.

3 Anaféranak nevezik az azonos objektumokra torténé kiilonbozé referencidkat. A természetes nyelvekben személyekre,
targyakra gyakran hivatkoznak rokon értelmi kifejezésekkel pl. ,Janos beinditotta az aut6t. Az Fiat lassan elindult.” — az
elobbi két mondatban az auté és a Fiat ugyanazt az objektumot jeloli. Bonyolultabb esetén a feloldds héttértudast is
igényelhet pl. Bush taldlkozott a katondkkal. A hadsereg foparancsnoka egyiitt ebédelt a tisztekkel.” — itt tudni kell, hogy
Bush az Egyesiilt Allamok elnoke, aki egy személyben a hadsereg féparancsnoka is.
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2. Szabalyalapu gépi tanulasi modszerek

A tanulé algoritmusok alkalmazésai altaldban két kiilonb6z6 diszciplina kozotti egytittmiikodés keretében
késziilnek. Az egyik fél a mesterséges intelligencidval foglalkozd, tanuld algoritmusokhoz érté szakemberek
csoportja, a masik pedig az adott megoldandé (orvosi, biokémiai, mérnoki, fizikai stb.) feladat szakért6ibol allé
csoport. A k6zos munka szempontjabdl kritikus, hogy milyen interfészt hasznalva keriilhetnek be a szamitégépes
rendszerbe egy szakma specidlis ismeretei, hattér tuddsa, illetve tapasztalati tényei (pl. mérési eredményei). A
szabdlyalapu rendszerek biztositani tudjdk azt az elegendden flexibilis hatteret, ami az adatok és a kiszdmitdsi
szabalyok egységes alakra hozdsdhoz sziikséges.

A szabdlyalapd rendszerek egy fontos osztdlyt alkotnak a tanuld algoritmusok kozott. Elterjedésiiket
elényosen befolydsolja, hogy a benniik alkalmazott szabdlyok az ember szdmdra kozvetleniil olvashatdk és
megértheték. Hatranyként szokds megemliteni, hogy az ilyen tipusi rendszerek létrehozdsa nem teljesen
automatikus, illetve, hogy a taldlati pontossdg is sok esetben rosszabb mint példdul a neurélis-hdlézatokon
alapulé modszerekkel elért eredmények.

Amikor rogzitésre keriil egy tanul6 algoritmus hipotéziseinek tere, az egyuttal meghatirozza a rendszerbe
bekeriil6 tanuldsi példdk, a hattér tudas és a hipotézisek lehetséges szerkezetét, szintaxisat. A formalisan rogzitett
szintaxis lehetové teszi, hogy olyan algoritmusokat készitsiink, amelyek szisztematikusan bejarjak a hipotézisek
terét és a példdkat figyelembe véve egy alkalmasabb Uj hipotézisekre taldljanak. A generativ nyelvtanok
témakorébe tartozé ismeretek alkalmas hétteret biztosithatnak ehhez a munkéhoz.

A bevezetOben adott 1.1. definiciéban nem volt elkiilonitve a teszt adatokon szdmitdsokat végzé Z program
és az az algoritmus, amely a Z-t esetleg mddositja. Ez szabdlyalapi rendszerek esetében megtehetd, sot
kivénatos is:

2.1. Definicié: Adott egy H hipotézis tér, E tanuldsi példik egy halmaza, T a teszt feladatok egy halmaza, egy P
végrehajtdsi teljesitmény mérték, valamint egy Z, € H kiindulasi hipotézis és B hattér tudds (amely lehet az iires
halmaz is). Az L tanulé algoritmus feladata egy olyan Z, hipotézis keresése a H hipotézis térben az E tréning
példakat figyelembe véve, hogy a (Z; U B) hipotézis P mérték szerinti teljesitménye jobb legyen, mint a (Z, U
B) hipotézisé a T teszt példakon.

A fenti definici6 szerint az L tanulé algoritmus bemend adatként kezeli a Z, hipotézist, majd azt médositva
allitja elé az djabb Z, hipotézist. A fenti definicié egyeldre nem tér ki arra, hogy vajon létezik-e ilyen Z,
hipotézis, mi torténik akkor, ha bels6 ellentmondds van a tréning vagy a teszt adatok kozott, vagy a hattér tudas
helytelen. Nyitott kérdés tovabba, hogy hogyan lehet az dj Z; hipotézist elddllitani: a kordbbi Z, egyik
szabalyanak médositasaval, vagy egy teljesen 4j szabaly hozzavételével?

A kovetkezdkben ismertetésre keriil a tanul6 algoritmusok egyik korai véltozata, az ID3. A szakirodalom
némileg megosztott abban a tekintetben, hogy ez a mddszer valéban szabdlyalapi-e. Egy a késObbiekben
ismertetésre keriild algoritmussal a dontési fak egyszeriien dtalakithatok ,.ha-akkor” tipusu szabdlyokkd, ezért
szerepel joggal az ID3 algoritmus a szabdly-alapu tanul algoritmusok kozott. Az is indokolja a szerepeltetését,
hogy az ID3 alapul szolgélt tobb késdbb ismertetésre keriild tanuld algoritmushoz.

2.1. Dontési fak tanuldsa, az ID3 algoritmus

Az ID3 algoritmust az ausztrdl Quinlan publikdlta 1986-ban [Quin86]. Késébb ennek felhaszndldsdval
készitette el munkatdrsaival a C 4.5 tanul6 rendszert [Quin93]. Az ID3 algoritmus Mitchel [Mit97] konyvének 3.
Fejezetében leirtak alapjan keriil bemutatésra.

Az ID3 algoritmus dontési fak tanuldsdra szolgdl. A dontési fdk tekinthet6k a diszkrét véltozékon
értelmezett diszkrét értékii fliggvények egy reprezenticidjdnak. Késébb az ID3 algoritmust kiterjesztették
folytonos attribitum értékekre [Fay92]. A dontési fakban harom Iényeges objektum kiillonboztethetd meg:
levelek (a levél cimkék adjdk meg a fiiggvény értékét), belsé pontok (a belsd pontok cimkéi a fiiggvény egy-egy
bemend valtozdjat attributumdt jelolik ki) és csucsok kozott élek (az élek cimkéi a sziilé csticsban adott
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attribitum egy-egy lehetséges értékét tartalmazzdk).

Id&jarés

/
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/

Paratartalom
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/
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/ N\

normdlis

\
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igen

N

esds
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/
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/
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\
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\

igen

2.1. abra: Példa dontési fara

A 2.1. dbrdn bemutatott dontési fa egy olyan diszkrét értékii fiiggvényt reprezentdl, amelynek a lehetséges
értékei logikai tipusdak (igen, nem). A fluiggvénynek legaldbb harom bemend valtozdja van: az idGjards
(lehetséges értékei: napos, felhds, esos), a paratartalom (lehetséges értékei: magas, normdlis) és a szél
(lehetséges értékei: erds, gyenge). Egy adott napon amikor ismert a (varhatd) id6jards, a paratartalom és a szél
paraméterek értéke a dontési fa segitségével kiszamithaté fiiggvény értéke (az iddjaras alkalmas-e teniszezésre).

Nap Iddjarés HOmérséklet  Pératartalom  Szél Fiiggvényérték
(alkalmas
teniszezésre)

D1 Napos Meleg Magas Gyenge Nem

D2 Napos Meleg Magas Erds Nem

D3 Felhods Meleg Magas Gyenge Igen

D4 Esds Enyhe Magas Gyenge Igen

D5 Esds Hiivos Normalis Gyenge Igen

D6 Esds Hiivos Normalis Erds Nem

D7 Felhds Hiivos Normalis Erds Igen

D8 Napos Enyhe Magas Gyenge Nem

D9 Napos Hiivos Normalis Gyenge Igen

D10  Eso6s Enyhe Normalis Gyenge Igen

D11  Napos Enyhe Normalis Erds Igen

D12  Felhos Enyhe Magas Erds Igen

D13  Felhos Meleg Normalis Gyenge Igen

D14  Eso6s Enyhe Magas Erds Nem

2.2. tablazat tanulasi példak az ID3 algoritmushoz

A fiiggvény értékét a fa egy levelének cimkéje tartalmazza. Ehhez a levélhez a kovetkezoképpen lehet
eljutni: a fa gyokerétdl elindulva mindig olyan éleken kell haladni, amelyek cimkéi azonosak a fiiggvény
argumentumaiban megadott attribitumok értékeivel. Ha példaul az adott napon az id4jards esds, a szé€l pedig
gyenge, akkor a gyokérbdl elindulva a harmadik élet (esds) kell vdlasztani, majd a ,,Sz€l” csicsbdl tovdbb a
gyenge cimkéjli élen az igen értékhez érkeziink el.

A dontési fak tanuldsakor egy tdblazatban megadjuk az ismeretlen fiiggvény értékét néhany pontban, majd a
tanulé algoritmus feladata egy olyan dontési fa elkészitése, amely a tdbldzatban megadott helyeken az ott
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megadott értékeket szamitja ki. Az ID3 algoritmusnak nincs sziiksége kezdeti dontési fara, minden esetben egy
teljesen Uj fat készit a bemend adatok fiiggvényében.

A 2.2. tdblazatban taldlhat6 egy adatsor, amelyen bemutatisra keriil az ID3 algoritmus milkodése. Az
nyilvanvald, hogy ismerve az Osszes dontési fat tartalmazd keresési teret, egy nem tdl bonyolult programmal
kiilonféle dontési fak allithatok eld, amelyek konzisztensek a megadott adatokkal, illetve szisztematikus
bejarassal ki lehet vélasztani ezek koziil a legegyszeriibb dontési fat. A Quinlan 4ltal felfedezett médszer
legnagyobb eldnye az, hogy az input adatok feldolgozasaval egy 1épésben el6 tudja allitani a dontési fat.

1.100 +
1.000 +
0.900 +
0.800 +
0.700 +
0.600 +

0.500 +

Entrépia(S)

0.400 +

0.300 +

0.200 +

0.100

0.000 +—+—+—+—+—+—+—+—+—+—+—+—+—+—"F+—+—F+—+—+—+—

Q O O N O N
L LSS

e QO O
N
S PN NS

A pozitiv példak aranya

2.3. Abra. Az entrdpia a pozitiv példak aranyanak fiiggvényében

Az algoritmus szempontjdbol a legfontosabb 1épés a dontésbe bevonni kivant attribitum kivalasztidsa. A
kivdlasztasi stratégia az entropia kiszamitasara épiill. A teljes példahalmaz (S) entrépidjat a lehetséges
fliggvényértékek vizsgdlata alapjan tudjuk kiszadmitani. Az entrépidt szokds bonyolultsdgi mértéknek (impurity
measure) is nevezni. Ez a mennyiség a SPECTRE és az IMPUT algoritmusokban is szerepet jatszik majd.

C
Entropia (S) = Z —pjlog, p;
i=1

A képletben a ¢ a lehetséges fliggvényértékek szdma (pl. igen/nem esetén 2). A p; pedig az i-ik fiiggvény
értékhez tartozé példdk szama az Osszes példa szamadval elosztva. A tekintett példdban 9 esetben a fiiggvény
értéke igen volt és 5 esetben nem. Az entrdpia tehat:

Entrépia (S)=—-(9/14)log,(9/14)—(5/14)log, (5/14)= 0,940

Intuitive, az entrépia azt a sziikséges informacié mennyiségét (a bitek szamat) jeloli, ami ahhoz kell, hogy a
véletlenszertien érkezd példdkhoz hozzarendeljiik a fiiggvényértékeket. Ha a jelen esetben nem lenne olyan adat,
amelyhez a fiiggvény értéke igen, akkor az entrépia O lenne, ami azt jelenti, hogy mivel ilyenkor minden
példdhoz ugyanaz a konstans érték tartozik (nem), a sziikséges bitek szdma nulla. Amennyiben az igen értékhez
és a nem értékhez is ugyanannyi példa tartozott volna, igy az entrépia 1.0 lett volna, ami az mutatja, hogy ekkor
pontosan egy bitre van sziikség ahhoz, hogy minden példdra megadjuk a fiiggvény értékét (igen/nem).

A tovédbbiakban fontos még az informicié nyereség fogalma. Ez azt mutatja meg, hogy egy A attribitum
mennyire hatékony a példdk szétvalogatasakor. A példdk megcimkézéséhez esetleg kevesebb bit is elegendd, ha
ismerjiikk minden példdban egy A attribitum értékét. Az eddigi példandl maradva, ha mondjuk az A attribitum v,
és v, értéke két részre vagnd a példdkat és mindegyik részbe mar csak olyan példak keriilnének, amelyek esetén a
fuggvény értéke azonos lenne, akkor ezt az ismeretet felhasznalva a sziikséges bitek szdma nulldra csokken (az A
attribitum értékeit maguk a példak tartalmazzak, az onnan kiolvashaté).
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Nyereség(S,A) = Entrépia(S)— Y, MEmro'pia(sv)
veValues(A) ‘S‘

A Values(A) az A attribitum lehetséges értékeinek halmazét, az abszolut érték pedig az adott halmaz
elemeinek szamat jeloli. Az S, halmaz azokat a példdkat jeloli (< S), amelyekben minden elemre az A attribitum
értéke éppen v. Vdlasszuk ki most a ,,Sz€El” attriblitumot, az S,y halmazba 8 példa tartozik (6 esetben igen és 2
esetben nem a fiiggvény értéke, az Entropia(Sgyene) = 0.811), az S.,;, halmazba 6 példa tartozik (3 esetben igen és
3 esetben nem a fliggvény értéke, az Entrépia(S,,s) = 1.0). Az informécio nyereség:

Nyereség (S, Szél) = Entropia(S)—(8/14)0,811—-(6/14)1,0 =0,048

Az ,id6jaras” nyeresége 0,246, a ,paratartalom” nyeresége 0,151, a ,,hémérséklet” nyeresége pedig 0,029.
Természetesen a dontési fa csicsdhoz a legnagyobb nyereségii attribitumot kell hozzarendelni. Az algoritmus
ezutan rekurzivan addig folytatédik, amig olyan S, halmazokig el nem jut, ahol a fiiggvényértékek mar azonosak.
Ekkor a fa készitése véget ér, a levél csuicsba a kozos fiiggvényértéket irja az algoritmus. A teljes algoritmus a
kovetkezd:

ID3 (Példéak, Attributumok)
begin
Egy Gyokér csucs létrehozésa
if a példa halmazban minden fliggvényérték azonos, akkor levél cstcs létrehozdsa,
a kOzos értékkel és visszatérés
if az Attributumok halmaza {ires, akkor levél csucs létrehozdsa a példak kozott
leggyakrabban el&forduld értékkel
otherwise
begin
Legyen A = az Attributumok halmazdbdl a legnagyobb nyereségd
Belsd (dontési) pont létrehozasa a féban A-val
forall v lehetséges értékére az A-nak do
begin
uj fa csucs létrehozésa, az élcimke v legyen
P[v] legyen a Példdk halmazdbdl kivadlogatott elemek halmaza, amelyekben az
A attribultum értéke v.
if a P[v] lres, akkor
Egy levél csucs létrehozdsa a Példak halmazban eléforduld leggyakoribb
fliggvényértékkel
egyébként
ID3(P[v], Attributumok - {A})
end forall
end otherwise
end ID3;

Az algoritmust lefuttatva a 2.2. tdblazatban felsorolt adatokra a 2.1. dbrdn bemutatott dontési fat kapjuk. Az
ID3-nak szdmos elényos tulajdonsdga van. Egyik példaul az, hogy a példdkban nem sziikséges ismerniink
minden attribitum értékét. Lathaté az eredményen, hogy példdul a hdmérséklet nem szerepel a végeredményiil
kapott dontési faban, ezért ha egyes példdkban a hémérséklet nem lett volna ismert, az nem okozott volna
problémdt, ugyanezt a fit kaptuk volna. Az algoritmus azt is elviseli, ha a példdk ko6zott egymdasnak ellentmondé
adatok fordulnak eld. Ebben az esetben a fliggvény értéke az lesz, amely a példdkban a legtobbszor fordul eld (a
fenti algoritmusban a masodik ,,1 £” utasitas).

2.1.1. A dontési fdval ekvivalens szabdlyrendszer

A dontési fak ekvivalens ,ha-akkor jellegli” szabdlyokkd is konnyen 4talakithatok a kovetkezOképpen:
ahdny kiilonbozd levél van a dontési faban, annyi feltételes utasitast készitiink, amelynek a feltétel részéhez a
levélbe vezetd utnak megfeleld logikai formulat rendeljiik (a szintenkénti reldcidkat az és logikai muvelettel
kapcsoljuk 6ssze). A 2.1. dbran bemutatott dontési faban 6t levél van, ezért a vele ekvivalens feltétel rendszer a
kovetkezd lesz:

if (id6jédréds = napos) and (padratartalom = magas) then func = nem ;

if (idéjaréds = napos) and (paratartalom = normadlis) then func = igen ;
if (id6jadréds = felhds) then func = igen ;

if (idéjaréds = esdés) and (szél = erds) then func = nem ;

if (id6jaréds = esds) and (szél = gyenge) then func = igen ;

14



Szabalyalapu gépi tanuldsi médszerek és alkalmazasaik természetes nyelvi problémédk megolddsara

A fenti feltételrendszer kiilonb6zé médokon egyszerisithetd, példdul az azonos fiiggvényértékekhez tartozd
feltételek egyesithetdk (a logikai vagy miivelettel):

if ((id6jarés = napos) and (paratartalom = magas)) or
((id6jaréds = esbés) and (szél = erds)) then func = nem ;

illetve

if ((id6jarés = napos) and (paratartalom = normédlis)) or
(id6jaras = felhds) or
((1d&jards = esdés) and (szél = gyenge)) then func = igen ;

2.1.2. Az ID3 algoritmus helye a tanulé algoritmusok kozott

Az ID3 algoritmus a tréning példak attribitumait egyszerieknek, egymadstol fiiggetlennek tételezi fel.
Strukturalt adatokat az ID3 algoritmus nem tud kezelni. Ezt a fajta tanuldst attribitum-érték tanuldsnak nevezik
(attribute-value learning). Az elnevezés a tréning példak egyszeriiségére utal. A tanulds sordn kitlintetett szerepe
van annak az esetnek, amikor a megtanuland6 fiiggvény logikai értékii (igaz/hamis).

2.2. Definicié [Mit97]: Fogalom tanuldsnak nevezziik az olyan tanuldsi feladatot, amelyben a feladat egy logikai
(boolean) értékii fiiggvény megtanuldsa az input és output értékeket tartalmazo példak alapjan.

A 2.2. Definiciéban az absztrakciét még tovabb novelve azt kapjuk, hogy egy tetszéleges U halmaz (egy
univerzum) egy C (cU) részhalmaza reprezentdl egy fogalmat. A tanulds sordn meg kell hatdrozni logikai
formulak egy rendszerét, amely tetszdleges u € U elemre megadja, hogy az u elem benne van-e C-ben. Egy
halmaz mértéket bevezetve a megtanult logikai rendszer hibdja is j6l definidlhat6, példdul annak a halmaz
résznek a mértékével, ahol a formuldk helytelen eredményt adnak. (Hiba két esetben is el6fordulhat: helyteleniil
allitja a rendszer, hogy egy u elem benne van C-ben, illetve ha a rendszer helyteleniil allitja azt, hogy nincs
benne.)

A formalis logikdban mar régéta ismert az egyszerli logikai véltozdkat és logikai miiveleteket (és, vagy,
tagadas, implikacid, ekvivalencia) tartalmazé formulak osztalya. Ezeket a formuldkat propozicioknak nevezik, a
kutatasi teriiletet pedig propoziciondlis logikdnak [Ner97]. A szamit6gépes tanuldsnak azt a részteriiletét, amikor
a hipotézistér a propoziciok tere, propoziciondlis tanuldsnak (propositional learning) nevezik [Lav94]. A 2.1.1.
Fejezetben bemutatott konverziés moédszerrel az ID3 dontési fai propozicidkkd alakithatok. Ezért az ID3
tulajdonképpen egy propozicios formula tanulé algoritmus, vagy rovidebben propoziciondlis tanulo algoritmus.

Az ID3 algoritmus kapcsdn még egy jelenségre érdemes kitérni — ez a tilspecializdlds. Akkor fordul eld, ha
a tréning példakbol kiindulva a megtanult hipotézist a ,,végletekig” finomitjuk.

2.3. Definicio: A tilspecializdlds [Mit97]. Adott egy H hipotézis tér. Egy h € H hipotézis tilspecializalt a
tréning adatokra, ha 1étezik egy olyan 4’ € H hipotézis, hogy a h hipotézisnek kisebb a hibija a tréning adatokon
mint 4’-nek, viszont a i’ hipotézisnek kisebb a ,,varhat6™ hibdja a teljes alaphalmazon, mint A-nak.

A tanulési feladatok tilnyomé részében van valamekkora hiba. A tanuldsi adatbazisban a legkiilonb6z6bb
okok miatt fordulhatnak eld hibdk. Bonyolult fogalom esetén a tanuld rendszer is csak olyan hipotéziseket taldl
(a rendelkezésére 4ll6 id6 alatt), amelyek csupdn kozelitéleg felelnek meg a példdknak. Egy partikuldris
példanak tulzott jelentséget tulajdonitani azzal a veszéllyel jar, hogy a hipotézis viselkedése éles adatokon
romlik. Az ID3 esetében a tilspecializdlas elkeriilésére tobb modszert fejlesztettek ki, amelyek a megtanult
dontési fa egyszertsitésén (nyesésén, pruning) alapulnak. Az algoritmus el6szor mindenképpen elkésziti (az
esetleg tdlspecializalt) teljes dontési fat. A kovetkezd 1épésben a dontési fat feltételes utasitdsok rendszerévé
alakitja (lasd 2.1.1. Fejezet). Ez utdn a szabdlyok fejében el6fordulé reldcidk koziil egyet-egyet torolnek”,
amennyiben az igy kapott 4j szabaly pontossdga novekszik egy tn. validdciés halmazon. A validiciés halmaz
lehet a tréning példdk egy elkiilonitett része, vagy egy kiilon erre a célra megadott adatsor. Amikor mar djabb
reldcidkat elhagyni nem lehet a feltételes utasitdsok fejébdl, akkor az algoritmus véget ér. A végeredményhez
még utoljira sorba rendezik a szabdlyokat — a pontossdg szerint legjobb szabdly keriil eldre.

* Ezt a tevékenységet felfoghatjuk a szabaly dltaldnositdsanak.
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2.2. Logikai programok tanuldsa (ILP)

A formalis logikdban feléllitott logikai nyelv hierarchia szerint a propozicidk azonosak a 0-ad rendi logikai
nyelvvel leirhaté formuldkkal. A velik foglalkozé teriilete a logikdnak a 0-ad rendii logika, mas néven az
itéletkalkulus. Mivel a propoziciondlis logikdban nincsenek kvantorok, predikdtumok és fiiggvényszimbdélumok,
ezért a gyakorlati felhaszndlhat6sdga korldtozott. Az elsérendli logikdban megtorténik ezek bevezetése, aminek
koszonhetden az elsérendii logikai formuldk leiré ereje ugrdsszerlien megnd. A gyakorlati alkalmazdsok
szempontjdbol az elsérendli formuldknak kimagaslé jelentéségiik van, mivel a valdsdgban eléforduld
torvényszerliségek, jelenségek sok esetben jol modellezhetok elsérendii elméletekkel. Az elsérendi logikdra
szokds predikdtumkalkulusként is hivatkozni. Az ilyen formuldk tanuldsit pedig predikdtum tanuldsnak
(predicate learning), elsdrendii tanuldsnak (first order learning), vagy reldcids tanuldsnak (relational learning)
nevezni.

2.4. Definicio: Elsérendii logika korébe tartozé alapfogalmak [Lav94]:

a.) elsorendii abc. Az elsérendli abc harom véges halmazbdl all: a valtozok, a fiiggvény szimbdélumok és a
predikdtumok halmazab6l. Az utébbi kettd elemei rangoltak, azaz minden fiiggvény és predikatum
szimbdlumhoz tartozik egy aritds érték, amely a lehetséges argumentumaik szamat jeloli. A O aritasu fiiggvény
szimbdlumokat nevezziik konstansoknak.

b.) term. Minden viltoz6 és konstans term. Ezeken kiviil minden esetben ha fin egy n aritdsd fiiggvény
szimbdlum és ¢, t, ..., t, termek, akkor az f(t,, t, ..., t,) is term.

c.) atom. Minden esetben, ha p/m egy m aritasu predikdtum szimb6lum és t;, 1,, ..., t,, termek, akkor a p(¢;, 1, ...,
t,,) atom. A valtozé nélkiili atom neve ténydllitds (fact).

d.) literdl. Egy atomot vagy annak a negdltjat literdlnak nevezik. A ketté kozott kiillonbséget lehet tenni: pozitiv
literdl az atom, negativ literdl a negdlt atom neve.

e.) kloz. Literadlok egy halmaza példaul {L,, L,, -L3, -L4, —Ls}, Ez alatt a kovetkezd logikai formulat kell érteni:
Vx;Vx,..Vx; (L; v L, v -ls v oLy v 1Ls). Az Ly, ..., Ls literdlokban el6fordulé 0sszes véltozé a ¥V kvantorral
(barmely) le van kotve. Ez a formula ekvivalens a Vx;Vx,...\Vx; (L; v L, «<-L; A Ly A Ls) formuldval. Ennek a
jelentése az, hogy minden esetben, amikor a jobb oldalon all6 Ly A Ly A Ls kifejezés igaz, abbdl kovetkezik,
hogy az L, v L, kifejezés is igaz. Az L3 A Ly A Ls kifejezést a kl6z torzsének, az L, v L, kifejezést a kl6z fejének
hivjéak.

f.) Horn-kloz: A legfeljebb egy pozitiv literdlt tartalmazé kl6z. Ez tartalmazza azt az esetet, amikor a kl6z 1
pozitiv literalt tartalmaz (ez a definit kl6z), egyetlen pozitiv literdlt sem tartalmaz (ennek a neve definit cél/goal).
Ha a kléz csak egyetlen pozitiv literalt tartalmaz, akkor azt egység (unit) kl6znak nevezik.

g.) (Prolog) program kléz. Amennyiben a formula Vx;Vx,...Vx; (H <-L; A ... A L,;) alaku, ahol minden L, literal
vagy egy atom, vagy egy atom negdltja. Az m értéke lehet O is (unit kl6z).

h.) Normadl (Prolog) program. Program kl6zok egy halmaza.

i.) Predikdtum definicio. Program kl6zok egy halmaza, amelyeknek a fejében ugyanaz a predikatum taldlhato.

A logikai programozdsi nyelv — a Prolog — szintaxisa az elsérend{i logikai nyelv egy bdvitésének felel meg,
amennyiben a klézok torzsében negativ literdl is eléfordulhat (2.4. Definicid, g.) pontja). A Prolog nyelven
késziilt programokhoz hozzdrendelhetd egy kiszdmitdsi szemantika, amely alkalmazdsdval a Prolog nyelv
barmely imperativ programozasi nyelv helyébe 1éphet. Egy tetszdleges imperativ programozasi nyelven késziilt
programnak mindig elkészithetd a Prolog nyelvii véltozata.

Tobb esemény is hozzajarult ahhoz, hogy a szabdlyalapd tanulé programok kozott az elsérendil logikai
formulak tanuldsa végiil kiemelkedden fontossa valt. Az egyik ok minden bizonnyal a Prolog programozasi
nyelvnek, mint a mesterséges intelligencia programozasi nyelvének az eldretorése volt, valamint az, hogy az
elsérendt logika nyelve sokkal jobban meghatirozott (a Prolog nyelv is szabvanyositott), mint mondjuk az
imperativ programozasi nyelvek sokasdga, nem is beszélve a szdmtalan verziérél. Ezen kiviil a Prolog nyelv
szamos olyan szolgdltatdst nydjt, amelyet az dltaldnosan haszndlt programfejlesztési kdrnyezetek nem tudnak:
fak, listak kezelése, Gnmagukat médosité programok, metainterpreter’. Az elsé kezdeti 1épések akkor torténtek
meg, amikor Shapiro [Shap83] a Prolog programok hibakeresésével foglalkozva rdjott, hogy moédszere a
programok automatikus megvéltoztatdsara is lehetdséget nydjthat.’ Az dltala elkészitett MIS rendszer szdmos

5 A felhaszndl6i programokbél is meghivhaté a Prolog interpreter, az eredmény lekérdezhetd.

® A Prolog programozési nyelv lehetéséget nyiijt a programok szdmdra ahhoz, hogy futds kézben Snmagukat médositsak. Ezt
az teszi lehetdvé, hogy a formuldknak van egy viszonylag konnyen kezelhetd fa reprezentdcidja. A fat egy Prolog véltozéba
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azéta készitett elsérendii tanul6 rendszer alapja lett.

Shapiro a Prolog programok lehetséges hibdit négy csoportba sorolta, az egyes hibatipusok lokalizdldsara
egy hibakeresd rendszert készitett. A négy tipus a kovetkezd: hibds eljards (false procedure), nem értelmezett
input (uncovered goal), végtelen ciklus (looping), divergencia (diverging). A rendszer alapja egy mélységben
korlatozott metainterpreter, amely kérdéseket tesz fel a hibat keresé ember szamdra. Ezt a személyt tandrnak,
illetve bolcsnek (oracle) nevezte el. Amikor a teszteld rendszer a szamos teszt esetet ellendrzi, és véletleniil egy
hibara bukkan, akkor a hibakeresé rendszer aktivalédik. Ez utdn a bolcshoz intézett kérdésekkel a program
megkeresi a hiba forrasat, egy logikai formulat. A MIS rendszer képes volt a megtaldlt formulat megvaltoztatni,
az igy kapott hipotézist ismét ellendrizni a teszt példdkon, hiba esetén ijbol megkeresni a hiba helyét, Gjbdl
javitani és igy tovabb. Ezt a tevékenységet addig ismételte a rendszer, amig csak az 6sszes teszt példa hibatlanul
le nem futott a folyamatosan véltozé programmal. A MIS rendszer bizonyitotta a miikodoképességét kis
példakra. Szamos kombinatorikus robbandsi hely volt azonban a rendszerben: gyorsan szélesedd keresési tér, a
hibakereséshez sziikséges kérdések szdma, amit a bolcsnek meg kellett valaszolnia.

A logikai programozas egyik kulcs objektuma a predikdtum. A predikdtumok logikai értékli fliggvények,
amelyek tetszéleges halmazokon vannak értelmezve. Az értékiikk igaz vagy hamis. Lathatéan éppen
megfeleltethetok a fogalom tanuldsban keresett ismeretlen szabalyrendszernek, amely az ismeretlen fogalmat
hivatott leirni. A tanuldsi példdknak tartalmazniuk kell azt is, hogy rajtuk az ismeretlen predikatum értéke igaz
vagy hamis kell legyen. Mivel itt csak ez a két eset fordulhat eld, ezért a leggyakrabban a példak halmazat két
részre bontjdk: pozitiv példdk halmazara (itt a megtanulandé predikatum értéke igaz kell legyen) és negativ
példdk halmazara (itt a megtanulandé predikatum értéke hamis kell legyen).

A logikai programozdsban egy predikdtum elvben kétféleképpen definidlhaté: tényéllitdsok (hosszi)
sorozataval — ez az extenziondlis definicid, illetve klézokkal amit intenziondlis definicidnak neveznek. Amikor
egy Prolog program, azon belill egy predikdtum tanuldsi feladatot Osszedllitunk, akkor rendszerint a tanuldsi
példdk halmaza tényillitisok egy sorozata. Ugy is ki lehet fejezni a feladatot, hogy adott egy extenziondlis
definicié és keressiik a vele leginkdbb megegyezd intenziondlis definiciét. A megtanulandé predikdtum
klézainak definiciéjdhoz felhaszndlhatunk hattértudast, amely a legkényelmesebben ugyancsak predikatum
definiciok egy halmazaként keriilhet be rendszerbe. A hattértudds predikdtumait azonban a rendszer tanulds
kozben nem valtoztathatja meg. Az aldbbiakban formalisan is definidldsra keriil a logikai programok tanuldsa
(ILP).

2.5. Definicié: @ helyettesités, legaltalainosabb egyesités [Lloy93]: A 8= {X /t;, Xolty, ... Xilt,} helyettesités egy
leképezés a véltozok és a termek kozott. A 0 helyettesités alkalmazdsa egy W formuldra W @ azt jelenti, hogy a
W formuldban el6fordulé Osszes X; véltozot helyettesitiink a # termmel (1<j<k). Legyen S formuldk egy
halmaza. A @ helyettesitést egyesitésnek nevezzik, ha S8 egyetlen elem{i. Egy adott S halmaz esetén, ha az S
halmaz elemei egyesithetdk, akkor mindig 1étezik a legdltaldnosabb egyesités, amit a kovetkezOképpen lehet
definidlni. A @egyesitést legdltaldnosabb egyesitésnek nevezik, ha tetszéleges o egyesitésre 1étezik egy olyan 7
helyettesités, hogy o= 0.

2.6. Definicié: Lefedés [Lav94]: adott B hattértudds, H hipotézis — mindkettd program klézok halmaza és e
tanuldsi példa. A H hipotézis lefedi (vagy fedi) az e példét, ha az e a B U H program logikai kovetkezménye. E
példdknak egy halmaza. A H hipotézis lefedi E-t, akkor és csak akkor ha minden e € E példit lefed. A H
hipotézis teljes, ha a pozitiv példak halmazat lefedi (minden pozitiv példat lefed). A H hipotézis konzisztens, ha a
negativ példak halmazabdl egyetlen elemet sem fed le.

2.7. Definicié: A logikai programok tanuldsinak (ILP) alapfeladata [Lav94]: adott B hattértudas, H, kezdeti
hipotézis, E* pozitiv példdk halmaza, E negativ példdk halmaza. Az induktiv logikai tanul6 rendszer feladata
egy teljes és konzisztens H hipotézis elddllitdsa a H,-bol kiindulva.

A részletekben val6 elmélyiilés eldtt, mar csoportosithatdk a tanulé algoritmusok néhdny szempont szerint.
Egyes tanul6 algoritmusok csak pozitiv, masok csak negativ példdkat tudnak feldolgozni. A gyakorlati életben
sok az olyan feladat, amelyben csak pozitiv példak fordulnak eld (pl. betegségek okai, balesetek koriilményei,
asvanykincsek leldhelyei). Azok az esetek ismertek, hogy mikor jarnak egyiitt egyes tiinetek egy bizonyos

el lehet helyezni, ezutdn a fa megvéltoztathat, majd a program kiegészithet6 az dj formuldval (assert), a régi formuldt ha
sziikséges ki lehet a programbdl t6r6lni (retract).
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betegséggel, de az nem, hogy mikor nem jdrnak egyiitt. Ugyanigy nem mondhatjuk meg, hogy mikor biztosan
nem torténik baleset, mikor biztosan nem taldlhat6 egy dsvanykincs egy adott teriileten. Azokban az esetekben,
amikor csak a pozitiv példakat veszi figyelembe a tanulé algoritmus, akkor 4j kléz hozzdadasival, vagy
ritkdbban a meglévé program egy klézdnak altaldnositasdval javithaté a kezdeti hipotézis. Ebben a korben is
el6fordulhatnak azért negativ példak, amelyeket a rendszer az dj klézok eldéllitasakor vesz figyelembe, azaz
csak olyan 1j klézt ad hozza a kezdeti hipotézishez, amely nem fed le negativ példakat.

Van azonban egy kevésbé ismert mddja a tanuldsnak: amikor egy kiinduldsi hipotézist a negativ példdk
alapjan médositanak. Ekkor a tanulé algoritmus feladata a kezdeti hipotézis sziikitése a kl6zok specializdlasaval,
esetleg torlésével. A pozitiv példdk a specializdcid egy keretét biztositjdk, azaz csak olyan specializdcidt
engednek meg, amelynek a hatdsdra az 4j hipotézis viselkedése a pozitiv példdkon nem romlik, tovdbbra is
minden pozitiv példat le fog fedni. A médszerhez alkalmazdsdhoz sziikség van egy kiindulési hipotézisre. Ezt az
agit a tanuldsnak nevezik abduktiv tanuldsnak. Az ilyen elveken alapuld rendszereket elmélet revizidos (theory
revision) rendszereknek is nevezik.

Tovébbi lehetséges felosztds az, hogy az algoritmus igénybe veszi-e egy tandr (bdolcs) segitségét. Ha nem,
akkor az algoritmus egyszerre megkaphatja az 6sszes (pozitiv és negativ) példat, majd azokon dolgozik. Az ilyen
algoritmusokat empirikus tanulé algoritmusnak nevezik [Lav94]. Interaktiv algoritmusok esetben egy bdlcs
egyenként adja meg a tanuldsi példdkat, a pozitivokat és a negativokat felvaltva. A programnak egy példa
feldolgozasaval végeznie kell, mieldtt a bolcs dj példat ad. Elénye az algoritmusnak, hogy az algoritmus a fébb
elagazasi pontokon kérhet javaslatokat a béolestol a folytatds irdnyat illetéen. Hatrdnya pedig az, hogy a bdlcs
esetleges hibdira fel kell késziilnie, vissza kell tudni térnie egy korabbi allapotba, a bdlcs elfarad ha til sok
kérdésre kell vélaszolni, a kérdésekre esetleg hibdsan vdlaszol stb. Mdig megoldatlan kérdés az interaktiv tanul6
algoritmusok stabilitdsa. Ugyanazokat a hipotéziseket tanulja-e meg az algoritmus, ha a példdkat més sorrendben
kapja meg? Kevés minta esetén 4ltaldban ez nem igaz. A természetes nyelvi [Ale97] és az egészségiigyi
alkalmazdsokndl [K6kP96], [K6k97] is el6fordult, hogy egy kezdeti (4dltaldnos) hipotézist kellett a negativ példak
alapjan specializdlni. Ez azt mutatja, hogy az abduktiv tanuldsnak egyes alkalmazdsokban fontosabb szerep jut,
mint az indukciénak. A szerzét ez is motivalta a 3. Fejezetben ismertetésre keriil6 IMPUT algoritmus
kifejlesztésében.

2.3. Induktiv tanuldsi modszerek

Ebben a fejezetben néhany ILP tanul6 algoritmus bemutatdsara keriil sor. A szdmos lehetséges ILP tanuld
algoritmus koziil azok keriiltek kivdlasztdsra, amelyek valamilyen médon kapcsolddnak a dolgozat késObbi
fejezeteihez.

Els6 1épésként tegyiik fel, hogy mdér 1étezik egy eljards arra, hogy megtanuljon egy szabdlyt a pozitiv és a
negativ példak figyelembevételével. Természetesen az eljards altal szolgaltatott szabdly nem fogja az Osszes
pozitiv példat lefedni. Azt is tegyiik fel, hogy az eredményként kapott szabély nem iitkozik a negativ példakkal.’
Hogyan épithetiink fel ebbdl egy olyan mddszert, ami alkalmas az 0sszes pozitiv példat lefedd szabélyrendszer
1étrehozasara? A valasz a szekvencidlis lefedési algoritmus (sequential covering algorithm).

2.3.1. A szekvencidlis lefedési algoritmus

A 2.4. dbran ismertetésre keriild szekvencidlis lefedési algoritmus szdmos tanuld algoritmus fé vazat
alkotja. Az algoritmus egy moho keresést valdsit meg visszalépés nélkiil, ezért az eredményt illetden semmit sem
lehet allitani. Nem allithatd, hogy a legrovidebb és az sem hogy a legjobb szabalyokat eredményezi. Egymastol
fuggetlen vagy kapcsolatban all6 (diszjunktiv) szabdlyrendszert hoz 1étre. Ha a végén megmaradé6 kevés szamu
pozitiv példat mar nem vagy csak kis jésdgu szabalyokkal tudja lefedni, akkor az algoritmus megall.

A kovetkezOkben azt vizsgdljuk meg, hogy milyennek kell lennie annak az algoritmusnak, amely képes
megtanulni egy szabalyt a példak alapjan. Természetesnek tiinik, hogy a szabaly pontossdga a lehetd legnagyobb
kell legyen, viszont nincs sziiksége arra, hogy minden példat egyszerre le tudjon fedni.

7 Két eset lehetséges: a tanuld eljras figyelembe tudja venni a negativ példékat, vagy pedig a tanulé rendszer nem engedi
meg a negativ példdkat.
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Tekintettel arra, hogy a tovdbbiakban Prolog program kl6zok tanuldsir6l lesz szd, természetesen a
szabalyok megtanuldsa egy kl6z meghatdrozasat jelenti. A kléz feje ismert, ott a megtanuland6 predikatum 4ll,
az aritdsdnak megfeleld szdmu kiilonbozé véltozéval. A feladat a kl6z torzsében szerepld literdloknak a
meghatdrozasa, tovdbbad a szdmos Uj valtozé kozotti kapcsolat biztositdsa. A kléz torzsében a hattér tudasban
szerepld predikdtumok lehetnek, illetve rekurziv szabaly esetén maga a megtanulandé predikatum. Ha a tanuld
algoritmus nem tudja szimbolikusan kezelni a véltozék kozti kapcsolatot, akkor a torzsben utélag beszirt A=B,
vagy ~A=B alakii literalok is eléfordulhatnak.®

SZEKVENCIALIS_LEFEDES (Attributumok, Példak, Kiiszdbérték)
begin
Szabalyok {}
0j_szabaly = EGY_SZABALY TANULASA (Attributumok, Példak)
while TELJESITMENY (Gj_szabdly, Példak) > Kiiszdbérték do
begin
Szabalyok = Szabdlyok + Uj_szabaly
Példak = Példak - az Gj_szabdly adltal lefedett példak
tj_szabaly = EGY_SZABALY_ TANULASA (Attributumok, Példak)
end while
A Szabalyok halmaz rendezése a TELJESITMENY értékek alapjan
end SZEKVENCIALIS_LEFEDES

2.4. Abra. A szekvenciilis lefedési algoritmus

Amikor kl6z torzséhez egyre tjabb literdlokat adnak, az tekinthetd gy, hogy a klézt specializdljak. Egyre
tobb feltételnek kell teljesiilni ahhoz, hogy a kléz feje igaz legyen. Ezt a stratégidt gy nevezik, hogy az
dltaldnostol a specidlis felé haladds. Természetesen lehetséges a forditott irdny is, amikor a kezdetben felsorolt
literalokbol elhagynak, példaul termek helyett 1j véaltozé bevezetésével, aminek kdszonhetden bizonyos literdlok
egybeesnek. Ez a stratégia a specidlistol az dltaldnos felé haladas.

A tanulé algoritmusokban kozott mind a kettd eléfordul, példaul a CN2 [Cla89] tanulé algoritmus amely, az
ID3 egy atfogalmazdsa egy dontési faval ekvivalens elsérendli formula halmazt tud megtanulni, olyan program
klézokat, amelynek a jobb oldaldn csak A=t literdlok vannak (A egy valtozd, ¢ pedig egy term). A kl6zokat az
dltaldnostol a specidlisig stratégiaval hatarozta meg. A ,,mohé” szekvencidlis lefedés algoritmus helyett azonban
egy fejlettebb un. k-sugér keresés (k-beam search) médszert épitettek bele. Ennek a keresési modszernek az a
lényege, hogy egy k elemli memdridban a mindenkori k& db legjobb részeredményt (a kléz jobb oldaldra szant
literdl sorozatot) tarolja. Ujabb literdl hozzdaddsakor a memdridban 16v6 6sszes formuldhoz hozzéilleszti az ij
literalt, ezekbdl ismét kivdlasztja a legjobb k elemii legjobbat és igy tovabb. Amennyiben a k=1, akkor az eredeti
szekvencidlis lefedési modszert kapjuk. A specidlistol az dltaldnos felé haladé szabdly kialakitdsi stratégiat
alkalmaz példdul a GOLEM [Mugg90] tanul6 algoritmus.

2.8. Definicié: 4 magéba foglalds (&subsumption) [Lav94]: A ¢ klézt -magéba foglalja a ¢’ kldz, ha 1étezik egy
olyan @ helyettesités, hogy a c@ C c¢’, azaz a @ helyettesités utdn az eredményiil kapott kl6z minden literdlja
szerepelni fog a ¢’ kl6zban. A klézokat a 2.4. definici6 e. pontja szerint literdlok halmazanak tekintjiik. Péld4ul a

c: lanya (X, Y) « sziildje(Y, X).
klozt 8-magéba foglalja az alabbi ¢’ kl6z, a @ = Dhelyettesitéssel
c’: lanya (X, Y) ¢« szlléje(Y, X), né(Y).
Ez a definicié bevezet a klézokon egy rendezést, ami az dltaldnossdggal fiigg 6ssze. Definicid szerint a ¢
kl6z legaldbb olyan dltaldnos mint a ¢’ kl6z (c < ¢”), ha a ¢ klézt 6-magdba foglalja a ¢’. A ¢ kl6z dltaldnosabb,
mint a ¢’ (c < ¢’), haa c < ¢’ teljesiil, de a ¢’ < ¢ nem teljesiil. Ekkor a ¢ a ¢’ kl6z dltaldnositdsa, a ¢’ kl6z a ¢

kl6z specializdcioja (specidlis esete). Amennyiben ¢ < ¢’, akkor ¢ — ¢’ is teljesiil, a ¢ — ¢’ teljesiilésébdl viszont
nem kovetkezik, hogy ¢ < ¢’ [Plot71].

8 Az ,,=" a Prologban az egyesités (unification) operitor.
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A fenti definicionak megfeleléen a kl6z jobb oldaldhoz torténd literdl hozzdadds egy specializdcio. Az
dltaldnostol a specidlisig stratégia sordn az elsdrendii formuldk szintaxisa kijeloli az adott klézbol €
helyettesitéssel kaphat6 specidlisabb kl6zokat (nemcsak literdl hozzdadds lehetséges, hanem mads specializacids
lehetdség is van). Ebben a keresési térben kell megtaldlni azokat a formuldkat, amelyek lehetséges hipotézisei
lesznek a tanul6 algoritmusnak. A literdl hozzdadas egy killonosen kritikus 1épés. Ekkor ugyanis a keresési fa
hirtelen kiszélesedik amiatt, hogy a klézok jobb oldaldn elvben tetszéleges szami, azonos vagy kiilonbozd
predikdtumot tartalmazé literdl allhat. A gyakorlati feladatok sordn célszeriinek mutatkozott beépiteni a tanuld
algoritmusokba egy lehetdséget arra, hogy korlatozasokat lehessen megadni a jobb oldalon 4ll6 literdlok szdmara
és predikdtumara. Az ilyen megszoritdsokat nyelvi megszoritdsnak (language bias) nevezik.

2.3.2. A FOIL tanulo algoritmus

Ha a C 4.5 vagy a CN2 tanul6 algoritmussal megkiséreljiik megtanulni a rokonsagi kapcsolatokat, példaul a
lanya/2 relacidt, akkor az a kovetkezoképpen nézne ki. Mivel két személy szerepel a reldcidban, ezért
mindkettd neve, apja neve, anyja neve, férfi, né adatai sziikségesek, ez 2 x 5 = 10 attribitum. A tréning adatok
egy olyan fajlt alkotnak, amelyben egy sor egy példat reprezentdl, a soron beliil pedig 11 adat taldlhaté (10
bemend adat, valamint a predikdtum értéke). A megtanult propoziciék pedig ehhez hasonlék lesznek:

if (apja_neve; = Ferenc) (né, = igaz) A (neve, = Ferenc) then lanya = igaz

A
if (apja_neve; = Lajos) A (né, = igaz) A (neve, = Lajos) then lanya = igaz

Ha noveljiik a tréning adatok szdmdt, a megtanult formuldk szdma egyre ndéni fog, egyre kevésbe
attekinthetd szabalyrendszert kaphatunk, amely természetesen elvileg egyre pontosabban leirja a kivant relaciot.
A propoziciondlis rendszerek azonban sohasem lesznek képesek egyetlen zart formuldban kifejezni a megoldast.
Elsorendi tanulé programok esetén azt reméljiik, hogy a megtanult szabdly a kovetkezd lesz:

VXVY apja(Y, X), né(Y) — lanya(X, Y).

Ez vildgosan mutatja, hogy mennyivel nagyobb a haszndlati értéke egy elsérendli tanulé algoritmusnak. A
megtanult formuldk lehetnek rekurzivak, lehetnek benniik valtozok (akdr olyanok is, amelyek csak a jobb
oldalon fordulnak eld), fiiggvényszimbo6lumok, fak, listdk. A legelso elsdrendil tanul6 algoritmusok egyike volt a
FOIL [Quin90], amely az ID3-at is kifejleszté Quinlan és munkatarsai nevéhez fiiz6dik.’

FOIL (Cél_Predikéatum, Hattér_Predikatum, Példak)
begin
Poz = a Példak kozill a pozitiv példak
Neg = a Példak koziil a negativ példak
Tanult_szabdlyok = {}
while Poz nem ires halmaz do
begin /* egy szabdly tanuldsa */
Uj_Szabaly = a fej: a Cél_predikadtum, minden valtozdé tj, a jobb oldal: {ires.
UjSzabNeg = Neg /* az (j szabaly &ltal eddig lefedett negativ példak */
while UjSzabNeg nem ilires halmaz do
begin /* specializdléds, amig a lefedett negativ példdk halmaza lires nem lesz */
PossLiterals = generdlja az Osszes szdba johetd literdlt
BestLiteral = kivalasztja a legjobbat a Foil_Gain filiggvény értéke alapjan
Uj_Szabaly = Uj_Szabaly + BestLiteral (a literdl hozzaadidsa a jobb oldalhoz)
UjSzabNeg = az Uj_Szabaly altal még lefedett példadk (a tdbbi tdrdlhetd)
end while UjSzabNeg nem i{ires
Tanult_szabdlyok = Tanult_szabdlyok + Uj_Szabaly
Poz = Poz - az Uj_Szabaly altal lefedett pozitiv példak
end while Poz nem lres
end FOIL

2.5. Abra A FOIL algoritmus vazlata

A kovetkezOkben roviden bemutatdsra keriil a FOIL algoritmus [Mit97] alapjan. A FOIL pozitiv és negativ
példak sorozatit kapja meg inputként. Amennyiben van, ugy hattértudds is megadhat6 extenziondlis forméban,

® A FOIL rendszer legutébbi 6.4-es verziGja ingyenesen letdlthetd a ftp://ftp.cs.su.oz.au/pub/foil6.sh Internet cimrél.
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azaz tények sorozataként.'® Az algoritmus a szekvencidlis lefedés médszerét hasznalja valamint az dltaldnostol a
specidlisig stratégiit. Az aldbbiakban bemutatdsra keriil az algoritmus vézlata.

Az algoritmus két egymdsba agyazott ciklust tartalmaz. A kiilsd ciklus a szekvencidlis lefedés egy
megvalodsitidsa, mig a belsd ciklus a specializacié folyamatat vezérli. A FOIL egy egyszert ,,mohd” kereséssel
indul el a legjobbnak mutatkoz6 literdl irdnydba. A kl6zok kezdetben iires jobb oldaldhoz egyre tjabb és djabb
literalokat illeszt. Ezutan egy Foil_Gain mérték alapjan kivalasztja a legjobb literalt. Ezt hozzailleszti az eddigi
klézhoz, majd djabb literdlokat generdl, ismét kivalasztja a legjobbat stb. A folyamat akkor ér véget, amikor a
kapott specializalt kl6z mar egyetlen negativ példat sem fed el. Tegyiik fel, hogy van mar egy

P(Xy, Xy, .. Xx) < Ly, Lo, ..., L,.

alakid kléz, ahol P (X;, X,, ... Xy) a kléz feje, az L;, L,, ..., L, pedig az eddig literdlok. A FOIL a
kovetkezd 1épésben egy tjabb L., literalt illeszt az eddigi jobb oldalhoz, amely a kdvetkez6 alaku lehet:

®  Q(Vy, Vg, ..., V), ahol a Q egy ismert predikdtum (vagy egyezik a megtanulandé predikdtummal, vagy
benne van a hattér tuddsban). A Vi, V,, ..., V,, valtozok vagy teljesen Ujak, vagy mar szerepelnek a kl6zban.
Legaldbb egy valtozénak azonban olyannak kell lennie, amely mar kordbban eléfordult a szabélyban!

® —Q(Vy, Vs, ..., Vi), ahol a Q egy ismert predikdtum (vagy egyezik a megtanulandé predikdtummal, vagy
benne van a hattér tudasban). A V4, V,, ..., V,, valtozok vagy teljesen djak, vagy mar szerepelnek a kl6zban.
Legaldbb egy valtozénak azonban olyannak kell lennie, amely mar kordbban eléfordult a szabélyban!

® X, = X, ahol X, és az X, valtozék mdr el6fordultak a szabdlyban

e X, = X, ahol X és az X, valtozék mar eléfordultak a szabalyban

Egy rovid példan ezt a kovetkezéképpen lehet bemutatni. Tegyiik fel, hogy a megtanulandé predikdtum a
lany_unoka/2. A kiindulési kléz természetesen a 1any_unoka (X, Y) <. Az elsd 1épésben a FOIL a
kovetkezd lehetséges literdlokat generdlja: X=Y, né (X), n6(Y), apja(X,Y), apja(Y,X), apja(X, 2),
apja(z,X), apjal(Y,z), apja(z,Y), —X=Y, —né(X), —né(Y), —apja(X,Y), —apja(Y,X),
—apja(X,z),apja(z,X),napjal(Y,z),apja(z,Y).AZegy Uj valtozd, amely még nem fordult eld
a szabdlyban, azaz a Z nem azonos sem az X-szel, sem az Y-nal. Tegyiik fel, hogy a legjobbnak az apja (Y, Z2)
literal bizonyul. Ekkor a szabdly a kovetkez6 lesz:

lany_unoka (X, Y) « apjal(Yy, Z).

A kovetkez6 1épésben a FOIL lehetséges literdlként az el6zd 1épésben megadottakat adja meg, valamint
néhdny djabbat is: né (2), Z2=X, Z=Y, apja(Z,W), apja (W, Z), -né(2), 1Z=X, Z=Y, mapja(Z, W),
—apja (W, z). AW egy eddig el6 nem fordult 4j valtoz6. Ha most a FOIL az apja (Z, X) literdlt valasztja,
majd a harmadik 1épésben a né (Y) -t, akkor a kovetkezd szabalyt kapjuk:

lany_unoka (X, Y) ¢« apjal(Y, Z), apja(Z,X), ndé(Y).

A FOIL a legjobb literdl kivélasztisdhoz egy nyereségfiiggvényt hasznal. A Foil_Gain figgvénynek két
véltozdja van, az L az 1j literdl, az R az eddig mar meghatarozott szabédly. Az R’ szabaly tgy kaphat6é meg, hogy
az R szabdlyhoz hozzdillesztjiik az L literdlt. Az R és az R’ szabdlyokban szerepld véltozdkat a FOIL az dsszes
lehetséges modon lekoti, egy lekotést pozitivnak neveznek, ha a kloz feje — amely a lekotés utdn mar valtozé
mentés tény lesz — a pozitiv példak kozott explicit médon eléfordul. Az Osszes tobbi esetben a lekotés negativ
(ha a tény a negativ példak kozott fordul eld, vagy ha sem a pozitiv sem a negativ példak kozott nem fordul eld).
Az R szabdly szerinti pozitiv lekotések szdma p,, a negativ lekotések szdma ny, az R’ szabdly pozitiv
lekotéseinek szdma p;, a negativoké n;. A t paraméter az R szabdly olyan pozitiv lekotéseinek a szdma, amelyek
az R’ szabdlyban is pozitiv lekotések maradnak. Ha az R’ szabdlyban 4j valtozé jelenik meg, akkor azt az
Osszehasonlitisban nem veszik figyelembe.

P —log2 Po
Pt m Potno

Foil _ Gain (L,R) = t[log )

1 A FOIL algoritmus ANSI C-ben késziilt, és nem tartalmaz program kl6zok beolvasdsara, kiértékelésére alkalmas
alrendszert. A formuldkat C adatstruktdrakkal reprezentaltak.
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A fentebb ismertetett FOIL algoritmus képes rekurziv szabdlyokat is meghatdrozni. Ezt egyediil a fent
emlitett Foil_Gain nyereség befolydsolja. Fontos megjegyezni, hogy a FOIL algoritmus csak zajmentes
adatokon mikodik j6l. Ahhoz, hogy zajos adatokon is miikodd gyakorlati rendszer lehessen, kiilonb6zd
védekez6 mechanizmusokat épitettek a rendszerbe pl. a jobb oldalak hosszdra vonatkozé korlatot, vagy az egy
szabdlyban a haszndlt valtozék szdmara egy felsd korlatot adtak meg. A FOIL-t kiegészitették egy utdlagos
egyszerlsitd algoritmussal is.

2.3.3. A Chillin tanulo algoritmus

A Chillin tanulé algoritmus Zelle és Mooney nevéhez fiizddik.!' Az aldbbi ismertetés a [Zel94] publikacié
alapjan késziilt. A Texas egyetem kutatéi egy kombindlt szabdly keresési stratégidt valdsitottak meg, amely az
dltaldnostol a specidlisig és a specidlistol az dltaldnosig — az 6 sz6hasznalatukkal élve feliilrdl-lefelé (top-down)
és alulrél-felfelé (bottom-up) — mddszert is haszndl a tanulds sordn. A Chillin tekinthetd tobb mar meglévd
rendszer hasznos kombindciéjdnak. Az alulrél-felfelé (specidlistél az éltalanos felé) stratégia alapvetden a
GOLEM [Mugg90], a feliilrél-lefelé stratégia pedig a FOIL [Quin90] tanul6é algoritmus egy jelentdsebb
tovabbfejlesztése. Mind a GOLEM, mind pedig a FOIL tanulé algoritmus csak extenziondlis hattértudast tudott
felhaszndlni. Egyikben sem volt lehetoség fiiggvényszimbdlumok haszndlatara. A Chillin rendszer kikiiszobolte
a nagy méretli adatdllomanyok haszndlatdbdl eredd problémdkat és megengedi a példdk valamint a hattértudas
megaddsat szabdlyos Prolog kl6zok formdjaban. Ez nagymértékben annak koszonhetd, hogy a rendszert Quintus
Prolog programozasi nyelven implementéltdk.

A Chillin tanul6 algoritmus a természetes nyelvi alkalmazasai miatt szerepel a dolgozatban. Készitdi egy
természetes nyelvi interfész szintaktikus szabdlyainak tanuldsdra hasznaltik. A természetes nyelvi interfészek
egy mas méodon torténd elddllitdsaval a 4.3 Fejezet foglalkozik majd. A Chillin rendszer a tanul6 algoritmusok
kozott is emlitésre mélto, tobb érdekes tulajdonsaggal rendelkezik: pl. 4j predikatumot hoz 1étre sziikség esetén.

A tanulé algoritmus lényegében egy kompaktalé algoritmus, amely a pozitiv példdk nagy halmazabol
kiindulva egyre kisebb programokat 4llit eld, amely lefedi a pozitiv példdkat. A legspecidlisabb tényekbdl indul
el, majd altaldnositdsokat vezet be, amelyek kovetkeztében a kezdeti program kompaktsiga csokken. A
kompaktsagot a CIGOL'? [Mugg88] tanulé algoritmusnél hasznalt képlet alapjan szamitja ki. A kompaktsdg
egyszerlien a szintaktikus mérete a programnak. A lehetséges hipotézisek koziil a ,,mohd” algoritmus egyszeriien
a legjobb kompaktsagot elérét valasztja. Az algoritmus kiils6 vdza egy alulrél-felfelé stratégidnak felel meg:

DEF = { E «. | E € Poz} /* a pozitiv példakbdél kldézok készitése,
Amelyekben a jobb oldalak iresek */
repeat
PAIRS = véletlenszerlen kivadlasztott k db par a DEF halmazbdl
GENS = {G | G = Build_gen(<Cy, Cy>, DEF, Poz, Neg)}
/* minden <C;, C;> € PAIRS kléz parra egy G &ltaldnositds kiszamitésa */
Best = a GENS halmazban 1évé legnagyobb kompaktsadgot biztositd kldz
DEF = (DEF - a Best altal 6@-magdban foglalt kldézok) + Best
until nincs tovabbi kompaktdlasi lehetdség

2.6. Abra A Chillin algoritmus kiils6 vaza

Az algoritmus véletlenszertien kivalasztott klé6z parokbdl indul ki, amelyekre a Plotkin altal bevezetett Igg
(Least General Generalization) [Plot70] legkisebb mértékii dltaldnositds miiveletet alkalmazza. A szabdly végsd
formdjanak kialakitdsdhoz még korrigalja a kl6zok jobb oldalat a negativ példdknak megfeleléen. Természetesen
az egyes pozitiv példa parokbdl kiindulva kiilonb6z6 altaldnositdsokat kaphat, amelyek koziil a legjobbat fogja
kivalasztani. Az Uj kl6z altal lefedett pozitiv példdkat, sét esetleg kordbban bevezetett, az 1j kléz 4ltal magéba
foglalt specidlisabb klézokat is eltavolitja a DEF-b6l. A kovetkezd 1épésben ismét véletlenszertien valaszt kl6z
parokat, azokat altaldnositja, kivdlasztja a legjobbat, és igy tovdbb, amig csak van lehetséges dsszevonds.

'""A Chillin tanulé rendszer ingyenesen letdlthetd a ftp://ftp.cs.utexas.edu/pub/mooney/chillin/ Internet cimrél. A név a
CHILL INduction kifejezés roviditése, amely utal arra, hogy a CHILL természetes nyelvi rendszerhez készitett szintaxis
tanulé programrdl van sz6.

12 A CIGOL visszafelé olvasva LOGIC [Mugg95].
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Szabdlyalapu gépi tanuldsi médszerek és alkalmazasaik természetes nyelvi problémak megolddsara

2.9. Definicié: igg [Lav94]: ¢; és c¢; kl6zok, akkor Igg(c;, ¢;) a magaban foglalds hal6 szerinti legkisebb felsd
korlétja c;-nek és c,-nek. Az lgg kiszamitdsa az aldbbiak szerint torténik

termekre:

a)lgg(t, =t

b.) 1gg( fls1, S2, ooy ), [, Moy oy 1)) = fUIGE (51, 1), 188(52, 12), .., 188(Sns 1))

c.) lgg(f(sy, S2y .oy Sm), &(t1, 1o, ...y 1)) = V, ahol f# g, V pedig egy vdltozd, amely reprezentdlja
az lgg (fis;, 52, ooy S), & (11, 1y, ...y 1)) ErtékEL

d.) lgg(s, ) =V, ahol s # ¢ és legaldbb az egyikiik valtozo, akkor V reprezentdlja az Igg( s, ) értékét

atomokra:

e.) 188(p(sys S2, ey )y P4, 12, oy 1)) = PUIGE(s1 1)), 188 (52, 12), ..., 188 (Sps 1))

f.) lgg(p(syss $2, -oes S)s Q275 L2, ..., 1,)) nem definidlt, ha p # q

literalokra:

g.) Igg(L,, Ly) = az e.) és az f.) pontok szerint ha L, és L, pozitiv literél

h.) lgg( =L, —Ly) = —lgg(Ly, Ly)

i.) Igg(L,, L,) = nem definidlt, ha L, és L, koziil az egyik pozitiv a mésik pedig negativ literal

kl6zokra:

j)cr={Ly, ..., L,}, c2 = {Ky, ..., K, } akkor

Igg(cy, c2) = {Njj I Ny = Igg(Li, Kj), Li € ¢, Kj € ¢, és az Igg(Li, K;) értelmezett}

Néhany példa a fenti szabdlyok alkalmazdsara:

lgg(la, b, cl, [a, c,d]) =[a, X, Y]
lgg( fla, a), fib, b)) = f( Igg(a, b), lgg(a, b)) = AV, V). Fontos megjegyezni, hogy az azonos termek
altalanositasdhoz azonos valtozét kell hozzarendelni. Ez érvényes atomokra, literdlokra és klézokra is!
lgg(sziill6(Anna, Mdria), sziil6(Anna, Tamds)) = sziil6(Anna, X)
lgg(sziill6(Anna, Mdria), —sziild(Anna, Tamds)) = nem definidlt
ha c;: ldanya(Mdria, Anna) < n6(Mdria), szil6je(Anna, Mdria), és

cy lénya(Eva, Tamds) < nd(Eva), sziiléje(Tamads, Eva), akkor az Igg(c;, ¢3) =

lanya(X, Y) <« n6(X), sziil6je(Y, X), ahol X az Igg(Mdria, Eva) és Y = Igg(Anna, Tamds) helyett all.

2.10. Definicid: rigg (Relative Least General Generalization) [Plot70]: ¢; és e, tények (valtozOmentes atomok —
példak), B hattértudas, akkor rigg(e;, e;) = Igg(e; < K, e, < K), ahol K (az extenziondlis) hattértuddsban
szerepld Osszes tény konjukcidja.

Példaul a fenti példa adatait felhaszndlva, ha e;: lanya(Mdria, Anna), e;: lénya(Eva, Tamds), a hattértudasban
szereplé tények konjunkcidja K: sziil6(Anna, Mdria), sziilé(Anna, Tamds), szilé(Tamads, Eva), sziilo(Tamds,
Ian), n8(Anna), n8(Mdria), n6(Eva). Az itt felsorolt paraméterekkel a rigg(e;, e;) = Igg(e; « K, e, < K) lesz,
pontosabban:

lanya(Vyariagva, YannaTaMas) <— sziil8(Anna, Mdria), szil6(Anna, Tamds), szul6(Tamds, Eva),
szil§(Tamds, lan), n8(Anna), nd(Mdria), n8(Eva), sziilé(Anna, VMARIA TAMAS)
Szulé(VANNA,TAMAS, VMARIAEVA)s SZUlé(VANNA,TAMA’s, VMARIA,IAN),Szulé(VANNA,TAMA'S, VMARIAIAN)s
Szulé(VANNA,TAMAS, VraMmasEva)s Szulé(VANNA,TAMAS, VramAs,1aN)s sziilo(Tamds, VEvaIan),
né(VANNA,MARIA), né(VANNA,EVA), né(VMA’RIA,EVA)-

ahol Vp y jeloli az Igg(L,M) helyére bevezetett 4j valtoz6t minden esetben. Amennyiben egyszerisitjiik az igy
kapott klozt, és a nem relevéns literdlokat toroljiik, akkor egy mar ismerds eredményhez juthatunk:
lénya (VMARIA,EVAr VANNA,TAMAS) — sziléd (VANNA, TAMAS 7 VMARIA,EVA) ’ né (VMARIA,EVA) .

ha a valtozoékat helyettesitjiik X és Y-nal, akkor
lanya (X, Y) « szUl6(Y, X), né(X).

A definicidk utdn a 2.7. dbrdn a Chillinben alkalmazott Build_gen algoritmus keriil bemutatdsra, amely két
véletlenszertien kivalasztott pozitiv példat altalanosit, majd a negativ példdkat figyelembe véve specializal,
amennyiben sziikséges:

A literdl hozzéaadas teljes mértékben a FOIL algoritmus szerint torténik: a Chillin is a lehetséges literdlok
egy halmazat generdlja, az egyes literdlokat a kl6zok jobb oldaldra prébélja, majd egy nyereségfiiggvényt szamit
ki. Ez a nyereségfiiggvény a Foil_Gain egy moédositisa. A legjobb literdllal dolgozik tovabb és tovéabbi
literdlokat kapcsol a kl6z jobb oldaldhoz, amig ez lehetséges, vagy a lefedett negativ példdk elfogynak. A
literdlok hozzdaddsa kozben elére nem latott akaddly is felléphet, nevezetesen, ha nem taldl az algoritmus olyat,
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amellyel tovdbbi nyereséget lehetne elérni, valamint vannak még a kléz dltal lefedett negativ példdk. Ez a
szitudcié akkor fordul eld, ha nem all rendelkezésre a hattértuddsban olyan predikdtum, amellyel szét lehetne
véalasztani a pozitiv és a negativ példakat. Erre az esetre is tartalmaz egy megoldast a Chillin, 4j predikdtum
bevezetését. Ennek az alapotlete a CHAMP [Kij92] rendszerbdl szarmazik. A rendszer az egyes véltozok
lehetséges lekotéseit vizsgalva olyan particiondlasokat keres, amelyek szétvalasztjak az adott kléz éltal lefedett
pozitiv és a negativ példdkat (amelyeket nem lenne szabad lefednie a kl6znak). Ha ilyen particié van, akkor erre
egy Uj predikatumot general. Az 4j predikdtum segitségével a rendszer mar egy konzisztens klézt tud eldallitani.

Build_gen ((<C;, Cs>, DEF, Poz, Neg)

begin
GEN = 1gg(C;, Cs), a 2.9. definicidé szerint
CNEGS = a GEN &ltal lefedett negativ példdk halmaza
if CNEGS = lires then return GEN

modGEN = add_literals(Poz, CNEGS, GEN)
CNEGS = a modGEN altal lefedett negativ példadk halmaza
if CNEGS = lres then return modGEN

Reduk&ltDEF = DEF - a modGEN &ltal #-magdba foglalt klézok
Cpoz = olyan pozitiv példédk, amelyeket a RedukaltDEF nem fed le
Literal = Uj_predikatum(CPoz, CNEGS, modGEN)
modGEN = modGEN + Literal
return modGEN
end

2.7. Abra A Chillinben alkalmazott Build_gen eljaras vézlata

2.3.4. A Progol tanulo algoritmus

A Progol"® [Mugg95] tanulé algoritmust Muggleton és munkatarsai fejlesztették ki a Yorki Egyetemen. A
rendszer a kordbbi CIGOL [Mugg88], és a GOLEM [Mugg90] tanulé algoritmusok egy tovdbbfejlesztése. Az
el6z6khoz hasonléan a pozitiv példak koziil véletlenszerlien kivalasztott parok éltaldnositdsaval tanul djabb
klézokat. Mig azonban az indukciéra a CIGOL az itt nem ismertetett inverz rezoliiciot, a GOLEM rendszer az
2.10. definici6 szerinti rigg transzformaciot, tovabba a Chillin a Plotkin altal bevezetett Igg transzformaciot
[Plot70] alkalmazta, addig a Progolban az inverz logikai kovetkezmény (inverse entailment) transzformaciot
hasznaltak.

A 2.3.1. Fejezet végén mar szdba keriiltek a nyelvi megszoritisok. A nyelvi megszoritdsok segitségével
szlikithetd az a keresési tér amelyben a tanuld algoritmus mozog, amikor egy djabb hipotézist keres. Az
elsérend{i tanuldsndl a nyelvi megszoritds a megtanulandé klézokra vonatkozik, azoknak is a jobb oldaldra. A
Progol rendszer készitésekor létrehoztak egy a nyelvi feltétel lefrdsat lehetévé tevd reprezenticidt, amelyet
definit mod nyelvnek neveztek. Ez egy tovabbfejlesztése a logikai programozasi nyelvekben alkalmazott tipus
lefrdsnak.

2.11. Definicié: Definit méd nyelv (Definite Mode Language) [Mugg95]: Legyen C egy definit kl6z, amelynek a
literdljain egy teljes rendezés van értelmezve, M mdd deklardciok egy halmaza. A C: h < by, b,, ..., b, definit
kl6z benne van az M deklarécidk dltal megengedett -4{M) méd nyelvben, amennyiben:

1. a h kloz fejre 1étezik egy modeh (mode head) deklaracié az M halmazban. A deklariciéban eléforduld
+tipus, —tipus szimbélumok helyén vdltozok, a #tipus szimbolumok helyén vdltozomentes termek
allnak. A + jel a bemend (input) véaltozokat, a — a kimend (output) véltozokat, a # pedig a konstans bemend
paramétereket jeloli.

2. Minden b; literdlra a kléz torzsében létezik modeb (mode body) deklarici6 az M halmazban. A
deklardciéban eléfordulé +tipus, -tipus szimbdlumok helyén vdltozok, a #tipus szimbdlumok
helyén vdltozomentes termek allnak.

3. Minden +tipus helyén 4ll6 valtozéra a b; literdlban teljesiil, hogy: vagy eléfordul +t ipus véltozéként k-
ban, vagy —t ipus véltozoként egy b; 1 <j <i literdlban.

13 A Progol tanulé programnak az ANSI C verzi6ja ingyen letolthetd a ftp:/ftp.cs.york.ac.uk/pub/ML_GROUP/progol4.4/
Internet cimrdl, a SICStus Prolog verzié pedig ftp:/ftp.cs.york.ac.uk/pub/ML _GROUP/Papers/sicstus.pprogol271.tar.gz
Internet cimrdl.
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2.12. Definicio: MéElységében korlatozott definit méd nyelv (Depth-bounded Definite Mode Language)
[Mugg95]: Legyen C egy definit kl6z, amelynek a literdljain egy teljes rendezés van értelmezve, M mod
deklardciok egy halmaza. C benne van az M deklaracidk éltal megengedett -4(M) mdd nyelvben, amennyiben

benne van az {M) méd nyelvben és minden véltozé mélysége legfeljebb i.
2.13. Definicié: Valtoz6 mélysége [Mugg95]:

1. A kldz fejében taldlhatd valtozok mélysége definicid szerint 0, d(V) = 0.
2. A Kkloz torzsében taldlhat6 valtozé mélysége a kovetkezd:

d(V) = max,eqy d(u)+1

Uy azokat a (V-t6l kiilonbozd) véltozokat jeloli, amelyek a V vdltozét tartalmazé literdlokban vannak és
amelyeknek a mélysége mar ismert.

Péld4ul egy a faktoridlis kiszdmitasara alkalmas kl6zokat tartalmazé mdd nyelv megadhaté az aldbbi M méd

deklaracidkkal:
modeh (*, f(+int, -int)).
modeb (*, d(+int, -int)).
modeb (*, f(+int, -int)).
modeb (*, m(+int, +int, -int)).

ahol, az f a faktoridlis, a d dekrementélds (csokkentés), m pedig a szorzds predikatumat jeloli. Mindegyik két
aritdsu, az els pozicion a bemend paraméter, a masodikon a kimend, a szorzds esetén az elsé kettd bemend
paraméter és a harmadik a kimend. A * karakter az illetd literdlok maximdlis szdmadt jeldli, a * egy elegendden
nagy szdmot jelol. Ennek a deklardcionak eleget tesz példaul az

£f(p,B) « d(a,C), £(C, D), m(A, D, B).

A fenti klézban a véltozék legnagyobb mélysége 2, ezért az 4(M) nyelvnek csak akkor eleme, ha i > 2.
Pontosabban az A és B valtozék mélysége 0, a C valtozé mélysége 1, a D viltoz6 mélysége pedig 2.

Ezek utdn a Progol algoritmus a kdvetkez8képpen formaliz4lhato:

Progol (Példak, HAattér tudas)
begin
Hipotézis := Hattér tudas
while a pozitiv Példék halmaza nem ires do
legyen e = egy valtozdmentes tény a példdk halmazdbdl
konstrudljunk meg Ll;-t az e példdbdél kiindulva (szaturacid)
legyen a D kléz a l; egy eleme, majd &llitsuk eld a D Altaldnositésait ugy,
hogy literdlokat hagyunk el a D kldéz torzsébdl (redukcid)
legyen C kléz, a legnagyobb pontszdmot elérd &ltaldnositdsa a D kldznak
Hipotézis := Hipotézis + C
Példak := Példadk - Lefedett (Példak, Hipotézis) (cover removal)
end while
return Hipotézis
end Progol

2.8. Abra A Progol algoritmus vazlata

A mélységben korldtozott méd nyelvtan lehetdséget biztosit arra, hogy egy ugyancsak mélységben
korlatozott metainterpreter segitségével, egy rogzitett i esetén, egy adott tanuldsi példat is figyelembe véve eld
lehessen dllitani az -£{(M) halmaz elemeit. A méd nyelvtan dltal generdlt kl6zok altaldban valtozémentes kl6zok,
viszonylag sok literdllal, ezt a 1épést nevezik szaturdcionak. A kovetkezd 1épésben egy keresés kovetkezik,
amely sordn a kiinduldsi kléz killonbozé altalanositasait generdljak tgy, hogy a kléz torzsébdl literdlokat
hagynak el, majd a kapott kl6zokhoz egy pontszamot rendelnek (redukci6). Ebben a 1épésben tulajdonképpen a
G-magiban foglalds hdlé bejardsa torténik. Az A4ltaldnositdssal kapott klézt E-magdban foglalja a mdd
nyelvtannal generdlt kl6z valamilyen @ helyettesitésre. Az algoritmus a legnagyobb pontszdmot elért kldzt
hozzdadja a mar rendelkezésre 4ll6 hipotézishez, majd végiil a médositott hipotézis éltal lefedett pozitiv példakat
eltavolitja a példak halmazabdl (cover removal). Ezeket a 1épéseket addig kell ismételni, mig a le nem fedett
példdk halmaza ki nem iiril.'"* Az a mddszer, hogy literdlok egy halmazabdl kell egyeseket elhagyni,

'* Progol Felhaszn4l6i Kézikonyv: http://web.comlab.ox.ac.uk/oucl/research/areas/machlearn/PProgol/ppman.html
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igéretesebbnek latszik, mint a FOIL-ndl alkalmazott literdl hozzdadds, amely esetben a keresési tér feliilrl nincs
korlatozva [Mugg95].

2.3.5. A SPECTRE tanulo algoritmus

A SPECTRE" [Bo0s94] tanul6 algoritmus kifejlesztés a svéd Bostrom nevéhez fliz6dik. Ez a tanuld
algoritmus jelentds mértékben kiilonbozik az eddigiekben latott algoritmusoktdl. Ez ugyanis egy abduktiv tanuld
algoritmus, amely egy kezdeti hipotézis 4talakitdsdval probdl meg konzisztens végeredményhez eljutni. Az
algoritmus szdmdra megengedett miiveletek a kl6z torlés és az unfolding transzformiciod, 4j klozt az algoritmus
nem ad hozzd a kezdeti hipotézishez. Az algoritmus feltételezi azt is, hogy a kezdeti hipotézis induldskor minden
pozitiv példat lefed. A tanulé program feladata az, hogy a hipotézist ugy specializdlja, hogy az egyre kevesebb
negativ példat fedjen le. A tanul6 algoritmus akkor 4ll meg, ha a hipotézis mar konzisztens, azaz egyetlen
negativ példat sem fed mar le.

A SPECTRE hasonléan a FOIL tanulé algoritmushoz, egy kiinduldsi kl6zt specializdl. Fontos kiilonbség,
hogy ezt a FOIL 1j literdl hozzdaddsaval valdsitja meg, mig a SPECTRE egyes kl6zok torlésével. A SPECTRE
algoritmusban minden példa predikdtuma azonos az un. cél predikatum. A kiinduldsi hipotézisben kell legyen a
cél predikdtum definicioja (2.4. definici6 i.) pontja). Egy a cél predikdtum definicidjahoz tartozé kloz torolhetd,
ha csak negativ példdkat fed le. A kl6z torlés a sikeres levezetések (sikertelen céfolatok) SLD-f4jdnak [Lloy93]
egyszerlisitését, nyesését jelenti. Ezt ugy kell elvégezni, hogy a negativ példdkat tartalmaz6 dgakat le kell vagni,
a pozitiv példdkhoz vezetd dgakat pedig meg kell Orizni.

Az unfolding transzformdcio, amely egy kloz egy literdljdnak szimbolikus helyettesitése (1asd 3.2. definicid)
[Tam84] a kiinduldsi hipotézissel ekvivalens hipotézist allit eld, azonban a rezolvens klézok szdmdit noveli.
Egyre nagyobb lehet tehdt annak az esélye, hogy egy torolhetd kl6zt kapunk. Determinisztikus, nemrekurziv
hipotézisek esetén ez garantdlhat6, hiszen az egymds utdni unfolding transzformaciék legvégsé esetben
elvezetnek a cél predikdtum csupén a pozitiv példdk halmazabdl 4ll6 extenziondlis definicidjahoz.

Az aldbbiakban egy példan keresztiil keriil bemutatsra az algoritmus [Bos94]:

+

E { nyer(pikk, 7), nyer(treff, 3) }
E° = { nyer (kér, 5), nyer (treff, j) }

A kiindulasi hipotézis pedig:

nyer (S, R) :— szin(S), lap(R).
szin(S) :—- fekete(S).

szin(S) :- piros(S).

lap (R) :— szam(R) .

lap (R) :— figura(R).

fekete (pikk) .
fekete (treff).
piros (kor) .
piros (kard) .
szam(2) .

szam(9) .
figura (j
figura(d
figura (k
figura(a) .

2.8. Abra. A SPECTRE algoritmus egy kiindulasi feladata

A fenti altaldnos hipotézis egyeldre mind a két negativ példat lefedi (val6éjadban barmilyen legdlis kartyalap
adataira sikeres lesz a reward/2 predikdtum lefuttatdsa). Az elsé unfolding transzform4cié utdn a

nyer (S, R) :- szin(S), lap(R) .

15 A SPECTRE név a SPECialization by Transformation and Elimination roviditése, a program letslthetd a
http://www.dsv.su.se/ML/SPECTRE.html Internet cimrol.
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kl6z helyett a
nyer (S, R) :— fekete(S), lap(R).
nyer (S, R) :— piros(S), lap(R).

4j klézokat kapjuk. Az els6 rezolvens fekete kartyalapokat fedi le, a mdsik kl6z pedig a piros lapokat. Léthato,
hogy a negativ példak kozott van egy piros kértyalap., ezért a masodik kl6z elhagydsdval egy jobb hipotézist
kaphatunk. Mivel a mdsodik rezolvens csak negativ példdkat fed le, ezért minden pozitiv példa tovédbbra is
lefedett marad. Toroljiik ki a masodik kl6zt, majd hajtsunk végre egy djabb unfolding 1épést:

nyer (S, R) :— fekete(S), szam(R) .
nyer (S, R) :— fekete(S), figura(R).

Ebben az esetben ismét a masodik kléz az, amelyet tor6lni lehet, mivel csak negativ példakat fed le. Végiil
eljutottunk egy olyan hipotézishez, amely teljes és konzisztens.

A SPECTRE algoritmus vézlata a kdvetkezd:

Input: Egy P Prolog program, és E' a pozitiv, valamint E a negativ példak halmaza
Output: Egy P’ program, amely specializacidéja a P programnak,
figyelembe véve az E' és E -t.
Uj_Program = P
while 1létezik kléz C € Uj_Program A C lefed egy negativ példat do
begin
if C lefed egy pozitiv példat

then
a C kldézon egy unfolding transzformacid végrehajtésa
Uj_Program = Uj_Program + rezolvensek - {C kléz}
else

Uj_Program = Uj_Program - {C kléz}
end
return UJj_Program

2.9. Abra. A SPECTRE algoritmus vazlata

Az unfolding transzforméci6 sordn minden esetben ki kell jelolni egy literalt, amelyet helyettesitiink. Ennek
a kivdlasztdsa jelent6sen befolydsolja az algoritmus tovdbbi miikodését. Bostrom tobb kiilonb6zé mddszert
probalt ki, kezdve az egyszerl balrdl az elsd (Prolog) stratégiitdl a véletlenszerli valasztasig. A legsikeresebb az
a stratégia volt, amikor az ID3-bdl vett maradék bonyolultsdg (residual impurity measure) irdnyitotta a
védlasztast. Az algoritmus minden esetben a cél predikdtum kldzait transzformadlja. Ezzel szemben kételyeket
lehet megfogalmazni. A bonyolultabb gyakorlati példakban gyakran nem a cél predikatum definicidja a hibds,
hanem a levezetési faban lejjebb taldlhaté kl6z. A hibaért valéban felelds kl6z megtaldlasa és transzformaldsa
nagy mértékben meggyorsithatnd az algoritmus mikodését. Erre a moddositisra azonban a SPECTRE
implementacidja nem nydjtott lehetdséget. Jelen dolgozat szerzdje ezért, egy teljesen Uj alapokon nyugvéd
algoritmust dolgozott ki felhaszndlva egyes Otleteket a SPECTRE médszerbdl, amelyben ezt a problémat is
megoldotta. Ez a tanul6 rendszer az IMPUT [Alel97].

A SPECTRE algoritmus nem viseli el a zajt az adatok kozott, valamint érzékeny arra, hogy a megtalalt
kl6zban melyik literdlt vélasztjuk ki, hogy szimbolikusan helyettesitsiikk. Azt is meg kell allapitani, hogy a
szimbolikus helyettesités jelentds mértékben csokkenti a keresési tér méretét. Ha teljesen véletlenszeriien
véalasztunk literdlokat egy kl6z jobb oldaldra, és szisztematikusan kapcsoljuk egymdshoz a benniik szerepld
véltozokat, akkor beldthatd, hogy az igy kapott keresési tér joval nagyobb, mint amikor a jobb oldalon 1évé
néhany literalt szimbolikusan helyettesitjiik a definici6javal. Vannak olyan algoritmusok, amelyekben a til sok
literal generéldsa a jobb oldalra korlatozott, emiatt lehetnek olyan jobb oldalak, amelyeket az algoritmus nem tud
meghatdrozni. A SPECTRE esetében ez nem fordulhat el6. Masfel6l viszont az is igaz, hogy a SPECTRE
moédszerbdl hidnyzik az a lehetdség, hogy tetszéleges literdlt adjon a jobb oldalhoz. Mivel sok esetben a
megoldast ez jelenti, ezért ez a médszer egyik fogyatékossaga.

Az els6 SPECTRE verzi6t tovabbiak kovették és Bostrom 1995-ben elkészitette a SPECTRE II-t [Bos95].

Ez a mddszer mar lehetdséget biztositott rekurziv predikatumok specializacidjara is. A késébbiekben elkésziilt
egy tovabbi SPECTRE III verzi6 is [Bos99].
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3. Az IMPUT algoritmus

Ebben a fejezetben a szerzd éltal tervezett és implementdlt IMPUT tanul6 algoritmus keriil ismertetésre. A
fejezet anyaga megjelent az Elsevier kiad6 altal megjelentetett Intelligent Data Analysis Journal-ben 1997-ben
[Alel97]. Az IMPUT algoritmus mds férumokon is bemutatdsra keriilt: a 1995-ben Leuvenben megrendezett
ILP95 konferencidn [Ale95], majd 1996-ban az Eurépai Mesterséges Intelligencia Konferencidn [Ale96].
Késébb az IMPUT algoritmus tobb alkalmazdsardl jelent meg publikdcié [K6kI96], [KokP96], [Ko6k96],
[K6k97], [Ale97], [Hor99].

Az el6z6 fejezetben emlitett svéd SPECTRE tanulé algoritmus tgy specializalja a kiinduldsi hipotézist a
pozitiv és a negativ példdknak megfelel6en, hogy két kitiintetett program kl6z transzformaciét alkalmaz az tdn.
unfolding transzformaciot és a kloz torlést. Az itt bemutatdsra keriilo6 IMPUT moédszer ennek az algoritmusnak
egy modositott valtozata, amely az IDTS algoritmikus hibakeresé (algorithmic debugging) algoritmus és a
SPECTRE kombinécidjanak tekinthetd. Az IMPUT rendszer legfontosabb otlete a kovetkezd: a kiinduldsi Prolog
programbdl ki kell vdlasztani azt a program klézt, amelyre alkalmazzuk az unfolding transzformaciét. Mig a
SPECTRE [Bos94] az elsd, a levezetésben haszndlt program klézt vélasztja ki, addig az IMPUT az IDTS
algoritmikus hibakeresd algoritmussal megkeresi a rossz, azaz a hibaért valéban felelds program klozt és arra
hajtja végre a transzformiciét. A transzformdlandé kl6z kivédlasztdsa kulcsfontossdgd az eredmény
szempontjabdl. Bar a SPECTRE algoritmus is mindig meg tud hatdrozni egy a kiindulasi példakkal konzisztens
megoldast, az eredményiil kapott hipotézis méretében, kompaktsidgdban jelentds volt a kiilonbség. Az IMPUT
moédszer segitségével — a hibakereséskor a rendszerbe pétlélagosan bevitt informacidknak koszonhetéen — a
kapott hipotézis mérete joval kisebbnek ad6dott, mint a SPECTRE mddszer esetében.

A logikai programok specializicidja a pozitiv és negativ példak alapjan tekinthetd a programhoz tartozé
SLD-fa [Lloy93] egyszeriisitésének (nyesésének) ugy, hogy a negativ példak levezetéseit mind kivagjuk,
ellenben minden pozitiv példa levezetését megtartjuk. A gyakorlatban a vagds az unfolding transzformdacidval
vagy egy kloz torlésével valodsithaté meg. Ez igy tortént a SPECTRE algoritmusban is [Bos94]. A kiinduldsi
hipotézisben 1évo cél predikdtumot specializdlta igy, hogy hdrom kiillonb6z0 stratégia szerint (balrél a legelsd,
véletlenszer(i, bonyolultsdgi mérték) kivalasztott literdlon hajtotta végre az unfolding transzformaciot.

A bemutatdsra keriil6 IMPUT algoritmus alkalmas egy kezdeti hipotézis tobb predikdtumdnak interaktiv
revizi6jara. Alapvetden két részbdl all: az IDTS algoritmikus hibakeresé médszerb6l [Hor93], [Paa94] és a
SPECTRE algoritmusbdl. Az alapétlete az, hogy a SPECTRE algoritmust kibdvitve egy interaktiv hibakeres6
médszerrel a specializacié mindségében javulds érhetd el.

Az IDTS médszer Shapiro eredeti algoritmikus hibakeresé médszerének [Shap83] egy moddositasa, amely
futdsa sordn kevesebb kérdést kell, hogy feltegyen a bolcsnek. Ha egy eljarashivas soran kapott eredmény
helyessége kikovetkeztethetd egy CPM (Category-Partition testing Method) konfiguraciébdl, akkor azt a kérdést
a rendszer nem teszi fel. Tovabbi elénye az IDTS mddszernek, hogy csak az eredmény szempontjdbol relevans
futdsi dtvonalat vizsgélja [Paa94].

Az IMPUT f§ torekvése, hogy az unfolding transzformicidnak aldvetni kivant kl6z megkeresése kulcs
fontossdgu a specializdcié folyamatdnak hatékonysdga szempontjabdl. Amennyiben az aktudlis hipotézis lefed
egy negativ példat, akkor feltevés szerint 1étezik legalabb egy olyan kl6z, amely felelds ezért. Amikor az IDTS
azonositja a klozt, az torlésre keriil. Amennyiben egy pozitiv példa levezetéséhez az éppen torolt kléz mégis
sziikséges, akkor egy unfolding transzformacidt hajt rajta végre, majd a transzformdaciéval kapott rezolvens
klézokat a kezdeti hipotézishez hozzdadja. A transzformaciéndl hasznalt literdl kivéalasztisdhoz egy modositott
bonyolultsdgi mértéket [Bos94] hasznal.

A Prolog programok egy specidlis osztalyat alkotjdk a formadlis nyelvekhez készitett elemzok. A
leggyakrabban hasznalt eszkoz az ilyen programok irdsdhoz a DCG (Definite Clause Grammar) formalizmus
[Per80]. A DCG megengedi nemcsak a formdlis nyelvi 4tirdsi szabdlyok, hanem véltozék (attribiitumok)
haszndlatét is a Prolog nyelvben. Az IMPUT rendszer képes DCG szabdlyok specializdldsara is, igy képes lehet
természetes vagy formdlis nyelvek szintaxisdnak tanuldsdra, mint példdul az EKG hulldmok vagy mds hasonl6
bioldgiai hulldmok nyelvtana [K6k97].
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Az IMPUT rendszer mitkodése kiillonb6z6 bonyolultsagu példak segitségével keriil bemutatdsra kezdve egy
egyszeriivel majd a végén sor keriil a PECG alkalmazasra, amely egy EKG hulldm osztdlyoz6 rendszer, amelyet
egy tanulé6 modul egészit ki. A 3.1. Fejezetben néhdny fontosabb definicié kovetkezik, majd magéinak az
algoritmusnak a bemutatdsa a 3.2. Fejezetben. A 3.3. Fejezetben az IMPUT rendszert egy természetes nyelvi
szintaxis (DCG) tanuldsi feladat megolddsdra hasznaljuk. A 3.4. Fejezetben a SPECTRE és az IMPUT
segitségével kapott teszt eredmények Osszehasonlitisa kovetkezik. A 3.5. Fejezetben az EKG hullamok
osztalyozasara készitett PECG alkalmazas keriil bemutatdsra, végiil a 3.6. Fejezetben a hasonl6 rendszerekkel
kapcsolatos 6sszehasonlitas kovetkezik.

3.1. Fogalmak, definiciok és elméleti hdttér

A kovetkezdkben roviden ismertetésre keriilnek a fejezetben hasznélt fogalmak, valamint az IMPUT
algoritmus elkészitéséhez felhasznalt komponensek.

3.1.1. Definiciok

Legyen P program kl6zok egy halmaza. Amennyiben a P program lefed egy e negativ példit és a
levezetésében szerepel a p; € P kl6z'®, azonban ez p; nem szerepel egyetlen pozitiv példa levezetésében sem,
akkor a p; kléz torolhetd a P programbdl. Ha a kezdeti hipotézisben eredetileg ilyen elhagyhaté klézok mér
nincsenek, akkor djabbak kaphatdk az unfolding transzformacié segitségével.

3.1. Definicié: Levezetés [Lloy93]: legyen G; egy cél (goal) kl6z, G;: < Ay, ... Ay, ...A¢ valamint C;,; egy
program kl6z Ci,;: A <— By, ..., Bq és R egy levezetési stratégia. Azt mondjuk, hogy G,,; levezethetd a G;-bdl és
C;,;-b0l felhasznilva a @, legdltalanosabb egyesités operatort az R levezetési stratégidval, ha fenndllnak a
kovetkezok:

e Az R altal meghatarozott literdl a Gi-ben A,

i ALl = Ab.,

* G, akovetkezd cél kloz Gi,j: <= Ay, ... Ay, By, oo, By, Apits o Are

Tovabba a G,; kloz a G; és a C,,; rezolvense.

3.2. Definicio: Unfolding [Tam84]: legyen p; program kl6z a kiindulasi P hipotézisben, p;: H < Ay, ... Ap, ... A¢
és C = {cy, ..., ¢,} program kl6zok egy halmaza, C c P lgy, hogy minden c; € C kl6z feje azonosithaté A,-mel
egy valamilyen 6 legdltaldnosabb egyesités operatorral. Az A, egy R levezetési stratégia altal kivalasztott atom.
Ekkor az unfolding transzformécio a kovetkezd:

P'=UP)=P—{p}{JH < Alsos Apy1.b0dY (¢), Aps1ooee Ax

ceC

Széban megfogalmazva: a P kezdeti hipotézisbdl eltavolitjuk a p; kl6zt, majd hozzdadjuk a rezolvenseket.
Val6jaban az unfolding transzformécié két kléz szimbolikus egymésba-helyettesitését jelenti. Altaldban az
unfolding egyrészt noveli a program kl6zok szamat, masfeldl egyre specidlisabb klézokat allit eld (egyre
hosszabbak lesznek a kl6z torzsek).

A fent emlitett U unfolding operatort a kezdeti hipotézisre alkalmazva egyre tGjabb és djabb hipotéziseket
kapunk és eldbb-utébb olyan program klézokhoz juthatunk el, amelyek torolhet6k anélkiil, hogy elrontandk a
hipotézis viselkedését a pozitiv példakon.

16 A logikai programozdsban a levezetés helyett a refutdcié (cifolat) elnevezés haszndlatos. A Prolog interpreter a
kovetkezOképpen miikodik: feltételezi: a kérdésként kapott cél kl6z (goal) nem igaz. A kovetkezd 1épésben szisztematikusan
bejérja a kiinduldsi kl6zbdl dedukcidval kapott ekvivalens formuldkat azért, hogy sikeriiljon legaldbb egy ellenpéldat taldlnia.
Ha a céfolat nem jar sikerrel, akkor az interpreter vdlasza igen (a cél kl6z ,,sajnos” levezethetd), ha viszont sikerrel, akkor az
interpreter vdlasza nem (azt jelenti, hogy a cél kl6z a programbdl nem vezethetd le). A levezethetd fogalom itt azt jelenti,
hogy a céfolat nem sikeriilt, az interpreter igen-t valaszolt.
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3.3. Definici6: Hibas eljaras (false procedure) [Shap83]: legyen P program kl6zok egy halmaza és e egy
tényéllitds (negativ példa), #/a megtanulandé program modellje'’, amit egy bélcs reprezentdl. (Az 7/ modell
természetesen Kiilonbozhet a P aktudlis hipotézis altal megvaldsitott 7 legkisebb Herbrand-modelltdl.) Feltéve,
hogy a P program lefedi e'-t, a p; kl6zt hibds eljdrdsnak nevezzik, ha:

e A p;egy példanya eléfordul az e cél kl6z levezetésében
e Ap: B« A .., A Kkl6z példany torzsében szerepld minden A; atom benne van az 77/ modellben, de a B
nincs.

A modell a P logikai programmal kapcsolatos igaz 4llitdsok halmaza. A Prolog standard kiszdmitdsi
stratégidja (R), amely mindig a balrdl els literdlt valasztja' generdl egy standard modellt, amit a legkisebb
Herbrand-modellnek neveznek és /j-vel jelolnek. Ett6l fiiggetleniil 1étezik a program 7/ elvart modellje, amely
példaul a (szébeli vagy leirt) miikodési specifikdcidja. Az elvart modell nem véltozik, az % viszont véltozhat

annak megfeleléen ahogy a P program valtozik. A tanulds azt jelenti, hogy az elvart modell alapjan egy olyan
programot készitiink, amelynek a standard modellje a legjobban megkézeliti az elvart modellt.

3.1.2. A Kategoria particiondlds tesztelési eljards

Az eredeti CPM tesztelési mddszert az imperativ programozdasi nyelvek szdmdra dolgoztdk ki [Ost88]. A
Prolog logikai programozdsi nyelvre torténd atfogalmazdsa és formadlis lefrdsa a [Hor93], [Paa94]
publikicidkban taldlhato.

A funkciondlis tesztelés sordn a programokat (eljardsokat) nem lehetséges az input paraméterek minden
értékére megvizsgdlni. Ezért a teszteld elsd feladata a paraméterek kritikus tulajdonsdgainak definidlasa. Ezeket
nevezik kategoridknak. A kategoridk osztalyokra vannak felbontva (choices). A tesztelés soran feltételezik, hogy
a végeredménye szempontjdbol az egy osztilyban 1évd elemek azonosan viselkednek. Ha egy osztilybdl
kivédlasztanak egy teszt esetet, majd erre lefuttatjdk a programot, akkor siker esetén feltételezik hogy az egész
osztalyon a program helyesen miikodik.

Cathegory Measure of Slope

Choice small {abs(slope) < 0,01}

Choice Medium {0,01 < abs(slope) < 100,0}
Choice Big {100,0 < abs(slope)}

Choice Zero {slope =0,0} property zéré
Choice Inf {slope =inf}  property végtelen

Cathegory Sign of Slope

Choice negative  if not z&ré and not végtelen
Choice positive

3.1. Abra. CPM teszt specifikacié a line példahoz.
A fenti specifikdciébdl a kovetkezo teszt keretek allithaték eld:

{(small, negative), (small, positive), (medium, negative), (medium, positive),
(big, negative),(big, positive), (zero, positive), (inf, positive) }

7" A modellt legegyszeriibb az ,igaz” llitisok halmazaként elképzelni. Ha rendelkezésre 4ll egy Prolog program, akkor a
programhoz tartozé modell, azon cél klé6zok halmazit jelenti, amelyek a programmal nem megcafolhatok (azaz a program
logikai kovetkezményei). Ha azonban ismert egy modell, az nem jelenti azt, hogy a hozz4 tartoz6 programot is meg tudjuk
adni. Lehetnek olyan modellek, amelyekhez nem készithetd program.

18 A levezetési stratégidk gyakorlati szempontb6l azonosak [Lloy93]. Azaz, nincs olyan stratégia, amely felhasznéldsaval
minden cél kl6zrdl véges 1épésben eldonthetd, hogy az igaz vagy hamis. Ez azt jelenti, hogy amennyiben a Prolog interpreter
sokdig szdmol, az jelentheti egyrészt a végtelen ciklust is, de azt is hogy még nem ért a levezetési folyamat végére. A
levezetési folyamat tetszOleges hosszi lehet. Llyod bebizonyitja, hogy barmely R stratégidt is vdlasztunk, mindig lesznek
véges id6 alatt nem levezethetd cél kl6zok (bar azok stratégidnként lehetnek kiilonbdzok).
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Ha minden kategéridt definidltak, akkor az Osszes teszt keretet (test frame) elddllithatd. Egy teszt keret
minden kategoéridbol egy osztdlyt tartalmaz. Gyakran eléfordul, hogy a teszt keretek szdma végiil nagyon nagy
lesz. A sziikségtelen, vagy értelmetlen teszt keretek el lehet keriilni azzal, ha feltételeket csatolunk az egyes
osztalyokhoz. Egy osztalyt akkor valaszthatunk be a teszt keretbe, ha a hozzacsatolt szelektor kifejezés (selector
expression) értéke igaz. A szelektor kifejezésekben tulajdonsdg azonositék (property names) vannak. Az
osztalyokhoz ugyancsak tulajdonsidg nevek vannak rendelve, amelyeket logikai valtozéknak lehet tekinteni. A
logikai valtoz6 értéke igaz, ha az éppen kivalasztott teszt keret tartalmazza azt az osztdly, amelyben ez a
tulajdonsdg azonosité jelen van.

A fenti 3.1. dbran lathaté példa egy CPM teszt specifikdciét mutat be a 1ine/1 Prolog predikdtumra. A
példdban a line (m) egy szakaszt jelol, amelynek a meredeksége m. A 1line (inf) a fiiggéleges szakaszt
jeloli, amelynek a meredeksége végtelen. Két kategéria van, a meredekség értéke és a meredekség elbjele.
Mindegyik kategéridban van néhdny osztdly, valamint van két tulajdonsdg azonosito: a zErd és a végtelen, ezek
segitségével csokkenthetd a generalt teszt keretek szdma.

3.1.3. Az IDTS rendszer

Az IDTS els6 verziéjaban [Hor93], [Paa94], [K6k94] Shapiro hibds eljdrds algoritmusat [Shap83] és a
CPM teszt médszert kombindltdk [Ost88]. Az IMPUT-ba beépitett IDTS-ben mar egy fejlettebb algoritmust
haszndlnak az Un. oszd meg és kérdezz (divide and query) algoritmust [Shap83], amely ugyancsak Shapiro
nevéhez fliz0dik. Az IDTS tovabba programszeletelési (program slicing) médszerekkel is ki van bdvitve, amely
még bonyolultabbd teszi a miikodését.

fp((ArB)rX) H fp (Ar Y)r (Y == ok —> fp (B!X); X =Y).
fp (A, X) :— issystem(A) -> (A), X = ok ;
clause (A, B), fp(B, Y),
(Y \== 0ok —> X =Y ;
query (forall, A, true) -> X = ok; X = (A:-B)).

3.2. Abra. Shapiro hibds eljdrds algoritmusanak [Shap83] Prolog vaza

A hibds eljdarads algoritmus egy lefedett tény (negativ példa) levezetési fajat jarja be. A fa csicspontjaiban
kérdéseket tesz fel. A fat post-order irdnyban (el6bb minden leszdrmazott, azutdn a sziild csics kovetkezik) jarja
be. Amennyiben olyan csicsot taldl, amelyre az Osszes leszdrmazottat a bolcs helyesnek itéli, azonban a sziild
csucsot helytelennek, akkor az lesz a hibds kl6z. Ha ilyen nincs a fa belsejében, akkor a gyokér lesz a megoldds,
mert az éppen egy olyan cstics, amelyre a leszarmazottak helyesek, a sziild (gyokér) pedig nem. A fa bejardsa
balrél jobbra torténik €s lentrdl felfelé, ezért a levezetési faban legmélyebben taldlhaté hibas klozt taldlja meg az
eljards. Az eljards a Prolog metainterpreter egy alkalmazéasa, latszélagos egyszeriisége ellenére minden
mddositas komoly hattér ismereteket igényel.

A Shapiro altal publikélt algoritmikus hibakeresési eljarasok lehet6vé teszik a hibds eljards megtaldlasat,
amennyiben adott a program, valamint az a cél kléz, amelyen a program helytelen eredményt ad. Shapiro
hibakeres6 rendszere Prolog programokra késziilt és a kovetkezo tipusu hibdk megkeresésére szolgalt:

e aprogram termindl, de rossz eredményt szamit ki
e aprogram termindl, de nem szamit ki eredményt
e aprogram nem termindl

A legfébb hitranya a mddszernek az, hogy jelentds szdmu kérdést tesz fel a bolcsnek a kozbensd eredmények
helyességére vonatkozdan.

Az IDTS hibakeresd rendszerben megvaldsitott médszer, amelyben a CPM tesztelési médszert kombinaltdk
Shapiro algoritmusaival, nagy fejlodést jelentett. A f6 elképzelés a kovetkezd volt. A bolcsnek sok (néha még
rdadasul nehéz) kérdésre kell felelni a hibakeresés sordn. A hibakeresés és a tesztelés altaldban kapcsol6dé
tevékenységek. Ha a program mar volt tesztelve, akkor annak eredményét a bolcs megkérdezése nélkiil
kozvetleniil lehet alkalmazni, mivel a teszt esetek kiértékelését ugyanez a bolcs végezte.

Az IDTS rendszer CPM részét akkor lehet haszndlni, ha egy kezdeti teszt adatbazis rendelkezésre all. A
kezdeti teszt specifikdcid elkészitése emberi munkdval jar, igy tekinthetd mintha tovabbi kiilsd tuddst vinnénk
be a tanul6 rendszerbe, amire a hibakeres6 modulnak van sziiksége (és igy az inkrementélis tanul6 algoritmusnak
is). Ez nem jelent nagy hatranyt, mivel a tanulds sordn rendszerint vannak eldzetes feltevéseink a megtanuland6
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predikdtumok viselkedésérdl. Ha igy tekintjiik, akkor a teszt specifikdcié a megtanulandé program egy magas
szinti lefrdsa, amely nagyon hasonlit az ILP-ben mdr ismert integritdsi feltételekre (integrity constraint)
[DeRa92].

Az IDTS programszeletelési része a Boye 4ltal publikalt [Boye93] un. annoticié kovetkeztetésen
(annotation inference) alapul.'® Ezt a médszert haszndlva a logikai program funkcionalis részéhez automatikusan
generdlhaté egy irdnyitds (input vagy output) specifikdcié. (Mely valtozékban vannak az input értékek és
melyikben lesz a végrehajtds utdn az output.) A tovdbbiakban a felhaszndlé a program néhany helyét (az
eljarasok fejében egyes argumentum pozicidkat) a késobbi haszndlat igényeinek megfeleléen annoticidkkal latja
el, végiil az IDTS ellendrzi a teljes funkciondlis annotécié helyességét.

Az annotéciobdl egy fiiggdségi graf (dependency graph) allithat6 el a program szeleteléshez. Egy negativ
példdhoz tartozd levezetési fat redukdlni lehet a fiiggdségi graf alapjan, eltdvolitva azokat a részeket,
amelyeknek lathatéan nincs befolydsuk a hibara. Az algoritmikus hibakeresd algoritmus ez utdn mdr csak a
fanak a gyaniis részét jarja be. A program annoticidkat a kezdeti teszt adatbazis elkészitéséhez is fel lehet
haszndlni, igy a bolcs megadhat feszt eseteket az annotélt program input argumentumain keresztiil.

A CPM tesztelési moddszerrel és program szeletelési technikdkkal kibdvitett IDTS rendszer a Szegedi
Tudomanyegyetem altal elvégzett kutatdsi-fejlesztési feladat volt az ,,JLP” ESPRIT BRA-6020 projektben. Ez az
altalanos, Prolog programokhoz haszndlhaté hibakeresd és teszteld eszkoz jelentds befolydssal birhat tanuld
algoritmusok készitése sordn [Ko6k94], amikor egy algoritmus &ltal gyartott hipotéziseket kell hatékonyan
tesztelni, illetve kiértékelni. Az IDTS moédszer onmagaban is alkalmazhat6 volt a PECG [K6kP96]
alkalmazasban, ahol egy Prologban megvalésitott EKG hullam felismerd program hibdit tudta meghatarozni. A
késOébbiekben pedig az IMPUT tanulé algoritmus egyik meghatdroz6 komponense lett. A rendszer
kifejlesztésében a szerzd is részt vett.

rectangle (X,Y,Z,U) :- leftside(X), base(Y), rightside(Z), top(U).
base (X) :— segment (X)

top (X) :— segment (X) .

leftside (X) :— segment (X) .

rightside (X) :— segment (X)

segment (X) :— horiz (X).

segment (X) :— vert (X) .

horiz(line (X)) :— Z is abs(X), Z2 < 0.01.

vert (line (X)) :— Z is abs(X), Z > 100.

E' = {

rectangle (line
rectangle (line
rectangle (line
rectangle (line

150),1ine(0.005),1line(inf),1ine(0.0)),
-160),1ine(0.0),line(inf),1line(0.005)),
150) ,1ine(-0.004),1ine (150),1ine(-0.004)),
inf),1ine (0.005),1ine(150),1ine(0.0))

E = {

rectangle (line (150),1line(-160),1line(0.005),1line(-160)),
rectangle(line (-170),1ine (160),1ine(0.0),1line(180)),
rectangle (1line (200),1ine(0.001),1line(300),1ine (400)),
rectangle (line (-160),1ine (0.005),1line(-160),1line(-160)),
rectangle (line (0.005),1ine(0.0),1line(0.0),1line(0.005)),
rectangle (1line (0.005),1ine(-160),1ine(0.0),1line(0.0)),
rectangle (line (150),1ine(0.0),1ine(0.0),1line(-0.004))

3.3. Abra. A rectangle/4 tanulési feladat az IMPUT algoritmus sziméra

9 A médszert eredetileg funkciondlis logikai programokhoz fejlesztették ki. Az IDTS-ben (amelyet a Prolog nyelvhez
hasznélnak) a funkciondlis komponenseket a szokdsos logikan kiviili primitivekkel jelolik pl. aritmetikai kifejezések.
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3.1.4. A SPECTRE algoritmus

A SPECTRE algoritmus [Bos94] specializdlja a logikai programokat a pozitiv és a negativ példdknak
megfelelden Ugy hogy a kldz torlést vagy az unfolding transzformacidt alkalmazza [Tam84]. A kovetkezdképpen
végzi ezt: mindaddig, amig 1étezik olyan kléz a programban, amely lefed egy negativ példat, az algoritmus
megvizsgédlja, hogy ez a kloz lefed-e pozitiv példdkat. Ha nem fed le egyet sem, akkor torli, egyébként az
unfolding transzformaciét alkalmazza ra. Az unfolding transzformaciéban haszndlt literdlt egy rogzitett stratégia
alapjan vdlasztja ki, mivel ennek kulcs fontossdga van az algoritmus teljesitménye szempontjabol. A kisérleti
eredmények azt mutattdk [Bos94], hogy a literdl kivalasztasi stratégiat gy kell megvalasztani, hogy pozitiv és a
negativ példdkat szétvdlaszté kl6zok szdma minimalis legyen. Ez azt jelenti, hogy az unfolding transzformacié
alkalmazasainak szdma is a lehetd legkisebb legyen, mivel a klézok szdma az unfolding sordn altaldban nd. A
literal optimdlis kivalasztdsa gy torténik, hogy az a minimdlis maradék bonyolultsidgot eredményezze a
rezolvensekben az unfolding utin. A hasznalt bonyolultsidgi formula megegyezik az ID3-ban hasznlttal
[Quin&6].

3.2. Az IMPUT algoritmus ismertetése

Az IMPUT egy abduktiv tanul6 algoritmus, amely az unfolding transzformaciét és a kloz torlést alkalmazza
az input hipotézisre mikdzben figyelembe veszi a pozitiv és a negativ példdkat. Minden transzformacids 1épés
utdn egy jobb hipotézist kapunk olyan értelemben, hogy az 4j hipotézis tovabbra is lefedi az Osszes pozitiv
példat, a negativ példak koziil pedig egyre tobbet nem fed le. Amikor az algoritmus véget ér az eredményiil
kapott hipotézis egyetlen negativ példat sem fog lefedni. Sajnalatos médon az algoritmus sikeres befejezddése
nem garantdlt. Cheng és Wolf [Chen96] megvizsgiltdk az algoritmus elméleti hatterét és javasoltak teljes
specializdciés algoritmust, amely minden esetben megéll és bizonyos minimalis feltételek teljesiilése esetén
esetén megoldast is szolgéltat.

Az IMPUT algoritmus hdrom 1épésbdl all:

e Egy kl6z kivdlasztdsa, amelyre az unfolding transzforméciét fogja alkalmazni az algoritmus. Ezt a feladatot
az IDTS hibakeresd alrendszer végzi.

e A kivdlasztott klézon beliil egy literdl kivalasztdsa, amelyet az unfolding helyettesiteni fog. Ezt a 1€pést a
SPECTRE algoritmus szerint végzi az IMPUT, a literdlt az ott megismert bonyolultsdgi mérték alapjan
valasztja ki.

e  Végrehajt egy unfolding transzformaciot.

rectangle(X,Y,Z,U) :- leftside(X), base(Y), rightside(Z), top(U).
base (X) :— horiz (X).

top (X) :— horiz (X).

leftside (X) :— vert (X).

rightside (X) :— vert(X).

segment (X) :— horiz(X).

segment (X) :— vert(X).

horiz(line (X)) :— Z is abs(X), 2 < 0.01.
vert (line (X)) :— Z 1is abs(X), Z > 100.

3.4. Abra. A rectangle/4 tanulasi feladat egy elképzelt megoldisa

Az IMPUT algoritmus miikddése a rectangle/4 példan keresztiil keriil bemutatdsra. A tanuldsi feladat a
3.3. Abrén lithat. A program feladat az lenne, hogy felismerjen egy fekvé téglalapot, amelynek bal és jobb
oldala fiiggdleges, az alsé és felsé oldala vizszintes. Az dbran lathaté a kezdeti hipotézis, a pozitiv és a negativ
példak halmaza. A kezdeti hipotézis felismer illegdlis téglalapokat is, mint a rectangle (1ine (0.005),
line(0.0), line(0.0), 1line(0.005)), amelynek példdul négy vizszintes oldala van (a negativ
példak halmazaban az 6todik). A tanuldsi folyamat eredménye egy olyan hipotézis lenne, amely minden pozitiv
példat lefed, és egyetlen negativ példiat sem fed le. A kovetkezOkben azt lathatjuk, hogy az egymds utdni
unfolding transzformacidval és kl6z torléssel hogyan oldja meg a feladatot az IMPUT algoritmus. A folyamattdl
azt varjuk, hogy a 3.4. dbrdn l4dthatéhoz hasonlé eredményt szolgéltasson.

Az 0sszehasonlitds kedvéért a SPECTRE algoritmus lefuttatdsra keriilt a 3.3. dbrdn lathat6 feladatra. Az
eredmény a 3.5. dbran lathatd. Az eredmény vildgosan bemutatja, hogy a SPECTRE egyik hdtranya, hogy csak a
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cél predikdtumot definidlé egyik klézt tudja transzformalni holott sok esetben (nagyobb programok esetén szinte
mindig) erre megfelelébb lenne egy masik kléz. Természetesen megfeleld szamu példdval a SPECTRE outputja
is tetszOleges pontos lehet. Bar a 3.4. dbran lathaté kivanatos megoldast sosem éri el, de azzal ekvivalens
eredményt tud adni.

rectangle(line (150), l1line(0.005), A, B) :— segment (A), horiz (B).
rectangle (line (150), line(-0.004), A, B) :— rightside (A), top(B).
rectangle(line(-160), line(0.0), A, B) :— rightside (A), top(B).
rectangle(line (-160), line(-0.004), A, B) :— rightside(A), top(B).
rectangle(line (inf), A, B, C) :— base(A), rightside(B), top(C).
base (A7) :— segment (A)

top (A) :— segment (A) .

leftside (A) - segment (A) .

rightside (A) :— segment (A)

segment (A) :— horiz (A).

segment (A) :— vert (A).

horiz(line (X)) :— Z is abs(X), Z2 < 0.01.

vert (line (X)) :— Z 1is abs(X), Z > 100.

3.5. Abra. A SPECTRE algoritmus altal adott megoldds a rectangle/4 tanulasi feladatra

Az IMPUT rendszer, amely 6tvozi a SPECTRE transzform4cidit és az IDTS interaktiv hibakeres6 rendszert
képes meghatdrozni a 3.4. dbrdn lathaté megoldast a rectangle/4 feladatra.

Input: P = { p;, ps, ..., p, } kezdeti hipotézis, B = { b,, b,, ..., b, } hattér tudas, (a hattértudashoz tartozé6 kl6zok
nem valtoznak meg a tanuldsi folyamat sordn), valamint E+ és E- valtozémentes tényekbdl allé halmazok, a
pozitiv és negativ példak.

Output: Prolog programok sorozata (hipotézisek), P’(O), P’(l),..., P7(“), ahol P© = P, és P = (P’(i)), 0<i<n,
az U az U unfolding operator kiegészitve a kldz torléssel.

begin IMPUT
if P nem fedi le az Osszes pozitiv példat
then stop ,A kezdeti hipotézis nem fedi le az Osszes pozitiv példat”
if option_A
then Osszes kldz torlése, amely nem szilikséges a pozitiv példédk levezetéséhez
let 1 =0
while 1létezik olyan e € E negativ példa, amelyet lefed a p’
begin

@) hipotézis do

az IDTS rendszerrel megkeresni azt a ¢ € PP klézt, amely felelds a hibaért
/* ilyen kldéz mindenképpen kell hogy létezzen */
if ¢ k16z nem fordul eld pozitiv példadk levezetésében
then a ¢ kléz térlése, P 4™ = p' B _ 1
else
begin
az unfolding transzformécidhoz legmegfeleldbb literdl kivalasztésa
if nincs ilyen literdl

then stop
az unfolding transzformacid végrehajtésa
let C = {cy, Coy ..., Cs} a rezolvensek halmaza

if option_B
then a C-bdl minden olyan kléz tdrlése, amelyek nem fordulnak eld
pozitiv példdk levezetésében
let PO = p'™ - qcy U C
end

let i =1 + 1
end while
return p @

end IMPUT

3.6. Abra. Az IMPUT algoritmus formalis leirdsa
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3.2.1. Az algoritmus formadlis leirdsa

Az IMPUT algoritmus alapétlete az, hogy a ,.hibds” kl6z kivdlasztdsa kulcsfontossdgi a specializalasi
folyamat hatékonysaga szempontjabol. Azt feltételezi, hogy ha egy kozbensd hipotézis lefed egy adott negativ
példat, akkor biztosan létezik egy olyan kl6z, amely felelds ezért. A ,,hibds” kl6z megtaldlasira az IMPUT az
IDTS interaktiv hibakeresO alrendszert haszndlja. A megtalalt kl6zt fogja majd transzformdlni az algoritmus a

kovetkezd 1épésben.

Az IMPUT rendszerben hasonléan mds ILP rendszerekhez megengedett a hattértudds hasznélata, amely a
specializdcié folyamdn valtozatlan formdban megmarad. Ezt Ggy valdsitja meg, hogy minden input klézhoz
tartozik egy cimke, amely megmutatja hogy a héttér tuddshoz tartozik-e. A hattér tuddshoz tartozé klézokat az
IDTS hibakereso rendszer nem vizsgélja, ezért az IMPUT sem is fogja transzformdlni 6ket. Emiatt a hattértudas
véltozatlan formaban megmarad a tanulasi folyamat soran.

A kl6z torlésre nézve van egy valasztdsi lehetdség az algoritmusban: vagy minden kl6zt torliink, amit
egyaltalan lehet €s igy egy leginkdbb specifikus (most specific) programhoz jutunk, vagy csak azokat a kl6zokat
toroljiik, amely eltdvolitasa feltétleniil sziikséges €s igy egy legkevésbé specifikus (least specific) programot
kapunk. Mindkét esetben a kapott hipotézis teljes és konzisztens lesz, azaz minden pozitiv példat lefed, de nem
fed le egyetlen negativ példat sem. Ezek a vélasztdsi lehetdségek szerepelnek az algoritmusban. Ha sem az
option_A, sem az option_B nincs bekapcsolva, akkor a legkevésbé specifikus programot kapjuk. A kovetkezd
fejezetben bemutatjuk az algoritmus miikodését a rectangle/4 példan olyan opcidkkal, hogy az a legkevésbé
specifikus programot allitsa eld.

A Kkiindulasi hipotézis:

rectangle(X,Y,Z,U) :- leftside(X), base(Y), rightside(Z), top(U).
base (X) :— segment (X)

top (X) :— segment (X) .

leftside (X) :— segment (X) .

rightside (X) :— segment (X)

segment (X) :— horiz (X).

segment (X) :— vert (X) .

A hattér tudas:

horiz(line (X)) :— Z is abs(X), 2 < 0.01.

vert (line (X)) :— Z is abs(X), Z > 100.

3.7. Abra. A médositott rectangle/4 feladat

3.2.2. Az IMPUT algoritmus miikodése a rectangle/4 példdn

Ebben a fejezetben az IMPUT rendszer miikodése részletesen is bemutatdsra keriil a 3.3. dbran bemutatott
rectangle/4 példan keresztiil. A példa egy teszt adatbazis hasznalatit is bemutatja a hibakeresés folyaman.
A horiz/1 és a vert/1 predikdtumok a hattér tudashoz tartoznak. Ez a megkiilonboztetés a hibakeresés
kozben feltett kérdések szamanak csokkenését eredményezi, ugyanis hattér klézokat a hibakeres6 rendszer eleve
helyeseknek tételezi fel. A 3.7. dbran lathaté a médositott kiinduldsi feladat.

A programhoz tartoz6 CPM teszt specifikdcié a 3.1. dbrdn l4that6é a 3.1.2. fejezetben. A segment/1
predikdtum egyetlen argumentuma a tarté egyenesének a meredeksége: az 50 meredekségli szakaszt a
segment (line (50)) tény reprezentdlja. A teszt specifikdci6 eredetileg egy 1ine/1 predikdtumra késziilt,
de mivel a segment /1 argumentuma éppen egy egyenes (1ine), azért felhaszndlhat6 valtoztatds nélkiil.

A teszt adatbazis egy adott predikdtumra és teszt keretekre teszt eseteket tartalmaz. Egy teszt eset tartalmaz:
input paramétereket, a program lefuttatdsdnak eredményét (ez egy logikai érték; ha a program lefedi a teszt esetet
akkor igaz, egyébként hamis), fedés esetén a visszakapott output valtozok értékét, tovabbd a teszt eset egy
kiértékelését, amelyet egy bolcs ad meg. A kiértékelés lehet nem definidlt, korrekt és inkorrekt. A teszt adatbdzis
reprezentilhaté Prolog tények sorozatival. Minden egyes tény megfelel egy predikdtumnak és az egyik hozza
tartozoé teszt keretnek. A teszt esetek adatai: az input paraméterek, az eredmény, a bolcs dltal adott kiértékelés,
valamint az aggregélt (az egész teszt keretre vonatkozd Osszesitett) kiértékelés a test/6 predikdtum
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argumentumaiban vannak tdrolva. A teszt adatbazis feltdltését az IMPUT rendszertdl fiiggetleniil végezheti el a
felhaszndlé egy teszteld program segitségével. Legyen a teszt adatbazis tartalma a kovetkezd (az adatokat
korabban a teszteld program futtatasaval, és a kapott eredmény kiértékelésével nyerte a felhasznal6):

test (segment, 1, [small, negative], [1line(-0.001)],true, correct) .
test (segment, 1, [small,positive], [1ine (0.002)],true, correct).
test (segment, 1, [medium, negative], _, _, undefined).

test (segment, 1, [medium, positive], _, _, undefined).

test (segment, 1, [big, negative], _, _, undefined).

test (segment, 1, [big,positive], _, _, undefined).

test (segment, 1, [zero,positive], [1line (0)],true, correct) .

test (segment, 1, [inf,positive], _, _, undefined).

3.8. Abra. Példa teszt adatbazis az IDTS alrendszerhez

Példaul a test (segment, 1, [small, negativel], [line (-0.001)], true, correct) tényaa
segment /1 predikdtum (elsé két argumentum) [small,negative] (harmadik argumentum) teszt
keretéhez tartoz6 kovetkezd informdcidkat tartalmazza: a teszt keret a 1ine (-0.001) feszt esetet tartalmazza
(negyedik argumentum). Ezt az input paramétert megadva a segment/1 predikdtumnak az eredmény true
(otodik argumentum) azaz lefedi a program ezt a példat, az aggregdlt kiértékelés pedig correct, ahogyan azt a
bolcs kiértékelte (hatodik paraméter). A fenti teszt adatbdzis olyan teszt esetekre tartalmaz kiértékelést, amelyek
meredeksége 0,0 vagy kis pozitiv illetve negativ szdm. Az esetek mindegyikében az aggregalt kiértékelés correct
volt. A tobbi teszt kerethez nem tartoznak teszt esetek, és az aggregdlt kiértékelés is undefined. A segment/1
predikdtum tekinthetd a rectangle/4 program egyik segéd eljardsdnak, amelyhez részleges teszt eredmények
allnak rendelkezésre. A segment /1 predikatum, amely vagy vizszintes vagy fiiggdleges egyeneseket ismer fel,
nem tartalmaz hibét. A teszt adatbdzis jelen esetben csupdn arra j6, hogy tovabb csokkentse az IDTS hibakeresd
alrendszer altal feltett kérdések szamat. Az IDTS a teszt adatbdzisban nyilvantartott teszt kerethez tartoz6 input
értékek esetén nem tesz fel kérdést a bolcsnek, hanem az aggregalt kiértékeléssel fut tovdbb, ha ilyen van. Nem
sziikséges, hogy az input argumentum pontosan megegyezzen az adatbazisbeli teszt esettel, elegendé ha
ugyanahhoz a teszt kerethez tartoznak, ez a CPM tesztelés legfontosabb alapfeltevése. A tovabbiakban
végrehajtjuk a 3.6. dbran bemutatott algoritmust.

rectangle(X,Y,Z,U) :- leftside(X), base(Y), rightside(Z), top(U).
base (X) :— horiz (X).

top (X) :— segment (X) .

leftside (X) :— segment (X) .

rightside (X) :- segment (X) .

segment (X) :— horiz (X).

segment (X) :— vert (X) .

3.9. Abra. A P’V hipotézis az IMPUT elsé lépése utin

i=0

A kezdeti hipotézis P'” minden pozitiv példat lefed. Az elsd negativ példit rectangle (line (150),
line(-160), 1line(0.005), 1line(-160)) az E-bdl is lefedi a p© hipotézis, ezért az IDTS
alrendszer indul el, hogy megkeresse a hibaért felelds kl6zt. A kovetkezd kérdéseket teszi fel a bolcsnek (a hattér
tuddsban 1évé predikatumok helyességére nem tesz fel kérdést, és azokra a tényekre sem, amelyekhez tartozé
teszt kerethez a korrect aggregdlt kiértékelés tartozik):

segment (1line (150)) is it ok? (y/n) y
leftside(line (150)) is it ok? (y/n)
segment (line (-160)) 1is it ok? (y/n)
base (line (-160)) is it ok? (y/n) n

y
Y

Kovessiik most a 3.6. dbran bemutatott algoritmus 1épéseit. Az IDTS hibakeresé alrendszer megtaldlta a
hibas miikodésért felelos klézt. Ezutan a klézt az IMPUT specializdlja az unfolding transzforméciéval. Mivel a

base (X) :— segment (X) kléz jobb oldalan egyetlen literdl taldlhatd, ezért ezt fogja helyettesiteni. A
rezolvensek a kovetkezOk: C = { base (X) :— horiz (X); base (X) :— vert (X) }. A mdsodik rezolvenst
(base (X) :- vert (X)) a rendszer torli, mert nincs olyan pozitiv példa, amelynek a levezetéséhez sziikség

lenne erre. Az els6 hipotézis P" a 3.9. dbrén l4thato.
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Miel6tt a mdsodik lépésre sor keriilne, vizsgaljuk meg a teszt adatbdzist. Megjegyezziik, hogy az IDTS
alrendszer a hibakeresés kozben tudomdsdra jutott kiértékeléseket folyamatosan tdrolja a teszt adatbdzisba. Ugy
is lehet mondani, hogy hibakeresés kozben tesztel is.

test (segment, 1, [small, negative], [1line(-0.001)],true, correct) .
test (segment, 1, [small,positive], [1ine (0.002)],true, correct).
test (segment, 1, [medium, negative], _, _, undefined).

test (segment, 1, [medium, positive], _, _, undefined).

test (segment, 1, [big, negative], [line (-160)],true, correct) .
test (segment, 1, [big,positive], [1ine (150) ], true,correct) .

test (segment, 1, [zero,positive], [1line (0)],true, correct) .

test (segment, 1, [inf,positive], _, _, undefined).

3.10. Abra. A teszt adatbazis az IMPUT elsé lépése utin

A teszt adatbazis tartalma a 3.10. dbran lathat6. Két teszt keret adatai véltoztak meg: a nagy pozitiv és a
nagy negativ meredekséghez tartoz6 adatok. Ezek a potencidlis teszt esetek a hibakeresés kozben keriiltek eld, és
— ha mar a bolcs megvalaszolta 8ket — a vdlaszokat az IDTS el is tdrolta. A tovdbbiakban ezekre a teszt keretekre
mdr nem fog kérdéseket feltenni. A még hidnyzé keretek a (medium, negative), (medium, positive), (inf,
positive). Az IDTS hibakeresé alrendszer megjegyzi azokat a sporadikus tényekre adott kiértékeléseket is,
amelyeket nem tud tdrolni a teszt adatbazisban.

i=1
A P’V hipotézis mar nem fedi le az els6, a masodik és a hatodik negativ példat:

rectangle(line (150),1line(-160),1ine(0.005),1line(-160)) .
rectangle(line (-170),1ine (160),1ine(0.0),1ine (180)) .
rectangle (1line (0.005),1line(-160),1line(0.0),1line(0.0)).

viszont lefedi a harmadik negativ példat:
rectangle (1line (200),1ine (0.001),1ine (300),1ine (400)) .

A hibakeres0 alrendszer a kovetkez6 kérdéseket teszi fel:

leftside (line(150)) is it ok? (y/n) y ezt a vélaszt az IDTS tdrolta, ezért nem kérdezi meg ismét
base (1line (0.001)) is it ok? (y/n) y

rightside (1ine (300)) is it ok? (y/n) y

top(line (400)) is it ok? (y/n) n

A kovetkezd specializdland6 hibds kl6z a top (X) :— segment (X). A jobb oldalon ismét csak egy literdl
taldlhato, ezért azt fogja a rendszer helyettesiteni. A rezolvensek a kovetkezdk: C = {top (X) :— horiz (X);
top(X) :- vert (X)}. A misodik kl6z nem fordul eld pozitiv példdk levezetésében, ezért az IMPUT
eltavolitja C-bdl. Az eredmény a 3.11. abran lathato.

i=2
A P'@ hipotézis mar 6t negativ példat nem fed le: az elsé négyet és a hatodikat, azonban lefedi az 6todiket:

rectangle (1ine (0.005),1ine(0.0),1ine(0.0),1line (0.005))

rectangle(X,Y,Z,U) :- leftside(X), base(Y), rightside(Z), top(U).
base (X) :— horiz (X).

top (X) :— horiz (X).

leftside (X) :— segment (X) .

rightside (X) :- segment (X) .

segment (X) :— horiz (X).

segment (X) :— vert (X) .

3.11. Abra. A P'® hipotézis az IMPUT masodik 1épése utin

Az IDTS altal megtaldlt hibas kl6z most a leftside (X) :— segment (X), amelyre az unfolding
transzformaciot kell alkalmazni. Az el6zéekhez hasonléan kapjuk a P® hipotézist. Végiil mar csak egyetlen
negativ példat fed le a hipotézis, a hetediket.

rectangle(line (150),1ine(0.0), line(0.0),line(-0.004)).
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Az IDTS rendszer 4ltal taldlt kl6z a rightside (X) :— segment (X), amelyre kell az unfolding
transzformaciét alkalmazni. A P hipotézis a 3.12. dbran lathat6. Ez a program mdr teljes és konzisztens, az E*
minden elemét lefedi, és egyetlen elemet sem fed le az E-bdl. Az itt lathat6é program teljes egészében azonos
a 3.4. abran bemutatott elképzelt megoldassal.

rectangle (X,Y,Z,U) :- leftside(X), base(Y), rightside(Z), top(U).
base (X) :— horiz (X).

top (X) :— horiz (X).

leftside (X) :— vert (X).

rightside (X) :- vert (X).

segment (X) :— horiz (X).

segment (X) :— vert (X) .

3.12. Abra. A P'“ hipotézis az IMPUT végeredménye a rectangle/4 példara

Az IMPUT algoritmus egy kényelmetlensége, hogy miikodéséhez igényli egy bolcs kozremiikodését,
akinek a hibakeresés kozben kérdésekre kell vdlaszolnia, hogy a hibds kl6zt azonositani tudja. Az IDTS rendszer
a lehetdségekhez mérten azonban az ilyen kérdések szamat jelentdsen csokkenteni tudja.

3.3. Egyszerii angol mondatok szintaxisdnak tanuldsa

Ebben a fejezetben egy tovabbi példan keresztiil keriil bemutatdsra az IMPUT algoritmus. A példa neve:
sentence. A példdban szerepld program egyszerli angol mondatok elemzésére szolgdl, lasd a 3.13. abrat. Mint
az lathat6 a kezdeti program DCG (Definite Clause Grammar) [Per80] szabalyokkal adott, azaz formélis nyelvi
atirasi szabdlyokbdl 4ll, nem Prolog kl6zokbol.

Az aldbbiakban az angol természetes nyelv szintaxisahoz kot6do egyszeri példa ismertetésére keriil sor. A
sentence nyelvtan olyan angol mondatokat ir le, amelyekben egy egyszerii igei és egy egyszerli fonévi
szerkezet taldlhaté. Mind a kettd lehet egyes vagy tobbes szdmi. A példa kedvéért a kezdeti hipotézis nem
egyezteti az igei és a fOnévi szerkezetet egymdssal. A tovabbiakban azt mutatjuk be, hogy az IMPUT hogyan
tanulja meg a példakbol a hipotézis korrekt verzidjat, amely egyezteti az egyes szamu igét az egyes szdmu fénévi
szerkezettel, a tobbes szdmu igét a tobbes szamu fOnévi szerkezettel.

A sentence példdhoz hét pozitiv és hdrom negativ példa tartozik. Az utolsé négy pozitiv példa csak
technikai jelentdséggel bir, ezen a mdédon kényszeriteni lehet az IMPUT rendszert, hogy az unfolding
transzformdcidt alkalmazza a noun_phrase vagy a verb_phrase predikdtum kldzainak torlése helyett.

0: sentence --> nounphrase, verbphrase.

1: nounphrase —--> singular_nounphrase.

2: nounphrase --> plural_nounphrase.

3: singular_nounphrase —--> nm.

4: singular_nounphrase --> singular_determiner, singular_noun.

5: plural_nounphrase --> plural_determiner, plural_noun.

6: plural_nounphrase --> plural_noun.

7: verbphrase —--> singular_verb.

8: verbphrase —--> plural_verb.

E" = {sentence ([bob,plays], []), sentence ([dogs, run], []),
sentence ([the, boy, jumps], []), nounphrase ([bob], [1),
nounphrase ([the,dogs], []), verbphrase ([run], []1),
verbphrase ([runs], []) },

E = {sentence([the,boys,plays], []), sentence([boys,runs], []),

sentence ([a,dog, jJumpl, [1) }
3.13. Abra. A kiindulasi hipotézis a sentence példihoz
Elindulva az els6 negativ példabdl: ,,The boys plays™ a beépitett IDTS hibakeresd rendszer azt taldlja, hogy
a sentence --> nounphrase, verbphrase kléz a felelés a hibdért. A bonyolultsdgi stratégidnak

megfelelden kivalasztja az elso literdlt, majd végrehajtja az unfolding transzforméaciot. A rezolvensek C halmaza
a kovetkezd lesz:
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c = {
Sentence —--> singular_nounphrase, verbphrase.
Sentence —--> plural_nounphrase, verbphrase.

Ezutdn az IMPUT torli a hibds kldzt, és a helyére beilleszti a rezolvenseket. Az algoritmus ebben a fazisban
nem tud egyetlen klézt sem torolni (a pozitiv példdk lefedettségét a hipotézis megdrzi), igy az 4j hipotézis a 0-s
szamu k16z helyett két 4j klozt fog tartalmazni, a 0—1 és a 0—2-s szdmiit, a tobbi kl6z valtozatlan marad.

0-1: sentence —--> singular_nounphrase, verbphrase.

0-2: sentence —--> plural_nounphrase, verbphrase.

1: nounphrase —--> singular_nounphrase.

2: nounphrase —--> plural_nounphrase.

3: singular_nounphrase —--> nm.

4: singular_nounphrase —--> singular_determiner, singular_noun.
5: plural_nounphrase —--> plural_determiner, plural_noun.

6: plural_nounphrase —--> plural_noun.

7: verbphrase —--> singular_verb.

8: verbphrase —--> plural_verb.

3.14. Abra. A sentence példa az elsé 1épés végrehajtisa utin

A jobb érthetdség miatt az IMPUT rendszer a kl6zokat sorszammal 14tja el. Az unfolding transzformaciéval
kapott klézt mar egy szdm par fogja azonositani. A szdm par els6 eleme a kiinduldsi kléz sorszdma, mig a
masodik szdm a behelyettesitett kl6z sorszama. A literdl pozicidt, ahol a transzformacidt a rendszer végrehajtja
nem tarolja. Altaldban ez magitdl értetédé. A 0-1 szdm egy olyan kl6zt jelol, amely a 0 sorszami kl6zbol
keletkezett olymédon, hogy valamelyik literdlja helyére behelyettesitette 1 sorszamu klozt.

Amennyiben kl6z torlésre nem keriil sor, a kapott hipotézis ekvivalens az eredeti hipotézissel. Ez torténik
most is. A 3.14. dbran lathaté hipotézis tovabbra is lefedi az elsé negativ példat (,,The boys plays”). Ezért a
sentence --> plural_nounphrase, verbphrase kl6z a felelds. Erre a klozra fogja az IMPUT az
unfolding transzformaciét alkalmazni, azon belil is a masodik literdlra. A rezolvensek C halmaza a kovetkezd
lesz:

Cc = {
Sentence —--> plural_nounphrase, singular_verb.
Sentence —--> plural_nounphrase, plural_verb.

A rezolvensek koziil az elsd klozt lehet tordlni, mivel az csak negativ példat fed le. Miutdn az algoritmus a
hibas klozt helyettesitette a rezolvenseivel, megkapjuk a 3.15. dbran lathaté hipotézist.

0-1: sentence —--> singular_nounphrase, verbphrase.

2-8: sentence --> plural_nounphrase, plural_verb.

1: nounphrase —--> singular_nounphrase.

2: nounphrase --> plural_nounphrase.

3: singular_nounphrase —--> nm.

4: singular_nounphrase —--> singular_determiner, singular_noun.
5: plural_nounphrase —--> plural_determiner, plural_noun.

6: plural_nounphrase --> plural_noun.

7: verbphrase —--> singular_verb.

8: verbphrase --> plural_verb.

3.15. Abra. A sentence példa az masodik lépés végrehajtisa utan

Az itt lathaté hipotézis mar csupdn egyetlen negativ példat fed le (,,A dog jump”). A hibakeresd rendszer
altal megtaldlt felelés kl6z: sentence --> singular_nounphrase, verbphrase. Az unfolding
transzformacié utdn a rezolvensek a kovetkezok:
c={

Sentence —--> singular_nounphrase, singular_verb.
Sentence —--> singular_nounphrase, plural_verb.

A rezolvensek koziil a masodik kl6zt lehet tordlni, mivel az csak negativ példat fed le. Miutan az algoritmus
a hibds kl6zt helyettesitette a rezolvenseivel, megkapjuk a 3.16. dbrdn lathaté végeredményt.
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Szabalyalapu gépi tanuldsi médszerek és alkalmazasaik természetes nyelvi problémédk megolddsara

-7: sentence —--> singular_nounphrase, singular_verb.
-8: sentence —--> plural_nounphrase, plural_verb.
nounphrase --> singular_nounphrase.
nounphrase —-—-> plural_nounphrase.
singular_nounphrase —--> nm.
singular_nounphrase —--> singular_determiner, singular_noun.
plural_nounphrase —--> plural_determiner, plural_noun.
plural_nounphrase —-—-> plural_noun.
verbphrase —--> singular_verb.
verbphrase --> plural_verb.

3.16. Abra. A sentence példa végeredménye

A fenti dbrdn lathat6 hogy végiil az IMPUT tanul6 algoritmus a hibds nyelvtant kijavitotta. Ehhez sziiksége
volt egy bolcs segitségére, aki a hibakeresés sordn a hibds kléz megtaldldsdhoz nydjtott segitséget. A tanuld
rendszer interaktiv haszndlata lehetdvé teszi, hogy a bolcs tobb futtatdst is végezzen, és a vidlaszainak az
eredményiil kapott hipotézisre gyakorolt hatdsdt megértse. A teljes tanuldsi folyamat szamitdgépes outputja az
aldbbiakban megtekinthetd:

— Start.

Welcome to IMPUT learning system.
Please enter the filename to be processed: sentence.

The background knowledge is:

9:
10:
11:
12:
13:
14:
15:
16:
17:
18:
19:
20:
21:
22

nm( [bob|A],A

)

singular_determiner ([a|A],A)
singular_determiner ([the|A],A)
plural_determiner ([the|A],A)
singular_noun ( [boy|A],A)
singular_noun([dog|A],A)
plural_noun([boys|A],A)
plural_noun ([dogs|A],A)
singular_verb ([runs|A],A)
singular_verb ([plays|A],RA)
singular_verb ([jumps|A],A)
plural_verb ([run|A],A)
plural_verb ([playl|A],A)
plural_verb ([jump|A],R)

The theory needs to be specialized is:

O ~JOo Ul WwWN PO

sentence (A, B) : —nounphrase (A, C), verbphrase (C,B)

nounphrase (A, B) : -singular_nounphrase (A, B)
nounphrase (A, B) : -plural_nounphrase (A, B)
singular_nounphrase (A, B) :—nm (A, B)
singular_nounphrase (A,B) :-singular_determiner (A,C), singular_noun (C,B)
plural_nounphrase (A, B) :-plural_determiner (A,C), plural_noun(C,B)
plural_nounphrase (A, B) : —plural_noun (A, B)
verbphrase (A,B) :—singular_verb (A, B)

verbphrase (A,B) : —plural_verb (A, B)

The positive examples are:

23:
24
25:
26:
27:
28:
29:

sentence ([bob,plays], [])
sentence ([dogs, runl, [])
sentence ([the, boy, jumps], [])
nounphrase ([bob], [])
nounphrase ([the,dogs], [])
verbphrase ([runl, [])
verbphrase ([runs], [])

The negative examples are:

30:
31:
32:

sentence ([the,boys,plays], [])
sentence ( [boys, runs], []1)
sentence ([a, dog, jump], [1)
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Checking input examples:
The sets of positive and negative examples are distinct.
Checking positive examples:

Checking negative examples:

30: sentence([the,boys,plays], []) covered.

31: sentence([boys, runs], []) covered.

32: sentence([a,dog, jump]l, []) covered.

The fact sentence([the,boys,plays],[]) is covered by the theory.

Starting the false proc. algorithm to determine the basis of the unfolding.

Is it ok [plural_nounphrase ([the,boys,plays], [plays])] (y/n) y
Is it ok [nounphrase ([the,boys,plays], [plays])] (y/n) y

Is it ok [verbphrase ([plays],[]1)] (y/n) y

Is it ok [sentence([the,boys,plays], []1)] (y/n) n

Unfolding at the clause instance:
0: sentence([the,boys,plays], []) :—
nounphrase ([the, boys,plays], [plays]),
verbphrase ([playsl, [1)

- trying resolvent(s): [0-1]
actual minimum is: 10.18355343004271.
- trying resolvent (s): [0-2]

actual minimum is: 10.390359525563188.

The result of the unfolding is:

sentence (A, B) :—singular_nounphrase (A,C), verbphrase(C,B)
sentence (A, B) : -plural_nounphrase (A,C), verbphrase (C,B)
nounphrase (A, B) : -singular_nounphrase (A, B)
nounphrase (A, B) : -plural_nounphrase (A, B)
singular_nounphrase (A, B) :—nm (A, B)
singular_nounphrase (A,B) :-singular_determiner (A,C), singular_noun (C,B)
plural_nounphrase (A, B) :-plural_determiner (A,C), plural_noun(C,B)
plural_nounphrase (A, B) : —plural_noun (A, B)
verbphrase (A,B) :—singular_verb (A, B)

verbphrase (A,B) : —plural_verb (A, B)

N =

O ~JOo Ul WNRE OO

Checking positive examples:

Checking negative examples:

30: sentence([the,boys,plays], []) covered.
31: sentence([boys, runs], []) covered.
32: sentence([a,dog, jump]l, []) covered.

The above theory:
cover 7 positive samples from 7 (100.00%) and
fail on 0 negative samples from 3 (0.00%).

The fact sentence([the,boys,plays],[]) 1is covered by the theory.
Starting the false proc. algorithm to determine the basis of the unfolding.

Unfolding at the clause instance:
0-2: sentence([the,boys,plays], []):-
plural_nounphrase ([the,boys,plays], I[playsl),
verbphrase ([playsl, [1)

- trying resolvent(s): [0-2-1]

actual minimum is: 13.368065554250645.
- trying resolvent(s): [0-2-2]

actual minimum is: 12.613178052087179.
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The result of the unfolding is:
0-1: sentence(A,B):-singular_nounphrase (A,C), verbphrase (C,B)

0-2-8: sentence(A,B) :-plural_nounphrase (A,C), plural_verb(C,B)

1: nounphrase(A,B) :-singular_nounphrase (A, B)

2: nounphrase (A, B) :—-plural_nounphrase (A, B)

3: singular_nounphrase (A,B) :—nm (A, B)

4: singular_nounphrase (A,B) :-singular_determiner (A,C), singular_noun (C,B)
5: plural_nounphrase (A,B) :-plural_determiner (A,C), plural_noun(C,B)

6: plural_nounphrase (A,B) :—-plural_noun (A, B)

7: verbphrase (A,B) :—-singular_verb (A, B)

8: verbphrase (A,B) :-plural_verb (A, B)

Checking positive examples:

Checking negative examples:
32: sentence([a,dog, jumpl, []) covered.

The above theory:
cover 7 positive samples from 7 (100.00%) and
fail on 2 negative samples from 3 (66.67%).

The fact sentence([a,dog, jump], []) is covered by the theory.
Starting the false proc. algorithm to determine the basis of the unfolding.

Is it ok [singular_nounphrase ([a,dog, jump]l, [Jump])] (y/n) y
Is it ok [verbphrase ([jump]l, [])] (y/n) y
Is it ok [sentence([a,dog, jump]l, [])] (y/n) n

Unfolding at the clause instance:
0-1: sentence([a,dog, jump], []) :—
singular_nounphrase ([a,dog, jump], [jumpl),
verbphrase ([jump], [])

- trying resolvent(s): [0-1-1]

actual minimum is: 4.141709450076293.
- trying resolvent(s): [0-1-2]

actual minimum is: 3.900134529890125.

The result of the unfolding is:

-7: sentence (A,B) :-singular_nounphrase(A,C), singular_verb (C,B)

-8: sentence(A,B) :-plural_nounphrase(A,C), plural_verb(C,B)

nounphrase (A, B) : -singular_nounphrase (A, B)
nounphrase (A, B) : -plural_nounphrase (A, B)
singular_nounphrase (A,B) :—nm (A, B)
singular_nounphrase (A,B) :-singular_determiner (A,C), singular_noun (C,B)
plural_nounphrase (A,B) :—-plural_determiner (A,C), plural_noun(C,B)
plural_nounphrase (A, B) :—-plural_noun (A, B)
verbphrase (A, B) :—singular_verb (A, B)

verbphrase (A,B) :—plural_verb (A, B)

N =

O Jo U WNE OO

Checking positive examples:
Checking negative examples:

The above theory:
cover 7 positive samples from 7 (100.00%) and
fail on 3 negative samples from 3 (100.00%).

———————————————— The final result theory is: -——————-—--—-———-

7: sentence (A,B) :-singular_nounphrase(A,C), singular_verb (C,B)
-8: sentence (A,B) :-plural_nounphrase(A,C), plural_verb(C,B)
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: nounphrase (A,B) :—-singular_nounphrase (A, B)

: nounphrase (A, B) :—plural_nounphrase (A, B)

: singular_nounphrase (A,B) :—nm (A, B)

: singular_nounphrase (A,B) :—singular_determiner (A,C), singular_noun(C,B)
: plural_nounphrase (A,B) :-plural_determiner (A,C), plural_noun(C,B)

: plural_nounphrase (A, B) :—plural_noun (A, B)

: verbphrase (A,B) :—-singular_verb (A, B)

: verbphrase (A,B) :—plural_verb (A, B)

O ~J o) Ul WwWN

3.4. Az IMPUT rendszer alkalmazdsdval kapott kisérleti eredmények

Az IMPUT rendszer tesztelésére hdrom kiilonboz6é tanuldsi feladatot haszndltunk. A hirom példa a
kovetkezd volt: rectangle, sentence, shuttle. Az elsd ketté megtaldlhaté a 3.2. és a 3.3. Fejezetekben.
A sentence ésa shuttle példa egy tanul6 programok szdmdra készitett nemzetkozi adatbazisbol szarmazik.
A shuttle példa ismertetése megtaldlhaté a [Bos94] publikiciéban. Az eredményiil kapott Prolog kl6zok
szdmdt és a kapott program pontossagat vizsgaltuk.

A tesztfeladat soran kapott eredmények
Az IMPUT tanul6 algoritmussal, a Prolog stratégia felhasznaldsaval
Feladat A program Pontossag
kl6zok szdma Pozitiv példdkon | Negativ példdkon Osszesitve
Rectangle 5.0 100,00% 84,62% 92,21%
Sentence 5.5 46,34% 85,00% 65,43%
Shuttle 18.6 65,58% 75,58% 70,81%

3.17. Tablazat. Az IMPUT algoritmus eredményei a Prolog stratégia felhasznalasaval

A tesztfeladat sordn kapott eredmények
A SPECTRE tanul6 algoritmussal, a bonyolultsdgi mérték stratégia felhasznaldsaval
Feladat A program Pontossag
klézok szdma Pozitiv példdkon | Negativ példdkon Osszesitve
Rectangle 7,8 73,68% 46,15% 59,74%
Sentence 10,2 92,68% 80,00% 86,42%
Shuttle 5,1 99,64% 96,37% 97,93%

3.18. Tablazat. A SPECTRE algoritmus eredményei a bonyolultsagi mérték stratégia felhasznalasaval

A tesztfeladat sordn kapott eredmények
Az IMPUT tanul6 algoritmussal, a bonyolultsagi mérték stratégia felhasznaldsaval

Feladat A program Pontossag
kl6zok szdma Pozitiv példdkon | Negativ példdkon Osszesitve
Rectangle 5,0 100,00% 84,62% 92,21%
Sentence 5,9 73,17% 92,50% 82,71%
Shuttle 4,0 99,64% 97,69% 98,62%

3.19. Tablazat. Az IMPUT algoritmus eredményei a bonyolultsagi mérték stratégia felhasznalasaval

A futtatdsok sordn ugyanazt a technikdt haszndltuk, mint Bostrom [Bos94], azaz a pozitiv és a negativ
példak halmazat véletlenszertien két részre bontottuk. Az egyik részt tréning adatként, a mdsikat teszt adatként
hasznaltuk fel. Mind a harom feladat esetén tiz véletlen feladatot készitettiink és a pontossag értékeket valamint a
klézok szamat 4tlagoltuk. Az eredményeket a 3.17-3.19. tablazatok tartalmazzak.

Az IMPUT algoritmust két kiilonbozd stratégidval is teszteltiik, az egyik a Prolog stratégia volt, amikor az
unfolding transzformaciéhoz mindig a legbaloldalibb literdlt valasztotta az algoritmus, illetve a bonyolultsagi
mérték stratégidt. Az Osszehasonlitds kedvéért a SPECTRE algoritmust is lefuttattuk a bonyolultsdgi mérték
stratégiaval ugyanezekre a példakra.
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Az eredményekbdl az 14thatd, hogy a bonyolultsdgi mérték stratégia adja a jobb megoldadst mind a klézok
szdmat, mind pedig a pontossagot tekintve. Osszehasonlitva az IMPUT és a SPECTRE rendszert észrevehetden
kevesebb az IMPUT altal tanult hipotézisekben a kl6zok szdma. Az IMPUT tehat tomorebb, kompaktabb
hipotéziseket képes tanulni koszonhetéen annak a kiils tuddsnak, ami a CPM teszt adatbazisban valamint a
bolcs altal begépelt valaszokban van. Ezen feliil, tobb esetben az IMPUT pontosabb eredményt is adott.

3.5. EKG szintaxis tanuldsdval kiegészitett PECG alkalmazds

A kovetkezékben a tanuldsi képességgel kibdvitett PECG [K6k97] rendszer bemutatdsdra keriil sor.
Jelenleg ez a legnagyobb méretli alkalmazdsa az IMPUT tanul6 rendszernek. A tanuldssal kibdvitett PECG
rendszer egy EKG hulldmok osztdlyozdsara kifejlesztett program (ez kapta a PECG elnevezést). A rendszer f6
moduljai a 3.20. dbran lathaték. A kibdvitett PECG (Prolog implementation of ECG) [K6kP96] rendszer
osztdlyozza a beérkezd EKG hulldmokat. Altaldban a hullimok ismétlédnek, ezért még valamilyen betegség
esetén is néhdny osztalyba sorolhaték, ami a diagndzist jelentésen megkonnyiti. Ha a hullimok csak kisebb
mértékben kiilonboznek egymadstol, akkor a rendszer egy osztilyba helyezi 6ket. Egy hasonl6sagi mérték alapjan
oldhat6 meg a feladat. Egy tiz perces EKG vizsgalat sordn mintegy 800 hullam keletkezik. Ha ezek kozott csak
néhany rendellenes fordul eld, az megneheziti az orvos munkajat.
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3.20. Abra. A kibévitett PECG rendszer komponensei
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A PECG rendszer egy attribitum nyelvtannal adott specifikdcién alapul, amely Skordalakis és
Papakonstantinou nevéhez flizédik [Skor84], [Skor90]. Ebbdl Kokai Gabriella és tarsai készitettek futtathatd
Prolog rendszert [K6kP96]. A végso rendszerbe egy grafikus megjelenitd programot és elészor az IDTS [Paa94]
interaktiv algoritmikus hibakeresé rendszert integraltdk. A felhaszndlé az egy osztdlyba sorolt hullimok
megtekintése alapjan eldontotte, hogy sziikség van-e az osztilyozd algoritmus finomitdsara. Amennyiben igen,
akkor a felhaszndl6 segitséget kapott a hibds eljaras lokalizaldsara a beépitett IDTS hibakeres6 rendszertol.

A PECG rendszerben az EKG hulldmokat egy numerikus attribitumokkal kibévitett DCG [Per80] nyelvtan
irja le. A kiilonboz6 (egészséges és rendellenes) hullimokhoz a megfeleld nyelvtan elkészitése nehézkes. A
nyelvtan fejlesztésében segitséget nyudjté szamitdgépes eszkdoz megkonnyitheti ezt a munkat. Emiatt késziilt el
végiil a tanuldsi funkcioval kibévitett PECG rendszer.

- ECG (=]

3.21. A grafikus megjelenité modul

A fejleszto feladata egy tul-dltalanos (overly-general) nyelvtan elkészitése az elsd 1épésben. Ez a nyelvtan
természetesen nemcsak a korrekt, hanem néhany nem megfeleld input hullamot is felismerhet. Ezt az altaldnos
nyelvtant altaldban sokkal egyszerlibb elkésziteni, mint egy hibamentes korrekt nyelvtant. A kibdvitett PECG
inputja ez az altaldnos nyelvtan, mint kezd6 hipotézis, hattér tudas, amely az attribitumok kezelésére szolgald
predikdtumokat tartalmazza és végiil pozitiv és negativ példdk a nyelvtan specializaci6jahoz. A rendszer az
IMPUT algoritmust haszndlja a kezdd hipotézis kijavitdsdra gy, hogy minden pozitiv példat felismerjen, de
egyetlen egy negativ példat se ismerjen fel.

A tanuldsi folyamat sordn a rendszer kérdéseket tesz fel a felhaszndlénak azzal kapcsolatosan, hogy egyes
rész struktirdk amelyeket egyes nemtermindlisokbdl indul6 rész nyelvtanok irnak le helyesek-e. Ezekre dltaldban
nem egyszer(l a védlasz, ezért taldlhaté a rendszerben egy grafikus megjelenitd modul, amely meg tudja mutatni a
képerny6n az éppen felismert részét az EKG hullimnak. Ez lathat6 a 3.21. dbran. A képen a sotét (fekete)
szinnel jelolt szakaszok jelolik az aktuélisan felismert részét az EKG hulldmnak.

A kép alapjan egy orvos szakértd el tudja donteni, hogy az adott rész struktirat a nyelvtan helyesen
felismerte-e. Amennyiben az osztalyoz6 program helyteleniil ismerte fel a hullimot, akkor az IDTS rendszerrel
meghatdrozza a hibat okozé klézt, majd alkalmazza a mar ismert unfolding transzformaciét és kloz torlést.
Rendszerint ez a folyamat elvezet egy precizebb nyelvtanhoz egy vagy esetleg néhany 1épésen beliil. A rendszer
addig alkalmazza a transzformacids 1épéseket, amig el nem jut egy olyan hipotézisig, amely mar nem fedi le a
negativ példat. Ezzel a mddszerrel korrekt EKG felismerd nyelvtanokat lehet késziteni egy kezdeti altaldnos
specifikdciobol kiindulva.

Az EKG feldolgozis egy a [Skor90] publikdcidban bevezetett szintaktikus megkozelitésen alapul. A hulldm
primitiv kivdlasztds (primitive pattern selection) modulban az EKG hulldmokat primitivekre dekompondljik
(egyenes szakasz, csucs, parabola). A kovetkezd primitivek adatainak osszegyiijtése 1épésben (primitive pattern
extraction) a numerikus attribitumokat hatdrozza meg a rendszer, illetve pontositja az el6z6 1épés eredményét. A
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legnagyobb problémdt a zajos csucsok felismerése jelenti. A nyelvi reprezentdcio (linguistic representation)
modulban az utolsé két 1épés eredményét az EKG nyelvtan bemenetét alkotd token sorozattd alakitjak. A token
egy abc egyik betiije, amely (numerikus) attributumokkal is ki lehet egészitve.

3.5.1. Az EKG hullamok szintaxisa

Az EKG hulldmokat leiré attribitum nyelvtan Skordalakis publikdlta [Skor90]. Az input abc, amely a
hulldmokat alkoté primitiveket tartalmazza a kovetkezé volt: ¥ = {K*, K, E, I1}. Ez a négy szimb6lum
reprezentélja a pozitiv cstcsot (K*), negativ csticsot (K), az egyenes szakaszt (E) €s a parabola szegmenst (IT).

Az itt bemutatott alkalmazdsban a fenti attribiitum nyelvtannal ekvivalens DCG specifikdcidt hasznéltak. A
kezelésére szolgdld predikdtumok. A kiegészitd grafikus megjelenité folyamatosan koveti a levezetési fat, és
eltérd szinnel mutatja az aktudlis részfanak megfelel6 EKG hullam darabot.

3.22. Abra. Egy bemené EKG jelsorozat
Tegyiik fel, hogy a feladat a 3.22. dbran lathaté EKG hulldm nyelvészeti reprezenticidja a kovetkezd:
EK'MIK'KEK'TIK'EK'KIIK'IIK'IIK*K EK'II

Skordalakis [Skor90] megkozelitése szerint minden primitivhez tobb numerikus attribitum tartozik (pl. a
csucs kezdete és vége, a meredekség jellemzoi, a szakaszok kezdete és vége). A PECG rendszer a hullamok
helyes felismerése érdekében haszndlja ezeket az attribitumokat. Az itt bemutatasra keriilé példaban azonban az
EKG nyelvtan szintaktikus részére alkalmazzuk az IMPUT tanul6 algoritmust, a numerikus értékek kiszdmitdsa
és kezelése a hattér tudashoz fog tartozni. Az EKG hullim osztdlyoz6 program a nyelvészeti reprezentacié
alapjan ismeri fel a hullamokat.

A kibovitett PECG alkalmazasban az IDTS alrendszer teljes szolgéltatdsrendszere alkalmazasra keriilt. A
szolgéltatdsokat harom modul biztositja: A teszt adatbdzis modul a kezdeti teszt adatbazist késziti el egy CPM
teszt specifikdcié alapjan. A tesztelés modul egy kivalasztott predikdtum tesztelését végzi, gy hogy a
felhaszndld teszt eseteket (reprezentdlo elemeket) adhat meg a kivdlasztott predikdtumhoz tartozé egyes teszt
keretekhez. Ezutdn lefuttatdsra keriil a program erre a teszt példara, a felhaszndlé pedig értékeli a kapott
eredményt (korrekt/inkorrekt). A hibakeresé modul miikodése sordn amennyiben mar rendelkezésre dllnak teszt
eredmények bizonyos teszt esetekre, Ugy azokat a hibakeresdé rendszer minden tovabbi kérdezés nélkiil
felhasznélja anélkiil, hogy a felhaszndlét ,,nehéz” kérdésekkel zaklatna.

3.5.2. A tanuldsi folyamat az IMPUT rendszerrel

A kovetkez6kben bemutatdsra keriil hogy az integralt rendszer hogyan finomitja a kezdeti EKG nyelvtan
.DCG megvaldsitdsat. Példaként vegyiik a sziv Osszehizddasi ciklust (cardiac cycle). Minden 0sszehizddasi
ciklus egy vagy tobb hulldmbdl 4ll, azonban a sziv tevékenységének legfontosabb része az tin. QRS komplexum.
A QRS komplexumot leiré résznyelvtanon keriil bemutatdsra a tanuldsi folyamat. Az eredeti attribitum nyelvtan
szerint a QRS komplexum egy és hét kozotti szamu cstcsot tartalmaz, amelyek mindegyike megfelel egy QRS
mintdnak. A kezdeti hipotézisbdl kiindulva a nyelvtannak ez a része keriil majd finomitdsra gy, hogy az input
példakhoz illeszkedd cstics sorozat alkossa a QRS komplexumot.

Az IMPUT rendszer bemend adatai: a kezdeti hipotézis, amely az EKG hulldmokat osztilyozza, a hattér
tudas, a pozitiv és a negativ példak. Ez lathaté a 3.23. dbran. A rendszer feladata egy olyan hipotézis eldallitasa,
amely kizaré6lag a pozitiv példakat fedi le.

A fébb tevékenységek a kovetkezOk: a felhaszndld elinditja a kibdvitett PECG rendszert, majd megadja az

input adatokat tartalmazé fajl nevét. Minden kl6zt sorszdmmal 14t el a rendszer, amely a program futdsa sordn
megmarad. Az unfolding transzformdcidval kapott kl6zokhoz a rendszer egy szdm part rendel, amelybdl az elsé
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a kl6z eredeti szamat mutatja, a mdsodik szdm pedig a behelyettesitett masik kl6z sorszamat pl. 3—-4 sorszdmot
kap az a kl6z, amelyet a 3 sorszamu kl6z egy literdljanak helyettesitésével kapunk tgy, hogy a 4-es szami kl6z
torzsét helyettesitjiik a literal helyére.

0: cardiac_cycles —-> cardiac_cycle, cardiac_cycles.
1: cardiac_cycles —-—-> {true}.

2: cardiac_cycle --> grs, non_grs.

3: grs -—> peak,peaks.

4: peaks -—> peak,peaks.

5: peaks ——> {true}.

6: non_grs —-—> sr.

7: non_grs —--> interwave_segment, t, interwave_segment
8: non_qgrs —-—-> interwave_segment, p, interwave_segment
9: non_grs —-—-> interwave_segment, t, interwave_segment, p, interwave_segment.
10: sr —--> segment, interwave_segment.
11: sr —--> peak, interwave_segment.
12: interwave_segment —--> segment, interwave_segment.
13: interwave_segment --> {true}.

14: interwave_segment —--> peak, interwave_segment.

15: ¢t --> t_or_p.

16: p —-—> t_or_p.

17: background (t_or p -—> [p_peak], I[n_peak])

18: background (t_or_: -—> [n_peak], I[p_peakl])

19: background (t_or p --> [p_peak]) .
20: background (t_or_p --> [n_peak]).
21: background (peak --> [p_peak]) .
22: background (peak -—> [n_peak]) .
23: background (segment —--> [line])
24: background (segment —--> [par])
25: positive cardiac_cycles ([p_peak,n_peak,line,...], []
26: positive cardiac_cycles ]

27: positive cardiac_cycles
28: positive cardiac_cycles

n_peak, p_peak, n_peak,
p_peak, n_peak, p_peak,

[
n_peak,p_peak,line,...], [
]
1

37: negative cardiac_cycles

([p_peak,p_peak,line,...], [])
38: negative cardiac_cycles ([n_peak,n_peak,line,p_peak,...1,1[]1).
39: negative cardiac_cycles ([p_peak,p_peak,n_peak,...1,1[]).
40: negative cardiac_cycles ([n_peak,n_peak,p_peak,...]1,[1).

3.23. Abra. A PECG tanulssi feladat

Elészor a rendszer a pozitiv és a negativ példdkat ellendrzi (a kezdeti hipotézis ebben az esetben mind a
pozitiv mind pedig a negativ példdkat lefedi). A tanulé program eldszor ellendrzi, hogy a pozitiv és negativ
példak halmaza kiilonbozik-e, misodszor hogy vannak-e olyan klézok, amelyek nem sziikségesek a pozitiv
példak levezetéséhez (amennyiben az IMPUT tdgy van paraméterezve, hogy a legspecidlisabb programot allitsa
eld). Ha vannak ilyen kl6zok, akkor azokat a rendszer torli. Jelen esetben j6 néhany kl6z torolhetd volt (a 7, 8, 9,
11, 12, 14, 15, 16 sorszamu).

Ezutan a tanuldssal kibovitett PECG rendszer ellendrzi a negativ példdkat. Ha van olyan negativ példa, amit
az aktudlis hipotézis lefed, akkor a tanuldsi funkcié aktivizalédik, egyébként a PECG tgy tekinti, hogy sikeriilt a
kivant korrekt hipotézist meghatdroznia.
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Checking input examples:
The sets of positive and negative examples are distinct.
Checking positive examples:

Clauses were found, that are not needed to cover positive
examples.
- clauses were removed from the initial theory.

The remained clauses are:
cardiac_cycles——->cardiac_cycle,cardiac_cycles
cardiac_cycles—->""
cardiac_cycle-—->qgrs, non_grs

grs——>peak, peaks

peaks——>peak, peaks

peaks——>""

non_grs—->sr

sr—-—->segment, interwave_segment
interwave_segment——->""

3.24. Abra. A PECG tanulasi feladat soran megmaradt klézok

W oo U WP O

=

Az elsé 1épés a tanulds sordn annak a kléznak a meghatirozdsa a beépitett hibakeresé programmal,
amelyikre az unfolding transzformaciot kell alkalmazni. A hibakeresd program altal feltett kérdésekre igen vagy
nem valaszokat kell adnia a bolcsnek (felhasznalénak). Ezek a kérdések arra vonatkoznak, hogy egy bizonyos
tény benne van-e a megtanulandé program 7/ szandékolt modelljében (azt tudjuk, hogy a tény a program 4altal
generélt /{P) Herbrand-modellben benne van, a rendszer arra kivdncsi, hogy ez ténylegesen is igy van-e). Ez
egy un. halmazhoz tartozasi kérdés (membership query). Amennyiben a vélasz nem, Ugy a hibakeres6é rendszer
ratalalt a hibat okoz6 klézra. Ekkor elkezdddik az unfolding transzformicié. Ha a vélasz igen, akkor a
hibakeres6 program tovabb folytatja a levezetési fa postorder bejardsat és a kérdezést. Jelen esetben az utolsé
kérdés a:

Is it ok [peaks([])] (v/n) y
Is it ok [peaks([p_peak])] (y/n) y
Is it ok [grs([p_peak,p_peak]l)] (y/n) n

A legosszetettebb része a rendszernek az unfolding transzformacié végrehajtiasa. Feltevés szerint,
amennyiben egy negativ példat lefed az aktudlis hipotézis, akkor 1étezik legaldbb egy olyan kl6z, amely felelossé
tehetd ezért. A hibakereso algoritmus azt taldlta, hogy az peaks ——> peak, peaks kléz a felel6s. Ezt a kl6zt
nem lehet tordlni, mert részt vesz a pozitiv példak levezetésében.

Unfolding at the clause instance:
3: grs—-—->peak ([p_peak, p_peak, line,...]J,
[p_peak, line,...1),
peaks ([p_peak, line, p_peak,...],
[line, p_peak,...]1)

- trying resolvent (s): [3-1] actual minimum is: 12.5101.
- trying resolvent(s): [3-2] actual minimum is: O.

The result of the unfolding is:

: cardiac_cycles—-->cardiac_cycle, cardiac_cycles
: cardiac_cycles——>""

: cardiac_cycle-->grs, non_grs

-4: grs——>peak, peak, peaks

-5: grs—-—->peak

4: peaks—-—->peak, peaks

5: peaks——>""

0
1
2
3
3

3.25. Abra. A PECG feladat az elsé unfolding transzformécié utin
Az 4j hipotézis nem fedi az elsd negativ példat, azonban lefedi az Osszes tobbit. A hibakeresd rendszer

ismételt haszndlatdval jabb hibds klozt taldlhatunk. Ezt a tevékenységet folyamatosan ismételjiilk. A mar jol
ismert 1épésekbdl most mar csak az utolso keriil bemutatésra.
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Checking positive examples:
Checking negative examples:
66: cardiac_cycles ([n_peak,p_peak,n_peak,...],[]) covered.

The above theory:
covers 12 positive samples from 12 (100.00%) and
fails on 39 negative samples from 40 (97.50%).

The fact cardiac_cycles([n_peak,p_peak,n_peak,...1,1[])
is covered by the theory.
Starting the false proc. algorithm to determine the basis of the unfolding.

Unfolding at the clause instance:
3-4-4-22-22-4-21-4-21-4-22-21-4:
grs ([n_peak,p_peak,n_peak,...], [line,p_peak,par,...]) :—

C([n_peak,p_peak,p_peak, ...],n_peak, [p_peak,p_peak, line,
C([p_peak,p_peak,line,...],p_peak, [p_peak,line,p_peak, ...
peak ([p_peak, line,p_peak,...], [line,p_peak,par,...]1),
peaks([line, p_peak,par,...][line,p_peak,par,...])

C([n_peak,p_peak, ...],n_peak, [p_peak,n_peak,p_peak, 1),
C([p_peak,n_peak, ...],p_peak, [n_peak,p_peak,n_peak, 1),
C([n_peak,p_peak, ...],n_peak, [p_peak,n_peak,p_peak, ...1),
C([p_peak,n_peak, ...],p_peak, [n_peak,p_peak,p_peak, 1),
1)
]

- trying resolvent (s): [3-4-4-22-22-4-21-4-21-4-22-21-4-7]
actual minimum is: 3.44203.

- trying resolvent (s): [3-4-4-22-22-4-21-4-21-4-22-21-4-8]
actual minimum is: 3.52546.

The result of the unfolding is:

0: cardiac_cycles —-—-> cardiac_cycle,cardiac_cycles
1: cardiac_cycles —--> {true}

2: cardiac_cycle --> grs,non_grs

3

p_peak], [n_peak], [p_peak], [n_peak], [p_peak],

-4-4-21-21-4-4-22-4-22-4-21: grs ——>
[
[n_peak], [p_peak], peaks

3-4-4-21-21-4-4-22-4-22-5: grs ——>
[p_peak], [n_peak], [p_peak], [n_peak], [p_peak], [n_peak]

3-4-4-21-21-4-4-22-5-21: grs —-->
[p_peak], [n_peak], [p_peak], [n_peak], [p_peak]

3-4-4-21-21-4-5-22: grs ——>
[p_peak], [n_peak], [p_peak], [n_peak]

3-4-4-21-21-5: grs —--> [p_peak], [n_peak], [p_peak]

3-4-4-22-22-4-21-4-21-4-22-21-4-22: grs —-—>
[n_peak], [p_peak], [n_peak], [p_peak], [n_peak],
[p_peak], [n_peak], peaks

3-4-4-22-22-4-21-4-21-4-22-21-5: grs -->
[n_peak], [p_peak], [n_peak], [p_peak], [n_peak], [p_peak]

3-4-4-22-22-4-21-4-21-5-22: qrs -——>
[n_peak], [p_peak], [n_peak], [p_peak], [n_peak]

3-4-4-22-22-4-21-5: grs ——>
[n_peak], [p_peak], [n_peak], [p_peak]

3-4-4-22-22-5: gqrs —--> [n_peak],peak, [n_peak]
3-4-5-21-22: grs —--> [n_peak], [p_peak]
3-4-5-22-21: grs --> [p_peak], [n_peak]

3-5: grs —-—-> peak
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5: peaks —-—> {true}

6: non_grs ——> sSr

10: sr ——> segment, interwave_segment
13: interwave_segment --> {true}

Checking positive examples:
Checking negative examples:

The above theory:
covers 12 positive samples from 12 (100.00%) and
fails on 40 negative samples from 40 (100.00%) .

3.26. Abra. A PECG feladat az els6 unfolding transzforméacié utin

Itt a tanulasi folyamat véget ér, mert az eredményiil kapott hipotézis minden pozitiv példat lefed, viszont
egyetlen negativ példat sem fed le.

3.6. Hasonlo rendszerek és kapcsolodo kutatdsok

Ebben a fejezetben eldszor dsszehasonlitdsra keriil az IMPUT a SPECTRE algoritmussal, a tovdbbiakban
pedig az IMPUT més tanul6 rendszerekkel.

Ellentétben mads specializaciés technikdkkal [Bain92], [Ling91] a SPECTRE rendszer nem minimalis
logikai programot allit el6. Ez azt jelenti, hogy az eredményiil kapott hipotézisnek lehetnek tovabbi olyan logikai
kovetkezményei, amelyek nem kapcsolddnak a példdkhoz. A SPECTRE, hasonléan mds rendszerekhez
[Shap83], [Berg88], [Coh91], [Coh92], [M0091], [Our90], [Paz91], [Paz93], [Rich91], [Wog91], IWrob93] nem
torekszik arra, hogy minden olyan kl6zt tor6ljon, ami nem sziikséges a pozitiv példdk levezetéséhez. Az itt
emlitett rendszerek harom egymadst6l nem teljesen fiiggetlen csoportba oszthaték a felhasznalt specializacids
modszer alapjan: kl6z torlés, literdl hozzdadds, cél redukalas.

A Wogulis 4ltal ismertetett [Wog91] rendszerben az egyetlen specializdcids operdtor a kléz torlés. A
SPECTRE algoritmussal ellentétben ez az algoritmus csak a kezdeti hipotézisben meglévé klézokat képes
torolni. Ennek kovetkeztében az algoritmus nem tud olyan hipotézist eldéllitani, amely lefedi az dsszes pozitiv
példat, ha a negativ példak levezetésekor hasznélt kl6zok mind el6fordulnak pozitiv példa levezetéseiben.

Wrobel [Wrob93] egy inkrementdlis specializicids technikdt alkalmazott (a neve MBR, Minimal Base
Revision), amely a kl6z torlést és a literdl hozzdadast alkalmazta, hogy meggatolja a negativ példdk levezetését.
A mddszernek a lényege nem annyira a program specializacié a pozitiv €s negativ példak alapjan, hanem inkabb
egy minimalis revizié elddllitisa. A minimalis revizié azt jelenti, hogy csak egy minimalis kl6z halmazt kelljen
torolni a kiinduldsi hipotézisb6l. Meg kell jegyezni, hogy ilyen értelemben a SPECTRE nem a minimadlis
specializaciét allitja eld.

A [Shap83], [Berg88], [Quin90], [Paz91], [Rich91], [Paz93] rendszerekben a kldzokat literal hozzdadasaval
specializaljak. A kl6zok torzséhez hozzdadott literdlok azok koziil a predikdtumokbdl keriilnek ki, amelyek a
kiindulasi hipotézisben eléfordulnak. Kiilonbozd feltételeket alkalmaznak a valtozdkra is, példdul az dj literdl
minden véltozéja meg kell jelenjen a klézban valahol madshol is [Quin90]. A keresési fa sokkal nagyobb
mértékben szélesedik ki az ilyen algoritmusokndl mint a SPECTRE esetében.

A SPECTRE és a specializicids technikdk koziil a cél redukdldst haszndlé rendszerek (ML-SMART
[Berg88], ANA-EBL [Coh91], FOCL [Paz91], GRENDEL [Coh92], FOCL-FRONTIER [Paz93]) kozotti f6
kiilonbség az a méd, ahogyan a alkalmazandé transzformaciét megkeresik. Az ANA-EBL, FOCL, GRENDEL és
a FOCL-FRONTIER ugyantgy mint a MIS [Shap83] és a FOIL [Quin90] egy lefedési (pl. szekvencidlis lefedés
lasd 2.3.1. Fejezet) algoritmust hasznél, addig a SPECTRE az ,,0szd meg és uralkodj” médszert. Ez azt jelenti,
hogy az elébbi algoritmusok a specializacids (keresési) fat djra és djra bejarjak (vo. AQ keresési algoritmusok
[Mich80]), azonban a SPECTRE a keresési fat csak egyszer jarja be (vo6. ID3 algoritmus [Quin86]). A 6
kiilonbség az ML-SMART és a SPECTRE kozott az, hogy az ML-SMART csak a legbaloldalibb cél redukci6jét
veszi figyelembe, addig a SPECTRE egy levezetési stratégia alapjan vélasztja ki a redukdland6 célt. A levezetési
stratégia az algoritmus inputja. A SPECTRE algoritmus tesztelésének eredményei [Bos94] azt mutattdk, hogy
egy dinamikus levezetési stratégia, amely figyelembe veszi a példdkat sokkal pontosabb specializdcidkat
eredményezhet, mint az ML-SMART algoritmusban hasznalt rogzitett (Prolog) stratégia.
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A SPECTRE és az IMPUT algoritmus kozotti f6 kiilonbség abban van, ahogyan az IMPUT az unfolding
transzformaciéhoz a klézt kivalasztja. A SPECTRE mindig a cél predikdtumra alkalmazza az unfolding
transzforméciét. Az IMPUT készitdinek elképzelése az, hogy a sok esetben helyesebb, ha egy a cél
predikdtumtol killonbozé masik klézra alkalmazzak a transzformaciot.

Amikor egy negativ példat lefed az aktudlis hipotézis, akkor feltételezés szerint kell legyen egy olyan kléz,
amely ezért a viselkedésért felelés. Az IMPUT meg tudja hatdrozni ezt a klézt, és erre alkalmazza az unfolding
transzformacioét. Ezért az IMPUT egy egyszerre tobb predikatum revizidjat elvégezni képes eszkoz, amely egy
algoritmikus hibakereso alrendszert tartalmaz a predikdtum kivalasztisara.

Az IMPUT algoritmushoz hasonléan a SPECTRE II [Bos95] is haszndlhaté a cél predikatumtdl kiilonbozd
predikdtum definicidjdnak finomitdsara. Azonban mig a SPECTRE II-ben ezt a kl6zt nemdeterminisztikusan
védlasztja ki az algoritmus, addig az IMPUT az IDTS hibakeresd rendszerrel végzi el, determinisztikusan a
kivélasztast. A SPECTRE II f6 elénye a kordbbi SPECTRE algoritmushoz képest, hogy rekurziv predikdtumokat
is tud specializdlni.

A JIGSAW [Ade95] elmélet revizids (theory revision) rendszer amennyiben az mar meglévd két rendszer
integracidja (RUTH [Ade94] és a SPECTRE [Bos94]). Az IMPUT egy interaktiv algoritmust haszndl a hibas
kléz meghatirozasira, amelyre az unfolding transzformaciét fogja alkalmazni a késdbbiekben, a JIGSAW
mélységi iterativ sémat hasznal annak meghatirozdsara hogy hogyan kell minimélis beavatkozassal finomitani a
kezdeti hipotézist.

A 3. Fejezetben egy uj tanul6 algoritmus bemutatdsara keriilt sor, amely logikai programok specializacidjat
tudja elvégezni. Az IMPUT a SPECTRE algoritmus és egy interaktiv hibakeresé mddszer sikeres kombindcidja.
A megolddsnak egy hatrdnya, hogy sziikség van egy bolcs kdzremiikodésére, akinek a megtanuland6 rendszer
modellje ismeretében igen/nem valaszokat kell adni a program 4ltal feltett kérdésekre, ez alapjan lehetséges a
hibas kl6z megtaldldsa. Ezt ellensilyozza az, hogy IMPUT-ba integrdlt IDTS hibakeresd rendszer jelentdsen
tudja csokkenteni a kérdések szdmat. Ugyancsak hitrdnyos, hogy a CPM teszt adatbdzis haszndlatdhoz egy
kezdeti teszt specifikdciot kell késziteni, amely az interaktiv hibakeresé szdmdra egyfajta kiilsé tuddsnak
tekinthetd. Altaldban azonban van valamilyen el6zetes elképzelésiink a megtanulandé program viselkedésérol.
Ebbdl a szempontb6l a CPM teszt specifikacié tigy tekinthetd, mint egy magasabb rendii leirdsa a programnak,
amely nagy hasonlésdgot mutat az integritasi feltételekkel [DeRa92].

Az IMPUT tanul6 algoritmus, amely integrdlja a SPECTRE és az IDTS rendszert Prolog nyelven elkésziilt,
azonban vannak olyan feladatok, amelyeket az IMPUT nem képes megoldani. Néhany ezek koziil:

1. P={pX },

E' = { p(f(a)) },
E- = { p(g(a)) }.

Ef =
E-={p(l(a,b)]) }.

3.27. Abra. Feladatok, amelyeket az IMPUT rendszer nem képes megoldani

Annak az oka, hogy az IMPUT rendszer nem képes megoldani a 3.27. dbran lathat6 feladatokat az, hogy az
IMPUT nem képes a kl6zok valtozéinak tovabbi specializacidjara (pl. fiiggvényszimb6lumok bevezetése,
valtozok egyezdségének kényszeritése, stb.). Amikor az IMPUT egy egység kl6zhoz (unit kl6z) jut el, amelynek
a jobb oldaldn nem 4ll egyetlen literdl sem, az algoritmus megall azzal, hogy: ,,tovdbbi unfolding transzformacié
mar nem lehetséges”. Itt véget is ér a specializdcids folyamat. Nienhuys-Cheng és Wolf elméleti szempontbdl
tanulmdnyoztdk ezt a jelenséget [Chen96] és adtak egy elméletileg teljes megoldast. Mivel azonban csak
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egzisztencidlis bizonyitdst kozoltek, ezért a javasolt algoritmus teljes megvaldsitdsdnak 1€pései csak részben

tisztazottak. Mindazondltal az IMPUT tanulé algoritmus kibdvitése tovabbi specializacids operatorokkal egy
olyan igéretes lehetdség, amire sziikség esetén érdemes lenne energiat dldozni.
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4. A szabalyalapu tanul6 algoritmusok természetes nyelvi alkalmazasai

Az JLP2” ESPRIT LTR 20237 projekt fé célkitiizése az volt, hogy a részvevd partnerek megfeleld
alkalmazasi teriilteket taldljanak a szabdlyalapd tanuld algoritmusok szdmdra. Az egyik nagy kutatési teriilet a
bioinformatika, amelyen Stephen Muggleton és tirsai a mai napig élvonalbeli kutatdsokat végeznek. Kés6bb
t6bb partner intézet is bekapcsolddott a kutatdsaba, példdul a német GMD? bonni Alkalmazott
Informaciétechnolégiai Intézete vagy a szlovén Jozef Stefan Institute Intelligens Rendszerek Intézete®
Ljubljandban. A legfontosabb teriiletek a kovetkezdk voltak: a fehérjék masodlagos [Moze98], [Mugg92] és
harmadlagos szerkezetének predikcidja [Turc98], a mutagenitdsnak (kiilonbozé vegyiiletek muticié okozd
képességének) [King96], valamint a toxicitdsnak (vegyliletek sejtpusztité hatdsdnak) a vizsgdlata [Srin99]. Az
utébbi két esetben a vegyiiletek szerkezeti képletének, a kémiai kotéseknek és mds adatoknak hattér tudasként
valé felhaszndlasaval, illetve vegyiiletek ismert mutagenitdsdnak (toxicitdsdnak) felhaszndldsdval tanuld
algoritmusokkal kovetkeztettek ismeretlen anyagok mutagenitdsara (toxicitdsara). 1997. augusztus 29-e és 1998.
november 15-¢ kozott rendezték meg a PTE-2* (Predictive Toxicology Challange) toxicitds predikcié versenyt,
amelyben szdmos tanulé algoritmus vett részt. 30 vegyiilet toxicitasat kellett a megjésolni a kémiai
tulajdonsdgok alapjan, majd az eredményeket az allatkisérletek eredményével vetették egybe. Az ILP mddszerek
kimagasléan jol szerepeltek [PTE99], a gydzelmet a Leuveni Katolikus Egyetem WARMR és a parizsi
egyetem™ MONKEI rendszerébél készitett hibrid tanul6 algoritmus szerezte meg.

Az mRNS nem-kédolé régidiban taldlhaté un. szigndl-struktirdk felfedezésére készitettek egy a RIBL
tanulé algoritmuson alapulé rendszert Bonnban a GMD Alkalmazott Informacitechnolégiai Intézet kutatéi
[Bohn98]. A Progol tanulé algoritmus egy valds alkalmazdsa volt a neuropeptideket leiré szekvencidk tanuldsa
aminosav szekvencidkbol. A Yorki Egyetem kutatéi egy generativ nyelvtant prébdltak meg tanulni ILP
modszerekkel [MuggT]. A ljubljanai JoZef Stefan Institute Intelligens Rendszerek Intézete és a Leuveni
Katolikus Egyetem kutatdi vegyiiletek bioldgiai lebomlasat vizsgaltak ILP médszerekkel [Dzer99], majd pedig a
szlovén hidrometeorolégiai intézettel egyiitt a folyok vizmindségének bioldgiai és kémiai paraméterei kozott
kerestek 0sszefiiggéseket a TILDE tanul6 algoritmussal [Bloc99].

Az egészségiigyi alkalmazasok kozott meg kell emliteni a rendellenes EKG jelek felismerésének tanuldsat a
3. Fejezetben ismertetett IMPUT tanulé algoritmussal. A szerzok egy Skordalakis és Papakonstantinou altal
publikalt [Skor84] attribiitum nyelvtan Prolog DCG implementacidjat készitették el, majd az IMPUT tanul6
algoritmussal finomitottdk az EKG hulldimok szintaxisit lefré program klézokat [KOk96][KokP96]. EKG
hulldimok folyamatos monitorozdsira és a rendellenes szivmiikodés azonnali észlelésére fejlesztettek ki egy
alkalmazdst Quiniou és tarsai [Quin0O1], amelyben az ICL tanulé algoritmust hasznéltdk fel a rendellenes EKG
hulldmokat leiré Prolog kl6zok tanuldsara. Tovabbi érdekes alkalmazds Mizoguchi és tarsai dltal kozolt eljaras
szemfenék vizsgdlati képek osztdlyozdsira zold hdlyog diagnosztizdldsa céljabol [Mizo96]. Erre a célra a
szerzOk egy a tokidi egyetemen kifejlesztett sajat tanul6 algoritmust készitettek a GKS-t.

A ljubljanai JozZef Stefan Institute Intelligens Rendszerek Intézete, a Leuveni Katolikus Egyetem kutat6i és
a madridi egyetem kozosen egy koziti jarmiiforgalom irdnyité rendszert vizsgalt, amelyben az uttestbe épitett
szenzorok adataibdl tanulé algoritmusok segitségével kritikus forgalmi szitudciok felismerését tanultak ILP
moédszerekkel [Dzer98]. A Yorki Egyetem kutaté koziti balesetek adatait dolgoztik fel és kiilonlegesen
veszélyes tutszakaszokat prébaltak meghatarozni ILP, valamint attribitum érték tanuldsi mdédszerekkel majd a
kapott eredményeket 0sszehasonlitottdk [Rob98].

20 Ma méar Fraunhofer Gesellschaft, Institut fiir Angewandte Informationstechnik, Bonn Schloss Birlinghoven
http://www.fit.fraunhofer.de/

2! Jozef Stefan Institute, Department of Intelligent Systems, Ljubljana http://ai.ijs.si/

22 hitp://web.comlab.ox.ac.uk/oucl/research/areas/machlearn/PTE/

2 Univerite Paris-Sud, Laboratoire de Recherche en Informatique.
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Ugyancsak emlitésre érdemes DolSak és Muggleton [Dol92] alkalmazdsa, amelyben a GOLEM tanul6
algoritmust 3 dimenzids testek szilardsdgtani vizsgdlatdhoz fejlesztettek ki egy véges elem felbontdst végzd
rendszert. Késobb DolSak és DZeroski [Dzer92] a FOIL és az mFOIL rendszerrel megismételték ugyanezt.

Erika Van Baelen és Luc De Raedt tanulmédnya zongoramiivészek jatékanak tanulmanyozasaré6l, amelyben a
CLAUDIEN tanul6 rendszert hasznéltdk fel arra, hogy egy-egy miivész jatékara jellemzd szabdlyokat tanuljon
meg az eléadas MIDI formaban rogzitett adataibdl [Eri96]. Nico Jacobs és Hendrik Blockeel a WARMR tanul6
rendszert hasznélta fel arra, hogy Unix shell log fajlok tartalmat feldolgozza és az egyes felhasznalok
viselkedésére jellemz6 mintdkat tanuljon [JacoO1].

4.1. Fontosabb természetes nyelvi problémadk

A szabdlyalapu tanulé algoritmusok alkalmazasainak egy igen jelentds csoportjat alkotjak a természetes
nyelvhez kapcsol6dé feladatok. Az els6 fontos probléma a beszédfelismerés — ez teremti meg a lehetdséget a
felhaszndlo €s a szamitdgép szébeli kommunikacidjara. A beszédfelismerés eredménye a kimondott szoveg irott
alakban, ennek felhaszndldsdval torténik meg a tovabbi feldolgozds. Az frott szovegbdl kiindulva a feldolgozas
1épései eldszor a mondatokra és szavakra bontds, majd a szavak morfo-szintaktikai elemzése. A szavak morfo-
szintaktikai elemzése feltétleniil sziikséges a feldolgozds kovetkezd 1épéséhez a szintaktikai elemzéshez. Egy
kozbensd feladat lehet a szofaji egyértelmiisités (angolul part-of-speech tagging), amely a tobb lehetséges
morfoldgiai cimkével rendelkezd szavak lehetséges jelentéseinek szdmdt csokkenti, — idedlis esetben a
szovegkornyezetnek megfeleld egyetlen helyes cimkét adja meg. Az egyértelmiisitett szoveg szintaktikai
elemzése ezutdn varhatéan gyorsabban torténik meg. A szintaktikai elemzés utdn a szemantikus annoticid
kovetkezik, amelynek eredményeként végiil lehetdvé valhat a szoveg megértése.

A szamitégépes szovegfeldolgozasban tovabbi kutatdsi feladatok is vannak: az Internet elterjedésének
kovetkeztében igen fontos feladat a nagyszamui dokumentum tartalmi osztilyozdsa. A megoldas soran elére adott
véges szamu osztalyba kell sorolni a Web lapokat egy — a lehetdség szerint — gyors algoritmussal.

A fenti ismertetett feladatok koziil nem mindegyik esetében lehetséges tanuld algoritmusok alkalmazdsa.
Sok esetben haszndlnak fel statisztikai mdédszereket is. A szerzd tevékenysége a szabdlyalapu rendszerekre terjed
ki, ezért a tovabbiakban olyan feladatok ismertetésére keriil sor, amelyek megolddsdban lehetdség nyilik
szabdlyalapu tanul6 algoritmusok hasznalatara.

A sok ragot és jelet tartalmazé un. agglutindlé (toldalékold) nyelvek™ esetében fontos feladat a szavak
morfo-szintaktikai elemzése. Ennek sordn a szavakhoz hozza kell rendelni a kiilonféle toldalékokbdl szarmazé
attriblitumok halmazét (nem, eset, szam, személy, igeidd, fokszam, birtokos személyrag, stb.). A szlovén nyelv —
hasonléan a magyarhoz — szamos toldalékkal rendelkezik (a névszoknak neme is van, az esetragok szdma
viszont kevesebb a prepozicidk hasznilata miatt). A ljubljanai Jozef Stefan Institute Intelligens Rendszerek
Intézete és a Yorki Egyetem kutatéi kozosen kidolgoztak egy a Progol tanulé rendszeren alapulé morfolégiai
elemz6 rendszert [Cuss99], majd egy masik rendszert, amely a CLOG tanul6 programot hasznalta [Man98]. Az
angol nyelv nem tartozik az agglutindlé nyelvek kozé, ennek ellenére egyes esetekben lehetdség kindlkozik
tanulé algoritmusok haszndlatdra. A Yorki Egyetem munkatirsai az angol mult idé képzését vizsgaltak
figyelemmel a szdmos rendhagyd esetre. A Progol ILP tanulé algoritmust egy genetikai algoritmussal
kombindlva haszndltdk fel a mult id0 jelét felismerd szabdlyrendszer tanuldsdra [Kaz98].

A szerz0 harom téma kutatdsdban vett részt, bar tevékenységének stlypontja foként egy témara, — a sz6faji
egyértelmiisitésre 6sszpontosult. Ez a hdrom teriilet a kovetkezd:

e természetes nyelvi interfészek
e fonéma felismerés
e  szobfaji egyértelmiisités

Az ember-szamitégép kapcsolat mindsége fontos szempont az alkalmazdsok haszndlhatésdganak
értékelésekor. Az ember szempontjabdl a legegyszeriibb interfész a természetes nyelvii, ami azt jelenti, hogy a
felhaszndlonak a legkevésbé kell alkalmazkodnia a géphez, egy adott doménen beliil (ahol adottak a lehetséges

** Tlyenek a torok, a szldv vagy a finn-ugor nyelvek, példaul a magyar is.
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tevékenységek és az objektumok, amelyekre a cselekvések irdnyulhatnak) ,,szabadon” természetes nyelvi
parancsokkal végeztethet el miiveleteket. A szerz0 és munkatdrsai egy attribiitum alapui természetes nyelvi
interfészt készitettek, amelynek segitségével sikgeometriai szerkesztések elvégzésére lehetett a szdmitdgépet
utasitani.

A szamitogépes nyelvfeldolgozds a beszédfelismeréssel kezdddik. A beszéd a szamitégépbe digitalizalt
hang formdjdban keriil be, amelyet egy alkalmas szoftvernek irott szoveggé kell alakitania. A beszéd
alapegységeit a fonémdk alkotjdk. Altalaban a magdnhangzok egy-egy fonéménak felelnek meg, a méassalhang-
z6k, pedig néhany fonéma szekvencidjanak. A beszédfelismerés elsd és igen fontos feladata a szegmentélds — a
folyamatosan érkezd hanghulldm felbontdsa fonémdékra, majd ezutdn kovetkezik az egyes fonémdk felismerése.

Az (irott) természetes nyelvi feldolgozas a tokenekre® bontassal kezdédik, amit a szavak morfo-szintaktikai
(vagy egyszerlibben mondva szdfaji) elemzése kovet. A szofaji elemzés azt jelenti, hogy minden egyes széhoz
hozzéarendeliink egy attribitum halmazt mint cimkét a felismert kiilonféle jelek és ragok alapjan. Ez egy
nyelvészeti feladat, amelyet egy alkalmas szoftver végezhet el, egy megfelelden nagy méretli lexikon
tdmogatdsdval. A sz6faji egyértelmisitésre azért van sziikség, mert a természetes nyelvekben sok sz6hoz tobb
kiilonboz6 széfaji cimke is rendelhetd. Ezek a tobbjelentésti szavak pl. vdr, ég, hatnak, tdrolt, jobb.% A
kovetkezo feldolgozasi 1épés — a szintaktikus elemzés — elott sziikséges az egyértelmiisités elvégzése, ugyanis
kideriilt a magyar nyelv vizsgalatabdl, hogy az el6fordulé szavak koziil dtlagosan minden masodiknak van tobb
lehetséges cimkéje. Ezeket a bizonytalansdgokat a szintaktikus elemzés szintjén sokkal nehezebb lenne kezelni.
A tanulé algoritmusok ebben az esetben a szavak egyszerii kornyezetei alapjan tanulnak egyértelmiisitési
szabdlyokat. Ezzel e kozbensd 1épéssel hatékonyabba és gyorsabbad lehet tenni a szintaktikus elemzést.

A szakirodalomban kételyek meriiltek fel azzal kapcsolatosan, hogy mekkora pontossdgot érhetnek el
egyaltaldn az egyértelmiisitd programok. A bizonytalansidgok egy része példaul nem oldhat6 fel csak egy
mondatbeli kornyezet alapjidn, sOt esetleg a teljes szoveg sem elegendd ehhez (tovdbbi hattér ismeretek
sziikségesek). Az elvben feloldhaté bizonytalansdgok esetében pedig felmeriil az a kérdés, hogy mekkora tréning
halmaz figyelembevétele alapjan varhaté viszonylag pontos eredmény. A kisérletek azt mutattdk, hogy a magyar
nyelvben megfigyelhet6 bizonytalansdg tipusok szdma igen nagy, ezért még a millié szé nagysagrendil tréning
adatbazis sem biztosan elegendd.

A kovetkezOkben a fenti harom probléma részletes ismertetése kovetkezik a szerzd €s munkatarsai altal
publikalt kutatési eredmények alapjan.

4.1.1. Fonéma felismerés
A fonéma felismerésrdl sz616 fejezetek teljes, angol nyelvil szovege megjelent az [Ale97] publikdciéban.

A jelenlegi beszédfelismerd rendszerek alapvetéen két nagy csoportba sorolhatdk: a tudds alapd és a
sztochasztikus megkozelitést alkalmazé rendszerek csoportjdba. Az eldbbi csoportba tartozd rendszerekben
szabdlyok egy halmazat alkalmazzdk a beszéd akusztikus-fonetikai dekddoldsara. A sztochasztikus rendszerek
altalaban, HMM (Hidden Markov Model) technikdt [Rab93] vagy neurdlis hdlézatokat [Mam95] alkalmaznak.
Mindkét esetben a felismerési folyamat az eléfeldolgozassal kezdddik, amely a digitalizalt beszédjeleket
atalakitja id6-frekvencia reprezentdciéra. Ez azt mutatja meg, hogy az energia hogyan oszlik el az id6 és a
frekvencia fiiggvényében a digitalis jel mentén. A leggyakrabban hasznalt reprezentacio a spektogram, amelyben
a jelet rovidebb szegmensekre bontjdk fel, majd ezekre a szegmensekre alkalmazzdk a DFT (Discrete Fourier
Transformation) miiveletet. Az 4.1. dbra egy tipikus spektogramot mutat be, amely a siillyed sz6 spektogramjét
jeleniti meg.

2 A token a mondat kisebb elemi egységeit jeloli. Leggyakrabban a tokenek szavak, de természetesen mds fontos
objektumok is el6fordulnak kozottiik, mint pl. szdmok, irdsjelek, betliszavak tovdbb4 olyan kiilonleges objektumok is, mint
gépjarmiirendszdm, ad6szdm, bankszdmlaszam, iktatészam, sport eredmény, e-mail cim, web cim.

% A vdr és az ég szavak lehetnek egyrészt fonevek, mésrészt igék. A hatnak sz6 lehet ige jelen id6, tSbbes szdm harmadik
személyben, illetve a hat szdmnév részeshatdrozés vagy birtokos esete. A tdrolt sz6 lehet mult idejli ige vagy befejezett
melléknévi igenév. A jobb lehet a j6 melléknév kozépfoku alakja, de lehet alapfokd melléknév is. A sz6faji cimkékben
rogzitett attriblitumok nem terjednek ki a szemantikai tobbértelmiiségekre egy széfajon beliil (pl. daru f6név), munkagép
vagy egy maddr neve. Ezeknek a felolddsa egy tovabbi feladat.
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4.1. Abra. A siillyed sz6 spektogramja

A sztochasztikus rendszerekben is ilyen vagy hasonlé reprezentdciét haszndlnak a fonémdk felismerésére
olyan médon, hogy egy eloszlast szdmitanak ki a beérkezd jelbdl, majd 6sszehasonlitjdk egy a felismerendd
jelhez tartozé tarolt (tanuldsi folyamattal meghatdrozott) eloszldssal. Altaldban tdvolsdg metrikdt hasznilnak
arra, hogy két spektogram szegmens (a két spektogram egy-egy oszlopdnak) tivolsdgit kiszdmitsdk. A két
spektogram egymadshoz illesztését az id0 tengely mentén dinamikus programozdsi moédszerekkel (DTW,
Dynamic Time Warping) végzik, vagy éllapot dtmenetekkel szimuldljdk (HMM alkalmazasa esetén). Nagy
hatranya a sztochasztikus megkozelitésnek, hogy a kiilonb6z6 fonéma tipusok kiilonbozéképpen jelentkeznek a
spektogramokon, példdul a maganhangzdk esetén a spektralis maximum helyek hordozzak a 1ényegi informaciot,
mig ploziv (zarhangok: b vagy p) hangokndl a spektrum idébeli valtozdsa a fontos [Lam93]. Mivel ezek a
rendszerek dltaldnos médszereket haszndlnak a jel minden részéhez, nem tudnak a kiilonboz6 fonémdak specialis
tulajdonsagaira koncentralni.

A tudds-alapd rendszerekben fonetikus jellemzdéket [Hueb94], [Biter95] hatdroznak meg a spektogrambol.
A jellemzd adatokat a spektogramban akusztikus események, jelek felismerésével lehet meghatirozni. Az
eléfeldolgozé modul outputja egy idé-fonetikus jellemzd leképezés, amely az észlelt fonetikus jellemzdket
mutatja egy adott pillanatban. A kovetkezd 1épés az akusztikus jellemzOk sorozatdnak konvertdldsa fonéma
sorozatokkd. A konverzié kozben fonotaktikus szabalyok alkalmazésara is sor keriilhet, példaul ha egy erds [s]27

fonémat egy [d] fonéma kovet, amelynek a zongéssége csekély, akkor a [d] fonémat at kell javitani [t]-re, mert a
fonotaktikus szabdlyok szerint egy [s]-t sosem kovethet [d].

4.1.2. Természetes nyelvi interfészek

A természetes nyelvi interfészekr6l szol6 fejezetek teljes, angol nyelvii szovege megjelent az [Ale90] és az
[Ale A90] publikacidkban.

A természetes nyelvi interfészek a természetesnyelv-feldolgozas egyik legkézenfekvobb alkalmazdsai
lehetnek [Schr88]. Az iizleti vildgban a piaci sikeriik nyilvdnvalé. Az informacié feldolgozas és adatbazis
kezelés szdmos teriiletén a természetes nyelvi interfészek kényelmes eszkozt jelentenek az informdcid
manipuldldsara. Bar az eddig kifejlesztett interfészek potencidlis vetélytdrsai az informdécié-elérés kozismert
mdbdjainak, kiillondsen a nem-szakember felhaszndlok szdmdra (vo. meniik, ikonok, formadlis lekérdezd nyelvek,
mint az SQL), jelentdsebb alkalmazdsaikat akaddlyozzdk az elkészités fazisdban fellépd kiilonbozd nehézségek.
Annak ellenére, hogy a felhaszndlék szdmdra a jelenleg haszndlt interfészek haszndlata nagyobb erdfeszitést
igényel, mivel egy tanuldsi folyamat sordn a felhaszndlénak meg kell ismernie a felhaszndldi interfészt. Idedlis
esetben egy természetes nyelvi interfész lehetévé tenné a felhaszndlonak, hogy csak leiiljon egy termindl elé és
anyanyelvén, folyamatos mondatokkal utasitsa a szamit6gépet.

Jelenleg ilyen konnyen kezelhetd szamitégépes programok csak egy jelent6sen korlatozott doménre
késziilnek. Azonban a természetes nyelvi interfészekkel kapcsolatos kutatdsok eredményeképpen egyre nagyobb
tertiletre kiterjedd résznyelvekkel dolgoznak, ami elvezethet a természetes nyelvek komplexitdsdnak jobb
megismeréséhez, egyre tokéletesebb interfészek kidolgozasahoz.

%" A magyar kiejtett sz hangot jelenti ez a fonetikus jel6lés.
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Mind elméleti, mind gyakorlati szempontbdl alapvetden két éles hatdrvonallal elvdlaszthaté tipusd
természetes nyelvi interfész 1étezik. Egyik fajtdjuk az informdcid visszakeresé programok (adatbazis lekérdezd,
szakértdi rendszerek), amelyek fogalmilag egyszeri adatokhoz férnek hozza, logikai, aritmetikai és halmaz
miiveletek segitségével allitjak el6 a kivant valaszt a kérdésekre. A szemantika ebben az esetben egyszerti, elére
beégetett. Egyes rendszerekben a szGtar szinonim jelentésii szavakkal bévithetd, pl. JAKE™. A mdsik tipus a
problémamegoldé feladatokra kifejlesztett felhasznaldi interfész. Ez utobbi nevezhetd esetleg programozhato
természetes nyelvi interfésznek vagy természetes nyelv megért6 interfésznek.

Az egyszerl interfészek minimadlis szintaxissal (vagy szintaxis nélkiil) mikodnek. A parancsok elemzése
kulcsszavak keresését jelenti, amelyek szemantikus jelentéssel rendelkeznek. A végrehajtas a kulcsszavak altal
kijelolt szemantikus tevékenységek elvégzését jelenti a kulcsszavak el6forduldsi sorrendjében. A természetes
nyelv megértd interfészek esetében a szemantika az alkalmazott résznyelvet definidlé nyelvtanon alapul. Az
utasitdsként megadott mondat struktirdjat a rendszer elemzi, felhaszndlja a beépitett tuddsbazist és a feladat egy
belsd reprezentdcidjat szamitja ki. Ez a belsd reprezentdcié teszi végrehajthatovd a mondatot. A szerzd és
munkatdrsai egy sikgeometriai szerkesztések elvégzésére szolgdld, természetes nyelvet értd, felhaszndléi
interfészt fejlesztettek ki a THALES-t, amely komplex input szintaxissal és egy erre épiild szemantikdval
rendelkezik.

A korlatozott nyelvi doménre kiterjedd természetes nyelvi interfészek legfontosabb probléméja a megfeleld
szintaxis és az erre épiild szemantikus tevékenységek kidolgozasa. A Kunth altal eldszor bevezetett attribitum
nyelvtan konstrukcié [Knu68] alkalmas eszkoz lehet a természetes nyelvi interfészek formadlis (pontos)
definidlasdra. A THALES rendszer szintaktikai elemzd modulja és a szemantikus memodridja attribitum
nyelvtanok alkalmazdsdra, tovdbba egy attribitum nyelvtan alapu forditéprogram generdl6 rendszerre, a PROF-
LP-re [Gyim88][Toc88] épiil, amelynek a kifejlesztésében a szerzd is részt vett, és amelynek segitségével az
attribdtum nyelvtan specifikdcidk futtathaté program kédda voltak alakithatok.

A késObb részletesen is ismertetésre keriild rendszer attribitum nyelvtan specifikdcidit a kozremitkodod
kutaték manudlis munkdval készitették. Azonban felmeriill az a kérdés, hogy nem Ilehetne-e tanuld
algoritmusokkal segiteni legaldbb a szintaktikus szabalyok meghatdrozasit. Mooney [Moo096] ismertetett egy
algoritmust, amely az 4ltala készitett CHILLIN tanulé rendszer (lasd 2.3.3. Fejezet) felhasznéldsaval tanult
szintaktikai szabdlyokat egy természetes nyelvi elemz6 rendszer a CHILL szdmadra. A rendszer egy alkalmazasa
egy foldrajzi informacids rendszer természetes nyelvi interfésze volt.

4.1.3. Szofaji egyértelmiisités

A sz6faji egyértelmisitésrol szo16 fejezetek teljes, angol nyelvii szovege megjelent az [AleW99] és a
[Hor99] publikicidkban.

A sz6faji egyértelmiisités problémajat a kilencvenes évek elején tanulmanyoztdk intenziven elészor, amikor
nagy szoveg adatbdzisok szamitégépes feldolgozasa kezdddott el. Nyilvanvalova vélt, hogy egyes nyelvek,
kiilonosen az angol, jelentds szdmban tartalmaz tobbértelmii szavakat. A probléma megolddsara kezdetben
kizar6lag valészinliség-szamitasi alapokon nyugvé moédszereket alkalmaztak (Bayes halék, Rejtett Markov
Modell), késébb azonban megjelentek példaul a szimbolikus tanuldsi médszerek is. A szoéfaji egyértelmiisitd
programot az angol szaknyelvben tagger-nek nevezik, a dolgozatban a tagger és az egyértelmiisité program
szavak egymas szinonimdiként fordulnak eld.

Az egyik elsé ILP tanuld rendszeren alapuldé egyértelmiisitd programot Cussens ismertette [Cuss97]. A
Progol [Mugg95] tanul6 rendszert felhaszndlva tanult angol egyértelmiisitési szabdlyokat. Azokban az esetekben,
amikor a Progollal meghatdrozott szabdlyok nem tudtak donteni, akkor a legvalészinlibb morfoldgiai kategoriat
rendelte hozz4 a program az adott tobbértelmii sz6hoz. A Progol tanul6 rendszert egy olyan korpuszon tanitottak,
amely 3 milli6 szét tartalmazott és Gn. “removable" szabélyokat (olyan szabalyokat, amelyek arra vonatkoznak,
hogy a tekintett sz6 cimkéje mi nem lehet) tanultak a tobbértelmii szavakra: mind ahdnyszor egy tanult szabaly
alkalmazhaté volt egy sz6 eléforduldsira a szovegben, a szabdlyban szerepld cimkét eltavolitottak a lehetséges
cimkék halmazdbdl. Egy nagyon egyszerii nyelvészeti hattértudds felhaszndlasaval a generdlt tagger 96,4%

28 JAKE: The Application-Independent Natural Language User Interface, made by English Knowledge Systems Inc., Scotts
Valley, California, USA, 1988.
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szavankénti pontossdgot® ért el.

Daelemans és tarsai [Dael98] ismertették az MBT (Memory-Based Tagger) rendszert, amelyet kiilonboz6
nyelvekre alkalmaztak. Az angol nyelvli Wall Street Journal korpusz egy 2 millié szavas részletén tanitottik az
algoritmust, amely 96,4% szavankénti pontossagot ért el. Mds nyelvek esetén a kovetkezd eredményeket kaptak:
holland 95,7%, spanyol 97,8% és cseh 93,6%.

Eineborg és Lindberg egy svéd nyelvre alkalmazhaté egyértelmiisité rendszert publikéltak [Eine98].
Hasonl6 megkozelitést alkalmaztak, mint Cussens [Cuss97], 6k is a Progol rendszert hasznaltak és “removable”
szabélyokat tanultak a tobbértelmii szavakra. Az 1 millié sz6t tartalmazé svéd UMEA korpuszt hasznéltdk fel és
97% szavankénti pontossidgot értek el. KésObb rendszeriiket nyelvészeti hattértudds hozzdaddsdval
tokéletesitették [Eine99].

A tanult egyértelmiisitd programokat kombindlva még pontosabb algoritmusokat kaphatunk. Halteren és
tarsai [Halt98] négy jol ismert egyértelmiisitési szabdly generdtor rendszer néhdny lehetséges kombindcidjat
vizsgéltdk. Megmutattdk, hogy az dltaluk konstrudlt mindegyik kombindlt tagger algoritmus pontossdga jobbnak
bizonyult, mint a legjobb komponensiik pontossiga. A legjobb kombindlt taggert pdronként-szavazénak™
nevezték el. Ez 97,2% szavankénti pontossagot ért el az 1 milli6 szavas LOB korpusz felhasznaldsaval.

A Brill tagger generator rendszer’' egy alkalmazdsit mutatta be a Stockholmban tanulé Megyesi Beita
diplomamunkdjiban a magyar nyelvre [Megy98]. A mintegy szdzezer szavas [TELRI] korpuszon tanitva 87,5%
szavankénti pontossdgot ért el. A tapasztalt eredmények azt mutatjdk, hogy Brill médszere nehézkesen
alkalmazhaté olyan nyelvekre, amelyek tulajdonsdgai nagyobb mértékben kiilonboznek az angol nyelv
tulajdonsagaitol.

4.2. Attributum nyelvtanok haszndlata a természetesnyelv-feldolgozdsban

Az attributumokat Knuth vezette be 1968-ban [Knu68]. Az elgondoldsa — miszerint a generativ (kdrnyezet-
fliggetlen) nyelvtanokat attribitumokkal bdviti ki, az 4&tirdsi szabdlyokhoz attribitumokon értelmezett
szemantikus tevékenységeket rendel és az attribiitumokon végzett szdmitisok eredménye kihathat magéira az
elemzésre is — annyira sikeresnek bizonyult, hogy az informatikdban a mai napig elterjedten haszndljak
forditéprogramok formadlis specifikdciéjanak az elkészitésére.

4.1. Definicié: Attribitum nyelvtan [Alb91]: egy AG = (G, SD, AD, R, C) 6t komponensi struktira, ahol

(1) G = (Vy, Vg, P, S) egy kornyezet-fiiggetlen nyelvtan, Vy és Vr a nemtermindlisok és a termindlis egy véges
halmaza, P az atirasi szabalyok halmaza, S pedig a start szimbdlum. V = Vy o Vy, Vy N Vp = J; a termindlis és
a nemtermindlis szimb6lumok egyiitt egy V szétarat (vocabulary) alkotnak, S € Vy tovabba egy p € P szabdly a
kovetkez6 alaki: p: X0 = X1 Xy ... X, ahol n, 20, X € Vi, és X, € V, I <k <n,. A G nyelvtan redukalt
abban az értelemben, hogy minden nemtermindlis szimbdélum elérhetd az S startszimbolumbdl és minden
nemtermindlis atirhaté egy szimbdélumsorozatra, amelyben mdr csak termindlisok vannak.

(2) SD = (TYPE-SET, FUNC-SET), az un. szemantikus domén. A TYPE-SET tipusok egy véges halmaza, a
FUCT-SET pedig type; X type; X ... X type, — type, tipusu teljes fliggvények, ahol n >0 és type; € TYPE-SET,
(0 <i <n).

(3) AD = (A, I, S, TYPE) az attribitumok definici6éi. Minden X € V szimbdlum rendelkezik attribitumok egy
A(X) halmazaval, amit két egymdstol idegen halmazra lehet bontani: az I(X) és az S(X)-re, az 6rokolt (inherited)
és a szintetizdlt (synthesized) attribitumok halmazéira ebben a sorrendben. Az 0sszes attribitum halmaza A =

Uyoy A(X). A kiilonboz6 szimbdlumokhoz tartoz6 attribitumok kiilonbozdek, azaz A(X) N A(Y) = &, ha X #Y.

% Per-word accuracy, amelyet a kovetkezOképpen lehet definidlni: a teszt példan lefuttatott program dltal helyesen
meghatdrozott széfaji kategdridk szdma (az egyértelmii szavakat is beleszdmitva) osztva az Osszes szé szdmdval. A
kiszdmitds sordn az irasjeleket figyelmen kiviil hagyjuk.

30 pairwise-voting

3! Eric Brill honlapjardl letslthetd http://www.cs.jhu.edu/~brill/
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Egy X szimbdélum a attribitumat X.a-val jelolik. Minden a € A attribitumra TYPE(a) € TYPE-SET, az a
attribitum lehetséges értékeinek halmaza.

(4) R az attribitumok kiértékelési szabdlyait jeloli. Minden p € P atirasi szabdlyhoz tartozik egy R(p) véges
halmaz, amely az adott szabdlyhoz tartoz6 szemantikus egyenleteket tartalmazza R = U,p R(p). Egy p € P
atirdsi szabély p: X,0 — X1 X ... Xon, rendelkezik egy (a, p, k) attribitum el6forduldssal, amennyiben acA(X,, ).
Egy p € P atirasi szabdlyban el6fordulé 6sszes attribitum eléfordulds jele AO(p) (attribute occurrence). Ez a
halmaz két egymadst6l idegen részre bonthaté: a DO(p) és az UO(p)-re, a definidlé eldéforduldsok (defining
occurrence) és a felhasznalt el6fordulasok (used occurrence) halmazara:

DO(p)=1{(s, p.0)Is€ S(xX p)fUll, pok) i€ I(X )l <k <pp)

UO(p) =i, p.0) 1 s€ I(X o) fu (s, p.R) lie S(X )l Sk <t

Az R(p) halmazban 1év0 szemantikus egyenletek azt irjdk le, hogy hogyan kell a DO(p) attribitumokat
kiszamitani mds AO(p) halmazbeli attribitum eléforduldsokbdl. A kiértékeld fiiggvény a kovetkezd alaku:

(a) D k) '.:f((ab p kl)) (Clz, D kz), ey (am) D km))

ahol az (a, p, k) € DO(p), f : TYPE(a;) x TYPE(ay) x... xTYPE(a,,) — TYPE(a), f € FUNCT-SET és (a; p, k;) €
AO(p) minden /<i <m. Ebben az esetben azt mondjuk, hogy az (a, p, k) attribitum eléfordulas fiigg az (a; p, k;)
attribitum el6forduldsoktél minden /<i <m. Egy attribitum nyelvtan normdl alakd, ha egy tovabbi feltétel is
teljesiil, nevezetesen: (a;, p, k)€ UO(p) minden I< i < m. TetszOleges attribitum nyelvtan fiiggvény
helyettesitésekkel normdl alakra hozhatd, ezért feltehetjilk, hogy a tovdbbiakban minden attribiitum nyelvtan
ilyen.

(5) C a szemantikus feltételek halmazat jeloli. Minden p e P 4tirasi szabdlyhoz tartozik egy C(p) véges halmaz,
amely az adott szabdlyhoz tartozé szemantikus egyenleteket tartalmazza C = Uep C(p). Ezek a feltételek

(valéjdban predikdtumok) a kovetkezd alakuiak:

f((a]’ b k])r (612, p» kZ)r eeey (am’ ps km))

ahol f: TYPE(a;) x TYPE(a;) x... xTYPE(a,,) — {true, false}, f € FUNCT-SET és (a; p, k;) € AO(p) minden /<
i <m. A szemantikus feltételek befolyasoljdk az elemzést. Egy G altal generdlt mondatot az AG attribitum
nyelvtan csak akkor generdl, ha minden a levezetéskor kiszamitott szemantikus feltétel igaz.

Kezdetben mind a formdlis nyelvi elemzésben, és ennek kovetkeztében az attribiitum nyelvtanok kiértékeld
eljarasaiban is nagy hangsilyt helyeztek a determinisztikus viselkedésre. Amennyiben a gyakorlatban is miikodé
rendszereket kivantak épiteni, ugy a szamit6gépek mindenkori szdmitdsi kapacitdsat figyelembe kellett venni.
Egy bonyolult, visszalépéseket is lehet6vé tevé mddszer megvaldsitasa részben szoftver technikai okokbodl, de
foként hardver okok miatt csak kés6bb valt lehetdvé. Egy determinisztikus algoritmus futasi ideje (mtivelet
igénye) jéval alacsonyabb ugyanazon az inputon, mint egy nemdeterminisztikusé.

4.2. Definicio: S-attribitumos attribitum nyelvtan [Knu68], [Alb91]: egy attribitum nyelvtant S-
attributumosnak neveziink, ha nem tartalmaz 6rokolt attributumokat (azaz csak szintetizaltat attributumokkal
rendelkezik). Tetsz6leges X € V szimbdlumra az I(X) = &

4.3. Definicio: L-attribitumos attribitum nyelvtan [Alb91]: egy attribitum nyelvtant L-attribitumosnak
neveziink, ha barmely p & P 4tirdsi szabdlyban p: X, — X,,; X, ... Xpnp tetszbleges X,; (/<'i <n,) szimbdlum
orokolt attributuma csak az I(X,9) U, <j<i S(X;) attriblitum halmaztdl fiigghet.

Az attribitum nyelvtanok esetében nemcsak az elemzési fa eldallitasa sziikséges egy adott inputra, hanem a
faban taldlhaté Osszes attribitum példanyt is ki kell értékelni. A kiértékelés modjat legnagyobb mértékben az
attribitum példanyok kozotti lehetséges fiiggések hatarozzdk meg. Tekintve, hogy egy elemzd eljards miikodik
minden input feladatra, ezért azt ugy kell megkonstrudlni, hogy az tetszéleges, a kornyezet-fiiggetlen
nyelvtannak eleget tevd input esetén ki tudja szdmitani az elemzési faban megjelend attribitumokat. Minél
bonyolultabb a lehetséges fiiggések rendszere, anndl bonyolultabb kiértékelési eljards sziikséges.

Az attribitum nyelvtanok kiilonleges osztdlyat alkotjdk azok az attribiitum nyelvtanok, amelyekben az
attribdtum kiértékelés és az elemzés egyszerre torténhet. Az L-attribitumos nyelvtanok alkotjak ezt az osztélyt,
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amelynek Kkitiintetett szerepe van a gyakorlati alkalmazasokban (4.3. definicid). Egy ennél is egyszerilibb osztaly
az S-attribitumos nyelvtanok osztilya, amelyben a kiértékelés még sokkal egyszeriibb. Bonyolultabb esetben az
elemzési fa elddllitdsa utdn tobb menetben (esetleg kiillonb6zd irdnyokban) kell az elemzési fat bejarni egyre
djabb és tdjabb attribitumokat kiszdmitva a meglévokbdl, hogy a végén eldédlljon az Osszes kiszamitott
attribiitumot tartalmazé szintaxis fa.

Természetesen a formalis nyelvek (pl. a programozasi nyelvek) elemzése volt az elsd olyan feladat, amelyre
attribitum nyelvtanokat alkalmaztak, azonban szdmos tovabbi, valamilyen szabdlyszeriiségeket mutato
szekvencidlis jelsorozat alkalmas arra, hogy formalis eszkozok segitségével tanulmanyozzak. Altaldban ilyenek
példaul az €16 szervezet mikkodése kozben keletkezett elektromos hullamok [K6kI96], [K6kP96], [K6k97].

A természetes nyelvi mondatok szerkezetének leirdsa (a természetes nyelvi szintaxis) az egyik legnagyobb
kihivas. Szdmos akaddlya van azonban annak, hogy egy adott természetes nyelvet csupdn formdlis nyelvi 4tirdsi
szabdlyokkal adjanak meg. Ezek koziil néhdny: a sziikséges szabdlyok nagy szdma, a szdmtalan kifejezési forma
(nyelvjards, szleng, széhaszndlat), a természetes nyelvek szavainak tobbértelmiisége stb. Ennek ellenére a
természetes nyelvek feldolgozdsa sordn vannak olyan részfeladatok, ahol a szerzé és munkatdrsai sikeresen
alkalmaztak attribitum nyelvtanokat.

Az attribitum nyelvtanok hatékonyan felhaszndlhaték a szamitégépes tanulds soran is, példaul az
AGLEARN tanul6 rendszerben (lasd 4.6. Fejezet), ahol a magyar nyelv széfaji egyértelmiisitésére készitett
alkalmazasban a szavak mondatbeli kornyezetét leird attribitumok kiszamitasara hasznaltdk, amely attribitumok
azutdn jotékonyan befolydsoltdk a C 4.5 tanul6 rendszerrel kapott egyértelmiisitési szabdlyok pontossagat. A
korlatozott természetes nyelvi kornyezet megteremtésére tett kisérlet: egy attribitum nyelvtanokon alapul6
természetes nyelvi interfész taldlhaté a kovetkezd 4.3. Fejezetben.

4.3. Természetes nyelvi interfészek

Az alabbiakban ismertetésre kerill a szerzé és munkatdrsai altal kifejlesztett attribitum nyelvtan alapu
természetes nyelvi interfész prototipus rendszer. Az elkészitett prototipus a THALES nevet kapta és
sikgeometriai szerkesztések elvégzését tette lehet6vé. A fejezet teljes szovege megjelent angol nyelven az
[Ale90] publikiciéban.*

A THALES rendszer a kovetkezéképpen miikddik: a szerkesztések utasitds sorozatok, minden utasitds egy-
egy angol nyelvii mondattal van megfogalmazva. A felhaszndlé altal begépelt mondatot egy természetes nyelvi
elemzd olvassa be, majd elkésziti a mondat egy belsd reprezentacidjit. Ezutdn egy végrehajté modul értelmezi,
majd a kivant tevékenység eredményét megjeleniti grafikus képernydn. Lehetdség van a szerkesztések vagy a
szerkesztések egy részének mentésére, ami lehetdvé teszi a késObbi felhaszndlast, illetve egyes szerkesztési
1épések beillesztését mds alkalmazdsokba. A szerkesztéseket a rendszer kozonséges szovegfdjlokban tarolja,
amelyeket egyszerli szovegszerkesztd programokkal lehet feldolgozni. A rendszer része egy kidolgozott példakat
tartalmazé példatar, amely tandrok és didkok szamadra teszi konnyebbé a geometriai szerkesztések tanitdsat
illetve tanuldsat. A képernyon megjelend objektumokat a szerkesztések kozben mozgatni lehet a latvanyosabb
megjelenités érdekében. Az objektumok azonositdsdban ez nem okoz bizonytalansagot.

A THALES természetes nyelvi interfész harom f6 modulbdl 4ll:

e  Lexikalis-morfolégiai feldolgozé modul
e  Szintaktikus elemzd
e  Szemantikus kiértékeld és végrehajtd

A nyelvi feldolgozds egy attribitumos leirdson alapul. Ebbdl a leirdsb6l a PROF-LP fordit6 program
generator rendszer [Gyim88] készit elemzd programot és attribitum kiértékel6t. A lexikon véges szamu szot
tartalmaz, amelyek lefedik a szerkesztések résznyelvét. A generdlt elemzd program egy lexikdlis és egy
szintaktikus elemz6é komponenst tartalmaz. A lexikélis elemzd morfolégiai elemzést is végez, igy a lexikon
mérete minimdlis lehet. A szintaktikus modul egy feliilr6l-lefelé (top-down) elemzoébdl 4ll, a jol ismert LL(1)
algoritmus szerint miikodik, és amelyet attribiitumokkal bévitettek ki a szemantikus feldolgozashoz. A
szemantikus kiértékelés és végrehajtds egy meta-szintli objektum leirdson alapul, amely lehet6séget biztosit

32 A kutatdsi-fejlesztési projektet egy a gyakorlatban is hasznalhat6 termék elkésziilésének reményében anyagilag timogatta
az Egyesiilt Allamokban bejegyzett Cogito Ltd., Philadeplhia cég, amiért a cikk szerzdi itt szeretnék kdszonetiiket kifejezni.
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geometriai reldciok megvaldsitasara a szerkesztések killonbozd 1épései sordn [AleA90]. Az objektum leirds
szintén attribitum nyelvtan alapd, azonban nem teljes elemzd programot, hanem egy forrdsnyelvi modult
generdl, amelyet a THALES rendszer forraskddjaval egyiitt kell leforditani.

4.3.1. A THALES természetes nyelvi interfész nyelvészeti tulajdonsdgai

A rendszer szintaktikus és szemantikus kiterjedését az alabbi példdkon lehet szemléltetni:

(1) Draw two parallel lines.

(2) Label by E a point on the upper line.

(3) From point E, draw a perpendicular line to the lower line.

(4) Label the point of intersection of the lines by F.

(5) Draw a circle ¢ around the midpoint of the segment EF.

(6) Inscribe an isosceles triangle in circle c.

(7) Construct a heptagon PQRSTUV.

(8) Draw two circles with radius EF at a distance equal to the difference between the base of the triangle and
side RS og the heptagon.

(9) Inscribe a quadrangle that is tangent to the circle on the left part of the screen.

4.2. Abra. Példik a THALES rendszer altal megértett mondatokra

Szintaktikailag az utasitasok harom fé elemet tartalmaztak:*

e  parancsot jelentd ige, az allitmany
®*  amondat tirgya
e  hatdrozok (specifier)

A hatdroz6 lehet Pre-specifier (eld-hatdrozo), illetve Post-specifier (uté-hatarozé) a mondatban elfoglalt aktuélis
helye alapjan. Egy mondaton beliill mind a kettd, az el6-hatdroz6 és az uté-hatarozé is eléfordulhat, amelyek
egyiitt egy komplex hatdrozét alkothatnak. A parancsot jelentd ige az elvégeztetni kivant tevékenységet
azonositja. A mondat tirgya egy targyesetben 1évé névszdi szerkezetnek felel meg. Rendszerint a tiargy a
képernyon létrehozni és megjeleniteni kivant alakzatot jelenti. A tirgy tartalmaz minden olyan névelot,
melléknevet, szimnevet, utétagot, amely eléfordulhat egy targy részeként. Ennek megfelelden a ,the triangle”
vagy a ,,the upper and lower points of intersection of the sides of the two smaller isosceles triangles” kifejezés
lehet egy mondat targya. A hatdrozé egy feltétel (megszoritas, restrikcid), amely vagy eloljards szerkezettel vagy
egy aldrendeldé mondattal van megfogalmazva. A hatdrozé tipusitdl fiiggden a megszoritist vagy az igére vagy a
targyra kell alkalmazni. Az aldbbi (10) és (11) mondatokban a megszoritdst az igére illetve a targyra kell
alkalmazni.

(10) By connecting points A and B, draw a line.
(11) Construct a triangle_inside the circle.

Ez a két hatdrozé tipus egymadst atfedheti, mivel az igére vonatkozé feltételek a készitendd objektumra
vonatkozdan is tartalmazhatnak feltételeket, illetve forditva a targyra vonatkozé feltétel befolydsolhatja a
végrehajtas médjat.

A sikgeometriai szerkesztések résznyelve nagy szabadsagot nyujt az eloljards szerkezetek hasznalatdra. Az
eloljarés szerkezetek kiilonb6z6 kombindcidi a parancsot jelentd igével és a tdrggyal egyiitt ugyanazt az
eredményt adjdk a végrehajtds szintjén. Jelen esetben némi konnyebbséget jelent az eloljards szerkezetek
felolddsdndl, hogy nincs alany, csupdn a parancsokban megengedett szerkezetek haszndlhaték. Ebben a
helyzetben az eloljards szerkezetek redukdlhaték veliik megegyezd jelentésti ,,such that” (olyat, ami) reldciokkd.
A kordbban emlitett (10) és (11) mondatok igy atalakitott (10’) és (11°) verzidi:

(10*) Draw a line such that connects points A and B.
(117) Construct a triangle such that is inside the circle.

A targy szerkezete, hasonldan a hatiroz6éhoz, allhat tobb egymast kovetd targy felsorolasabol, amelyek igy
egymdst kovetve egy komplex targyat alkotnak. A komplex targy feldolgozdsa kiilonbozik a hatdrozok
feldolgozasatol. A kiilonbség oka az, hogy a komplex hatirozé egy megszoritds lista, amelyet egy vagy tobb

33 Mivel minden mondat egy parancs volt, amely a szamit6gépet utasitotta, ezért a mondatokban nem szerepelt alany. Ezt dgy
is mondhatjuk, hogy az alany minden esetben a ,,te” vagyis a szdmitogép volt.
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targyra kell alkalmazni. A komplex tirgy pedig objektumok egy listdja, amelyet meg kell konstrudlni. A
THALES rendelkezik egy korldtozott anaphora feloldasi képességgel: egy névmadssal torténd hivatkozast meg
tud feleltetni a legutébbi 1épésben konstrudlt objektumnak.

A természetes nyelvi mondatokban megfigyelhetd egy tobbértelmliség ami a kotdszavas felsoroldsok miatt
fordul el6. Ezt a tobbértelmiiséget egy dialdgussal tudja csak a rendszer ,feloldani”, a felhasznalonak segitséget
kell adnia a mondat szdndék szerinti értelmezéséhez. Meg kell jegyezni, hogy ez a jelenség eredenden benne
van az angol nyelvben, és nincs is algoritmus a szdndékolt jelentés meghatarozasara. Egy példa lathat6 erre a
(12) mondatban.

(12) Draw a line above the triangle and quadrilateral ABCD.

A rendszer dltaldnosithatésdgét jelentdsen befolyasoljak a prototipus rendszer készitésének koriilményei €s
az implementacio egyes részletei. Ezek bemutatdsara keriil sor a kovetkezd fejezetben.

4.3.2. Az implementdcio egyes kérdései

A gyakorlati szempontok mellett a fejlesztési folyamatot még két tovabbi szempont befolyasolta [Mart83]:

a) hordozhat6sdg mas alkalmazasok irdnyaba
b) mas természetes nyelvekre torténd alkalmazas (német, francia, spanyol, magyar)

Hogy ezeket a kovetelményeket ki lehessen elégiteni (amelyek tobb szempontbdl is ellent mondanak
egymdsnak) a természetes nyelvi interfészt annyira éltaldnosra kellett késziteni, amennyire csak lehetett. A
kovetkezOkben megvizsgaljuk a THALES moduljait és egyenként tekintjiik at az dltaldnositds lehetdségeit.

A modulok koziil az elsd a lexikalis-morfoldgiai feldolgozé modul. Egy eldre adott gépi szétarral dolgozik.
A ragozott széalakok elemzése viszonylag egyszerli az angol nyelv szegényes morfoldgidja miatt. A mddszer
konnyen dtviheté mds alkalmazdsokra, igy kielégiti fenti a) kdvetelményt. Mds természetes nyelvre elkésziteni
egy morfolégiai elemzd programot, példaul a magyarra, sokkal nehezebb feladat.

Ami a szintaktikus elemz6é modult illeti, a THALES elemz6t a PROF-LP rendszer generdlja. Az elemz6 egy
kornyezet-fiiggetlen, Iényegében LL(1) nyelvtanon alapul. Az esetleges LL(1) konfliktusok feloldadsara kézzel irt
eléretekintd eljarasok késziiltek. Ezek az eljardsok egyszeriiek, mert az input a szintaktikus elemzés fazisdban
mar tokenizdlva van. Mivel a THALES rendszer csak parancsokat kezel, ezért tobbé-kevésbé egyszertien
atvihetd mas alkalmazdsokra, ahol a program éltal elvégzendd feladatok leirhaték utasitdsokkal (CAD
rendszerek, szovegszerkesztok stb.). A kiilonbozd természetes nyelvii felszolitdsok nagyfokd hasonlésaganak
koszonhetéen a THALES rendszer szintaktikai modulja valészinilileg atvihetd mds doménre, illetve kisebb
mértékben mds természetes nyelvekre. Véleményiink szerint az egyik legérdekesebb (és legnehezebb) kérdés a
tevékenységeket teljesen atfogd természetes nyelvi interfész készitése, azaz a szemantika implementdldsa. A
kovetkezd fejezet a THALES rendszer tervezésekor alkalmazott elvek keriilnek bemutatdsra. A szemantikus
modul 4ltaldnositasdnak kérdései a kovetkezo fejezet végén kertilnek kifejtésre.

4.3.3. A THALES rendszer szemantikus kiértékeld és végrehajtéo modulja

Elsé 1épésként a tradiciondlis programozdsi nyelvekben ismert statikus (static, forditdsi idejii) és a
dinamikus (dynamic, futdsi idejii) szemantika kozti kiilonbségre hivjuk fel a figyelmet. A statikus szemantika az
Osszes, forditaskor figyelembe vett kornyezet-fiiggd tulajdonsdgok halmazaként definidlhaté. A legfontosabbak
ezek kozil:

e A viltozok definidl6 és alkalmazott el6forduldsainak megkiilonboztetése

e Az azonositdsi probléma: megtaldlni az alkalmazott eléfordulashoz tartozé definidlé el6forduldsat egy
valtozénak

e A tipus kompatibilitds kérdése

A dinamikus szemantikdn azokat a tevékenységeket értjilk, amelyeket a program futdsa sordn végrehajt.
Fordit6 programok esetén van egy vildgos hatarvonal a statikus €s a dinamikus szemantika kozott. Interpreterek
esetében a két fajta szemantikdt mir nem olyan konnyli szétvdlasztani, bar egy jol strukturdlt interpreter
belsejében a kettd jol elkiiloniil.

A tovdbbiakban megkiséreljik a THALES rendszer statikus szemantikdjat definidlni. Ajdnldsokat
dolgozunk ki arra vonatkozéan hogy a statikus szemantika egy THALES-hez hasonl6 természetes nyelvi
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interfészhez hogyan generdlhaté egy magas szintli specifikdcié alapjan. Ami a dinamikus szemantikat illeti, az
jelentds mértékben alkalmazasfiiggd. Ezért a dinamikus szemantikdt gy tekintjiik, hogy az kielégiti a fent
emlitett b) pontot, azaz kiilonb6z6 természetes nyelvek kozott is hordozhatd.

A statikus szemantika a THALES esetén két részbol all. Az elsdé rész felelés a kornyezet-fiiggetlen
nyelvtannal megadott nyelvben szerepld attribitumok alapstruktirdjanak kialakitasaért. Ezt a feladatot
kényelmesen el lehet végezni az attribitum nyelvtanos specifikacié alapjan. Példaként itt 1athat6 egy kis részlet a

THALES szintaktikus részéhez tartozé attribitum nyelvtanbdl.

Object = Np App Np_Ren ;
do
Obj_Description <-- Create_Object (Obj_Description,
Np.Np_Descripton,
App.UnitLists,
Np_Rem.OfLists) ;
end ;

Np_Rem = ,o0f” Object ;

do
OfLists := CreateOfList (Object.Obj_Description) ;
end ;
Np_Rem = ;
do
OfLists := Nil ;
end ;

4.3. Abra. A THALES attribitum nyelvtan egy részlete

A 4.3. dbra bemutatja a fonevek hierarchikus birtokos szerkezetét (amelyet az ,,of” eloljard sz6 kot 6ssze)
leiré nemtermindlisokat és a hozzajuk kapcsolédé attribitumokat. A Create_Object ésa Create_OfList
egy eljards és egy fiiggvény, amelyek egy lista szerkezetet alakitanak ki. Az Obj_Description,
Np_Description, UnitLists és az OfLists szintetizalt attribitumai az Object, Np, App, Np_Rem
nemtermindlisoknak ebben a sorrendben. Ezek az attribiitumok irjak le a szerkesztésekben szereplé objektumok
tulajdonsdgait. Az Np (noun phrase) nemtermindlis a névszoi szerkezetet jeloli, mig az App (apposition) az
objektum opciondlis azonositdjat.

A statikus szemantika mdasik része az objektumok definidlasaért és azonositdsaért felels. Ez a tevékenység
egy szimbdélumtablan alapul, amely folyamatosan mdédosul a szerkesztési parancsok feldolgozédsa (forditdsa és
végrehajtasa) sordn. Ez a modul az el6z6 tevékenység sordn Osszegylijtott €s rendszerezett attribitum struktiran
alapul. Vizsgéljuk meg a statikus szemantikdhoz tartozé tevékenységeket egy kis szerkesztési példan:

(13.1) Draw an acute triangle and two points A and B.
(13.2) Draw an altitude of the triangle.
(13.3) Around the midpoint of the altitude, construct a circle inside the triangle.

A kovetkez0 kérdésekre kell valasz kapnunk:

1/a. triangle — ez egy definidlé vagy egy alkalmazott el6fordulds-e?
1/b. lehet-e egy haromszog acute?
1/c. points — ez egy definidlé vagy egy alkalmazott el6fordulas-e?
1/d. az A és B azonositok szdma egyezik-e a tirgyak szdmdval?
2/a. a triangle objektumnak lehet-e alfitude nevii komponense?
2/b. a triangle — ez egy definidl6 vagy egy alkalmazott el6fordulds-e?
ha alkalmazott eléforduldsrél van sz6, akkor megkeresni a szimbdlumtablaban.
2/c. altitude (magassag) — ez egy definidl6 vagy egy alkalmazott el6fordulds-e?
3/a. az altitude objektumnak lehet-e midpoint (k6zéppont) nevii komponense?
3/b. midpoint, altitude, circle, triangle — ezek definidl6 vagy alkalmazott el6forduldsok-e?
3/c. az inside relaci6 alkalmazhaté-e egy korre és egy haromszogre?

Nyilvdnvaléan van kapcsolat a tradiciondlis programozasi nyelvekben alkalmazott statikus szemantika és
akozott, ahogyan a THALES természetes nyelvi interfész kezeli a szemantikus kérdéseket. A problémdkat egy
szimbdlumtabla segitségével lehet megoldani. A szimbdélumtibla elemei elére definidlt tipusd objektumok. A
résznyelv fonevei megfeleltethetdk a szimbolumtibldban haszndlhaté objektumok tipusainak. Formdlisan egy ¢
tipust a kovetkezéképpen lehet leirni:
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t Nouns

Ny,p «.. Npip o0ty
Np,1 o «vo Npi, 0ty
Adjectives
Ay, ... Ay
Measure
My, ..., M
(a) A fenti definicidban az N;; = (kjj, s;j, fj;), amelyben fj; a ¢ tipus #; résztipusdnak (komponensének) a neve,

sij értéke 0, ha valédi komponensrdl van sz6 és az ért€ke 1, amennyiben egy a valdédi komponensek
adataib6l szdrmaztathaté masodlagos attribitumrdl van sz6, a k;; értéke a komponens példdnyainak szdma
egy objektumon belill: -1, ha nincs korlat a komponensekre (pl. a korben a sugarak szdma), pozitiv szdm
esetén a komponensek szama pontosan.

(b) t; a komponens tipus neve

(©) Az A; = (ay, ... a;j,). Az a;;, a t tipusu objektum mellett 4116 lehetséges melléknevek listdja. Egyszerre

egy t tipusu objektum mellett egy A; melléknévcsoportbdl csak egyetlen a;; dllhat. A melléknevek sorrendje
a rendszerben tetszoleges.

(d) Az M; = (my, ... m;;). Az m; mértékegységet jelol, amely egy ¢ tipusti objektum mellett dllhat. Egyszerre
egy M; mértékegység csoportbdl csak egyetlen m; dllhat.

Az aldbbiakban a haromszog (triangle) tipus definicidjanak egy részlete kovetkezik:

triangle : nouns

(3,0, vertex) (1,1, centroid) (3,1, midpoint) : dot
(3,1, altitude) (3,1, edge) (3,1, center_line) : line
adjectives

(acute, right, obtuse)
(equiangular, isosceles, scalene)

Ha elkészitik a definicidkat a fentiek alapjan, akkor a tipus kompatibilitds, a melléknevek kezelése, a
mértékegységek kezelése a specifikicio szintjén kezelhets. Tovabbra is fennmarad azonban az objektumok
kozotti relaciok kezelésének kérdése. Ezeket a reldcidkat a kordbban emlitett hatdrozok tartalmazzak. A
hatdrozok transzformdlhaték egy ,.olyat, ami” relaciéva. Egy formadlis definici6ja lehetne a lehetséges
reldcidknak a kovetkezd:

P1 --. P12 { (ty,1, ti,x) (L1 oo Lox) oo (Eh,1 --. tox) }
példaul:
in, inside : in_something { (point, triangle) (point, circle)
(triangle, circle), (circle, triangle) ... }

Az objektumok definidlé és alkalmazott eléforduldsai kozotti kiilonbségtétel a targy megadasakor adott
nével6kbol és appozicidkbdl (azonositék) nyert informécié alapjan torténik. Alkalmazott eléfordulds esetén meg
kell taldlni a szimb6lumtéabldban a megfeleld definidlé eléforduldst. A tradiciondlis programozasi nyelvekben az
azonositds egy relative egyszerli algoritmuson alapszik (v6. blokk struktirdji nyelvek). A THALES-szerii
természetes nyelvi interfészek esetében az alkalmazott el6fordulds kornyezete hordozza azt az inform4ciét, ami
alapjdn az azonositds moddszere kivdlaszthaté. Az aldbbiakban a THALES-ben alkalmazott f6bb azonositasi
eljardsok taldlhatok:

Amennyiben az alkalmazott el6forduldsndl meg van adva:

a) azonositd
A megadott azonositéval rendelkezd objektum megkeresése a szimbdlum tablaban.
(pl. Draw a line from P.)
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b) objektum + azonositd
Csak a megadott tipusd objektumok kozott keresi meg az adott azonositoval rendelkezot.
(pl. Draw the radius of the circle c.)

c) objektum
Visszafelé haladva az els6 eloforduldsat keresi meg a adott tipusi objektumnak.
(pl. Draw an altitude of the triangle.)

d) melléknév lista + Objektum
Csak az adott tipusti objektumok kozott keres, a melléknév listaban felsorolt minden melléknévnek egyeznie
kell a szimbo6lumtabldban szerepld objektum mellékneveivel.
(pl. Draw an altitude of the acute isosceles triangle.)

A fentiek sordn lattuk, hogy a statikus szemantika két részre oszthat6: a nyelvi struktirdk alap
attribiitumainak kiszdmitdsdra valamint a szimbdlumtabla kezelésének technoldgidjara.

A nyelvi struktirdk alap attribitumainak kiszdmit4sa:

o Kevéssé fiigg az alkalmaz4stdl.
e Jelentés mértékben nyelv-fiiggd (a specidlis szintaxis miatt), ahol azonban maguk az attribitumok
nagyjabdl azonosak.

A szimbolumtabla kezelés:

e Kevéssé fiigg az alkalmazast6l. Egy 4j alkalmazasban csak a tipusok és a reldciok definicidit kell
djrairni.

e Nagymértékben 4ltaldnosithatd, mivel csak a nyelvfiiggd részét kell a tipusok és a reldcidk
definicidinak djrairni (a tipusok nevét, a mellékneveket, stb.)

A dinamikus szemantika:

e  Nagy mértékben fiigg az alkalmaz4stol.
e Az adott természetes nyelvtdl teljesen fiiggetlen.

4.3.4. Tovdbbi lehetséges kutatdsi feladatok

A természetes nyelvi interfész prototipus fejlesztése kozben szerzett tapasztalatok azt mutattdk, hogy a
teljes interfész specifikdcidja szdmdra jobb lenne, ha azt egyetlen metanyelvi leirdssal lehetne leirni nem
kettével, mint ahogy az jelenleg torténik. Ehhez azonban sziikség lenne a PROF-LP forditéprogram generdld
rendszer [Gyim88] tovabbfejlesztésére gy, hogy az objektum-orientdlt specifikdcidkat is timogasson [Hed89],
[Kos87].

Maisfeldl, a magas szintli programozdsi eszkozok alkalmazhatésdganak vizsgélata figyelmet kell forditson
mas 1étezé rendszerek természetes nyelvi képességeinek, kapacitdsdnak a vizsgdlatira és jobb megértésére.
Ennek érdekében a szerzok vizsgalatokat folytatnak a PROF-LP és a Prolog Osszehasonlitisdra. Két Prolog
rendszert vizsgéltak meg az Arity Prolog 5.1-et és az MProlog 2.3-at.**

4.4. Fonéma felismerés az IMPUT algoritmussal

Az aldbbiakban ismertetésre keriilnek a szerzdé és munkatdrsainak tudomdnyos eredményei a magyar
magdnhangzok felismerésével kapcsolatosan. A felismerési szabdlyok tanuldsdra az IMPUT (1asd 3. Fejezet)
abduktiv tanulé algoritmust hasznaltdk fel. A fejezet eredetileg angol nyelven jelent meg az [Ale97]
publikaciéban.

Az elkészitett kisérleti rendszerben a spektogram modellt hasznaltdk, mivel az konnyen visszaalakithaté
beszéddé. A szerzok megvizsgaltak, hogy a spektogram grafikus reprezentacidjanak megvéltoztatisa miként
befolyasolja beszédjelet. Ennek a munkénak a f6 célja az volt, hogy meghatdrozzak a spektogram legfontosabb
részeit. A feldolgozas kovetkezd 1épése néhany akusztikus paraméter (pl. pozicidk, intenzitdsok, lokalis
maximumok alakja) meghatdrozdsa a spektogrambdl egy genetikus algoritmussal [Jel95]. Az akusztikus

3* A cikk elkésziiltekor ezek voltak a beszerezhetd Prolog rendszerek.
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paraméterekbdl egy szabdlyrendszert hatdroztak meg a kiilondll6 magyar magdnhangzok felismerésére. A
szabalyokat Prolog kl6zokkal reprezentiltdk és az IMPUT [Alel97] tanul6 algoritmussal finomitottak. A kapott
eredményeket Osszehasonlitottdk az dltaldnosan elfogadott magyar fonetikai kézikonyv [Bol95] adataival. A
megfigyelések szerint az egy adott beszélore optimalizalt szabalyok jobb eredményt adtak, mint az éltalanos
szabalyok. Az egy beszélore adaptalt rendszerek el6nye természetesen ismert a szakirodalomban [Rab93]. Az itt
ismertetésre keriild megkozelités f6 elonye, hogy egy viszonylag egyszerti tanuldsi modellt sikeriilt feldllitani
magyar maganhangzdk felismerési szabdlyainak tanuldsdra. Nagy val6szintiséggel a modellt mas fonémédkra is
lehet majd alkalmazni. A hosszu tavu célja ezeknek az eréfeszitéseknek azonban egy teljes, folyamatos beszédet
felismerni képes rendszer elkészitése magyar nyelvre.

4.4.1. Az akusztikus paraméterek meghatdrozdsa

A fonetikdban a maganhangzdk jellemzésének tradiciondlis médja a formdnsaik leirdsa. Ebben a munkéban,
azonban ettdl egy kissé megkozelitést hasznaltak az aldbb ismertetendd okok miatt. J6I ismert tény, hogy egy
(statikus, 6nmagaban kiejtett) magdnhangzé egy kvazi-periodikus jel, amelyet egy specidlis burkol6gorbe hatarol
[Rab78]. A periodikus komponens frekvencidja felelds a maganhangzé hangszinéért és a burkolégorbe hordozza
azt az informaciét, ami lehetévé teszi a maganhangzé felismerését. Altaliban elfogadott [Rab78], hogy —
legaldbbis a magidnhangzdok esetében — a burkol6gorbén taldlhaté lokdlis maximumok helye és nagysiga
elegendd az osztilyozds elvégzéséhez. Az itt felsorolt fogalmak magyardzata a 4.4. dbran lathaté. A formansok
elsd definicidjat ezek utdn megfogalmazhatjuk.

4.4. Definicio: Formans: a lokdlis maximumokhoz tartozé frekvencidk értéke. A lokdlis maximumokban felvett
intenzitds a formdns intenzitdsa. A szokésok jeldlés a kovetkezd: az FO jeloli az alapfrekvenciat, az F, pedig az i
maximum helyet ndvekvd sorrendben.

A kiszamithatésdg szempontjabdl a fenti definicié nem teljesen elegendd, ugyanis néhdny maganhangzé
esetében, kiilonosen az [u] és az [0] magdnhangzdknal, bizonyos formdnsok (rendszerint az F1 és F2) annyira
kozel esnek egymdshoz, hogy egyetlen lokdlis maximumot hoznak 1étre a burkol6gorbén. Emlékezziink rd, hogy
a burkolégorbe csak a periodikus jel maximumhelyein ismert (lasd 4.4. dbra).
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4.4. Abra. Néhany alapfogalom, és a meredekség paraméter meghatirozasa

A fentiek miatt nem a formdnsok, hanem a lokdlis maximumhelyek keriiltek felhasznaldsra. A lokdlis
maximumhelyekhez az aldbbi négy tulajdonsag tartozik: hely, intenzitds, bal oldali meredekség, jobb oldali
meredekség. A hely és az intenzitds szokdsos paraméterek, mig a bal és a jobb oldali meredekség a cstcs alakjat
hivatott jellemezni.

Minden tulajdonsdgot a magdnhangzé mintdkhoz tartozé eredeti beszéd jelek spektrdlis felbontdsabol
szadmitottak ki. Nyilvdnvaléan el8szor a burkol6gorbét kell meghatdrozni. Erre a célra egy genetikus algoritmus
alapd modszert haszndltak a GAS [Jel95] egy adaptécidjat. A GAS egy fiiggvény-struktdra felderitd algoritmus
kiilonb6z6 heurisztikdkkal bdvitve, amely képes egy adott pontonként megadott fliggvény tobbszords lokalis
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maximumhelyeit is megtaldlni. Jelen esetben a megadott fiiggvény a beszédjel spektrilis felbontdsa volt (mint
egy a frekvencidtdl fiiggd leképezés). A megtaldlt maximum helyek a burkolégorbe egy approximdcidjat adjak
ezen a médon. A folyamat a 4.5. dbran lathatd.

4.5. Abra. Az akusztikus jelfeldolgozis 1épései. Az elsé kép a [tiz3n3j] magyar szé (tizenegy) eredeti
spektogramjat, a masodik a periodikus komponens maximumhelyeit (a burkolégorbe kozelitését), a
harmadik kép maximumbhelyek négy adatabdl (hely, intenzitas, bal és jobb oldali meredekség) generalt
spektogramot abrazolja minden egyes idészeletre.

A GAS program a maximumhelyek jellemzéséhez sziikséges négy paraméter koziil az els6 kettét meg tudja
hatdrozni: a lokdlis maximumhelyet és az intenzitdst. Ebben a 1épésben egy tovabbi heurisztikat is hasznéltak:
amennyiben két lokdlis maximumhely tdl kozel van egymashoz, kevesebb mint 400 Hz a két frekvencia
kiilonbsége, akkor az alacsonyabb frekvencidjut torolték. A heurisztika alkalmazhatésdgat pszichofizikai
kutatasok aldtdmasztjak [Chis79].

Végiil a bal és jobb oldali meredekséget linedris regressziéval hatdroztdk meg, a burkol6gorbe azon
pontjainak felhasznélasaval, amelyek 400 Hz-nél kisebb tavolsagban voltak a lokalis maximumhelyt6l (1asd 4.3.
dbra és 4.4. abra).

Megjegyezziik, hogy a fenti paraméterek mindegyike a beszédjel egy idOszeletére vonatkozik. Mivel a
tanulds egy magdban 4ll6 kitartott magdnhangzdra vonatkozik, amely sok egymds utdn 4116 idészeletbdl 4ll, igy a
paraméterek globdlis statisztikai tulajdonsdgai haszndlhatok. Miutdn a paramétereket minden iddszeletre
kiszamitottdk, nyilvdnvaléan a lokdlis maximumhelyek csoportositdsa (clustering) kovetkezik. Egy kovetkezd
idészelet lokdlis maximumhelye akkor keriil be egy csoportba (cluster-be), ha a csoportbeli elemek dtlaga és az
4j elem tavolsdga kevesebb mint 200 Hz. Ellenkezd esetben egy 4j egy elemii csoportot fog alkotni a széban
forgé 4j maximumbhely.

A végso eredmény igy egy 9 adatot tartalmazd lista (a maximumhelyek csoportjainak listdja): a mar ismert
négy adat atlaga és szérdsa minden egyes csoportra, valamint egy szdzalékos ardny amely azt mutatja meg, hogy
az 0sszes iddszelet hany szdzalékat reprezentdlja ez a csoport.

4.4.2. Felismerési szabdlyok tanuldsa a magyar magdanhangzok felismerésére

A tanuldsi feladat sordn a magyar magdnhangzok felismerésének problémdjat kivantdk megoldani. A
tizennégy magyar maganhangz6 koziil 6tot valasztottak ki az [u], [0], [0], [a], és az [3]. Minden egyes minta
ugyanattél a férfi beszE€lotdl szdrmazott. Minden egyes maganhangzéra tobb példafdjl allt rendelkezésre,
amelyek kiilonbozhettek az intondcidéban valamint a hangmagassdgban. Bar a mintdk statikus magdnhangzék
voltak (mintegy 1 masodpercesek), a fenti kiilonbségek minden egyes iddszeletre is érvényesek, mivel a beszéld
nem tud hosszabb ideig azonos spektrumd magdnhangzodkat kiejteni.

A célkitlizés az volt, hogy minden egyes magdnhangzéra egy-egy felismerd szabdlyhalmazt taldljanak

Prolog programok forméjaban. A fonetikai kézikonyvben [Bol95] taldlhat6 szabalyokat prébaltdk ki elészor, de
azok hatékonysiga gyengének bizonyult a mintdkon. Ennek az lehet a f6 oka, hogy azok a szabdlyok inkdbb

69



elméletiek voltak, és ezért nem voltak képesek alkalmazkodni a specidlis mintdkhoz. Ezutdn a kézikonyvben
alkalmazott szabdlyokat &ltaldnositottdk és kaptak egy tul-dltaldnos (overly-general) programot minden egyes
maganhangzora. Majd erre a kezdeti programra alkalmaztik az IMPUT [Alel97] algoritmust, amely finomitotta
a szabalyrendszert.

A kezdeti program minden maginhangzéra hasonlé volt, amit azutdn 6t kiilonb6z6é tréning adatsorral
tanitottak, végiil pedig kaptak 6t kiilonb6z6 specializalt programot, minden egyes maganhangzora egyet. A
kiinduldsi programok csak a formdnsok frekvencidiban kiillonboztek egymast6l. Az IMPUT rendszer
alkalmazasakor, az egyes maganhangzékhoz pozitiv mintaként hasznaltdk fel a beszélotdl felvett az adott
maganhangzéra vonatkozé mintdkat, mig negativ példaként hasznaltdk fel az Osszes mds magdnhangzéra
vonatkoz6é mintit. Igy minden egyes tanuldsi konfigurdcié 5 pozitiv példdbdl és 20 negativ példabdl allt. Az
eredményeket egy ugyanekkora teszt halmazon ellendrizték. Az eredmények értékelését 1asd késdbb.

A tovdbbiakban az egyszerliség kedvéért formdnsnak nevezziik a burkologorbe tapasztalati lokdlis

maximumhelyeit. A formdnsokat a spektogram alapjan egy genetikus algoritmus hatdrozta meg (ldsd a 4.4.1.
Fejezet). Az aldbbiakban lathaté egy példa az [0] magdnhangzé formansaira:

Field Value Variance

Size of cluster : 95.169082%

Center (Hz): 131.603923 45.998686
Left angle : 1.488087 0.019766
Right angle : -1.288563 0.013596
Intensity : 246.050761 5.114175
Size of cluster : 96.135266%

Center (Hz): 2363.782683 439.968458
Left angle : 1.388186 0.000902
Right angle : -1.226952 0.021302
Intensity : 121.030151 58.642307
Size of cluster : 83.091787%

Center (Hz): 3556.233019 2642.078360
Left angle : 1.345919 0.010351
Right angle : -1.125229 0.028088
Intensity : 135.505814 114.575548

4.6. Abra. Néhany alapfogalom, és a meredekség paraméter meghatirozasa

A fenti dbran 6t egymads utdni sor hatdroz meg egy formdnst. A Size paraméter a formdns hossza a teljes
beszédjel hosszdhoz viszonyitva (hdny iddszeleten at figyelhetd meg), a Center paraméter a formans
kozépfrekvencidja, a Left angle és a Right angle a csics bal és jobb oldali meredeksége, az
Intensity pedig a formdns intenzitdsa egy logaritmikus skélan (decibelben).

A Variance (szords) értékek a tanuldsi folyamatban nem vesznek részt, kivéve a kozépfrekvencia
esetében. A tanuldsi folyamat szdmdra a lebeg6pontos értékeket diszkrét értékekké konvertaltak, vagy Prolog
atomokra, vagy pedig egész szamokra (a szogek és a frekvencia esetén). Minden egyes formdnst egy hat tagbdl
all6 struktirdval reprezentdltak. A komponensek a kovetkezdk voltak: a diszkrét méret, egész frekvencia, a
frekvencia variancidjanak diszkretizdlt értéke, a bal és a jobb oldali meredekség egész fokokban, diszkrét
intenzitas.

Egy magdnhangzé minta formansok egy halmazabdl 4ll, ezért egy mintafdjlhoz a fenti hat adattal jellemzett
formansok listdja rendelhet. A lista egy eleme egy formansnak felel meg. Példdul az [0] magdnhangzé
lehetséges formdnsai a kovetkezd Prolog termmel irhatdk le:

sound( [ (fulllength, 125, veryveryshort, 85, 110, loud),
(fulllength, 2350, veryshort, 75, 110, noise),
(fulllength, 3550, wide, 75, 120, noise)] ).

Amint az mar emlitésre keriilt, a [Bol95] kézikonyvbdl szdrmazé 4ltaldnos felismerési szabalyokat

altalanositani kellett a magyar maginhangzdk esetében, mert nem viselkedtek kielégitéen a példdkon. Ezt a
kovetkezOképpen végezték el: eredetileg a szabdlyok hiarom szomszédos formans (az F1, F2, F3) egyideji
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jelenlétét kovetelték meg. A kezdeti programban egy 1j F4 formdnst vezettek be, illetve a négy formans koziil
csak kettd egyidejii jelenlétét kovetelték meg. A formansok kozépfrekvencidja nem valtozott. Az [9]
maganhangzéhoz készitett kezdeti program a kovetkez8képpen néz ki:

a_vowel (L) :—- a_exist_formant_1 (L), a_exist_formant_2(L).
a_vowel (L) :— a_exist_formant_1 (L), a_exist_formant_3(L).
a_vowel (L) :- a_exist_formant_1 (L), a_exist_formant_4 (L) .
a_vowel (L) :— a_exist_formant_2 (L), a_exist_formant_3(L).
a_vowel (L) - a_exist_formant_2 (L), a_exist_formant_4 (L) .
a_vowel (L) :— a_exist_formant_3 (L) a_exist_formant_4 (L) .

a_exist_formant_1(List) :-—
member ( (S, Hz, HzW, _, _, Int), List),
a_accept_size_1(S), a_accept_hertz_1(Hz),
a_accept_hzwidth_1 (HzW), a_accept_int_1(Int).

a_exist_formant_2 (List) :-—
member ( (S, Hz, HzW, _, _, Int), List),
a_accept_size_2(S), a_accept_hertz_2(Hz),
a_accept_hzwidth_2 (HzW), a_accept_int_2 (Int).

a_accept_size_1(Size) :— size(Size).

a_accept_hertz_1 (Hertz) :- a_formant_1 (Hertz) .
a_accept_hzwidth_1 (HertzW) :- width (HertzW).
a_accept_int_1(Int) :- intensity (Int).
a_accept_size_2(Size) :— size(Size).
a_accept_hertz_2 (Hertz) :- a_formant_2 (Hertz).
a_accept_hzwidth_2 (HertzW) :- width (HertzW).
a_accept_int_2(Int) :- intensity (Int).
a_formant_1 (Hertz) :- between (Hertz, 500, 750).
a_formant_2 (Hertz) :- between (Hertz, 900, 1250).

size (fulllength).
size (long) .

size (short) .

size (veryshort) .
size (veryveryshort) .

4.7. Abra. Az IMPUT tanulé algoritmus szdméra készitett kezdeti hipotézis vazlata

A 4.7. adbran lathaté kezdeti hipotézis lefedte az Osszes pozitiv és negativ példat is. Ezért a hipotézis
specializcidjara van sziikség, amelyet az IMPUT tanulé algoritmussal oldottak meg. Az IMPUT [Alel97] egy
abduktiv algoritmus, amely az unfolding transzformdciét és a kl6z torlést haszndlja fel a kezdeti hipotézis
moédositdsdra. A tanulé algoritmus tartalmaz egy beépitett hibakeresd alrendszert [K6k94], [Paa94], amely
megkonnyiti a sziikséges transzformacié helyének megtaldlasat. Az IMPUT rendszer miikodéséhez sziikség van
egy bolcsre is, aminek koszonhetéen a tanuld algoritmus hatékonyabb eredményt nydjt (kisebb és pontosabb
programot kaphatunk).

Az eredmények értékeléséhez sziikséges leszogezni, hogy nem minden maganhangz6t lehet
megkiilonboztetni. Egyes maganhangzok azonosithatok [o] vagy [a] maganhangzdként is, mdsok pedig [o] vagy
[u] maganhangzdként. A dontés sok esetben szubjektiv.

A példa kedvéért nézziik az [0] maginhangzot. A kezdeti hipotézis lefedte mind az 5 pozitiv és 15-6t a

negativ példak koziil. Az elsd unfolding transzformdacié utdn kaptunk egy olyan hipotézist, amely mar csak 2
negativ példat fedett le, mindketté az [a] magdnhangz6hoz tartozé mintdk koziil keriilt ki. Az input példdkat

jobban megvizsgdlva az lathat6, hogy az [0] és az [a] magdnhangzdkhoz tartozé mintdk kevéssé kiilonboznek

egymadstol. Ebben az esetben nem lehetett tovabbi specializciét taldlni, amelynek segitségével egy konzisztens
hipotézis (2.7. definicid) keletkezett volna.

Amikor az eredményiil kapott programokat a teszt példakon futtattdk, akkor az ott megadott pozitiv
példakat mind felismerték az eredményiil kapott programok, azonban a negativ példdk kozil 4-5-6t is lefedtek.
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Nagyjabo6l minden magdnhangzdra hasonlé eredmények adddtak, kivéve az [0] magdnhangzét, ahol az eredmény
rosszabb volt. Bar a hibdsan felismert maganhangzék szama jelent6s mértékben csokkent a kezdeti hipotézishez
viszonyitva, az eredményiil kapott hipotézissel sem lehetiink elégedettek. Egy megoldds lehet a specializicid
folytatdsa tovabbi tanuldsi példak alkalmazdsival. Bér, egy jO felismerd rendszernek kevés szdmud mintabol is
tudnia kell beszélé-specifikus szabalyokat meghatdrozni. Ezért a késObbiekben a kezdeti felismerd program
bdvitésével probdlkoznak a szerzok, 4j tipusu akusztikus paraméterekkel és Gjabb szabalyokkal.

4.4.3. Hasonlo rendszerek és tovdbbi kutatdsi feladatok

A szabdlyalapd és a sztochasztikus rendszerek azdta versenyeznek egymdssal, amidta az elsd
beszédfelismerd rendszereket tanulméanyoztdk [Wai90], [Zue85]. Az altalanosan elfogadott kritika a tudas-alapu
rendszerekkel szemben az, hogy nem eléggé flexibilisek. Sok szerzé ezt a hdtrdnyt dgy probdlja meg
kikiiszobolni, hogy fuzzy dontési logikat vagy neurdlis hdlézatokat épit be a rendszerébe [Hueb94]. A nyolcvanas
években a szakértdi rendszer nagyon népszerii volt [Mam95] de mivel a tobb forrdsbol szdrmazé informacié
egyesitését sosem sikeriil teljesen megérteni, ezek a rendszerek sem hoztak igazi javuldst. Mindezen hatranyok
ellenére, sok tuddsalapu beszédfelismerd rendszerrdl publikdltak a legmodernebb minta-illesztéses (pattern-
matching) médszereket felilmilé eredményeket. Néhdnyban ezek koziil [Hueb94]

A bemutatott médszert a maganhangzé felismerés megolddsdhoz vezetd hosszu ut elsd allomdsanak kell
tekinteni. A cél az IMPUT ILP tanul6é rendszer kiprébdldsa volt, hogy alkalmazhat6-e egy olyan nehéz és
bonyolult kérdés megoldasara, mint a beszédfelismerés. Meg kell emliteni, hogy a beszédfelismerésen beliil a
maganhangz6 felismerés az a teriilet, ahol a klasszikus minta-illesztés a legjobb eredményt adja. Igazdn dramai
fordulatot itt nem lehetett varni. A tudés-alapt rendszerek ott muljak feliil a sztochasztikus rendszereket, ahol
finom fonetikai megkiilonboztetés sziikséges, mint példdul a stop madssalhangzok felismerése [Lam93]. A
kovetkezd feladat a rendszer tovdbbi bdvitése, a megfeleld akusztikus jellemzOk meghatdrozdsa minden
lehetséges fonéma tipushoz. Menet kozben azokat az eljarasokat is ki kell fejleszteni, amelyekkel az tj jellemzdk
kinyerhetdk a beszédjelbdl. Ezutdn keriilhet sor olyan szabdlyok megalkotdsara, mint amilyenek ebben a
fejezetben is eléfordultak, amelyek leirjdk az akusztikus jellemzdk észlelését és a konverzidjukat fonémdkra.
Ezutdn az egész rendszert egy 4ltaldnos beszédfelismerd keretrendszerbe kell illeszteni. Az ILP moédszerek
szamos esetben alkalmazhatok lesznek ezeknek a szabdlyoknak a finomitdsara.

4.5. A magyar természetes nyelvi szofaji egyértelmiisitése

A kovetkezd 4.6. Fejezetben és a 4.7. Fejezetben a gépi tanulé algoritmusok egy specidlis alkalmazdsarol
esik sz6. Mind a két fejezet a magyar nyelv szofaji egyértelmisitésének problémdjival foglalkozik. Ebben a
fejezetben a tanulé algoritmusok alkalmazdsdhoz sziikséges tréning adatbdzis fontosabb tulajdonsdgai keriilnek
bemutatasra.

A sz6faji egyértelmiisités™ a természetes nyelv feldolgozas egyik fontos elsé lépése. A feldolgozast végz6
szamitogépes rendszer beolvassa egy mondat szavait majd a szavakhoz hozzarendeli a morfo-szintaktikai
c1’mkéjiiket.36 Ezt a tevékenységet szofaji annotdcionak, angolul tagging-nek nevezik és a mondatelemzésben
kulcsszerepet jatszik. Mivel minden természetes nyelvben vannak tobbértelmli szavak, amelyeknek tobb
lehetséges (leggyakrabban 2—4) cimkéje lehet, ezért minden szo6faji annotdlé szoftver kell tartalmazzon egy
egyértelmiisitO modult, a morfolégiai analizdtor modul mellett. Az egyértelmiisit6 modul feladata a
szovegkornyezetnek megfeleld cimke kivdlasztdsa a lehetséges cimkék koziil.

Tobb lehetséges megkozelités ismert az egyértelmiisitést végzd modulra nézve: a két leggyakoribb a
valészinliségi (HMM, Hidden Markov Model), illetve a szabdlyalapi. A dolgozatban olyan szabdlyalapud
megkozelitésrdl esik majd szd, amelyben a szabdlyokat egy gépi tanuld algoritmusok dllitja eld. A szerzd és
munkatdrsai tobb tanuld algoritmust vizsgédltak meg, tanuldsi modelleket készitettek, a tanulé algoritmusok
alkalmazdsdhoz sziikséges szoftver keretrendszert elkészitették. A dolgozatban ismertetett eredményeket egy
kézzel egyértelmiisitett magyar korpusz, a TELRI [TELRI] korpusz feldolgozasaval kaptdk. A tovabbiakban
korpusz fontosabb tulajdonsagai kovetkeznek.

35 Angolul Part-Of-Speech tagging, illetve réviden POS-tagging

38 P1. esindltam: f6ige, cselekvé, mult id6, egyes szam elsé személy, alanyi vagy targyas ragozas.
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4.5.1. A tréning adatbdzis

A dolgozat késobbi fejezeteinek elkészitéséhez a szerzé és munkatdrsai a magyar TELRI korpusz [TELRI]
tobbszorosen javitott valtozatat hasznaltdk. A korpusz elsd valtozatat a "MULTEXT-East" (MULtilingual TEXT
tools and Corpora for Eastern and Central European Languages) COPERNICUS projekt keretében készitették
1995-1997 kozott. A korpuszban a tovabbi javitdsokat a késziték: az MTA Nyelvtudoményi Intézet munkatarsai
végezték. A "MULTEXT-East" projekt célja az volt, hogy bemutassa az eredetileg angolszdsz nyelvekre
kidolgozott morfoldgiai kédrendszer, az MSD (Morpho-Syntactic Description) alkalmazhatdsagat a kelet eurdpai
természetes nyelvekre is. A projektben egyetlen magyar partner volt: az MTA Nyelvtudoményi Intézete. A
projektben az MSD kédrendszert kibdvitették hat kelet- és kozép-eurdpai nyelv (bolgar, cseh, szlovén, romdn,
észt, magyar) jellegzetességeivel. Ezzel egy nagymértékben nyelv-fiiggetlen és az eurdpai nyelvek tobbségében
haszndlhaté morfologiai jelolésrendszert hoztak létre.

A projekt keretében létrehozott korpusz alapja Orwell ismert regénye az 1984 volt, amelyet szdmos
természetes nyelvre forditottak le. A fenti COPERNICUS projekt soran az 1984 c. regényt tokenekre bontottak,
sz6faji elemzést végeztek a szavakon, majd elvégezték a szoveg egyértelmiisitését. A szavak morfolégiai
kategorizdldsara az djonnan kidolgozott MSD kddokat hasznaltdk fel [Erja97]. A 4.8. tdblazatban a magyar dn.
Orwell korpusz méret adatai lathatok.

A tokenek szama
Kategoéria Tréning Teszt Egyiitt
Sz6 59035 21673 80708
Trasjel 12484 5235 17719
71519 26908 98427

4.8. Tablazat A tokenek szama a magyar Orwell korpuszban

A magyar nyelv az in. agglutindl6 nyelvek kozé tartozik, azaz nagyon sok jelet és ragot haszndl, emiatt a
magyar szavak nagyon sok (néhdny ezer) kiilonb6z6 MSD kédot kaphatnak. Példdul a féneveknek 1324
kiilonboz6 MSD kédja lehet a lehetséges kapcsolodo jeleknek és ragoknak megfelelden; a mellékneveknek 2772,
a névmasoknak is megkozelitéleg 3000 kédja lehet. Ez azt jelenti, hogy példaul a féneveket 1324 részosztalyba
sorolja a kédrendszer.

Hogy ezt a szamot csokkenteni lehessen, az MTA Nyelvtudomanyi Intézetében Oravecz é€s munkatdrsai egy
redukalt rendszert fejlesztettek ki, amely csak 125 kiilonb6zd kategériat tartalmaz [Ora98]. Nyilvanvaldan, a
CTAG rendszer haszndlata informaciovesztéssel jar, de mint azt Oravecz [Ora98] leirta, a CTAG rendszer
alkalmazdsa mégis hasznos és tobb alkalmazdsa is ismert magyar szovegek annotdldsdra. A TELRI korpusz,
amelynek egy kis részlete lathaté a 4.9. dbrdn tartalmazza mind a CTAG mind pedig az MSD annoticiokat, ezért
mind a két kédoldssal végezhetiink kisérleteket. A tanuldsi példak készitéséhez hol a CTAG kddokat, hol pedig
az MSD kédokat hasznaltak.

A TELRI [TELRI] magyar korpusz egy SGML? fijl, amely a CES®® DTD (Document Type Definition)
séma alapjan késziilt. A regényben 4 nagyobb fejezet van, amelyek koziil az elsd kettd tréning, a masodik kettd
pedig teszt adatbazisként szolgdlt. A korpusz f4jl struktirija kovethetd a 4.9. abran. A teljes regény
bekezdésekre, mondatokra, azon beliil szavakra van bontva. A bekezdéseket <par> és </par> szimbélumok
(tagek), a mondatokat <s> és </s> szimb6lumok, a tokeneket <tok> és </tok> szimbdlumok hatdroljak. A
fajlban minden egyes fejezethez, részhez, bekezdéshez, mondathoz egy egyértelmii azonosité tartozik pl.

37 SGML (Standard Generalized Markup Language), az ISO 8879 szabvény szerinti szabvdnyos dltaldnositott markup nyely
http://www.iso.ch. A markup kifejezés azt jelenti, hogy az adatfijlban metainforméciét is lehet elhelyezni pl. az adatok
szerkezetérdl. Ennek a technikai megvalositdsdra szabadon definidlhat6, egymasba is dgyazhatd <Meta> (kezdd) és
</Meta> (zaré) szimbdlumok un. tag-ek szolgdlnak. Egy SGML fdjlhoz minden esetben hozzétartozik a lehetséges rag
struktirdt definidlé DTD. Az SGML szabvanybdl fejlodott ki az XML (Extensible Markup Language), amely egy
szamitdstechnikai szempontbdl konnyebben kezelhetd részhalmaza az SGML-nek.

38 CES (Corpus Encoding Standard) http://www.cs.vassar.edu/CES/.
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’Ohul.1.2.1” (Orwell, Hungarian, 1. fejezet, 1. rész, 2. bekezdés, 1. mondat). A tokenek nincsenek azonositoval
ellatva.

<par from='Ohu.l.2.1'>

<s from='Ohu.l.2.1.1'>

<tok type=WORD>
<orth>Der&uuml; 1t</orth>

<disamb><base>der&uuml; l1t</base><msd>Afp-sn</msd><ctag>AN</ctag>

1
1

</disamb>

<lex><base>der&uuml; lt</base><msd>Afp-sn</msd></lex>

<lex><base>der&uuml; 1</base><msd>Vmis3s—-—--n</msd></lex>
</tok>

<tok type=PUNCT>
<orth>, </orth>
<ctag>COMMA</ctag>
</tok>
<tok type=WORD>
<orth>hideg</orth>
<disamb><base>hideg</base><msd>Afp-sn</msd><ctag>AN</ctag></disamb>
<lex><base>hideg</base><msd>Afp-sn</msd></lex>
</tok>
</s>
<s from='Ohu.1.2.1.2'>
</par>
<par from='Ohu.l.2.2'>

4.9. Abra A magyar korpusz fajl SGML, CES DTD) egy részlete

A tanul6 algoritmusok futtatdsahoz a korpusz Prolog formdjat hasznaltdk. Minden mondatnak megfelel egy
s/2 term, amelyben az els6 argumentum helyén a mondat azonositd, a masodikon pedig a mondatbeli szavak
listdja taldlhatd. Egyjelentésii szavak esetén a sz6é helyén az MSD vagy a CTAG kdéd 4ll, tobbjelentésti szavak
esetén pedig egy pdr éll. A parban a masodik elem a sz6 lehetséges cimkéinek listdja, az elsé helyen pedig
mondat kornyezetnek megfeleld cimke all. A morfoldgiai elemzés utdn, az egyértelmiisités elvégzése eldtt, nincs
még kijelolve a helyes cimke, ekkor a par elsdé helyén egy undefined szimbdlum all. Ezzel a megoldassal egy
Prologban konnyen kezelhet6 adatbazis formatumot kaphat6.

s('Ohu.1.2.1.1', [('Afp-sn', ['Afp-sn', 'Vmis3s---n']), 'WPUNCT', 'Afp-sn',
'Afp-sn', 'Nc-sn', ('Vmis3s---n', ['Afp-sn', 'Nc-sn', 'Vmis3s---n']), 'WPUNCT',
('rf', ['P---sn', 'Tf']), 'Nc-pn', 'Rg', 'Mc-sa', ('Vmis3p---n', ['Afp-pn',
'Vmis3p---n']), 'SPUNCT']).

4.5.2. Az MSD morfologiai kodrendszer

Az MSD koédrendszer a szavak legkiilonbozdébb attribitumainak kdédoldsara szolgdl, az eurdpai nyelvek
tobbségére alkalmazhat6. A szavak morfo-szintaktikai attribdtumait (tipus, nem, szdm, személy, eset) egy
karaktersorozat reprezentdlja.

Kategoria Kod Kategoria Kod
Melléknév A Particle Q
Kot6sz6 C Hatédroz6sz6 R
Determinans D Névuto S
Indulatszo, 1 Névelo T
hangutdnzé sz6
Szamnév M Ige \Y
Fonév N Egyéb, ismeretlen sz6 | X
Névmads P Rovidités Y

4.10. Tablazat Az MSD kaéd elsé betiije, a sz6 f6 kategériaja

A magyar asztalnak sz6 az Nc-sg—————-— kédot kapja, amely a kovetkezdket jelenti: f6név, koznév,
egyes szam, birtokos eset (genitivus). A hidnyzé vagy az adott természetes nyelvben nem értelmezhetd
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attribiitumok helyén — jel 411*°. Az els6 pozicién a sz6 f6 kategéridja 4ll, a lehetséges kédokat a 4.10. Téblazat
tartalmazza. (Az MSD kédokrdl részleteket a [Erja97] irodalom tartalmaz) Eszerint a hideg sz6 kédja példaul
Afp-sn.*” Ez egy olyan melléknevet jelent, amelynek a kovetkezd attribitumai vannak: kvalifikativ, pozitiv,
egyes szam, alanyeset. A szavak szdmat az egyes fOkategéridkban a 4.11. tdblazat tartalmazza.

4.5.3. A CTAG kodrendszer

Kategoria A tokenek szdma _
Tréning adatok Teszt adatok Osszesen
Melléknév (A) 7157 2382 9539
Ko6t6sz6 (C) 5408 1994 7402
Indulatszé (1) 72 17 89
Szamnév (M) 1046 323 1369
Fonév (N) 14881 5170 20051
Névmads (P) 4552 1923 6475
Hatdroz6sz6 (R) 7869 2969 10838
Névuté (S) 827 280 1107
Nével6 (T) 6856 2336 9192
Ige (V) 10288 4254 14542
Egyéb (X) 13 12 25
Rovidités (Y) 66 13 79
59035 21673 80708
Irisjelek 12484 5235 17719
71519 26908 98427

4.11. Tablazat: A tokenek szama az Orwell korpuszban 6 kategérianként (széfajonként)

Azért, hogy az MSD-ben eléfordulé nagyon sok lehetséges kategoria szamat csokkenteni lehessen, Oravecz
[Ora98] bevezette a CTAG kdédokat, amelyben mar csak 120 sz6 kategéria van, 4 irdsjel kategéria és 1 kéd van
fenntartva az ismeretlen szavak szamara. Az 4.12. tabldzatban taldlhaté a CTAG koédok listdja.

CTAG koédok szavakra:

APA, APAX, APAY, APD, APDX, APDY, APN, APNX, APNY, APO, APOX, APOY, ASA,
ASAX, ASAY, ASD, ASDX, ASDY, ASN, ASNX, ASNY, ASO, ASOX, ASOY, Cp, I, MD,
MP, MPX, MPY, MS, MSX, MSY, NPA, NPAX, NPAY, NPD, NPDX, NPDY, NPN, NPNX,
NPNY, NPO, NPOX, NPOY, NSA, NSAX, NSAY, NSD, NSDX, NSDY, NSN, NSNX, NSNY,
NSO, NSOX, NSOY, PPA, PPAX, PPAY, PPD, PPDX, PPDY, PPN, PPNX, PPNY, PPO,
PPOX, PPOY, PSA, PSAX, PSAY, PSD, PSDX, PSDY, PSN, PSNX, PSNY, PSO, PSOX,
PSOY, RG, RO, RP, RQ, RV, ST, T, VA, VMCP1lP, VMCP1lS, VMCP2, VMCP2P, VMCP2S,
VMCP3P, VMCP3S, VMIP1P, VMIP1lS, VMIP2, VMIP2P, VMIP2S, VMIP3P, VMIP3S,
VMIS1P, VMIS1S, VMIS2, VMIS2P, VMIS2S, VMIS3P, VMIS3S, VMMP1P, VMMP1S,
VMMP2, VMMP2P, VMMP2S, VMMP3P, VMMP3S, VMN, X, Y.

frdsjel CTAG kategdridk: OPUNCT, CPUNCT, WPUNCT, SPUNCT.

Az ismeretlen szd CTAG kategdridja: UNKNOWN.
4.12. Tablazat A magyar szavak CTAG kategoriai

A kddsz6 els6 bettije itt is a f6 kategdriat jelenti, mint az MSD-ben, mig a fennmaradé hosszu kédsorozatot
sokkal rovidebbekkel helyettesitette. Példdul az NPNX jelentése fonév, amelynek a kovetkezd attribitumai
vannak: tobbes szdm, alanyeset, valamilyen birtokos személyrag vagy jel. A mdsodik betli P vagy S kddolja a
tobbes illetve az egyes szamot. A harmadik betli N, A, D vagy O kédolja az eseteket, nevezetesen az alanyesetet,
targyesetet, részeshatarozods esetet, illetve az egyéb esetet. A negyedik betii a birtokos végzddés meglétét jelzi, de

% példaul a magyar nyelvben nincs a névszoknak neme, ellenben a szlav nyelvekben van.

40 A k6dsz6 végén 16v6 — jeleket nem kell kifrni, ezért az Afp—sn——————— kédot rovidithetjiik Afp-sn-nel.
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nem kddolja a birtokos személyét, szdmadt, a tulajdonolt tdrgy szdmdt. Az Orwell korpuszban taldlhaté fénév
koédok eloszldsat a 4.13. tablazat mutatja be.

4.5.4. A tréning adatbdzis kialakitdsa

Az eredeti magyar korpuszt Prolog formdra konvertdltdk. Ehhez el6szor egy olyan lexikont készitettek,
amely tartalmazott minden a szovegben szerepld szdalakot és a morfo-szintaktikai kddjaikat. Ha egy sz6 tobb
morfo-szintaktikai kéddal is rendelkezhetett, akkor azt annyiszor szerepeltették a lexikonban. Egy mdsodik
1épésben az SGML f4jlt Prolog formdjura alakitottdk a lexikon felhaszndldsdval. A konverzié mondatonként
tortént, amelyeket az SGML féjlban a <s> és </ s> tag-ek alapjdn azonositottak.

A f0név részosztilyok szdma az Orwell korpuszban

CTAG kéd Tréning Teszt Osszesen
NPA 304 106 410
NPAX 106 30 136
NPAY 0 0 0
NPD 50 9 59
NPDX 37 7 44
NPDY 0 0 0
NPN 832 279 1111
NPNX 193 70 263
NPNY 4 1 5
NPO 470 128 598
NPOX 119 36 155
NPOY 1 3 4
NSA 1310 475 1785
NSAX 555 206 761
NSAY 4 0 4
NSD 359 90 449
NSDX 131 35 166
NSDY 0 0 0
NSN 5286 1928 7214
NSNX 1319 445 1764
NSNY 13 10 23
NSO 2686 932 3618
NSOX 1098 380 1478
NSOY 4 0 4
Osszesen 14881 5170 20051

4.13. Tablazat Az Orwell korpuszban a fénév részosztalyok szama
Példaul, az Orwell regény elsé mondata ez volt:
Deriilt, hideg dprilisi nap volt, az ordk éppen tizenhdrmat iitottek.

Ha a CTAG kédolast hasznéljuk, akkor a mondat szavaihoz az aldbbi morfoldgiai kategéridkat rendelhetjiik (a
Prolog programozasi nyelvben valé konnyebb kezelhetdség miatt a kddokat kisbetiis valtozataikra konvertaltak):

s('Ohu.1.2.1.1', [(asn, [asn, vmis3s]), wpunct, asn, asn, nsn, (vmis3s, [asn, nsn,
vmis3s]), wpunct, (t, [psn, t]), npn, rg, ms, (vmis3p, [apn, vmis3p]), spunct]).

Ha a tekintett sz6 egyértelmii, akkor egyszeriien helyettesitették a CTAG kddjaval (pl. hideg — asn, dprilisi —
asn, a vessz0 irasjel kddja — wpunct, id6 — nsn). Amennyiben a tekintett sz6 nem volt egyértelmii, akkor
egy part feleltettek meg neki, amelynek az elsé eleme a helyes tag, a masodik elem pedig a lehetséges tag-ek
listdja volt (pl. deriilt — (asn, [asn, vmis3s]),vagyvolt— (vmis3s, [asn, nsn, vmis3s])).
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Ugyanez MSD kédokkal a kdvetkezd:

s('Ohu.1.2.1.1', [('Afp-sn', ['Afp-sn', 'Vmis3s---n']), 'WPUNCT', 'Afp-sn', 'Afp-
sn', 'Nc-sn', ('Vmis3s---n', ['Afp-sn', 'Nc-sn', 'Vmis3s---n']), 'WPUNCT', ('Tf',
['"Pd--sn', 'Tf']l), 'Nc-pn', 'Rg', 'Mc-sa', ('Vmis3p---n', ['Afp-pn', 'Vmis3p---
n']), 'SPUNCT']).

Ezen a médon mind a trénig (a regény 1. és 2. Fejezete), mind pedig a teszt (a regény 3. és 4. Fejezete)
adatokat atalakitottdk. A regényben szerepld 6768 mondatbdl 4583 tartozott a tréning és 2185 mondat a teszt
adatokhoz. A kiilonboz0 tanulé algoritmusokhoz (AGLEARN, C 4.5, Progol) sziikséges adatfjlokat alapvetden
a Prolog formdju korpuszbdl illitottdk elé SICStus Prolog*' programozasi nyelven irt programok segitségével.
Az elemzett korpusz tiizetesebb vizsgalatdval megéllapithat6, hogy a szovegben fellelhet bizonytalansdgokat
mely szavak okozzak.

4.5. Definicié: Bizonytalansagi osztaly: egy bizonytalansigi osztdlyba tartoznak mindazon tokenek, amelyeknek
ugyanazok a lehetséges morfo-szintaktikai cimkéik. Egy bizonytalansdgi osztidlyba rendszerint tobb hasonld
jelentésli sz6 tartozik: pl. az [asn, ms] osztdlyba tartozik a: temérdek, szdmtalan, harmincas, negyvenes, ...,
az [asn, nsn] osztalyba tartozik az: dllo, dongo, metszd, vezeto, stb.

A bizonytalansagi osztalyok szama az Orwell korpuszban
Osztily Eléfordulasok szama Osatly El6fordulasok szama
Tréning Teszt Tréning Teszt
[asn, ms] 55 12 [ms, rg] 70 19
[asn, nsn] 96 27 [ms, t] 751 222
[asn, nsn, psn] 52 22 [nsn, psn] 111 52
[asn, nsn, vmis3s] 50 30 [nsn, rg] 59 18
[asn, psn] 68 33 [nsn, rg, 1p] 112 46
[asn, rg] 92 23 [nsn, vmip3s] 52 41
[asn, vmis3s] 490 182 [psn, pso] 69 38
[aso, rg] 74 32 [psn, rp] 143 57
[cp, pso] 50 30 [psn, t] 1867 620
[cp, pso, rg] 87 44 [pso, rg] 217 85
[cp, rg] 880 294 [pso, rg, 1p] 93 45
[cp, rg, vmip3s] 247 125 [rg, p] 150 59
[cp, rp] 334 149 [rg, st] 285 100
[cp, vmis3s] 113 38
Osszesen 6667 2443
A korpuszban 6sszesen volt 7229 2677

4.14. Tablazat. A leggyakoribb bizonytalansagi osztalyok szama
(amelyek legalabb 50-szer eléfordultak a tréning adatok kozott)

A szerz6 sajat eredményei kozé tartozik a bizonytalansigi osztidlyok bevezetése és alkalmazdsa a tanuldsi
modellben. Figyeljiik meg, hogy a kiilonbozo bizonytalansdgi osztdlyokra megfogalmazott tanuldsi feladatok
egymdstol fiiggetlenek! Amennyiben a tanuldsi feladatokat bizonytalansdgi osztdlyonként készitik el, az
jelentésen megnoveli a figyelembe vehetd tanuldsi adatbdzis lehetséges méretét. Egy tanuldsi feladatban
felhaszndlhat6 tréning adatok szdmit leginkdbb a szdmitéogépek gyorsasiga hatdrozza meg. A tanuld
algoritmusok miiveletigénye legtobbszor nem linedrisan fiigg a példak szdmatdl, ezért a tréning példak szdmanak

......

még hamarabb kaphat6é meg a végeredmény.

A bizonytalansdgi osztalyok kozott vannak nagymértékben elterjedtek. A 4.14. tablazat, azt mutatja be,
hogy CTAG kédolés esetén az Orwell korpuszban milyen a leggyakoribb bizonytalansagi osztilyok eloszldsa. A
tablazat alapjan lathatd, hogy a felsorolt 27 osztdly tartalmazza az el6forduld bizonytalansdgok tobb mint 90%-at
(6667-et a 7229-b6l: 92,22%, illetve 2443-at a 2677-bol: 91,60%). Ez azt is jelenti, hogy a legelterjedtebb

*I Pontosabban SICStus Prolog 3.7.1. verziéjaval, ami a cikkek frasakor a legdjabb volt, a Prolog rendszer Tcl/Tk grafikus
interfésze is nagy szerepet kapott a programok felhaszndl6i interfészének programozdsdban.
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osztdlyokra adott pontos egyértelmiisitési szabdlyok segitségével mar egy j6 hatdsfokd egyértelmiisitd program
készithetd.

A bizonytalansagi osztalyok szama az Orwell korpuszban
El6fordulasok szama Eléfordulasok szama
Osztaly Tréning Teszt Osztaly Tréning Teszt
[Afp-pn, Nc-pn] 55 19 [Nc-sa, Nc-sn] 177 50
[Afp-pn, Vmip2p---n, 51 25 [Nc-sa, Rg] 65 44
Vmis3p---n]
[Afp-pn, Vmis3p---n] 290 103 [Nc-sa---s3, Nc-sa----- S, 193 77
Nc-sn]
[Afp-s2, Nc-s2, Rg] 52 21 [Nc-sn, Nc-s2---s3, 61 23
Nc-s2----- s]

[Afp-sn, Afp-sp, Afp-sw] 70 23 [Nc-sn, P---sn] 158 70
[Afp-sn, Ccsw, Vmis3s---n] 113 38 [Nc-sn, Rg] 960 417
[Afp-sn, Mc-sn] 69 13 [Nc-sn, Rp] 119 46
[Afp-sn, Nc-sn] 860 233 [Nc-sn, Vmip3s---n] 197 76
[Afp-sn, Nc-sn, P---sn] 53 23 [Nc-sn, Vmis3s---y] 129 68
[Afp-sn, Nc-sn, 1014 315 [Nc-sp---s3, Nc-sp----- s] 66 20
Vmis3s---n]
[Afp-sn, P---sn] 98 43 [Nc-sw, Rg] 65 37
[Afp-sn, Rg] 58 27 [P---s2, Rg] 58 26
[Afp-sn, Rg, Vmip3s---n] 55 10 [P---s9, Rg] 161 52
[Afp-sn, Vmip3s---n, 140 39 [P---sm, Rg] 107 46
Vmis3s---n]
[Afp-sn, Vmis3s---n] 2659 941 [P---sn, P---sp] 282 148
[Afp-sn----s1, Vmisls---n, 50 8 [P---sn, Rp] 143 57
Vmisls---y]
[Afp-sp, Afp-sw] 264 85 [P---sn, Tf] 1867 620
[Afp-sp, Afp-sw, Rg] 78 28 [P---ss, Rg, Rp] 93 44
[Afp-sp, Rg] 128 30 [Rg, Rp] 88 24
[Afp-sw, Rg] 53 13 [Rg, St] 139 55
[Cesw, 1] 297 115 [Vmcep3s---n, Vmip3s---n] 243 70
[Ccsw, P---sm, Rg] 87 44 [Vmip2p---n, Vmis3p---n] 63 23
[Cesw, Rg] 880 295 [Vmip3p---y, Vmip3s---n] 120 78
[Ccsw, Rp] 334 149 [Vmip3p---y, Vmmp3p---y] 71 37
[Ccsw, Vmip3s---n] 247 125 [Vmip3s---y, Vmmp3s---y] 150 58
[Cesw, Y] 827 269 [Vmisls---n, Vmisls---y] 50 24
[Mc-sn, Ti] 751 222 Osszesen 15458 5546

A korpuszban 6sszesen volt 18784 6742

4.15. Tablazat. A leggyakoribb bizonytalansagi osztalyok szama
(amelyek legalabb 50-szer eléfordultak a tréning adatok kozott)

A 4.14. tablazat MSD verzidja a 4.15. tablazat. Ebben ismét azok az osztilyok szerepelnek, amelyek
legaldbb 50-szer el6fordultak a tréning adatok kozott. A CTAG kdédokhoz képest a bizonytalansdgok abszolit
szdma is novekedett, tobb mint a dupldjara. Az osztdlyok szdma ugyancsak novekedett a kordbbi 27 helyett 54-
re. Az 54 osztdly mar csak mintegy 80%-at reprezentdlja az 0sszes bizonytalansidgnak (15458-at a 18784-bdl:
82,29%, illetve 5546-ot a 6742-b6l: 82,26%). Néhany osztily megmaradt valtozatlanul pl. [ms, t] és az
[Mc-sn, Til,vagya [psn, t]ésa [P-—--sn, Tf] osztilyok, masok sok kis osztdlyra hasadtak szét. Az
[ms, t] osztidlyban csak egy sz6 van az egy (szdmnév illetve hatdrozatlan néveld). A [psn, t] osztidlyban
ugyancsak egy sz6 van az az (a mutaté névmads és a hatdrozott néveld).

4.6. Szofaji egyértelmiisités az AGLEARN modszerrel

Ebben a fejezetben az AGLEARN tanuldé algoritmus keriil bemutatasra, valamint az algoritmus egy
alkalmazasa a magyar természetes nyelv szofaji egyértelmiisitésére. A fejezet anyaga angol nyelven megjelent az
[AleW99] publikaciéban.
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Az AGLEARN tanul6 algoritmus feladata, hogy szemantikus egyenleteket tanuljon egy attribtitum nyelvtan
szabdlyaihoz. A tanuldsi folyamatban hattér szemantikus egyenletek és példdk felhaszndldsara van lehet6ség. Az
AGLEARN rendszer aldbbiakban ismertetett alkalmazdsdban a feladat a szavak helyes széfaji cimkéjének
kivalasztasa volt. A tréning korpusz* mintegy szdzezer sz6 méretii, kézzel egyértelmiisitett szoveg volt, amelyet
tanitdsra és tesztelésre is hasznaltak. Az AGLEARN algoritmus a C 4.5 [Quin93] attribitum érték tanuld
program szdmadra allitott eld tanuldsi feladatokat. A generalt adatok a mondatok struktirdjaval kapcsolatban all6
informdacidkat tartalmaztak. Egy hattér attribitum nyelvtannal hatdroztdk meg ezeket az dj attribitumokat. A
tapasztalatok szerint a kibdvitett adatokbdl a C 4.5 tanulé rendszer pontosabb egyértelmiisitési szabdlyokat
tanult.

Az attribitum nyelvtanok a kornyezet-fiiggetlen nyelvtanok egy kiterjesztésének tekinthetdk, amelyekben a
nyelvtani szimbdlumokhoz (a termindlisokhoz és a nemtermindlisokhoz) attribitumokat rendelhetiink, a
nyelvtani szabdlyokhoz pedig szemantikus egyenleteket, amelyek az attribitumok értékét definidljak. Tobb
kiilonboz6 attribitum kiértékelési modszert irtak mar le [Alb91], [Der88], azonban kevés figyelem fordult
magdnak az attribitum nyelvtannak a hatékony elddllitdsdra. Az attribitum nyelvtan definidldsa éltaldban sok
emberi erdfeszitést igényel, ezért nagy segitséget jelentene egy olyan segédprogram, amely az attribitum
nyelvtan szemantikus egyenleteit tanuldsi példdk segitségével meg tudnd hatdrozni. Az attribitum nyelvtan
szintaxisdnak definicidja azonban tovabbra is emberi munka marad. A bemutatisra keriild AGLEARN
algoritmus [Gyim97] ezt a feladatot oldja meg. A szemantikus egyenletek definicidja tartalmazhat reldcidkat,
ezért ez a feladat nem konnyi. Ezt a megkozelitést a logikai programok és az attribitum nyelvtanok kozott
meglévl szoros kapcsolat motivdlta [Der85], [Der93], [Paa90]. A kapcsolatot a nemtermindlisok é&s
predikdtumok kozti megfeleltetés adja, valamint egy jol ismert formalizmus a logikai programozdsban, amely
hasonlit az attribiitum nyelvtan jelolésrendszeréhez, nevezetesen a DCG (Definite Clause Grammars) [Per80].
Az AGLEARN moddszer koncepcidja hasonlit az ILP (Inductive Logic Programming) keretében kifejlesztett
tanuldsi médszerekhez [Dzer93], [Muggl], [Mugg94]. Az ILP-ben a logikai programozisi kornyezet nytjtja az
eszkozt a tanuldsi példak, a hattértudds, illetve a megtanulandé fogalmak definiciéjadhoz. A logikai programozasi
nyelv sokkal kifejezobb, mint a propoziciés nyelvek, amelyeket egyes ILP rendszerekben haszndlnak. Az ILP
rendszerekben hatékonyabban lehet a hattértudast felhaszndlni, a hattértudas segitségével bonyolultabb
objektumokat és fogalmakat felépiteni. Az AGLEARN eljarasban is ugyanez a volt médszer, de a reprezentacié
kiilonboz6: a héttértudast és a fogalmakat egy attribitum nyelvtan irja le. A fejlesztd altal kidolgozott attribitum
nyelvtan szintaxis és az adott hattér tudas egyiitt lecsokkentheti a keresési teret és gyorsabb, valamint egyszertibb
reprezentacidt adhat. Ebben az dj megkozelitésben a hattértudast nyelvi megszoritasként hasznaljak (lasd 2.3.1.
Fejezet). Az AGLEARN esetében egy példa tartalmaz egy mondatot, amely levezethetd egy vizsgilt
nemtermindlisbol, tovdbbd a vizsgdlt nemtermindlis attribitumai is ki vannak szdmitva a példdban. Azt is
feltételezziik, hogy a sziikséges kornyezet-fiiggetlen nyelvtan is adott. Ezek utdn az AGLEARN feladata, hogy
az atirasi szabdlyhoz tartozé szemantikus egyenleteket meghatdrozza. A tanulds sordn a kornyezet-fiiggetlen
nyelvtant, hattér szemantikus egyenleteket és a példdkat lehet felhaszndlni. Az itt ismertetésre keriild
megkozelitésben S-attribtitumos és L-attribitumos attribiitum nyelvtanok hasznilhatok és egyszerli szemantikus
egyenletek tanulhaték. Megjegyezziik azonban, hogy a hattértudds ennél lényegesen komplexebb attribitum
nyelvtant is tartalmazhat példdul OAG [Kas80].

Az aldbbiakban ismertetésre keriilé alkalmazasban az AGLEARN tanul6 algoritmust a magyar szévegek
sz6faji egyértelmiisitésére alkalmaztik. Az egyértelmisités nem trividlis feladat, mivel sok magyar szénak tobb
kiilsnbozé jelentése is van.* Az AGLEARN algoritmus feladata egy olyan szabalyrendszer meghatérozasa volt,
amely a szavakhoz a mondatban a szovegkornyezetnek megfeleld széfaji cimkét rendeli. A tovdbbiakban
roviden dattekintjiik magit az AGLEARN algoritmust, majd az egyértelmiisitési feladat megolddsit. Az
AGLEARN részletesebb, minden részletre kiterjedd ismertetése megtaldlhaté a [Gyim97] irodalomban.

4.6.1. Fogalmak és definiciok

Az attribitum nyelvtan fogalmat Knuth vezette be 1968-ban (lasd 4.1. definici6). Ugyancsak Knuth-t61

2 A szdmitégépes természetes nyelv feldolgozdsban korpusznak nevezik az annotilt szovegadatbazisokat, az olyan
szamitogépes dllomanyokat, amelyekben a szoveg strukturdlisan tagolt (fejezetekre, bekezdésekre, mondatokra és szavakra
bontott), az egyes szovegelemekhez egyértelmii azonositét, valamint a tovabbi feldolgozds céljabol cimkéket (annotdcidkat)
illesztettek.

B P1. a muilt sz6 lehet ige, fénév vagy melléknév kiilonbz6 mondatokban.
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szdrmazik a csak szintetizdlt attribitumokat megengedd, un. S-attribitumos nyelvtanok definicidja (1asd 4.2.
definici6). Mivel az S-attribitumos nyelvtanok csak szlik korben alkalmazhatdk, ezért a gyakorlatban sziikség
volt egy nagyobb osztilyra: az L-attribitumos nyelvtanok osztilyara (lasd 4.3. definicié). Az aldbbiakban
bemutatdsra keriil egy attribitum nyelvtan, amely az egyszeru aritmetikai kifejezések tipusat képes kiszamitani.

Vy = { Expression, Term, Factor, AddOp, MulOp }
Ve = { Real, Integer, +, —, X, /, (, ), }
A start szimbdlum S = Expression

A szemantikus domén J = { T,oqe, Toperator }r a@hol
Thode = { int, real }
Toperator = { add, sub, mul, div }

A fiiggvény tipusok: J = { add, sub, mul, div, int, real, id, f,, f, }, ahol az
add, sub, mul, div, int, real: konstansok
id: Tpoge = Thoge @z azonossag-fiiggvény

fl: Tmode X Tmode 4 Tmodel ahol
fi(op:, op,) := if op, == real or op, == real then real else int

fZ: Toperator X Tmode X Tmode 4 Tmode! ahOl
f,(op:1, op,, ops) := if op; == mul and op, == int and ops; == int then int else real

Az attributtumok:

A ={ mode, operator }, csak szintetizdlt attributumok vannak, AT (V)=&, minden Ve&Vy.
AS (Expression) = AS(Term) = AS(Factor) = { mode },
AS (AddOp) = AS(MulOp) = { operator }.

Az 4tirdsi szabdlyok és a szemantikus egyenletek:

1l: Expression, — Expression; AddOp Term
R(1l) : Expressiong.mode := f;(Expression;.mode, Term.mode)

2: Expression — Term
R(2): Expression.mode := id(Term.mode)

3: Termy, — Term; MulOp Factor
R(3): Termy.mode := f,(MulOp.operator, Term,.mode, Factor.mode)

4: Term — Factor
R(4): Term.mode := id(Factor.mode)

5: Factor — Real
R(5): Factor.mode := real

6: Factor — Integer
R(6): Factor.mode := int

7: Factor — “(” Expression “)”
R(7): Factor.mode := id(Expression.mode)

8: AddOp — “+”
R(8): AddOp.operator := add

9: AddOop — “-"
R(9): AddOp.operator := sub

10: MulOp — “W*”
R(10) : MulOp.operator := mul

11: MulOp — “/”
R(11): MulOp.operator := div

4.16. Abra. Az egyszerii aritmetikai kifejezés tipusat kiszamité attrbitum nyelvtan
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A 4.16. abran lathaté attribitum nyelvtant felhaszndlva kaphat6 a 4.17. dbrdn bemutatott attribitumokkal
dekordlt levezetési fa. Az Integer+Integer/Integer inputra kapjuk az dbran lathaté fit. A pontozott
nyilak mutatjdk az egyes attribiitum példanyok kozotti fiiggéseket, tovabba lathaték az dbrdn az attribitum
példanyok értékei is. Egy attribitum példdny értéke akkor szdmithat6 ki, ha az dsszes olyan attribitum példany
értéke rendelkezésre all, amelytd]l az fiigg. Ahhoz, hogy barmely levezetési faban az attribitum példanyok
értékei kiszamithatok legyenek, sziikséges egy kiértékelési stratégia feldllitdsa. Egyszer(i attribitum nyelvtanok
esetében, mint az S-attribitumos, vagy az L-attribitumos nyelvtanok, ez a stratégia automatikus. A példdban
szerepld attribitum nyelvtan S-attribitumos, mivel csak szintetizalt attribitumokat hasznal.

Expression
{mode = real }
L A
Expression AddOp " Term
{mode = int } { operator = add } {mode = real }
A / 4 A
Term + Term MulOp ™ Factor
{mode = int } {mode =int } {operator=div} {mode =int }
A A
Factor Factor / Integer
{mode = int } {mode = int }
Integer Integer

4.17. abra az Integer+Integer/Integer Kkifejezés attribiitumokkal dekoralt levezetési faja

4.6.2. Szemantikus fiiggvények tanuldsa, egy S-attribiitumos nyelvtan esetén

Az attribitum nyelvtanok szemantikus fiiggvényeinek (és szemantikus feltételeinek) tanuldsaval foglakozik
az alabbi fejezet. Az bemutatdsra keriild6 moédszer otletét a LINUS [Dzer93] ILP tanulé algoritmus adta. Az
AGLEARN miikodése az alabbi harom 1€pésbdl all:

e A szemantikus fiiggvények tanuldsanak problémdjanak atalakitdsa propozicionalis tanuldsi problémava
e  Egy propoziciondlis tanulé algoritmus alkalmazasa a feladat megoldédsara
* A megtanult propoziciondlis hipotézis visszaalakitidsa szemantikus fiiggvénnyé (szemantikus feltétellé)

A tanul6 algoritmus feladata egy p e P atirdsi szabdly bal oldaldn &4ll6 nemtermindlis szintetizalt
attribiitumaihoz kapcsolddé szemantikus egyenlet meghatarozasa. Legyen ez az atirdsai szabdly a kovetkezo: p:
Xpo = Xp1 Xp2 oo Xpn, €5 tegyiik fel, hogy a feladat az X,y nemtermindlis egy a szintetizalt attribitumdnak a
megtanuldsa. Jelolje tovabba E,"(a) és E, (a) az X,p.a attribdtumhoz tartozé pozitiv és negativ példak halmazat
ugy, hogy amennyiben (w, (a, v)) € E,(a), akkor X,y = X,,; X, ... Xon, =" w, az attribitum értéke pedig v.
Ahhoz, hogy az X,,.a attribitumhoz tartozé szemantikus egyenlet tanulé algoritmussal meghatdrozhaté legyen,
egy T(a) tablazatot kell konstrudlni, a tdbldzat minden sora egy példdnak felel meg az egyik E,(a) halmazbdl. A
tablazatnak a kovetkez6 oszlopai vannak:

{class, word, target} U /U Fr U Fcr Y Fr Y Aice

amennyiben az adott sorhoz tartoz6 példa eeE,(a), e=(w, (a, v)), az oszlopok a kovetkezoképpen definidltak:
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1. class(e) = +, ha e€E,*(a), class(e) = -, ha e€E, (a).
word(e) = w

target(e) = v, a példdban szerepld attribitum érték.

Rl

Legyen a pe P Aitirdsi szabdlyban X,.b egy attribitum el6fordulds (0 < k < n,), akkor van egy X,.b
attribitumnak megfeleld oszlop az !fban. Az oszlopban szerepld értéket a hattér attribiitum nyelvtanban
szereplé szemantikus egyenletekkel lehet kiszdmitani. A jelen esetben az e = (w, (a, v)) példaval ez a
szamitds a kovetkez6 moédon megy végbe:

(a) Egy attribiitumos elemzési fat épit a w input jelsorozat alapjan, a G nyelvtan és az R szemantikus
egyenletek felhasznaldsaval.

(b) Ha az X, gyokérbdl indulé részfiban csak olyan csiicsok vannak, amelyek a szemantikus egyenletek
definidlva vannak, akkor a részfa kiértékelheto.

(c) Ha az X, gyokérbdl indulé részfiban van olyan csiics, amelyhez tartozé szemantikus egyenlet nem
ismert, akkor a hidnyz6 attribiitumot a rendszer egy bolcstol (oracle) kérdezi meg.

5. Legyenek a pe P atirési szabélyban az Xp.a;, Xpi,.az ..., Xp.a) (1 < ky, ..., k; < n,) alkalmazott attribitum
eléforduldsok és legyen f € FUNC-SET, f: 7; x... X  — {true, false} boolean fiiggvény, G = TYPE(X,y.a;),
akkor az f{X,.a;, Xpi,ao, ..., Xpi.qy), r€laci6 szdmdra van egy oszlop az Fr-ben.

6. Legyen a pe P étirasi szabdlyban X,,.b egy attribitum eléfordulds (0 < k < n,), és legyenek {c;, ¢, ..., C;nf
konstansok, amelyek eléfordulnak az X,.b oszlopban az {f/ban. Akkor minden egyes c; konstansra van egy

{X.b == ¢;} relaci6 az Fycr-ben (1 <i<my).

7. Legyenek a pe P dtirdsi szabdlyban az X, .a;, Xy, as ..., Xp-ai (1 < ky, ..., k; < ny) alkalmazott attribitum
eléforduldsok és legyen f € FUNC-SET, f: 7; X... X § — 7y fiiggvény, és G=TYPE(X,.a;), 7=TYPE(a),
akkor van egy oszlop az {f{X,.-a;, Xpi,az, ..., Xpr-a;)==a/, reldcié szdmdra az Fr-ben.

8. Legyen {c,, ¢y, ..., ¢,/ kiilonboz6 konstansok, amelyek el6fordulnak a tdblazat target(e) oszlopdban valamint
az lfban. Akkor minden egyes c; konstansra, amennyiben TYPE(a)=TYPE(c;), van egy {a == c;} relacié az

Hcr-ben (1 <i<m).

A tovédbbiakban egy példa kovetkezik arra, hogy a 4.16. dbrdn bemutatott attribiitum nyelvtan 3-as szamu
atirasi szabdlydban (Termy — Term; MulOp Factor)a Termy.mode attribitumhoz tartozé szemantikus
fliggvény tanuldsdhoz milyen T (Term,.mode) tdbldzat készithetd. Ez a médszer az attriblitum nyelvtan mads
szabalyaban szerepld szemantikus egyenletek meghatarozasara is atvihetd.

A szabdlyban taldlhat6 alkalmazott attribitum el6forduldsok Term;.mode, MulOp.operator,
Factor.mode jelolik a Term; nemtermindlisbdl levezethetd kifejezés tipusat, a multiplikativ operator tipusat
és a Factor nemtermindlisb6l levezethetd kifejezés tipusat. Mivel a szabdly rekurziv, ezért a Term; .mode
attribitum példanyok értékeit a bolestdl kell megkérdezni a rendszernek egy adott input esetén. Az U, oszlopban
“# jelzi a bolestdl kapott attribitum értékeket. Ebben a példdban Fyr = & mivel a FUNC-SET-ben nem voltak
logikai értékii figgvények.

class  word target U Fer Fr Ficr

Tg.mode U] UZ U3 R] RZ R3 R4 R5 R6 F] Fz C] CZ
+ 3%2,5 real int* mul real | T F T F F T|F T|F T
+ 5x3 int int* mul it | T F T F T F|T F|T T
+ 1,5%x4 real real* mul imt | F T T F T F|F T|T F
+ 25/3 real real®* div int F T F T T F|F T|T F
+ 2/3 real int*  div im | T F F T T F|F T|F F
+ 6/3,4 real int* div real| T F F T F T|F T|F T
- 2x%x32 int int* mul real | T F T F F T|T F|T F
- 43/2 int real®* div int F T F T T F|T F|F T
- 8/3 int int* div imt | T F F T T F|T F|T T
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A tdblazatban a kovetkezd oszlopok taldlhatdk:

U;: Term;.mode

U,: MulOp.operator

Us: Factor.mode

R;: {Term;.mode == int}

R,: {Term;.mode == real }

R;: {MulOp.operator == mul}

R4: {MulOp.operator == div}

Rs: {Factor.mode == int}

Rg¢: {Factor.mode == real}

Fi: {Termy.mode == int}

F,: {Termy.mode == real}

C;: {Termy.mode == Term1.mode}
C,: {Termy.mode == Factor.mode}
T: igaz (true)

F: hamis (false)

4.18. Abra. Egy propoziciés tanulasi tablazat
Amennyiben egy attribitum érték tanuld algoritmus meg tudja taldlni a megoldast pl. a

@®;: R; = true and R; = true and Rs = true and F; = true
®,: F, = true

formulakat. A végso lépésben a ezeket a formuldkat szemantikus fiiggvényekké kell alakitani. Az R(3) atalakitott
szemantikus fiiggvénye a kdvetkezd alaku:

3: Termy, — Term; MulOp Factor

R(3): if Term;.mode == int and MulOp.operator == mul and Factor.mode == int
then
Termy.mode := int ®, alapjan
else
Termy.mode := real ®, alapjan

ami egy korrekt megoldas.

Az itt bemutatott példa egy S-attribiitumos nyelvtan szemantikus fiiggvényének tanuldsat mutatta be. A
magyar természetes nyelvi egyértelmiisitést végzd alkalmazasban is egy S-attribitumos attribitum nyelvtan fog
szerepelni. Az L-attribitumos nyelvtanok szemantikus fiiggvényeinek tanuldsaval részletesen foglalkoznak a
[Gyim97] publikiciéban.

4.6.3. A magyar nyelvi szofaji egyértelmiisités problémdja

Az AGLEARN algoritmus aldbbi alkalmazasdban, a magyar sz6faji egyértelmisitési probléma megoldasa
sordn Un. ,removable” predikdtum tanuldsa torténik. El0szor ezt a megkozelitést Cussens [Cuss97] alkalmazta az
angol nyelv egyértelmiisitésére. Ez azt jelenti, hogy amikor egy szénak tobb lehetséges morfolégiai cimkéje van,
akkor bizonyos feltételek fennalldsa esetén ezekbdl néhdnyat (esetleg egy kivételével mindet) kizdrhatunk. Egy
ilyen predikdtumot példdul tanulhatunk a C 4.5 tanulé algoritmussal, amelyhez a tréning adatokat a 4.5.
Fejezetben ismertetett magyar korpusz szolgdltatja. Egy ilyen predikdtum azt fogalmazza meg, hogy példaul a
PSN cimke kizdrhaté egy bizonytalansdgi osztdly el6fordulds esetén, amennyiben egy a szomszédos szavak
kédjainak segitségével megfogalmazott feltétel fennall.

Az AGLEARN algoritmus a C 4.5 tanulé rendszerhez allit el kibdvitett tanulé allomanyokat. Ennek
alapjan kézenfekvd az AGLEARN algoritmus hatékonysagat dgy vizsgdlni, hogy a C 4.5 rendszert a bdvités
nélkiili tréning 4llomdnyokra is lefuttatjdk. Az itt ismertetésre keriild alkalmazds esetén is ez tortént. Az
eredmények a késébbiekben keriilnek ismertetésre.

A C 4.5 tanul6 rendszerben a szovegkornyezetet a szomszédos 7—7 széra szoritottdk meg. Amennyiben a
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kornyezet nem volt ennyi sz6 a bal vagy a jobb oldali kornyezetben, akkor egy specidlis iires szimbdlumot
haszndltak az adatfdjlok elkészitésekor. A kornyezet késobbi sziikitése lehetséges volt Gjabb adatfdjl készitése
nélkil is, a C 4.5 rendszer adatfijljaiban egyes oszlopok figyelmen kiviil hagyasdval. A felhaszndlt korpusz
tulajdonsdgai a 4.5. Fejezetben, a gyakoribb bizonytalansagi osztalyok pedig a 4.14. tablazatban talalhatdk.

A leggyakoribb 27 bizonytalansagi osztdly 6667 bizonytalansagot tartalmaz a 7229-b6l (92,22%) a tréning
adatok esetén, mig 2443 esetet tartalmaz a 2677-b6l (91,60%) a teszt adatok esetén. A megtanult egyértelmiisito
program annyi bizonytalansdgot old fel, amennyit csak tud. Ahol nincs lehetdség a felolddsra, ott a
bizonytalansdgot a program meghagyja. Egy késobbi fazisban vagy valamilyen mas médszer, pl. valészintiség-
szdmitdsi modell alapjan lesz lehetség a bizonytalansdgok teljes kikiiszobolésére, vagy a szintaktikus elemzd
fog bizonytalan input token sorozatot kapni. A legtobb bizonytalansdgi osztdly csak néhdny (1-10) szot
tartalmaz. A bizonytalansigi osztalyok kozott van néhdny (3—4) kiemelkedden nagy elemszdmu.

A C 4.5 tanul6 rendszer szdmdra az input fjlt a Orwell korpusz Prolog formdjabdl készitették. A T osztdly
a CTAG kodolas szerint a néveldket jelenti. Az MSD rendszerben a néveléknek két részosztilya van: a
hatdrozott (Tf) és a hatdrozatlan (Ti) névelok. A magyar nyelvben hdrom néveld van: az a, az és az egy. Az
utébbi a hatdrozatlan néveld. Az els6 kettd a hatdrozott. A [psn, t] bizonytalansigi osztalyban egyetlen sz6
taldlhat6: az az. A kovetkezOben ennek az osztdlynak a segitségével mutatjuk be a tanuldsi folyamatot.

s('Ohu.1.2.6.3', [(ms, [ms, t]), asn, nso, nsnx, wpunct, (t, [psn, t]),
nsn, vmis3s, asn, npox, aso, t, asn, nsn, st, spunct]).

Minden esetben, amikor a [psn, t] bizonytalansagi osztily egy képviseldje eléfordul egy mondatban,
egy tréning példa keletkezik. Az itt lathaté mondatban a hatodik szé tartozik a kivalasztott osztilyba, mivel a
cimkéi éppen PSN vagy T lehetnek. A C 4.5 példafijl egy részlete, amely a fenti esetet is tartalmazza itt 1athato:

Ohu.1.2.5.9, xxx, XXX, XXX, XXX, XXX, XXX, XXX,

nsd, pso, t, nso, vmis3s, vmn, wpunct, c_t
Ohu.1.2.6.3, wpunct, nsnx, nso, asn, ms, XXX, XXX,

nsn, vmis3s, asn, npox, aso, t, asn, c_t
Ohu.1l.2.6.4, wpunct, nsnx, nsn, asn, t, wpunct, nsn,

asn, nsny, wpunct, psn, nsn, nsox, t, c_t

A C 4.5 input fajl Iényegében egy tablazat. Minden egyes tréning példa egy sor, az egyes attribitumok
pedig vesszdvel elvdlasztva kdvetkeznek egymds utdn. Az elsé attribitum a mondat azonositd, az utolsé pedig a
kivalasztandé helyes cimke (itt c_t), azaz a T tag. A tréning adatbazisban el6fordulé minden (1867) esetbdl egy
tréning példa keletkezik. Az adatfdjlban szerepel még 14 tovabbi attribitum: a mondatkdrnyezet. Az elsé 7 a bal
oldali, a masodik 7 érték a jobb oldali kdrnyezetben taldlhaté szavak kddjat tartalmazza. Az xxx kéd a hidnyzé
tokeneket jelenti. A tanulds eredményeként kapott szabdly a 4.19. dbran lathatdk, a tesztelés sordn kapott
pontossdgi adatok pedig 4.20. tablazatban taldlhatok.

4.6.4. Az AGLEARN mdadszer alkalmazdsa az egyértelmiisitési problémdra

Az eldz6 fejezetben a C 4.5 tanul6 rendszer szamara készitett tréning fajlokban a morfolégiai elemzés sordn
kapott CTAG kédok irtdk le a tobbjelentésti sz6 kornyezetét. A C 4.5 rendszer olyan szabdlyokat allitott el a
[psn, t] bizonytalansigi osztalyra, amelyekben a szomszédos szavak CTAG kddjai szerepeltek.

if ((tokenl_after == 'cp') ||

((tokenl_before == 'wpunct') && (tokenl_after == 'rg')) ||
((tokenl_before == 'xxx') && (tokenl_after == 'rg')) ||
(tokenl_after == 'spunct') ||
((tokenl_before == 'wpunct') && (tokenl_after == 'st')) ||
(tokenl_after == "'t'") ||

(tokenl_after == 'vmcp3s') ||
((tokenl_before == 'wpunct') && (tokenl_after == 'vmip3s')) ||
(tokenl_after == 'vmis3s') ||

(tokenl_after == 'vpunct')) then Class = c_psn else Class = c_t

4.19. Tablazat. A C 4.5 tanulé rendszerrel kapott szabaly a [psn, t] bizonytalansagi osztalyra
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A tanuldsi alkalmazds készitése sordn az AGLEARN moddszerhez a szerzé és munkatirsai egy egyszeri
nyelvészeti hattértudast fejlesztettek ki. Ennek a célja az volt, hogy szdcsoportokat vagy jellegzetes
sz6szerkezeteket (szintagmdkar) prébaljanak meg felismerni a targyszé kornyezetében. Egy attribiitum nyelvtant
hasznaltak a két 4j attribitum (a kategoria és a szintagma) kiszamitdsara. A kategéria attribitumot a bal és a
jobboldali, a szintagma attribitumot értelemszertien csak a jobboldali kdrnyezetre szamitottak ki. Az utébbi
attribitum értéke a kornyezet szintaxisan alapult, ezért nem lehetett kiszamitani a baloldali kornyezetre, ugyanis
ebben az esetben a szdszerkezet kezdete nem hatdrozhaté meg. Az AGLEARN egy C 4.5 input f4jlt generalt,
amelyben a kornyezeteken kiviil az Ujonnan generalt attribitum értékek is szerepeltek, mint dj oszlopok. A
megtanult szabdlyokban néhdny esetben szerepelnek is ezek az j értékek [Emde96].

Ablak Meglianult Pontossag
méret szz}balyok A tréning adatokon (1867) A teszt adatokon (620)
meérete % A hibak szama % A hibak szama
1 25 98,50 17 97,30 28
2 21 98,90 15 97,60 35
3 20 98,90 16 97,40 34
4 18 99,00 16 97,40 35
5 18 99,00 16 97,40 33
6 20 98,90 17 97,30 32
7 20 98,90 17 97,30 32
4.20. Tablazat. A C 4.5 tanulé rendszerrel kapott eredmények pontossaga

kiilonb6z6 ablak méretek esetén

Az attribitum nyelvtan a C 4.5 szdmdra generalt input fajlt haszndlta a kornyezetek meghatirozdsira. A
kezdészimbdlum a Sentences volt, mint azt az aldbbi példa mutatja (az attribitum nyelvtan egy nagyobb
részlete megtaldlhaté a 4.6.5. Fejezetben):

Sentences — Sentence_id "." BeforeCtags "," AfterCtags Sentences
Sentences — A

A [psn, t] bizonytalansdgi osztdly attribitum nyelvtandban a Sentences nemtermindlisnak van egy
attribiituma, amelynek a neve: psn_or_t. Ennek az attribitumnak két lehetséges értéke van: psn vagy t, igy
az AGLEARN mddszerrel olyan szabdlyokat (szemantikus egyenleteket) tudtunk tanulni, amelyek a helyes
sz6faji cimkéket adjdk meg, azokban az esetekben, amikor a mondatban a [psn, t] bizonytalansag fordul eld.
A BeforeCtags nemtermindlis a bizonytalan jelentésii sz6 baloldali kornyezetét jeloli. Jelen esetben csak a
targysz6t kozvetleniil megel6zd tokent vizsgéltdk, a tobbit kihagytdk a vizsgalatb6l. A szavak CTAG kddjait
csoportokba soroltdk a mondatokban elfoglalt szerepiik szerint. A hattér attribitum nyelvtan ezt az értéket — a
BeforeCtags nemtermindlis kategoridjdt — szamitotta ki. Ugyanezen a médon szadmitotta ki az AfterCtags
nemtermindlis kategdridjdt is. Ezen kiviil a jobboldali kdrnyezetben szereplé CTAG értékekbdl hatiroztik meg
az AfterCtags nemtermindlis szintagma attribitumanak az értékét. Az alabbi 4.21. tablazatban lathatok a

/////

A generalt kibdvitett tdblazatban még két tovabbi logikai érték is szerepelt, mint két Gjabb oszlop:

BeforeCtags.beforel_ctag == AfterCtags.afterl_ctag
BeforeCtags.group == AfterCtags.group
Attriblitum név Tipus Magyarazat
BeforeCtags.beforel _ctag | CTAG A targyszo6 elott 4ll6 sz6 CTAG-e
BeforeCtags.group GROUP A targyszo6 elott 4ll6 szd, kategéridja
AfterCtags.after]_ctag CTAG A targysz6 utini sz6 CTAG-e
AfterCtags.group GROUP A targysz6 utan all6 szo6, kategoridja
AfterCtags.syntagma SYNTAGMA A targysz6 jobboldali kdrnyezetébdl
szamitott mondat részre utald attribitum

4.21. Tablazat Az AGLEARN médszer altal hasznalt fontosabb attribitumok

Minden egyes tréning példara egy sor generdlddik a C 4.5 input fajlba. Ezt a f4jlt haszndlja a C 4.5, hogy
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példaul egyértelmiisitési szabdlyokat generdljon a
szabalyokbdl eldallithaté az a szemantikus fiiggvény amely ki tudja szdmitani a Sentences nemtermindlis

[psn, t]

psn_or_t attribitumanak az értékét. A C 4.5 adatfajl egy részlete lathatd a 4.22. dbran.

Ohu.

1.2.5.7, rg, Oth, cp, Oth, AttSynt, false, true, c_psn
Ohu.1.2.14.1, cp, Oth, t, Oth, SubjSynt, false, true, c_psn
Ohu.1.2.14.2, wpunct, Oth, t, Oth, noneSynt, false, true, c_psn
Ohu.1.2.15.1, wpunct, Oth, vmis3s, Pred, AccSynt, false, false, c_psn
Ohu.1.2.1.1, wpunct, Oth, npn, Subj, SubjSynt, false, false, c_t
Ohu.1l.2.2.1, xxx, none, nso, AdvOth, noneSynt, false, false, c_t
Ohu.l.2.2.6, cp, Oth, nsn, Subj, SubjSynt, false, false, c_t
Ohu.1.2.2.9, nsax, Acc, asn, Att, AttSynt, false, false, c_t
Ohu.1.2.2.10, vmip3s, Pred, nsa, Acc, AccSynt, false, false, c_t

4.22. Abra Az AGLEARN iltal eléallitott C 4.5 adatfajl

A megtanult dontési fabol a kovetkezd szemantikus egyenlet allithat6 elo:

bizonytalansdgi osztdlyra. A megtanult

if ((afterl_ctag == 't') ||
(afterl_ctag == 'wpunct') ||
(afterl_ctag == 'spunct') ||
(afterl_ctag == 'cp') ||
((beforel_ctag == 'rg') && (afterl_group == Oth) &&
(afterl_syntagma == AdvOthSynt)) ||
((beforel_ctag == 'wpunct') && (afterl_group == Att) &&
(afterl_syntagma == noneSynt)) ||
(afterl_group == Pred))
then
psn_or_t = c_psn ;
else
psn_or_t = c_t ;
4.23. Abra Az AGLEARN iltal tanult szemantikus egyenlet a [psn, t] osztilyra
Bizonytalansagi C 4.5 eredményei Az AGLEARN eredményei
osztaly Tréning Teszt példak Tréning Teszt példak
#err % #err ) #err %0 #err % Jelzés
[asn, vmis3s] 40 8,2 18 9,9 40 8,2 18 9,9 -
[cp, rg, vmip3s] 14 5,7 31 24,8 14 5,7 31 24,8 -
[cp, rg] 142 16,8 74 25,2 141 16,0 70 23,8 +
[cp, rp] 41 12,3 16 10,7 19 5,7 8 5,4 ++
[cp, vmis3s] 2 1,8 0 0,0 2 1,8 0 0 -
[nsn, psn] 24 21,6 16 30,8 2 1,8 5 9,6 ++
[psn, rp] 9 6,3 3 5,3 9 6,3 3 5,3 -
[psn, t] 25 1,5 17 2,7 21 1,1 16 2,6 +
[pso, rg] 73 33,6 34 40,0 35 16,1 19 22,0 ++
[rg, rp] 57 38,0 15 25,4 57 38,0 15 25,4 -
[rg, st] 104 36,5 44 44.0 84 29,5 40 40,0 ++

4.24. Tablazat A C 4.5 és az AGLEARN altal kapott eredmények osszehasonlitasa

A 4.24. Tablazatban a csak C 4.5-tel és az AGLEARN-nel kapott eredmények lathatok. A tibldzatban a
legnépesebb, legalabb 100 eléforduldst tartalmazd bizonytalansdgi osztdlyok eredményei taldlhatok. A Jelzés
oszlopban taldlhaté — jel azokat az osztdlyokat jeloli, ahol az eredmények azonosak lettek. A + jel kis mértékii
javulést, a ++ jel nagyobb mértékii javuldst jelol. A —— jel a rosszabbodast jelentette volna, de ilyen eset nem
volt. Azt a kovetkeztetést vonhatjuk le, hogy az AGLEARN alkalmazasdval a tanult szabdlyok pontossiga
novelhetd. Ennek az, az oka, hogy az AGLEARN fel tudja haszndlni azt a hattértudast, amely az attriblitum
nyelvtanban testesiil meg. Megjegyezziik, hogy az el6z0 részben ismertetett attribitum nyelvtan mads
bizonytalansigi osztidlyok esetén is alkalmazhatd, vagyis nem kell minden bizonytalansdgi osztdlyhoz uj
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attribdtum nyelvtant kifejleszteni. Ehhez az sziikséges, hogy a Sentences nemtermindlis attribituméanak a
nevét (a kordbban példaként emlitett esetben psn_or_t volt) és a targyalt bizonytalansagi osztilyhoz tartozé
kornyezeteket tartalmazé input fajl nevét megvaltoztassdk. Ezen kivill, ugyanez az attribitum nyelvtan
hasznalhat6 végsd egyértelmisitd eszkozként is, amint a megtanult szemantikus egyenleteket visszairjuk az
attribiitum nyelvtanba. A kibdvitett C 4.5 input f4jl készitését tdimogatd részeket pedig el kell tavolitani. A
munka folyatatdsaként lehetdség van a szabdlyok tovabbi finomitasdara kézzel, nyelvész szakért6(k) igénybe
vételével, illetve nagyobb tréning adatbazis felhasznalasara.

4.6.5. Az AGLEARN mdadszerhez kifejlesztett attribiitum nyelvtan egy részlete

Sentences = Sentence_ID "," BeforeCtags "," AfterCtags Sentences ;
do
end

Sentences = ;

do
end

AfterCtags = Acc_Group "," Synt_Acc;

do
syntagma = Synt_Acc.syntagma;
ctag= Acc_Group.ctag;
group = Acc;

end

AfterCtags = AdvDat_Group "," Synt_AdvDat;

do
syntagma = Synt_AdvDat.syntagma;
ctag= AdvDat_Group.ctag;
group = AdvDat;

end

AfterCtags = AdvOth_Group "," Synt_AdvOth;

do
syntagma = Synt_AdvOth.syntagma;
ctag= AdvOth_Group.ctag;
group = AdvOth;

end

Synt_Acc = Pred_Group "," Ctags;
do

syntagma= AccSynt;
end

Synt_Acc = NonPred_Group "," Synt_Acc;
do

syntagma= Synt_Acc.syntagma;
end

Synt_Acc = Class_ID;
do

syntagma= noneSynt;
end

Synt_AdvDat = Pred_Group "," Ctags;
do

syntagma= AdvDatSynt;
end

Synt_AdvDat = NonPred_Group "," Synt_AdvDat;
do

syntagma= Synt_AdvDat.syntagma;
end

Synt_AdvDat = Class_1ID;
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do
syntagma= noneSynt;

end
Synt_AdvOth = Pred_Group "," Ctags;
do
syntagma= AdvOthSynt;
end
Synt_AdvOth = NonPred_Group "," Synt_AdvOth;
do

syntagma= Synt_AdvOth.syntagma;
end

Synt_AdvOth = Class_1ID;

do

syntagma= noneSynt;
end
Synt_Subj = Pred_Group "," Ctags;
do

syntagma= SubjSynt;
end
Synt_Subj = NonPred_Group "," Synt_Subj;
do

syntagma= Synt_Subj.syntagma;
end

Synt_Subj = Class_ID;
do

syntagma= noneSynt;
end

Az attribitum nyelvtanban hasznalt CTAG kéd kategoridk:

o)

% group of ctags which might be the subject of the sentence
Subj_Group =

npn ,npnx,npny,nsn,nsnx,nsny,

ppn, ppnx, ppny, psn, psnx, psny;

% group of ctags which might be the predicate of the sentence
Pred_Group =

vmcpls, vimcplp, vimcp2, vimcp2s, vincp2p, vimcp3s, vimcp3p,

vmipls, vmiplp, vinip2, vmip2p, vinip2s, vmip3s, vmip3p,

vmisls,vmislp,vmis2, vmis2p,vmis2s, vmis3s, vmis3p,

vmmpls, vmmplp, vinmp2, vmmp2p, vinmp2s, vimmp 3s, vmmp 3p,

va;
% group of ctags which might be the accusative of the sentence
Acc_Group =

vmn, apa, apax, apay, asa, asax, asay,

npa, npax,npay,nsa,nsax,nsay,

ppa,ppax,ppay,psa,psax,psay;
% group of ctags which might be the dative adverb of the sentence
AdvDat_Group =

apd, apdx, apdy, asd, asdx, asdy,

npd, npdx, npdy, nsd, nsdx, nsdy,

ppd, ppdx, ppdy, psd, psdx, psdy;
% group of ctags which might be the other adverb of the sentence
AdvOth_Group =

apo, apox, apoy, aso, asox, asoy,

npo, npox, npoy, Nso, Nsox, nsoy,

PPO, PPOX, PPOY, PSO, PSOX, PSOY;

o)

% group of ctags which might be the attribute of the sentence
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Att_Group =
apn, apnx, apny, asn, asnx, asny,
mp, mpx,mpy,ms,msx,msy;

o)

% group of other ctags in the sentence
Oth_Group

md, i, cp, cpunct, spunct, wpunct,
rglrolrpqulrvIStl tl
unknown, X, y, Xxx;

Groups = Subj, Pred, Acc, AdvDat, AdvOth, Att, Oth, none ;

Syntagmas = SubjSynt, PredSynt, AccSynt, AdvDatSynt,
AdvOthSynt, AttSynt, OthSynt, noneSynt ;

4.7. A szofaji egyértelmiisitési probléma megolddsa kiilonbozo tanulo algoritmusokkal

Az aldbbiakban a magyar nyelvi széfaji egyértelmiisitési probléma tanulé algoritmusokkal torténd
megoldasanak lehetdségei keriilnek ismertetésre. A 4.7. fejezet ugyanebben a formaban angol nyelven megjelent
a [Hor99] kiadvanyban. A cikkben a szerzOk 5 kiilonb6zd tanuld algoritmust vizsgaltak meg; a C 4.5, az
AGLEARN és a Progol rendszert Szegeden (Alexin Zoltdn és munkatdrsai), mig a RIBL és a PHM mddszert
Bonnban (Horvdth Tamds és Stefan Wrobel). A kisérletekhez a 4.5. Fejezetben ismertetett annotdlt magyar
korpuszt hasznéltdk fel, az un. Orwell korpuszt [TELRI], amely mintegy 100 000 tokenbdl all (szovegszd és
irasjel egyiitt). Ez az anyag viszonylag kis méretli 6sszehasonlitva a 3 millié sz6 méretli angol Wall Street
Journal korpusszal vagy a 2 milli6 szavas svéd UMEA korpusszal.

Az esettanulmdnyban felhasznaltdk az MTA-SZTE Mesterséges Intelligencia Kutaté Csoport 4altal
kifejlesztett AGLEARN tanulé algoritmust. Az AGLEARN mdédszerr6l és alkalmazdsar6l a szoéfaji
egyértelmiisitési problémara a 4.6. Fejezet tartalmazott részletes ismertetést. Az AGLEARN algoritmus feladata
egy attribitum nyelvtan 4tirdsi szabdlyaihoz rendelt szemantikus fiiggvények tanuldsa. A tanuldsban az
attribdtum nyelvtan (kornyezet-fiiggetlen) atirasi szabdlyai, hittér (segéd) szemantikus fiiggvények, valamint egy
tréning adatbazis vesz részt. Ez utébbiban pozitiv és negativ tanuldsi példak taldlhatok.

A szofaji egyértelmiisités a szamitégépes természetes nyelv feldolgozdsi feladatok (dgy, mint elemzés,
informécidgyljtés stb.) egyik elsd 1€pése. Az egyértelmiisités feladata egy adott sz6veg minden egyes szavdhoz
egy egyértelmt sz6faji besorolast (cimkér) kiszamitani, amely az adott sz6 morfoldgiai kategdridjat reprezentalja.
A lehetséges kategéridkat nyelvészek hatdrozzdk meg, az adott természetes nyelv és a konkrét alkalmazas
igényeinek megfeleléen. Az egyértelmiisités (ragging) azért nehéz feladat, mert a természetes nyelvekben
nagyszamu bizonytalansdg fordul el (a magyar nyelvben minden negyedik-6todik sz6 tobbértelmil). A finn-
ugor nyelvekben, mint amilyen a magyar nyelv is, ez a feladat még nehezebb, mert gazdag morfol6gidval
rendelkeznek, és nagymértékben szabad a mondatok szérendje. Bar egy redukalt tag (morfolégiai kategéria)
halmaz™ segit abban, hogy kikiiszoboljiik a nagyszdmi morfolégiai kategéria okozta hatranyokat, azonban a
szabad szorend még igy is egy Ujabb kihivast jelent a tanuld algoritmusok szdmadra.

A 4.7.1. Fejezetben egy rovid nyelvészeti bevezetés taldlhatd, valamint ismertetés a felhasznélt korpuszrol.
Ebben a fejezetben taldlhaté egy Osszefoglald is arrdl, hogy mds eurdpai tudomanyos mithelyekben milyen
eredményeket értek el a szofaji egyértelmiisités teriiletén.*> A 4.7.2. Fejezetben az AGLEARN algoritmus révid
attekintése taldlhat6. A 4.7.3. Fejezetben a kivdlasztott Ot tanulé algoritmussal végzett kisérlet tervezése
taldlhato.

Az 4.7.4. — 4.7.8. Fejezetekben a kiilonbozo tanulé algoritmusok alkalmazasanak eredményei talalhaték. A
kisérleti eredmények azt mutattdk, hogy a magyar széfaji egyértelmusitési probléma valéban nem konnyl
feladat, és még a legegyszerlibb hattér tudds hozzdadasa is javit a megtanult szabdlyrendszer pontossidgan. A

# A sz6ban forgé kategéria halmazt CTAG-nek (Corpus TAG) nevezik és az MTA Nyelvtudomdnyi Intézetében alakitottak
ki a koncepcidjat [27].

* Természetesen ezekben az esetekben orszdgonként mds és mds természetes nyelv képezte a kutatdsok targyat.
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kapott eredmények alapjan a példany-alapi tanulds® is egy igéretes megkozelitésnek tiinik.

A tanulmdny 4.7.11. Fejezetében a kiilonbozd tanulé algoritmusokkal kapott szabdlyrendszerek (Prolog
egyértelmiisitd programok) kaszkad (soros) kapcsolasat vizsgaltuk meg. Az eredmények azt mutatjdk, hogy két
algoritmus megfeleld Osszekapcsoldsaval elérhetd, hogy a kapott egyesitett algoritmus pontossidga mindkét
korabbi algoritmus pontossaganal nagyobb legyen.

4.7.1. A tanulo algoritmusokban alkalmazott Prolog korpusz formdtum

A tanuldé algoritmusok alkalmazdsdhoz a magyar korpusz Prolog form4jat haszndltuk. A konverzié
mondatonként tortént és az SGML f4jlban 1évé <s> és </s> mondathatarold jelek kozti szoveget egy HuMor
alapu elemzd programmal dolgoztuk fel. A kapott fijlt a dis2pl . exe nevil konvertdlé programmal alakitottuk
at Prolog formdjuva.

s('Ohu.1.2.1.1', [('Afp-sn', ['Afp-sn', 'Vmis3s---n']), 'WPUNCT', 'Afp-sn', 'Afp-
sn', 'Nc-sn', ('Vmis3s---n', ['Afp-sn', 'Nc-sn', 'Vmis3s---n']), 'WPUNCT', ('Tf',
['"P-——-sn', 'Tf']), 'Nc-pn', 'Rg', 'Mc-sa', ('Vmis3p---n', ['Afp-pn', 'Vmis3p--—-
n']), 'SPUNCT']).

s('Ohu.1.2.1.2', ['Nc-sn', 'Nc-sn', 'WPUNCT', 'Nc-sa---s3', 'Rv', 'WPUNCT', 'Afp-
sw', ('Vmis3s---n', ['Afp-sn', 'Vmis3s---n']), 'Tf', 'Nc-sn', 'Nc-sp---s3',
'WPUNCT', 'Ccsw', 'Vmmp3s---n', 'Tf', 'Afp-sn', ('Nc-sb', ['Nc-sb', 'Rg']l),
'"SPUNCT']) .

s('Ohu.1.2.1.3"'", [('Ccsw', ['Ccsw', 'Rg']), ('Rg', ['Nc-sn', 'Rg']), ('Vmis3s---n',
['Afp-sn', 'Vmis3s---n']), 'P---sn', 'Afp-sw', 'Vmn', 'WPUNCT', 'Ccsw', 'Rg',
'Vmmp3s---n', 'Rp', 'P-—-si', ('Rg', ['Rg', 'Rp'l), ('Ti', ['Mc-sn', 'Ti']), 'Afp-
sn', 'Nc-sn', 'SPUNCT']).

s('Ohu.1.2.2.1', [('Tf', ['P-—-sn', 'Tf']), 'Nc-st', ('Afp-sn', ['Afp-sn', 'Nc-
sn']), 'Nc-sn', ('Afp-sn', ['Afp-sn', 'Vmis3s---n']), 'Nc-sn', 'Ccsw', 'Afp-sn',
'Nc-sn', ('Nc-pn', ['Afp-pn', 'Nc-pn'l), 'Nc-sa---s3', 'Vmis3s-—--y', 'SPUNCT']).

A mondatkezd <s id="Ohu.1.2.1.1’> fagben megadott azonositét mind az elemzd program, mind a
Prologra konvertdlé program tovabbviszi, és a Prolog korpuszban is ez lesz a tekintett mondat azonositéja. Az
Orwell regényben a tréning adatbdzisként haszndlt elsé két fejezetben 4583 mondat (71519 token), a teszt
adatokként haszndlt harmadik és negyedik részben pedig 2185 mondat (26908 token), 6sszesen 6768 mondat
(98427 token) volt. A tanul6 programokkal eldallitott egyértelmiisitd szabdlyok (Prolog programok) szavankénti
pontossdgat gy szdmitottuk ki, hogy a teszt adatbdzison végrehajtottuk az egyértelmiisitést, majd az eredményt
Osszevetettik a kézi egyértelmiisités eredményével. A tovdbbiakban a tanulé rendszerek inputjat Prolog
programokkal® allitottuk el6 a korpusz Prolog formajanak felhasznaldséaval.

4.7.2. Az AGLEARN tanulé algoritmus

Az AGLEARN algoritmus (ldsd részletesen a 4.6. Fejezetben) segitségével un. kornyezeti szabalyok
hatdrozhaték meg a helyes annotdcié meghatdrozasira. Haszndlatdval a C 4.5 dontési-fa tanuld rendszer szdmdra
allithaté elé egy input fijl. Az AGLEARN segitségével nagyobb pontossdg érheté el, mint a C 4.5
alkalmazdsdval egyediil, mivel a generdlt C 4.5 input fijl nemcsak a szovegkornyezetrél, hanem a mondat
szerkezetérdl is tartalmazott informdcidkat. A mondatszerkezet alapjin kiszamitott attribitumokat egy (hdttér)
attribiitum nyelvtan segitségével definidltak. Ennek az attribitum nyelvtannak a haszndlatdval a C 4.5 pontosabb
egyértelmiisitési szabalyokat hatdrozott meg.

Az ILP-ben a logikai programozasi kornyezet nyujtja az eszkozt a tanuldsi példak, a hattértudas, illetve a
megtanulandé fogalmak definicidjahoz. Az AGLEARN eljarasban a hattértudast és a fogalmakat egy attribitum
nyelvtan frja le. A fejleszté altal kidolgozott attribitum nyelvtan szintaxis és az adott hattér tudds egytitt
lecsokkentheti fogalomnak a keresési terét és gyorsabb, valamint egyszeriibb reprezenticiét adhat. Az

% Instance Based Learning

#7 A SICStus Prolog 3.7.1. rendszert hasznaltuk a programozdsi munkakhoz, illetve az azéta folyamatosan érkezé djabb
upgrade verzidkat.
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AGLEARN algoritmusban egyel6re S-attribiitumos és L-attribiitumos attribitum nyelvtanok haszndlhaték és
egyszerll szemantikus egyenletek tanulhaték. Megjegyezziik azonban, hogy hattértudasként ennél 1ényegesen
komplexebb attribitum nyelvtanok is hasznélhaték példaul OAG [Kas80].

Ebben a fejezetben az AGLEARN moédszer alkalmazdsat ismertetjik a magyar mondatok széfaji
egyértelmiisitésére. A helyes jelentés kivalasztasara kornyezeti szabdlyokat hatdroztunk meg a tanulé6 algoritmus
felhasznélasaval. A 100 000 token méretii TELRI korpusz [TELRI] egy része biztositotta a tréning adatokat, egy
masik részlete pedig volt a teszt. Az AGLEARN segitségével a C 4.5 [Quin93] dontési-fa tanulé rendszer
szamdra Aallitottunk elé adatokat. Az attribitum nyelvtan alkalmazdsdval generalt kiegészitd adatsorozat a
mondatok szerkezetével kapcsolatos informécidkat tartalmazott. Az attribitum nyelvtan a tobbjelentésii sz6
kornyezetének szintaxisat irta le, és a mondatstruktirdval kapcsolatos szintetizalt attribitum értékeket szdmitott
ki. Az AGLEARN alkalmazdsaval sikeriilt pontosabb szabdlyrendszert elddllitani ahhoz az esethez képest,
amikor a C 4.5 rendszert csak onmagdban alkalmaznank.

4.7.3. A tanulo algoritmusok alkalmazdsa és az eredmények kiértékelésének megtervezése

Ebben a fejezetben 6t kivélasztott tanuld algoritmussal végzett kisérletek eredményét foglaljuk Ossze,
amelyeket a magyar széfaji egyértelmiisitési probléma megoldasara végeztiink. A munka részben a német GMD
intézetben illetve Magyarorszdgon folyt. A cél nem csupdn az egyes rendszerek dsszehasonlitdsa volt, hanem az
is, hogy megvizsgdljuk a magyar nyelv szokatlan tulajdonsidgainak (sok MSD kéd, szabad szérend) hatdsat, a
tanuldsi feladatra. Ezért 6t kiillonb6zd elvi alapon miikodd tanuld algoritmust valasztottunk ki, hogy ezen a
feladaton kiprébaljuk Oket és megvizsgdljuk a teljesitményiiket. Referenciaként két jol ismert standard tanul6-
algoritmust valasztottunk ki: a C 4.5 dontési-fa tanuld rendszert [Quin93] és a Progol ILP rendszert [Mugg95].

Mivel mds nyelvek esetében j6 eredményt értek el a memdria alapi (memory-based) mddszerekkel, ezért
egy ilyen algoritmust is vélasztottunk a RIBL-t [BohnT], [Emde96] Osszehasonlitdsul. A hattértudas
fontossaganak igazoldsara, amelyr6l mar Cussens is emlitést tett [Cuss97], kisérleteket végeztiink az AGLEARN
tanulé algoritmussal. Ez a rendszer tovabbi attribitum-értékeket tud kiszamitani a C 4.5 szdmara. Az tj értékek
egy attributum-nyelvtan segitségével szamithatok ki. Az adott esetben egy elemzd programot kell lefuttatni a
tobbértelmii sz6 egy kornyezetén. Végiil egy specidlis szinezett tt-graf hattértudast hasznalé tanulé algoritmust
vélasztottunk ki, amely mélységi korlat nélkiili szabélyrendszert tud hatékonyan tanulni: PHM [Hor96], [HorPh].

Az aldbbiakban vdzoljuk az egyes reprezenticidkat, amelyeket az egyes tanulé rendszerekben hasznéltunk.
Néhany 4ltalanos tulajdonsagot ismertetiink:

e ¢l6szor, eltéréen a [Cuss97]-ben alkalmazott mddszertdl, ahol ,,removable” szabdlyokat tanultak (mi
nem lehet egy targyszé cimkéje), mi un. choose szabdlyokat probdltunk meg tanulni, azaz olyan
szabdlyt hogy, amikor azt alkalmazzdk, akkor a szabdly altal eredményiil adott tag, a szabdly dltal
helyesnek itélt eredmény tag legyen.

e masodszor, hogy noveljik a specifikussagdt a rendszernek, és hogy csokkentsiik a futdsi id6t,
elhataroztuk, hogy szétvagjuk a tanuldsi problémat és minden egyes bizonytalansigi osztdlyra kiilon
tanulunk szabélyokat. A kisérletben nem hasznaltuk fel az 6sszes bizonytalansagi osztalyt, csak azokat,
amelyet legaldbb 50-szer fordultak eld a tréning korpuszban. Ezek az osztilyok az 0Osszes
bizonytalansag 92.23%-4t reprezentaltik, 6667-t az 6sszes 7229 bizonytalan sz6bdl a tréning adatbazis
esetén, illetve 91.26%-ot, 2443-t az 0sszes 2677 bizonytalan sz6bdl a tesz adatbizis esetén (részletes
informadcid errdl a 6. Tablazatban talalhatd). A C 4.5, az AGLEARN és a RIBL esetében kiilon tanulasi
problémadt allitottunk el minden bizonytalansigi osztdlyra. A Progol és a PHM esetén kiilon tanuldsi
problémdt Allitottunk eld minden choose_t; from_t;_ .._ty, predikitumra, minden egyes
lehetséges tagre, és minden lehetséges ¢ = {t,, ..., t\} bizonytalansagi osztalyra.

Minden példdban a targysz6 mar egyértelmiisitett kornyezetét hasznaltuk fel, az egyetlen helyes raggel. A
C4.5, az AGLEARN, a Progol és a PHM esetében a megtanult szabédlyok tesztelése a kovetkezdképpen folyt: ha
pontosan egy egyértelmiisitési szabaly volt alkalmazhat6, akkor ezt a szabdlyt hasznaltuk a helyes tag
kiszamitdsdra. Amennyiben egyetlen szabalyt sem, vagy esetleg tobbet is lehetett volna alkalmazni, akkor ezt
nem meghatarozhaténak vettiikk, és mint [Cuss97]-ben, a tréning adatbazis alapjan kiszamitott leggyakoribb
(legval6szintibb) jelolttel helyettesitettiik. Megjegyezzilk, hogy egy szabaly nem alkalmazhaté volt, amennyiben
nem illeszkedett a tdrgyszoéra, vagy alkalmazdsakor valamelyik kornyezetben szintén nem egyértelmii sz6
(szavak) fordult eld. Mivel az IBL paradigma képes kezelni a hidnyz¢ attribitumokat is, ezért a RIBL esetében a
tobbértelmii tokeneket olyan objektumoknak tekintettiik, amelyeknek nem volt osztidlyba soroldsi informdciéja.
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4.7.4. A C 4.5 tanulé algoritmus alkalmazdsa

A C 4.5-tel végzett kisérleteinkben a targysz6 kornyezetét fix méretli token listdval reprezentaltuk.
Esetiinkben a valasztott ablak méret 7 volt, azaz 7 szé a kivalasztott tobbértelmu sz6 el6tt és 7 szd utdna. Kisebb
ablakméret haszndlatdhoz a C 4.5 egy opciéjat hasznalhatjuk — egyes oszlopokat kihagyhatunk a tanulds soran
(ignore). Ezzel a médszerrel ugyanazt az adatfdjlt haszndlhatjuk 7 tokennél révidebb kornyezetek esetén, csupan
egy konfiguracios f4jlt kell cserélni, amelyben a megfeleld oszlopokat a tanuldsbdl kizarjuk.

Az aldbbiakban a C 4.5 adatf4jl egy sora lathat6:
empty, empty, ms, asn, nso, nsnx, wpunct, nsn, vmis3s, asn, npox, aso, t, asn, t

Az els6 7-7 oszlop a bal oldali kornyezetet (empty, empty, ms, asn, nso, nsnx, wpunct) ésa
jobb oldali kornyezetet (nsn, wvmis3s, asn, npox, aso, t, asn) irjale ebben a sorrendben, az utolsé
oszlopban pedig a helyes tag (t) all. Amennyiben a kornyezet rovidebb volt 7 tokennél, igy egy specidlis
értékkel az empt y-vel toltottiik fel.

A 4.7.5. Fejezetben ezt az egyszerli adatsort majd bizonyos nyelvészeti tuddssal is kiegészitjik az
AGLEARN moédszer segitségével, amely tovabbi attributum értékeket (oszlopokat) szamit ki. Az AGLEARN
alapotlete nagyon hasonlit a LINUS [Dzer93] ILP rendszer alapotletéhez, nevezetesen: a relaciés tanuldsi
problémét propoziciondlis tanuldsi feladatta alakitjuk, majd a megtanult szabalyokat visszaalakitjuk reldciés
formdjiakkd. A kiilonbség az, hogy az AGLEARN attribitum nyelvtan formalizmust haszndl a reldcidk
reprezentacidjahoz.

4.7.5. Az AGLEARN tanulé algoritmus alkalmazdsa

Az AGLEARN tanul6 rendszer alkalmazasardl egy részletes ismertetés taldlhaté a 4.6.4. Fejezetben. Az
alkalmazas készitése sordn a szerzd és munkatdrsai egy egyszerl nyelvészeti hattértudast fejlesztettek ki. A
hattér attribitum nyelvtannal szécsoportokat vagy jellegzetes szészerkezeteket (szintagmdkat) prébaljanak meg
felismerni a targysz6 kornyezetében. Két Uj attribiitumot (a kategoria és a szintagma) vezettek be. A kategoria
attribitumot a bal és a jobboldali, a szintagma attribiitumot értelemszeriien csak a jobboldali kornyezetre
szamitottdk ki. Az utébbi attribiitum értéke a kornyezet szintaxisan alapult, ezért nem lehetett kiszdmitani a
baloldali kdrnyezetre, ugyanis ebben az esetben a szdszerkezet kezdete nem hatdrozhaté6 meg. Az AGLEARN
egy C 4.5 input fijlt generdlt, amelyben a kornyezeteken kiviil az djonnan generdlt attribitum értékek is
szerepeltek, mint dj oszlopok (attribitumok). A megtanult szabalyokban néhdny esetben megjelentek ezek az 4j
értékek [Emde96].

4.7.6. A Progol tanulo algoritmus alkalmazdsa

Minden egyes ¢ = {t,.., t} bizonytalansdgi osztdlyra és minden egyes t; € c tokenre egy kiilonllé
tanuldsi feladatot készitettiink eld. Minden egyes c bizonytalansigi osztaly el6fordulds esetén egy r (L, R)
tényt adtunk a pozitiv, illetve a negativ példdk halmazdhoz annak megfelelden, hogy a tréning adatbazis szerinti
helyes cimke t; volt-e (ilyenkor a pozitiv példdkhoz adjuk) vagy nem (ekkor pedig a negativ példdkhoz). Az L
és az R argumentumok a bal és a jobboldali teljes kornyezetek (nincs korldt a kornyezet hosszdra nézve) ebben
sorrendben. A kornyezetek helyes szofaji cimke listak. A bal oldali kérnyezet meg van forditva, hogy a lista feje
a bal oldali szomszédos sz6 lehessen. Minden Progol tanuldsi feladatban egy technikai hattér tudast is
felhasznéltunk:

ut)}ulempty([]), first(T, [TI_]), second(T,[_,TI_]), third(T,[_,_,TI_1)},
tec

ahol a c a bizonytalansdgi osztdlyt jeloli, a first/2, second/2 és a third/2 predikdtumokat az elsd,
masodik illetve a harmadik token kivalasztasara hasznalhatjuk. Ez a hattér tudas implicit médon ugyan de azért

szintén korldtozza a figyelembe vett kornyezet méretét. A Progol eredményként az aldbbihoz hasonlé formuldkat
ad:

choose_cp_from _cp_rp(L,R) :- first(Ll,L), rg(Ll), second(R2,R), nsn(R2).

ami azt jelenti, hogy a szabdly altal ajanlott sz6faji cimke cp a [cp, rp] bizonytalansigi osztily esetén, ha a
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baloldali kornyezet els6 CTAG-e (kozvetlenill megel6zé sz6) rg, €s a jobboldali kdrnyezet masodik tokene
nsn.

4.7.7. A PHM tanulo algoritmus alkalmazdsa

A szorzat homomorfizmus médszer (PHM, Product Homomorphysm Method) [Hor96] egy kombinatorikus
megkozelités egyszerti logikai programok tanuldsira. Felhasznilva a PHM médszert, PAC® tanuldssal
kapcsolatos pozitiv tételek bizonyithaték strukturdlt hattértudds osztdlyokra, mint amilyen példdul a szinezett
utvonal grafok osztidlya [Hor96], [Hor97], [HorPh]. A PHM mddszer alkalmazdsakor feltételezziik, hogy az
egyértelmiisitési probléma lényegében egy szekvencidlis feladat, amelyet ttvonal graffal lehet reprezentdlni.
Mivel a PHM-ben nincs semmilyen megkotés a mélységre, ezért eltéréen mas mdodszerektdl itt nincs sziikség
egy ablak kijel6lésére (limitdlni a figyelembe vett kornyezet méretét).

A szinezett utvonal grafokat egy G =(V, E, 0Qi,..,Q1),jeloli, ahol V jeloli a graf csicsainak a halmazat,
E C V XV, az graf éleinek a halmaza és Q; € V, minden 1 = 1,.., 1 a cstcsok szinei. Egy csiicsnak igy lehet
tobb szine is, de az is lehet hogy nincs egyetlen egy sem. A G egy szinezett Gtvonal graf, ha a (V, E) irdnyitott
graf irdnyitott nem-0sszefiiggd utak halmaza.

Ahhoz, hogy a PHM mddszert alkalmazni lehessen a széfaji egyértelmisitési problémara, a hattértudast
szinezett utvonal graf alakdra kell atalakitani. A kisérletben a PHM moddszerhez a kovetkezd hattértudast
hasznaltuk, amelyet a tréning adatbazisbol konstrudltunk meg a kovetkezéképpen:

e minden i-re és j-re, egy konstans keriilt bevezetésre, amely az i-ik (i azonositdji) mondat j-ik szavat
jeloli

e minden egyes szomszédos a és b szdra, egy r (a,b) tényt adunk a héttértudashoz, az ilyen r (a, b)
tények végiil nem-0sszefiiggd utakat alkotnak a hattértuddsban

e Minden a konstans esetén egy t (a) tényt adunk a hattértudashoz, ahol a t az a-val jelolt sz6 helyes
sz6faji cimkéje. A t ily médon ugy viselkedik, mintha ez lenne az a cstics szine

Minden egyes ¢ = {t, .., t\} bizonytalansigi osztdlyra és minden lehetséges t tagre t € c egy kiilon
tanuldsi feladatot alakitottunk ki a szinezett dtvonal graf hattértuddssal és E' (c,t), E (c,t) pozitiv és
negativ példak halmazaval:

® E'(c,t) az Osszes olyan atomot tartalmazza, p (a) atomot tartalmazza, a tréning adatbdzisbdl,
amelyben az a token a c bizonytalansdgi osztily egy el6forduldsa és a helyes cimkéje t.

® E (c,t) az Osszes olyan atomot tartalmazza, p (a) atomot tartalmazza, a tréning adatbazisbol,
amelyben az a token a c bizonytalansagi osztdly egy eléforduldsa és a helyes cimkéje nem t.

Mivel az a probléma, hogy taldljunk konzisztens hipotézist, amely k klézt tartalmaz, a legkisebb k szdmra
egy NP teljes probléma [HorPh], ezért a tabu-keresés [Aart97] egy egyszerii valtozatdt hasznaltuk fel. A tabu
méret 5 volt, a célfiiggvény pedig maximalizdlni a relativ frekvencia fuggvényt n .. ece/n, ahol negrrece @
helyesen (a tréninggel megegyezden) mindsitett esetek szdma, n pedig a hipotézissel lefedett tréning példak
szdma. A talalt klézt akkor fogadta el az algoritmus, a pontossdga a tréning adatokon legaldbb 90% volt, és a
tréning példak legalabb 10%-at lefedte. A lefedni ige azt jelenti itt, hogy a kl6z alkalmazhat6 egy adott példara
és van valamilyen eredménye is.

4.7.8. A RIBL tanulo algoritmus alkalmazdsa

A RIBL egy példany alapd ILP tanuldsi médszer, amelyet el6szor Emde és Wettschereck ismertetett
[Emde96], késobb Bohnebeck, Horvath, és Wrobel tovabbfejlesztette [BohnT]. Bar nagyszdmu felhasznalé altal
adhat6 paraméter vezérli a RIBL-ben hasznélt hasonl6sagi mértéket a f6 probléma, hogy hogyan valasszuk meg
az egyértelmisitési feladat megfeleld reprezentacigjat. Két kiilonbozd reprezentaciot is kozreadunk az
alabbiakban.

8 Probably Approximately Correct (valésziileg kozelitdleg helyes). A tanulds egyik elméleti modellje.
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A. Listdval torténd reprezentdcio

Ebben a reprezenticidéban egy terndris (hdrom aritdsu) reldciét hasznaltunk a hattértudds reprezentacidjara.
Az elsd input argumentum a sz6 el6forduldst azonositja, a mdsodik és a harmadik argumentum az elsd
argumentumban adott szoval szomszédos szavak cimkéjét, a szovegkornyezetet tartalmazza. Mind a két irdnyban
csak legfeljebb két szot tekintettiink (illetve a cimkéjiiket). Minden egyes ¢ = {ti, .., t,} bizonytalansigi
osztalyra vettilk mindazon a bizonytalan szavakat a tréning adatbazisbol, amelyek a c osztalyba tartoztak és egy
t (a) tényt adtunk a héttér tudashoz, ahol t az a-val azonositott sz6 helyes cimkéje. Annak érdekében, hogy a
két lista tipusi argumentumot Ossze tudjuk hasonlitani, a lista edit-tdvolsdgot hasznaltuk, amelyet a RIBL
tdmogat [BohnT]. A lista abc-n (a lehetséges cimkék halmazan) a trividlis koltségfiiggvényt hasznaltuk [BohnT].

B. Reldciokkal torténo reprezentdcio

Ebben a reprezenticiéban egy bindris R reldciéval reprezentdljuk a szavak sorozatit olyan médon, hogy a
héttértudds R (a,b) tényeket tartalmaz akkor és csak akkor, ha az a és b szavak kovetik egymdst ebben a
sorrendben. Minden egyes a tréning példara, amelynek a helyes annoticidja t, egy truetag (a,t) tényt is
hozzdadunk a hattértudashoz.

Mint az el6z6 reprezentdcidban itt is minden egyes c bizonytalansdgi osztdlyra kiilon tanuldsi feladatot
tekintiink, ugyanazzal a hattértuddssal, ugyantigy mint a listdkkal torténd reprezenticid esetén.

4.7.9. A kisérletekkel kapott elso eredmények

Ebben a fejezetben Gsszegezziik az 6t tanuld algoritmussal kapott tapasztalati eredményeket. Mivel az
AGLEARN kiilon extra hattértudast hasznalt és szoros kapcsolatban 4ll a C 4.5-tel, ezért a C 4.5 és az
AGLEARN eredményeket kiilon vetjiik 6ssze egymassal.

A C4.5 algoritmussal kapott eredmények

A C4.5-tel kapott egyértelmiisitd algoritmus a teszt adatokon csak 15 esetben nem tudott eredményt
szolgaltatni, azaz a 2443 teszt eset 99,4%-4ban adott valamilyen javaslatot a széfaji cimkére. Az adott valaszok
1973 esetben voltak helyesek, ami 80,8%-a az Osszes (2443) teszt esetnek. Ez 81,3% relativ pontossagot jelent,
ha csak azt a 2428 esetet szamitjuk amikor a program eredményt adott.

Az AGLEARN algoritmussal kapott eredmények

A kibdvitett esetben, amikor az AGLEARN-t haszndltuk, az algoritmus a teszt adatokon 72 esetben nem
tudott eredményt szolgéltatni, azaz a 2443 teszt eset 97,1%-4ban adott valamilyen javaslatot a sz6faji cimkére.
Az adott vélaszok 2045 esetben voltak helyesek, ami 83,7%-a az 0sszes (2443) teszt esetnek. Ez 86,3% relativ
pontossagot jelent, ha csak azokat az 2428 esetet szamitjuk amikor a program eredményt adott.

A Progol algoritmussal kapott eredmények

Ettdl némileg eltéré eredményt kaptunk a Progol algoritmus alkalmazdsdndl: az algoritmus a teszt adatokon
837 esetben nem tudott eredményt szolgdltatni, azaz a 2443 teszt eset csupan 65,7%-4ban adott valamilyen
javaslatot a sz6faji cimkére. Megjegyezziik, hogy [Cuss97]-ben egy hasonl6 eredményt adtak kozre. Masfeldl,
viszont a Progol 1482 esetben adott helyes valaszt, ami 60,7%-a az Osszes (2443) teszt esetnek. Ez kitind 92,3%
relativ pontossdgot jelent, ha csak azt az 1606 esetet szamitjuk amikor a program eredményt adott.

A PHM algoritmussal kapott eredmények
A PHM mddszerrel kapott algoritmus alkalmazdsakor az algoritmus a teszt adatokon 478 esetben nem
tudott eredményt szolgaltatni, azaz a 2443 teszt eset 80,4%-4aban adott valamilyen javaslatot a sz6faji cimkére.

Az algoritmus 1776 esetben adott helyes valaszt, ami 72,7%-a az Osszes (2443) teszt esetnek. Ez 90,4% relativ
pontossdgot jelent, ha csak azt az 1965 esetet szamitjuk amikor a program eredményt adott.
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A RIBL algoritmussal kapott eredmények

A listdval torténd reprezentdcié esetén a szomszédok optimdlis szdma 11 volt, amit az egy-kimarad
modszerrel értékeltiink ki a tréning adatbdzison. Mivel bizonyos esetekben, az ablakban szerepld szavak helyes
cimkéje nem ismert, erre egy specidlis szimbdlumot vezettiink be. Ennek a szimbdlumnak a torlése, cseréje
barmely mas szimbdélummal 1 koltségii volt. Mas rendszerekkel ellentétben a RIBL nem hagy eldontetlen esetet.
Az algoritmus 2072 esetben adott helyes valaszt, ami 84,8%-a az Osszes (2443) teszt esetnek. A legjobb tréning
€és (és teszt) pontossagot akkor értiik el, amikor a mélység korlatot 3-ra allitottuk be a masodik reprezentacié
esetén. Ekkor a RIBL helyes valaszt adott 1794 esetben, ami 73,4%-a az Osszes (2443) teszt esetnek. Ez az
eredmény azt mutatta, hogy a pontossigban egy jelentds javulds érhetd el, ha a lista edit-tdvolsdgot hasznéljuk
(azaz az els0 reprezenticiot) az egyértelmiisitési probléméban (ldsd még [BohnT]).

4.7.10. A kapott eredmények osszefoglalo értékelése

A fejezet fennmaradd részében Gsszefoglaljuk a fenti tapasztalati eredményeket. A RIBL esetében a listas
(els6) reprezentacié eredményét hasznéltuk. A C 4.5, az AGLEARN és a RIBL nagyon jé dontési képességekkel
rendelkezett, azaz csak kevés eldontetlen esetet hagyott meg. A Progol és a PHM ellenben a teszt példdk egy
jelentds részében nem tudott donteni. Masfeldl viszont a Progol és a PHM rendelkezett a legjobb relativ
pontossdggal azokban az esetekben, amikor donteni tudott. A Progol valamivel jobb eredményt ért el, mint a
PHM. Megjegyezziik, hogy az extra nyelvészeti hattértudds, amit az AGLEARN-ben haszndltunk megnovelte az
eldontetlen esetek szamdt, és parhuzamosan a pontossagot is a C 4.5-hoz képest.

Ahhoz, hogy az el6z0 eredményeket Osszehasonlithassuk, az eldontetlen esetekben egy tovabbi, egyszeri
lexikon gyakorisdgokon alapulé egyértelmiisité algoritmust alkalmaztunk. Ennek az egyszerli mdédszernek
onmagdban alkalmazva a relativ pontossidga 76,1% volt a 2443 teszt eseten. A végeredmény a 4.25. tdbldzatban
lathat6. Ez a tdblazat tartalmazza a szavankénti pontossagot is az {rasjelek nélkil. A relativ pontossidg sorban a
2443 teszt példan végrehajtott futtatis eredménye van a megvizsgalt 27 bizonytalansagi osztalyon.

C4.5 AGLEARN Progol PHM RIBL (listak)
Relativ pontossdg 81,0 84,8 82,8 84,6 84,8
(%)
Szavankénti 97,60 98,03 97,80 98,00 98,03
pontossdg (%)

4.25. Tablazat Az ot kiillonb6z6 tanul6 algoritmussal kapott eredmény
4.7.11. Egyértelmiisiti algoritmusok soros kapcsoldsa

Amint azt kordbban emlitettiik, a f6 célunk nem az volt, hogy 6sszehasonlitsuk az 6t tanulé rendszert,
hanem hogy kivédlasszuk egy lehetséges miikodé kombindlt egyértelmiisitd rendszer komponenseit. Ebben az
irdnyban tett elsd 1épés az algoritmusok soros kapcsoldsdnak vizsgdlata volt. A kombinalt rendszerekben el6szor
olyan komponenseket keresiink, amelyek nagyon pontosak, de a példdk kis részére tudnak eredményt
kiszamitani (Progol és/vagy PHM) majd haladunk visszafelé a RIBL felé, (amely minden esetben ad megoldast),
de ez utébbiakat csak azokra az esetekre alkalmazzuk, amit az el6z6ek eldontetleniil hagytak. Az eredményeket a
4.26. Tablazat tartalmazza, a pontossagot a 2443 teszt esetre nézve szamitottuk ki.

Bér a soros kapcsolds egy egyszerli kombindci6é szemben a [Halt98]-ban ismertetett mas moddszerekkel, a
4.26. T4blazat mégis jelzi a benne levé igéretes lehetéséget. Erdekes megfigyelés, hogy a Progolnak a PHM-mel
torténd Osszekapcsoldsa nem novelte a pontossdgot. Ez azt mutatja, hogy a PHM a megmaradt tokeneken mar
gyengének bizonyult.

Progol — RIBL PHM — RIBL PHM — RIBL
Relativ pontossag (%) 85,7 86,5 86,0

4.26. Tablazat Néhany sorosan kapcsolt algoritmus pontossaga
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4.7.12. A tanulo algoritmusokkal kapcsolatos tapasztalatok osszegzése

Ebben a fejezetben Osszefoglaltuk o6t kivalasztott ILP és nem-ILP tanulé algoritmus alkalmazédsdval
kapcsolatos eredményeinket a magyar nyelvi széfaji egyértelmiisitési problémara. A célja ennek a kisérletnek
nem az volt, hogy 6sszehasonlitsuk ezeket a rendszereket (hiszen teljesen kiilonboz6 elvi alapokon miikkddnek),
hanem inkdbb az, hogy a magyar nyelv szokatlan és nehéz tulajdonsdgainak (nagy cimke halmaz, szabad
szorend) hatdsat megvizsgaljuk. Eredményeink azt mutattdk, hogy a magyar nyelv ténylegesen kihivast jelent az
egyértelmiiségi szabdlyok tanuldsdban, akér ILP, akar propoziciondlis tanul6 algoritmusokat hasznalunk.

Részletesebben, a problémdnak néhdny altaldnosan megfigyelhetd tulajdonsdga valdszinileg atvihetd mads
egyszeriibb nyelvekr6l a magyarra. Eldszor is, a memodria bdzisi moddszerek kiillonosen alkalmasak
egyértelmiisitd algoritmusok tanuldsara [Halt98]. A 4.25. tdblazat adatait ismerve ez lehet a mi esetiinkben is a
helyzet: az eset-alapu ILP tanuldsi médszer a RIBL nagyon jé eredményt mutatott ezen a doménen mind a
fedésben mind pedig a pontossdg tekintetében. Masodszor, amint azt Cussens [Cuss97] publikalta, hogy a
nyelvészeti héttértudds nagy fontossidgi és nem hagyhaté figyelmen kiviil, amikor egy valéban hasznalhaté
médszert kivanunk létrehozni. Kisérleteinkben még a legegyszeriibb nyelvészeti hattértudas, amit az AGLEARN
esetén a C 4.5 adatfajlhoz adtunk figyelemre mélté javuldst eredményezett. Harmadszor, ahogy Cussens
[Cuss97] kisérleteiben az angol nyelvre megmutatta, és mi a magyar nyelv esetén is ugyanezt észleltiik: mindkét
indukciés ILP médszer (Prolog és PHM) nagyon jé pontossdgi eredményeket ért el, azokban az esetekben,
amikor donteni tudtak. Azonban az eldontetlen esetek szdma viszonylag magas volt ezekben az esetekben, ami
azt mutatja, hogy sziikségiik lenne még tovabbi altaldnositdsi képességekre, amit példaul megfeleld hattértudas
hozz4daddsdval lehetne biztositani.

Folytatva a megkezdett munkadt, a kovetkezokben ezért a nyelvészeti hattértudas kialakitisara tesziink
er6feszitéseket, amit nyelvész szakértok bevondsaval terveziink elérni, azért hogy megnovelhessik a
pontossiagot. A RIBL esetében specidlisan ez azt is jelenti, hogy egy szakértd altal adott edit koltség matrix fogja
helyettesiteni a jelen tanulmanyban hasznalt trividlist. A PHM esetén a fejlesztést a lokdlis-keresés haszndlataban
latjuk. Végiil ismerve az algoritmusok kombindcidjanak eredményeit [Halt98] tovabbi bonyolultabb
kombinaciodkat is ki fogunk prébalni.
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5. Magyar nyelvii 6sszefoglalo

A dolgozatban a szerzd beszdmol az elmult években elért tudomanyos eredményeirél. A szerzd kutatdsi
teriilete a gépi tanulé algoritmusokhoz és azok gyakorlati alkalmazdsaihoz kapcsoldodik. A téma a mesterséges
intelligencia targykorébe tartozo kutatdsi 4g. A tanulé algoritmusok a szdmitogépek olyan alkalmazdsat jelentik,
amelyben a tanulds képességével rendelkezd szamitégépes rendszerek mddositani tudjak sajat miikodésiiket a
hasznalat sordn nyert tapasztalatok alapjan. Az dltaldnos céld tanuld algoritmusok egy kezdeti hipotézis valamint
tréning példak felhaszndldsdval javitott €s a példakkal konzisztens hipotéziseket képesek eldallitani.

A tanul6 algoritmusok alkalmazasdnak ugyancsak fontos teriilete a természetesnyelv-feldolgozas. Egy
természetes nyelv millids nagysagrendben tartalmaz szavakat. Ragozé (agglutindlé) nyelvek esetén, mint
amilyen a magyar is, a sok rag és jel miatt a kiilonb6z6 széalakok szdma elérheti a 10 milli6t. Az frott szoveg
megértéséhez a kulcs az 0sszefliggések €s a nyelvi szerkezetek elemzése, amelyhez a szavak morfo-szintaktikai
attribdtumait is felhaszndlja. Az Internet elterjedésével a mindenki 4ltal konnyen elérhetd irott szoveges
informdcié mennyisége dradmai médon novekedett. Ennek a heterogén, soknyelvli anyagnak a barmilyen kis
mértékill rendezése, feldolgozdsa, kivonatoldsa is nagy fontossagu, ezért keriilt a természetesnyelv-feldolgozas a
tudomdnyos érdeklédés kozéppontjdba. A természetesnyelv-feldolgozdssal szorosan kapcsolatban 4ll a
beszédfelismerés. A tanuld algoritmusok hatékonyan alkalmazhaték példdul a beszédfelismerésben, a széfaji
egyértelmiisitésben, a fénévi szerkezetek kijelolésében. Az irodalom az aldbbiak szerint hatirozza meg a tanulé
programok fogalmat:

1.1. Definicié: Adottak a kovetkezOk: Z egy szamitdgépes program, E tapasztalati tények (tréning adatok) egy
halmaza, T elvégzendd (teszt) feladatok egy halmaza és P egy végrehajtasi teljesitmény mérték. A Z program
tanul az E gyakorlati tapasztalatokbdl, ha a Z programot az E gyakorlati példdk feldolgozasa utdn ismételten
lefuttatva a T teszt feladatokon, a Z program P mérték szerinti teljesitménye javul.

A Z programot reprezentdlhatjuk egy mesterséges neurdlis hdlézattal, egy Markov hdlézattal, illetve
utasitdsok (kiszdmitdsi szabdlyok, képletek vagy formuldk) sorozatdval. A tanuldsnak ezt az utdbbi
reprezentaciét haszndlé 4dgat dltaldban a szimbolikus tanulds néven ismerik. A szimbolikus tanuldson beliil
kiilonosen fontos teriilet a szabdlyhalmaz tanulds. Szabdlyokon ,ha-akkor” tipusi formuldkat kell érteni,
amelyekkel definidlni lehet egy dj reldcidt ismert reldcidk felhaszndldsdval. A szabdlyhalmazok tanuldsira
szolgalé algoritmusokat nevezziik szabalyalapu tanulé algoritmusoknak.

A tanulé programok maguk is algoritmusok alapjdin miikédnek, azaz a hipotéziseiket valamilyen
szabalyszertiség szerint generdljdk (egy keresési teret jarnak be). A programok a rendelkezésiikre all6 id6 alatt
nagy keresési tereket tudnak megvizsgalni, és kozben folyamatosan ellendrzik a hipotéziseiket.

1.2. Definicié: Az induktiv tanulasi hipotézis: ha egy megtaldlt hipotézis jol kozeliti a megtanulandé formulat
(szabalyt, predikdtumot) egy elegendéen nagy példa halmazon, akkor az jol fogja kozeliteni a megtanulandé
formulat a példak kozott eld nem fordult esetekben is.

Az induktiv tanuldsi hipotézis teremti meg az alapot a hitelesitett tanuldsi adatbdzisok felhasznéldséra.
Szamos gyakorlati esetben ugyanis a feladat megfogalmazdsan tilmenden tovdbbi elméleti keret nem 4ll
rendelkezésre, az egyetlen forrds egy adatbdzis, amelyben tapasztalati adatok taldlhatok a tanulmdnyozandd
jelenségre vonatkozdan. A tanuld algoritmusok &ltal adott eredmény mindségét az hatdrozza meg leginkdbb,
hogy a felhaszndlt tréning adatbdzis mennyire elfogadott, szabvanyos és hiteles.

Az Furdpai K6z6sség két izben is tdmogatott egy olyan kutatasi projektet, amely témdja az ILP (Inductive
Logic Programming) a logikai programok (elsérendii logikai formuldk) tanuldsa volt. Az elsé a BRA (Basic
Research Area) 6020 ,,ILP” ESPRIT projekt az elméleti alapok lerakdsara irdnyult 1993-1996 kozott. A masodik
az LTR (Long Term Research) 20237 ,ILP2” ESPRIT projekt az ILP tanuld algoritmusok lehetséges gyakorlati
alkalmazasi teriileteinek kijel6lésére irdnyult 1996-1999 kozott. A Szegedi Tudomdnyegyetem tarsintézmény
volt mindkét projektben. A szerzd tevékenyen részt vett a projektek kutatasi-fejlesztési munkdiban.
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A dolgozatban a szerz6 ismertet egy sajat fejlesztésli interaktiv tanuld algoritmust, a késébbiekben pedig
ennek és mds szabdlyalapi tanulé algoritmusoknak gyakorlati alkalmazdsa teriiletén elért tudomdnyos
eredményeit. A 2. Fejezetben a szabdlyalapi tanulé algoritmusok néhdny jelentGsebb képviseldje keriil
bemutatdsra. A 3. és a 4. Fejezet tartalmazza a szerz altal elért tudomanyos eredményeket.

A 3. Fejezetben az IMPUT abduktiv tanulé algoritmus ismertetésére kerill sor, amely a szerz6 sajt
eredménye. Az IMPUT algoritmust a szerzd tervezte és implementélta, majd szdimos alkalmazas kifejlesztésére
is sor keriilt. Az IMPUT rendszer sikeresen alkalmazhat6 volt a beszédfelismerésben magyar magdnhangzék
felismerésére, illetve EKG hullamok szintaxisanak tanuldsara.

Az IMPUT rendszer a kordbban kifejlesztett SPECTRE algoritmus egy jelentds tovabbfejlesztése. A tanuld
algoritmus a beépitett IDTS hibakeres6 modulnak kodszonhetden jelentdsen javitotta a megtanult program
mindségét. Bar a megtanult programok egyformdn helyesek voltak mindkét tanulé program esetében, az
IMPUT-tal kapott eredmények azonban sokkal tomorebbek és konnyebben érthetdk voltak a SPECTRE
eredményeivel osszehasonlitva. A hibakeresé rendszer hasznalata megkoveteli egy tandr jelenlétét.” A tanulé
algoritmus hatékonyan fel tudja haszndlni a tandr altal a tanulds kozben poétlélagosan bevitt informacidkat a
hipotézis eldéllitasdhoz.

Az IMPUT rendszer IDTS hibakeresé moduljat a szerzé és munkatarsai kozosen készitették az ,,JLP” BRA
6020 ESPRIT projektben. Segitségével az aktudlis hipotézist és a tanuldsi példakat felhasznalva lokalizalhat6 a
hiba helye, ami miatt az aktuélis hipotézis nem viselkedik megfeleléen. Az aktudlis hipotézist az adott helyen
megvéltoztatva egy tjabb hipotézis kaphat6. A transzformacié sorozat bizonyos feltételek esetén bizonyithatéan
véget ér, s6t el is jut egy, a példiakkal konzisztens hipotézishez. Léteznek azonban olyan tanuldsi példék,
amelyek esetében az algoritmus nem tud eljutni a megfeleld hipotézishez.

A 4. Fejezetben tobb a természetesnyelv-feldolgozashoz kapcsolédé alkalmazds keriill bemutatdsra. A
szerzd vezette be a természetes nyelvi egyértelmisitési feladat megolddsdban a bizonytalansdgi-osztily
fogalmat. Sajat eredmény a bizonytalansdgi osztdlyokra alapozott tanuldsi modell kidolgozdsa tobb tanuld
algoritmusra (C 4.5, Progol és AGLEARN). A szerz6 dolgozta ki az IMPUT algoritmus alkalmazasi modelljét a
magyar maganhangzék felismerésére. A THALES természetes nyelvi interfész attribitum nyelvtan alapd
objektum memoridjanak kifejlesztése is a szerz6 sajat munkdja.

A beszédfelismerésben a tanulé algoritmusok feladata konnyen definidlhaté: adott néhany hang minta,
amelynek a szoveg megfeleltetése ismert. A feladat egy ismeretlen digitalizalt hulldim széveges megfelel6jének
eldéllitasa. Az els6 igen fontos feladat a folyamatosan érkezé hulldimok szegmentdldsa, azaz elemi
alkotérészekre (fonémadkra) bontdsa. A kovetkezdkben az egyes fonémdk azonositdsa a cél, amely feladatra a
kiilonb6z6 tanuld algoritmusok alkalmazdsa magatdl értetddik. Statisztikus mddszereket mar régéta haszndlnak
beszédfelismerésre. A magyar maganhangzdk akusztikus szempontbdl viszonylag egyszeriiek, néhdny dominans
spektrdlis Osszetevd szuperpozicidjdnak tekinthet6k. Természetesen a frekvencia és intenzitds értékek a
beszé16tdl fliggnek, tovabba ezek az értékek iddben is valtozhatnak. A szerzd egy tanuldsi modellt dolgozott ki,
amely az IMPUT tanul6 algoritmus alkalmazdsara épiilt. A rendszer szabdly-halmazokat tanult meg 6t magyar
magdnhangz6 azonositdsdra. Tovabbi magdnhangzdk felismerésére a rendszer alkalmassa tehetd, massalhangzék
esetében azonban tovabbi akusztikus tulajdonsagok beépitése sziikséges.

A természetes nyelvekkel kapcsolatos kutatdsok egyik dga a természetes nyelvi interfészek. Az ilyen tipust
programok informatikai el6képzettség nélkiili természetes nyelven torténd kommunikaciét biztositanak a
felhaszndl6 és a szamit6gépek kozott. A természetes nyelvi interfészek nem engedik meg a teljes természetes
nyelv haszndlatit, annak csak egy jol definidlt részhalmaza haszndlhat6. A mondatok alapvetéen olyan
parancsok kiaddsdra alkalmasak, amelyek az adott alkalmazasi teriilet objektumaival kapcsolatosan bizonyos
tevékenységek elvégzésére utasitjdk a szamitdgépet. A gyakorlatban is jol miikodd rendszer egyik kulcsa a
pontosan definidlt parancs szintaxis és az erre épiilld szemantika. A szerzé és munkatdrsai egy attribitum
nyelvtan alapd, nagymértékben daltaldnosithaté interfész generdtor rendszert készitettek, amelynek egy
alkalmazdsa volt a THALES sikgeometriai szerkesztések végrehajtdsdra alkalmas felhaszndldi interfész. A
szerz$ sajat eredménye az objektumokat tdrolé6 memoria, a szimbdlumtébla attribitum nyelvtanos specifikdcion
alapulé eléallitasa volt, tovabbd a kezeléshez sziikséges eljarasok forraskddjanak generéaldsa.

4 A szakirodalomban a tandrt sokszor nevezik bolcsnek (oracle). A dolgozatban is ez az elnevezést fordul eld.
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A természetes nyelvek feldolgozdsa kozben tobb egymadstdl jol elkiilonithetd feladatot definidltak. A
feldolgozas a szoveg strukturdlis felbontdsdval kezdddik, az adatdllomdnyokban taldlhat6 szovegeket fejezetekre,
bekezdésekre, mondatokra és szavakra bontjak fel. Fontos feladat a sz6faji elemzés, amelynek sordn a szavakhoz
hozzarendelik a lehetséges morfo-szintaktikai attribitumaikat. A természetes nyelvekben gyakran fordulnak el
tobbjelentésti szavak. A tobbjelentésii szavak cimkéi koziil a szovegkornyezetnek megfeleld cimke kivalasztasat
nevezik szé6faji egyértelmiisitésnek. Az egyértelmiisitési feladat megolddsara mar régéta alkalmaznak statisztikai
(HMM) tanulé algoritmusokat. Az utébbi idében tobb szabélyalapi megkozelitést is publikdltak. A tanuld
algoritmusok alkalmazdsanak egyik problémdja a tanuldsi példdk nagy szdma. A szerzé kidolgozott egy a
gyakorlatban is hatékonyan miik6dé mddszert a tanuldsi példdk szdmdnak csokkentésére a feladat kisebb,
egymastol fiiggetleniil megoldhaté tanuldsi feladatokra bontdsdval. A kisebb feladatok megolddsaként kapott
szabdlyhalmazok egyesitésével kaphat6 meg a végeredmény. A szerzd altal kidolgozott modszer segitségével
tobb kiilonb6z6 tanuld algoritmus felhaszndldsdval hatdroztak meg egyértelmiisitési szabdlyokat, amelyeket
egyértelmiisité programokba épitettek be. A szerzd dltal kidolgozott elvek alapjan késziiltek el a C 4.5, a Progol
és az AGLEARN algoritmusok alkalmazdsai. Végiil a szerz0 munkatarsaival egy Osszehasonlité tanulmanyt
készitett 6t kiillonbozd tanuld algoritmusra alkalmazasdra vonatkozéan, tovabba sikeres kisérleteket végeztek a
kiilonboz6 szabélyrendszerek kombindlasara.

A dolgozat elkészitéséhez felhaszndl publikdciék megjelenését kovetden a szerzé az IKTA 27/2000 projekt
egyik irdnyit6jaként részt vett egy magyar nyelvii 1 millié szavas tanul6 adatbazis fejlesztésében. Az adatbazis
jelentds emberi eréforrdsok bevondsaval 2002-ben késziilt el. A szerzé és munkatdrsai kisérleteket kezdtek
tanulé algoritmusok futtatdsara és egyértelmiisitési szabdlyok tanuldsdra. A megtanult szabalyok segitségével
gyakorlatban is miikodé egyértelmiisitd rendszert készitettek. Az NKFP 02/17/2001 projektben a névszdi
szerkezetek struktdrdjat vizsgdljdk, amelynek sordn a fOnévi szerkezet nyelvtandnak tanuldsidra az IMPUT
rendszert alkalmazzak.
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6. Summary in English

Rule-based Learning Methods and their
Applications to Natural Language Processing

The present thesis summarizes the scientific results obtained by the author over the past couple of years.
His main research area is learning algorithms and their practical applications. This topic is a branch of artificial
intelligence. Learning algorithms are advanced applications of computer systems, in which programs, capable of
learning, can modify their own behavior upon experience. A general purpose learning algorithm can infer
modified hypotheses consistent with the learning examples starting from an initial hypothesis and experience.

An important application area of learning is natural language processing. A natural language contains
around 1 million words. In the case of agglutinating languages, such as Hungarian, the number of different forms
of words can reach up to10 million due to the large number of stems. The key to understanding written text is
analyzing the language structures and phrases utilizing the morpho-syntactic attributes of words. Since the
Internet has become so popular all over the world, the amount of publicly available textual information increased
dramatically. Any small advance in sorting, processing, and summarizing this heterogeneous multilingual
information has gained great importance. This is why natural language processing has become the center of
scientific interest. Also, speech recognition is strongly connected to natural language processing. Learning
algorithms have been effectively applied in speech recognition, part-of-speech tagging and NP-chunking. A
concept of learning is described as follows according to the literature:

1.1. Definition [Mit97]: A computer program Z is said to learn from set of experiences E with respect to some
set of (test) tasks 7, and performance measure P, if its performance at test tasks 7 as measured by P, improves
after processing the experiences E.

Program Z can be represented by artificial neural-networks, Markov models, or series of statements
(computational rules, formulae). Determining hypotheses in this latter form is known as symbolic learning.
Learning rule-sets plays an important role within symbolic learning. Rules are “if-then” rules, by which new
relations can be defined as deducting them to other known relations. Algorithms learning rule-sets are called
rule-based learning algorithms. Learning programs themselves are also working upon a built-in algorithm, that
means their hypotheses are generated according to some rules (traversing a search space). Programs within a
given amount of time can walk through large search spaces while checking their hypotheses.

1.2. Definition: The inductive learning hypothesis [Mit97]: any hypothesis found to approximate the target
function (formula, predicate) well over a sufficiently large set of training examples will also approximate the
target function over other unobserved examples.

The inductive learning hypothesis makes a basis of using certified learning databases. In many practical
cases there is no sufficient theoretical framework, the only thing at one’s disposal is a database that contains
observations relating to the studied phenomenon. The quality of the results obtained by learning algorithms is
determined mainly in what measure the learning database is approved, standardized and certified.

The European Community supported two research and development projects on ILP (Inductive Logic
Programming), learning logic programs (first order logical formulae). The first project, BRA (Basic Research
Area) 6020 “ILP” ESPRIT, focused on founding the theoretical grounds between 1993-1996. The second
project, LTR (Long Term Research) 20237 “ILP2”, aimed at collecting possible practical application fields
between the years 1996-1999. University of Szeged was partner in both of these projects. The author actively
took part in the R&D works.

In his thesis, the author presents an interactive inductive learning algorithm, followed by the description of
his scientific results concerning practical applications of rule-based learning methods. In chapter 2, several
notable examples of learning algorithm are presented. Chapter 3 and 4 contain the scientific achievements of the
author.
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In chapter 3, the IMPUT abductive learning tool — one of the author’s achievement — is presented. It has
been designed and implemented by the author, and several applications have been developed for it. IMPUT
could be applicable in speech-recognition for recognizing Hungarian vowels and for learning syntax-rules of
ECG waveforms.

IMPUT is a significant improvement of the original SPECTRE algorithm. Owing to the built-in IDTS
debugging module, IMPUT could significantly improve the quality of the learnt program. Although, both
programs worked equally well on examples, the resulting programs obtained by IMPUT were more compact and
understandable, and have less clauses than that obtained by SPECTRE. The IDTS debugging system requires the
presence of a tutor’". The learning algorithm could efficiently exploit the additional information entered by the
oracle during the learning process while making its next hypothesis.

The IDTS debugging subsystem was made by the author and his colleagues in the frame of the “ILP” BRA
6020 ESPRIT project. By its help, the exact location of the error causing the wrong behavior of the actual
hypothesis can be determined given the actual hypothesis and the learning examples. Correcting the actual
hypothesis at the determined place, found by the IDTS, a new hypothesis can be obtained. This series of
transformation terminates if certain conditions are held, moreover, it converges to a hypothesis consistent with
the learning examples. On the other hand, there may exist some learning tasks, in cases of which IMPUT cannot
reach a consistent hypothesis.

Chapter 4 deals with applications to natural language processing. The author introduced the concept of
ambiguity-classes in part-of-speech tagging tasks. He elaborated learning models based on ambiguity-classes for
several learning algorithms (C 4.5, Progol, and AGLEARN). The author developed an application model of the
IMPUT algorithm for recognizing Hungarian vowels. The author developed an object-memory (symbol table)
based on attribute grammar specification for THALES natural language interface.

The role of learning algorithms in speech-recognition can be easily defined given some sound samples and
its textual representation. The task of a learning algorithm is then to determine a program, which can map an
unknown digitized sound to text. The first very important step is segmenting the incoming continuous wave, that
is decomposing it to atomic elements (phonemes). The goal of the following steps is to identify each phoneme,
for which the application of learning algorithms is straightforward. Concerning its acoustics, Hungarian vowels
are simple; they can be considered superposition of some dominant spectral components. Naturally, the intensity
and frequency values depend on the speaker and they also vary in time. Statistical methods for phoneme
recognition have been used for many years. The author developed a learning model for the IMPUT interactive
learning algorithm for identifying five Hungarian vowels. The framework can be extended to recognize more
vowels, but in case of consonants it requires new acoustic features to be added.

A branch of natural language research deals with natural language interfaces. Such interfaces ensure a
channel between the user and the computer, by which the exchange of information is done in one’s mother
tongue therefore it does not require any skill in information technology. Natural language interfaces only allow a
subset of the language to be used. The sentences are suitable for issuing commands to do a specific action with
objects of an application area. The key to a system that works well in practice is the precise definition of syntax,
and the definition of semantics based on syntax. The author and his colleagues developed a generator system
based on attribute grammars for producing natural language interfaces. It has been applied to generate the
THALES prototype, a natural language interface for making plane geometry constructions. The author
developed attribute grammar specification formalism for the object-memory (symbol table) of that natural
language interface and the environment for generating compilable source code from the specification.

In natural language processing many specific, well separable tasks have been defined. The processing
begins with the structural decomposition of texts; the data is split to chapters, divisions, paragraphs, sentences
and finally words. The next step is the morphological parsing, during which each token is labeled by its morpho-
syntactic attributes. Ambiguous words occur in natural languages quite often. The disambiguation process that
selects the label, which is correct in the textual context, is called part-of-speech tagging. For solving the
disambiguation task, statistical methods (like Hidden Markov Models) have been used for many years. Several
rule-based approaches were published recently. In applications of learning algorithms, the large number of
examples causes difficulty. The author introduced a method for decreasing the number of learning examples by

%% This person is often called oracle in the literature, so this will be used throughout the thesis.
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dividing the learning tasks into numerous smaller ones. The method proved to work well in practice. The rule-set
for the whole learning task can be obtained by uniting the rule-sets of the small learning tasks. Applying the
above method, disambiguation rules for part-of-speech tagging of Hungarian language have been determined,
using different learning tools. The disambiguation rules have been built into part-of-speech tagger programs. The
application models for C 4.5, Progol, and AGLEARN were developed on the basis of the author’s work. The
author and his colleagues wrote a comparative study on using five different learning algorithms for learning
disambiguation rules for part-of-speech tagging. In each learning task, the same learning data set was used and
successful experiments were done to combine different rule-sets.

After the appearance of the papers included in this thesis, the author, as member of the steering committee
of the IKTA 27/2000 project, led the development of the Hungarian disambiguated corpus containing 1 million
words. The development of the database was finished in 2002 with much human effort. The author and his
colleagues started experiments running learning tools and determining disambiguation rules. The determined
rule-sets have been built into a disambiguation system. In the project NKFP 2/017/2001 they study the syntactic
structure of Hungarian noun-phrases. The IMPUT system is applied for refining the initial noun-phrase syntax
rules.
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