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Kivonat Az enyhe kognitív zavar (EKZ) hetegorén klinikai szindróma.
Főbb tünetei közé tartozik a memória, a gondolkodás, az érvelés és a
nyelvi képességek romlása, amely azonban nem okoz jelentős zavart a pá-
ciensek mindennapi életviteélben. A hanyatlás enyhe foka és a lappangó
tünetek miatt azonban az EKZ diagnosztizálása nagyon gyakran ütközik
nehézségekbe. Ebben a tanulmányban szekvenciális autoenkódert hasz-
nálunk a jellemzőknyeréshez, hogy robusztus és hatékony attribútumokat
extraktálhassunk. A felhasznált adadtbázis 25 EKZ-s alany és 25 egész-
séges kontrollszemély hanganyagait tartalmazza. Eredményeink alapján
ez a megközelítés versenyképes teljesítményt nyújt: egy nagyobb adat-
bázison tanított x-vektor hálóval szemben is képes jobb eredményeket
nyújtani. További kísérleteinkben enyhe Alzheimer-kórban (eAK) szen-
vedő alanyokat is megpróbáltuk elkülöníteni.
Kulcsszavak: paralingvisztika, demencia, szekvenciális autoenkóder

1. Bevezetés

Az enyhe kognitív zavar (EKZ) heterogén tünetegyüttes, melyet főként a me-
mória, a gondolkodás, az érvelés és a nyelvi képességek hanyatlása jellemez. Az
EKZ-t gyakran tekintik átmeneti állapotnak a normál öregedés és a demencia
között; a kognitív tünetek ebben a stádiumban ugyanakkor még nem befolyá-
solják jelentősen a páciensek mindennapi életvitelét (Petersen és mtsai, 2014;
Alzheimer’s Association, 2020). Az EKZ megjelenése akár 15 évvel is megelőzhe-
ti a demencia klinikai manifesztálódását (Laske és mtsai, 2015), amely periódus
lehetőséget nyújthat az EKZ korai felismerésére és ezáltal a kognitív hanyat-
lás progressziójának mérséklésére is (Hahn és Andel, 2011). Ennek ellenére nem
csak az EKZ, hanem a demencia is globálisan aluldiagnosztizált kórkép (Lang
és mtsai, 2017). Az alacsony felismerési arány rávilágít új, hatékony módszerek
szükségességére, amelyek segíthetik a betegség korai szűrését.
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A nyelvi képességek változása az EKZ korai indikátoraként szolgálhat, mi-
vel ezek a változások jóval az egyéb, jellegzetes kognitív tünetek megjelenése
előtt is megmutatkozhatnak (McCullough és mtsai, 2019). Bizonyított, hogy a
nyelvi teljesítményben bekövetkező változások összefüggést mutatnak a memó-
ria szubklinikai hanyatlásával, így például a spontán beszéd fluenssége romlik az
EKZ-ban szenvedő páciensek esetében (Mueller és mtsai, 2018). Beszédük a be-
tegség előrehaladtával egyre több szünetet és diszfluenciát tartalmaz (López-de
Ipiña és mtsai, 2018), ami valószínűleg a betegek szótalálási nehézségeinek tulaj-
donítható (Szatlóczki és mtsai, 2015). Ezen beszédjellemzők elemzése ezért lehe-
tővé teszi az EKZ közvetett vizsgálatát. Az automatikus beszédelemzés költség-
hatékony, könnyen alkalmazható, non-invazív, és akár telemedicinás eszközként
is használható lehet az EKZ tüneteinek kimutatására. Ugyan a közelmúltban
számos tanulmány jelent meg az EKZ és a demencia egyéb formáinak detektálá-
sáról (Haulcy és Glass, 2020; Pérez-Toro és mtsai, 2021), továbbra is vizsgálatok
tárgyát képezi, hogy pontosan mely jellemzőtípusokat érdemes kinyerni az ala-
nyok beszédéből. Egy lehetséges választás az általános (azaz a tényleges beteg-
ségre nem specifikus) jellemzőreprezentációs technikák alkalmazása, mint például
az i-vektorok (Dehak és mtsai, 2009) és az x-vektorok (Snyder és mtsai, 2018).
(Ezt a két technikát első sorban beszélőfelismeréshez dolgozták ki, de később más
feladatokban is hasznosnak bizonyultak a jellemzők kinyerése során (Grzybows-
ka és Kacprzak, 2016; Huckvale és mtsai, 2020)). Ezeknek a módszereknek a fő
előnye, hogy a tanításhoz nincs szükség nagy méretű EKZ adatbázisokra, hanem
általános célú, nagy beszédkorpuszokon előtaníthatók.

A mélytanulás-alapú technikák egyre növekvő népszerűségnek örvendenek.
Ebben a tanulmányban szekvenciális autoenkódert használtunk a jellemzők ki-
nyerésére. A célunk az volt, hogy megkülönböztessük az EKZ-s és az egészsé-
ges alanyok beszédét. Ezeket a technikákat korábban már sikeresen alkalmazták
olyan feladatokra, mint például az akusztikus eseményfelismerés (Amiriparian
és mtsai, 2017) vagy a főemlősök hangjainak kategorizálása (Schuller és mtsai,
2021). Meglátásunk szerint a végső jellemzőkinyerés során előnyt jelenthet, hogy
közvetlenül a nyers hangfájlokat dolgozzuk fel, anélkül, hogy manuálisan konst-
ruált jellemzőkészleteket használnánk (például MFCC-t).

Tanulmányunk újdonsága abban rejlik, hogy szekvenciális autoenkódereket
használunk az enyhe kognitív zavar és az enyhe Alzheimer-kór kimutatására.
Kísérleti eredményeinkben ez a technika felülmúlta az x-vektorok használatával
kapott eredményeket, még akkor is, ha csak az adatok egy töredékén tanítot-
tuk autoenkódereinket. Továbbá a peeking elkerülése és a robusztusság növelése
érdekében, a kiértékelő halmaztól eltérő adatbázison tanítottuk a hálókat. Tu-
domásunk szerint ez az első olyan tanulmány amely keresztkorpusz-technikát
alkalmaz szekvenciális autoenkódereknél.

2. Szekvenciális Autoenkóder

Az autoenkóder neurális hálók régóta jelen vannak a gépi tanulás területén (Hecht-
Nielsen, 1995). A tanulási folyamatuk lényege, hogy a háló a bemenetét (ami nem
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1. ábra: szekvenciális autoenkóder folyamatábrája.

feltétlenül hang) képes legyen rekonstruálni, miközben a bemenetből kinyert in-
formációt egy kis méretű rétegben tömöríti (bottleneck layer). Ez a tömörített
reprezentáció felhasználható egy esetleges következő osztályozási lépés bemeneti
jellemzőjeként. Hangfeldolgozás esetében a változó hosszú hangfájlok feldolgo-
zására rekurrens neurális hálózatok vagy szekvenciális autoenkóderek is alkal-
mazhatók. Ezeket a technikákat korábban már sikeresen használták különböző
feladatoknál (pl.: gépi fordításnál (Luong és mtsai, 2016), eseménydetektálás-
nál (Amiriparian és mtsai, 2017)).

A mélytanulási módszerek számára jellemzően jobbnak számítanak a nyer-
sebb bemeneti jellemzők (pl. Mel-skála szerinti sávszűrők), mint a jobban elő-
feldolgozottak (pl. MFCC vagy PLP) (Mohamed és mtsai, 2011). Az autoen-
kóderek használatához első lépésben ki kell számítanunk a Mel-skála spektogra-
mokat a nyers hangokból. Amiriparian és munkatársai tanulmányát követve a
Mel-spektrumokat a [−1, 1] intervallumba normalizáljuk, ami jobban illeszkedik
a neurális hálók bemeneti tartományához (Amiriparian és mtsai, 2017). Ez a
spektrum lesz a rekurrens neurális háló enkóderének bemenete. Az enkóder áll-
hat akár Long Short-Term Memory (LSTM) vagy Gated Recurrent Unit (GRU)
egységekből is.

Az enkóder háló utolsó rejtett rétegében lévő neuronok adják a bemenetből
képzett tömörített (enkódolt) reprezentációt. Ezt a réteget a dekódoló háló kö-
veti, ami szintén LSTM vagy GRU neuronokból áll. A dekódoló feladata, hogy
a tömörített reprezentációból rekonstruálja a bemenetet. A dekóder szintén le-
het egyirányú vagy kétirányú hálózat. A tanítás során a teljes hálót betanítjuk a
bemenetek rekonstrukciójára. A háló súlyainak optimalizálása RMSE (Root Me-
an Square Error) hiba használatával történik, amelyet a bemenet és a kimenet
eltéréséből kapunk. A betanítás után a háló középső, bottleneck rétege felhasz-
nálható jellemzőkinyeréshez. Ehhez elég megtartani az enkódoló hálót és annak
megtanult súlyait.

Általában az autoenkóder hálót ugyanazon a korpuszon tanítjuk, mint ame-
lyet majd a végső osztályozási feladathoz is használunk. Ennek egyik hátránya,
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hogy a háló képes lehet megtanulni az adott adatbázisra jellemző tulajdonságo-
kat. A másik hátrány, hogy az orvosi beszédfeldolgozás területén az adatbázisok
mérete általában rendkívül kicsi, mivel az adott betegségben szenvedő alanyokat
nehéz nagy létszámban elérni, valamint a pontos diagnosztizáláshoz szakszerű-
en képzett személyzetre (pl. orvosokra) van szükség. Ezeknek a hátrányoknak
a kiküszöbölésére az enkóder hálót egy másik, általános célú adatbázison taní-
tottuk, hogy a jellemzőkinyerés minél robosztusabb maradjon. Az alkalmazott
eljárás általános menetét az 1. ábrán szemléltettük.

3. Adatbáziskinyerés

A hangfelvételek a Szegedi Tudományegyetem Pszichiátriai Klinikáján kerültek
rögzítésre. Ezekből a felvételekből összesen 50 beszélő anyagát választottuk ki.
A felhasznált adatbázisrész 25 enyhe kognitív zavarral rendelkező beteg (EKZ)
és 25 egészséges kontroll (EK) felvételeiből áll. A beszélőket az alapján válasz-
tottuk ki, hogy a két vizsgálati csoport között ne legyen szignifikáns különbség a
következők tekintetében: nem (p = 0, 734), életkor (p = 0, 150) és az oktatásban
eltöltött évek száma (p = 0, 214). Minden alany anyanyelvi magyar beszélő volt.
Kizáró kritérium volt a kábítószer- vagy alkoholfogyasztás, a kognitív funkciókat
befolyásoló gyógyszeres kezelésen való részvétel, a depresszió, a fejsérülés vagy
pszichózis a kórtörténetben és a látás- vagy halláskárosodás. Az EKZ-betegeket
orvosi diagnózist követően választották ki, amelyet neuropszichológiai vizsgá-
latokkal és CT vagy MRI vizsgálatokkal támasztottak alá. A spontán beszéd-
re összpontosítottunk: a protokollunkban az alanyokat arra kértük meg, hogy
meséljék el az előző napjuk eseményeit. A válaszokat diktafonnal vettük fel és
csiptetős mikrofonnal rögzítettük. A válaszok időtartama 25 . . . 325 másodperc
között volt, míg az átlagos időtartam 89, 8 másodperc volt.

4. Kísérleti körülmények

4.1. Szekvenciális autoenkóderek

A kísérletek során az autoenkódert a BEA korpusz egy részhalmazán tanítot-
tuk (Neuberger és mtsai, 2014), amely magyar spontán beszédet tartalmaz. A
teljes BEA adatbázisból először leválogattuk azokat a felvételeket, amelyek a
válaszadó alanyokhoz tartoztak. Ezután ezeket ezresével megkevertük a vélet-
lenszerű sorrend érdekében és megtartottuk az első ezer felvételt. Ebben a rész-
halmazban 16 alany beszéde szerepel, amelynek teljes időtartama 3 óra 59 perc.
Jellemzőkinyerésre és a neuronháló megvalósítására az AuDeep szoftvert hasz-
náltuk (Freitag és mtsai, 2018), amely Python nyelven íródott. Előzetes tesz-
tek eredményei alapján 128 log-skálájú Mel-spektogram szűrőket alkalmaztunk
0, 08ms széles ablakokkal és 0, 04ms átfedéssel. Optimalizálóként az Adam algo-
ritmust használtuk 0, 001-es tanulási rátával, és 0, 2 valószínűségű dropouttal. A
háló enkóder és dekóder része 2− 2 rekurrens rétegből állt, amelyek mindegyike
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128 GRU RNN neuront tartalmazott. A dekóder háló kétirányú volt. A modelle-
ket 64-es mini-batch mérettel, valamint 32 epoch-kal tanítottuk. Ahogy korábbi
szakirodalmak javasolják (lásd pl. (Amiriparian és mtsai, 2017; Schuller és mt-
sai, 2021)), mi is próbálkoztunk a háttérzaj eltávolításával. Az AuDeep szoftver
az elkészített spektogramokat minden esetben 0 dB-hez normalizálja. A norma-
lizálás után a programba beépített kapcsoló segítségével −30/− 45/− 60/− 75
dB-es küszöbérték alatt levágtuk a spektogramokat. A végső osztályozást elvé-
geztük a küszöbérték használata nélkül, valamint a 4 küszöbértékkel, és a négy
küszöbértékkel kinyert jellemzővektorok egyesítésével (konkatenálásával) is.

4.2. Előfeldolgozás

Bár a szekvenciális autoenkóderek elméletileg képesek bármilyen időtartamú fel-
vételt kezelni, az Audeep Tensorflow alapú megvalósításának korlátai miatt a
gyakorlatban csak korlátozott hosszúságú hangfelvételeket tudtunk feldolgozni.
Emiatt a tanítás előtt a BEA korpusz összes felvételét felosztottuk 5 másodperces
darabokra. Demencia-adatbázisunkat a jellemzőkinyerés előtt szintén 5 másod-
perces darabokra kellett vágni. Az 50 felvételből összesen 1371 darabot kaptunk.
Mivel az alanyok válaszait tartalmazó felvételek hossza változó volt ezért a felvé-
telenkénti darabok száma 5-től 60-ig terjedt, valamint egy felvételhez átlag 27, 42
darab készült.

4.3. Osztályozás

Lineáris SVM osztályozó módszert használtunk (libSVM implementáció (Chang
és Lin, 2011)); a C komplexitás paramétert a 10−5, 10−4, . . . , 101 tartományban
vizsgáltuk. A tanítás során 25-szörös keresztvalidációt (CV) alkalmaztunk, úgy,
hogy minden egyes csoport (fold) egy egészséges és egy EKZ alany adataiból
állt. A teljesítményt osztályozási pontossággal (egyenlő hiba (Equal Error Rate,
EER) mellett vett döntési küszöbérték esetén) és görbe alatti terület (AUC) szá-
mításával mértük. Tanítás előtt a jellemzőket minden esetben standardizáltuk.

Az osztályozáshoz minden, azonos felvételekhez tartozó darabot, valamilyen
módon együtt kellett kezelnünk a végső felvételcímke meghatározásához. Ehhez
két módszert is vizsgáltunk.

Az elsőben az osztályozást az 5 másodperces darabok szintjén végeztük el. Ez-
után minden felvétel (alany) osztályozásához vettük az adott felvételhez tartozó
összes darab egyenkénti predikcióinak (poszteriorvektorának) számtani átlagát.
Így mindkét osztályunkra (EKZ és EK) előállt egy-egy predikciós érték, amik
közül a nagyobb alapján választottuk ki a predikált beszélőkategóriát.

Egy másik osztályozási módszerként, ahhoz, hogy megkapjuk az egyes felvé-
telek osztályát, vettük az adott felvételhez tartozó összes darab jellemzővektorát
majd ezeket a jellemzőket átlagoltuk és ezen a végső jellemzővektoron futtattuk
le az osztályozást. (Ez bevett eljárás más beágyazás-alapú jellemzők, például
x-vektorok esetén is.)

XVIII. Magyar Számítógépes Nyelvészeti Konferencia Szeged, 2022. január 27–28.

179



1. táblázat. A pontosság (Acc.) és az AUC értékek különböző tesztek során. Jellem-
zőkinyerés szekvenciálisautoenkódernél vágott és vágás nélküli adatokkal, és a vágások
utáni jellemzők összefű-zésével. A felvételek hosszát használva jellemzőnek és az X-
vektor jellemzőkinyerésével.

Különálló Átlagolt
Jellemzőkinyerési technika Acc. AUC Acc. AUC

Szekvenciális

-30 dB 64% 0,694 44% 0,482

autoenkóder

-45 dB 60% 0,706 56% 0,523
-60 dB 68% 0,734 52% 0,478
-75 dB 72% 0,763 64% 0,650
Összefűzött 68% 0,643 48% 0,440
Nincs vágás 68% 0,715 64% 0,603

Felvétel hossza — — 60% 0,615
x-vektor — — 60% 0,680

Viszonyításként egy másik modellt is tanítottunk, amelynek a felvételek hossza
alapján kellett osztályoznia a mintákat, ahol a felvételek hosszát egyszerűen az
5 másodperces darabok számával közelítettük.

5. Eredmények

Az eredményeket megvizsgálva (1. táblázat) láthatjuk, hogy a frekvenciák egy
bizonyos dB küszöbérték alatti levágása egyértelműen befolyásolja az EKZ osz-
tályozásának sikerességét.

A tesztjeink során, a legalacsonyabb küszöbérték (−75 dB) eredményezte a
legjobb pontosságot és AUC pontszámokat a felvételdarabok jellemzővektorai-
nak különálló kezelésekor (72% és 0, 763) és a vektorok átlagolásának esetében is
(64% és 0, 650). Ezektől a −60 dB-es vágáshoz tartozó eredmények sem marad-
tak el sokkal. Meglepő módon a négy jellemzővariáció összefűzése nem javított,
hanem rontott az osztályozás pontosságán minden esetben. Habár a különálló
darabok osztályozásával kapott 68%-os pontosság nem sokkal kevesebb, mint
a legjobb 72%-os érték, a 0, 643-as AUC-érték mégis itt a legalacsonyabb. A
darabok jellemzővektorainak átlagolásakor az összefűzés jelentősen rontotta az
osztályozást. A küszöbérték szerinti vágást nem tartalmazó hangfájlokból való
jellemzőkinyerés eredményei érdekes eredményt hoztak. Nézzük először azt az
esetet, mikor nem volt vágás és a hangfájlok darabjait először osztályoztuk és
annak eredményét átlagoltuk. Ekkor szinte megegyező eredményeket kaptunk
a korábbi, vágások jellemzőit összefűző módszerhez (68% és 0, 715). Másodjá-
ra mikor a darabok jellemzőit átlagoltuk, a vágás nélküli eredményünk szinte
megegyezett az ottani legjobb −75 dB-es eredményekkel (64% és 0, 603).

Baselineként tanítottunk egy x-vektoros jellemzőkinyerő neuronhálót is a ko-
rábban említett BEA adatbázis 60 óra 14 másodpercnyi anyagával, 165 beszé-
lővel és 40 Mel-frekvenciájú szűrősort alkalmazva („FBANK”). A szekvenciális
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autoenkóderek legjobb pontosságai egyértelműen jobbnak adódtak, mintha az
osztályozást csak a felvételek hossza alapján, vagy x-vektorral végeztük volna.
Meglepő módon mind a pontosság, mind az AUC érték jelentősen alacsonyabb a
szekvenciális autoenkóderekhez képest. Ez jól mutatja, hogy a tanulmányunkban
alkalmazott módszertan valóban versenyképes.

5.1. Enyhe Alzheimer-kór vizsgálata

A következő kísérletben azt vizsgáltuk, hogy lehet-e a korábban használt jellem-
zőket három beszélőkategória megkülönböztetésére használni. Ehhez a 25 EKZ és
a 25 kontroll alany (EK) mellett 25 enyhe Alzheimer-kóros (eAK) beteg beszéd-
felvételeit is felhasználtuk. Természetesen, az új csoport is megfelelt a korábbi
csoportok statisztikai jellemzőinek az életkor, a nemi hovatartozás és az iskolai
végzettségi szint tekintetében.

Az eAK betegek felvételeiből történő jellemzőkinyerésre a korábban betaní-
tott szekvenciális autoenkódereket használtuk. Az SVM modelljeinket a három
osztály megkülönböztetésére tanítottuk, a korábban is használt keresztvalidációs
módszerrel, tehát minden foldba egy-egy felvétel tartozott a három beszélőcso-
portból.

A 2. táblázatban szemléltettük eredményeinket. Az AUC értékek tekinte-
tében a kétosztályos esethez hasonlóan a −75 dB-es küszöbértéket használva
kaptuk a legjobb eredményt. Azt is megfigyelhetjük, hogy a legnehezebb feladat
az eAK betegek megkülönböztetése volt a többi beszélőtől. (Olyannyira, hogy
a −30 dB-es vágás esetén egyáltalán nem sikerült őket azonosítani.) Ez megle-
pő, mivel a markánsabb tünetek miatt általában könnyebb feladatnak számít az
eAK alanyok megkülönböztetése az egészséges kontrolloktól, mint az EKZ enyhe
tüneteinek kimutatása. Itt is megvizsgáltuk azt az esetet, mikor a hangfájlokat
nem vágjuk le semilyen küszöbérték alatt. Az EKZ alanyok megkülönbözteté-
sében hasonlóan jól teljesített, mint a legjobb −75 dB-es értékünk (0, 703 és
0, 710). Az eAK betegek felismerésében pedig ez a módszer bizonyult a legjobb-
nak (0, 629).

6. Összegzés

Kutatásunkban az enyhe kognitív zavar (EKZ) detektálása volt a cél, amely az
alany spontán beszédét is befolyásolja. A hangfelvételekből történő jellemzőki-
nyeréshez mély tanulást, azon belül szekvenciális autoenkódert használtunk. A
hálót olyan általános adatbázison tanítottuk, amely spontán beszédet tartalmaz.
Ezáltal a háló tanítása és kiértékelése során keresztkorpusz technikát alkalmaz-
tunk. A tömörített jellemzőreprezentációt az autoenkóderben lévő enkóder háló
utolsó rétege adta. Kísérleti eredményeink azt mutatják, hogy ezzel az eljárással
még jobb eredményeket értünk el, mint x-vektorok alkalmazásával, ráadásul az
x-vektorok tanításához képest most a tanítóadat töredékét használtuk csak fel.
Ezáltal kijelenthetjük, hogy a keresztkorpuszon tanított autoenkóder versenyké-
pes a EKZ detektálásának területén. Eredményeink hozzájárulhatnak egy olyan

XVIII. Magyar Számítógépes Nyelvészeti Konferencia Szeged, 2022. január 27–28.

181



2. táblázat. Az AUC értékek a 3 osztályos kiértékelésnél. Jellemzőkinyerés szekvenciális
autoenkódernél vágott és vágás nélküli adatokkal, és a vágások utáni jellemzők összefű-
zésével. A felvételek hosszát használva jellemzőnek és az X-vektor jellemzőkinyerésével.

AUC
Jellemzőkinyerési technika EK EKZ eAK

Szekvenciális

-30 dB 0,706 0,618 0,503

autoenkóder

-45 dB 0,714 0,633 0,569
-60 dB 0,732 0,706 0,606
-75 dB 0,771 0,710 0,589
Összefűzött 0,701 0,622 0,598
Nincs vágás 0,682 0,703 0,629

Felvétel hossza 0,637 0,641 0,417
x-vektor 0,753 0,546 0,606

automatikus, nem invazív és költséghatékony EKZ-szűrésre alkalmas rendszer
kialakításához, amely még csak nem is igényel személyes találkozást az alannyal
(ahol a kontaktnélküliség egy, a Covid-19 világjárványhelyzethez hasonló idő-
szakban kifejezetten hasznos).
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