Gépi tanulási módszerek

Bevezetés

A gépi tanulás célja:

A gépi tanulás célja olyan programok készítése, amelyek a működés során szerzett tapasztalatok alapján képesek javítani saját hatékonyságukon.

Tanuló-algoritmusok:

Olyan algoritmusok, melyek képes összefüggések, szabályosságok megtanulására (hipotetizálására) egy példa-halmaz alapján.

Induktív tanulás:

A tanítás során nem látott esetekre is szeretnénk általánosítani a megtanult összefüggéseket. Feltevés: A példák hűen reprezentálják a tanulandó összefüggést.

Felügyelet nélküli tanulás:

Felügyelet nélküli tanulásnak nevezzük, ha a példákhoz nincs „külső segítség”. 

· leggyakoribb feladat: klaszterezés: adatok automatikusan kialakított osztályokba sorolása valamilyen hasonlóság alapján.

Felügyelt tanulás:

Felügyelt tanulásnak nevezzük, ha a tanítópéldákhoz a „helyes válaszok” is adottak

· leggyakoribb: f(x1,...,xN) függvény tanulása {(y1,...,yN);f(y1,...,yN)}(i) , (i=1,...,M) alakú példák alapján

· általában élesen szétválik a tanulási és tesztelési (felhasználási) fázis

Egyéb speciális tanulási feladatok:

· (Ezekkel nem fogunk foglalkozni.)

· megerősítéses tanulás (reinforcement learning)

· időbeli folyamatok modellezése

· ...

Függvények felügyelt tanulása

Ha készíteni akarunk egy olyan tanulórendszert, amely függvények felügyelt tanulására képes, akkor az alábbi fő tervezési/algoritmikai kérdésekben kell döntést hoznunk:

I. Tanulandó függvény típusa:

1) fogalom tanulás: a függvény értékkészlete bináris

a) logikai formulák tanulása: a változók is binárisak

b) a változók véges, diszkrét értékűek („szimbólumok”)(nominal), categoric

c) a változók valós számok

Megjegyzés:  a bináris és diszkrét változók könnyen átalakíthatók valósakká (pl. az egyes lehetséges értékeihez egész számokat rendelve). A valós változókból pedig csinálhatunk diszkréteket kvantálással. A kvantálási küszöbök megadhatók kézileg, de akár tanulhatók is. A kvantálási szintek finomításával a kvantálásból eredő hiba tetszőlegesen lecsökkenthető.

Példa: Az „influenzás” fogalmat akarjuk tanulni az alábbi 3 jellemző alapján:

· Láz (bináris): [igen/nem]

· Ízületi_fájdalom (bináris): [igen/nem]

· Köhögés (bináris): [igen/nem]

Ekkor Influenzás(L, I, K) egy logikai függvény. Lehet azonban, hogy például a láz konkrét értéke is segít az osztályozásban, azaz igen/nem helyett lehetne értékkészlete folytonos is (azaz egy valós szám). Végezetül a kvantálásra lehet példa az, ha nem tartjuk szükségesnek a láz pontos értékét feljegyezni, hanem lekerekítjük a (nincs, hőemelkedés, láz, magas_láz) kategóriákra.

Egy példa a tanulóprogram lehetséges inputjára, azaz tanulópéldák egy halmazára (jelent esetben az első jellemző numerikus, a második bináris, a harmadik pedig többértékű diszkrét):

	Láz
	Ízületi_fájdalom
	Köhögés
	Influenzás

	38,2
	Van 
	Nincs
	Igen

	36,7
	Van
	Száraz
	Nem

	41,2
	Nincs
	Nyákos
	Igen

	38,5
	Van
	Száraz
	Igen

	37,2
	Nincs
	Nincs
	Nem


A felhasználás során a program feladata egy adott jellemző-hármas esetén eldönteni, hogy az influenza fennáll-e, vagy sem:

	Láz
	Ízületi_fájdalom
	Köhögés
	Influenzás

	38,2
	Van
	Nincs
	???


Legvégül megjegyezzük, hogy néha a tanulóalgoritmusok megengedik, hogy esetleg egyes jellemző-értékek ne legyenek kitöltve (akár a tanulás, akár a felismerés során). Egy alkalmazási példa lehet egy orvosi diagnosztikai rendszer, ahol előfordulhat az az eset, hogy bizonyos vizsgálatok eredménye hiányzik. Egy másik gyakorlati szempontból fontos kérdés, hogy a tanulóalgoritmus képes-e megbirkózni esetleges ellentmondó példákkal, vagyis amikor ugyanazok a jellemzők több különböző függvényértékkel is szerepelnek a tanulópéldák között.

2) Osztályozás: a függvény véges számú diszkrét értéket vehet fel

1. Megjegyzés: a változók természetesen ismét lehetnek binárisak, szimbólikusak vagy numerikusak.
2. Megjegyzés: egy N-osztályos osztályozási feladatot természetesen mindig vissza lehet vezetni N darab fogalom-tanulási feladatra, ahol az egyes osztályokat tanuljuk az összes többi ellenében. Vagyis az egyetlen N-értékkészletű függvény helyett N darab bináris függvényt tanulunk (tulajdonképpen az egyes osztályok „karakterisztikus függvényét”).
3. Megjegyzés: folytonos változók esetén az egyes osztályok karakterisztikus függvénye szakadásos, nehezen reprezentálható függvény lenne. Alapvetően kétféle szemléletmód kínálkozik a probléma leírására folytonos függvényekkel:
a, Geometriai szemlélet: keressük az egyes osztályokat elválasztó szeparáló felületeket. Ezeket nagyon gyakran egyszerű módon modellezzük, pl. hipersíkokkal.

b, Döntéselméleti(?)  szemlélet: minden osztályhoz hozzárendelünk egy döntési függvényt vagy diszkrimináns-függvényt, amely a tér minden pontjában megadja, hogy az adott pont „mennyire” tartozik az adott osztályhoz. A döntési függvényből a többi osztály döntési függvényével való összehasonlítással kapunk végül osztálycímkét (döntési felületeket). Ennek a szemléletmódnak a speciális esete a Bayes-döntéselmélet, ahol a döntési függvények sűrűségfüggvények.

Példa: Az osztályozásra jó példa a karakterfelismerés, ahol az input lehet egy 8x8-as pixelmátrix (bináris vagy szürkeségi szinttel adott), az output pedig a lehetséges karakterek egyike.

3) regresszió: valós értékű a tanulandó függvény

Megjegyzés: Ha a tanulandó függvény valós értékkészletű és a változók is valósak, akkor tulajdonképpen nem egyébről van szó, mint a numerikus matematikából jól ismert interpolációról. Amiért mégis kell vele foglalkoznunk a gépi tanulás során, annak oka az, hogy sok esetben valós értékű függvény(ek) tanulására vezetjük vissza az osztályozási feladatot. Ilyen esetben például a fent említett Bayes-döntéselmélet, ahol különféle sűrűségfüggvények közelítésére lesz szükség.

II. A tanulandó függvény reprezentálási módja

· szimbólikus(numerikus

A tanulómódszereket szokás szimbolikus és numerikus módszerekre osztani aszerint, hogy hogyan reprezentálják a tanulás során összegyűjtött információt. Ha változók binárisak vagy szimbólikusak, akkor általában a szimbólikus reprezentáció a kézenfekvőbb. Például egy diszkrét jellemzőtér fölött végzendő osztályozásnál a tér egyes részeit kényelemesen ki lehet jelölni (és felcímkézni) a változókra felírt IF-THEN szabályokkal. Például, ha a tanuló-adatbázis szerint a 41 fok felett mindig az influenzára utal, akkor ezt a tudást leírhatjuk az „IF láz>41 THEN influenza” szabállyal. Amikor a jellemzők folytonos numerikus értékek, akkor a numerikus tudásábrázolás ésszerűbb. Ilyenkor ugyanis a tanulás célja a döntési felületek vagy döntési függvények tanulása, és mivel ezeket általában egyszerű függvényekkel reprezentáljuk (pl. hipersík, hiperellipszoid, Gauss-eloszlás stb.), a tanulás során előálló tudás tulajdonképpen ezen függvények együtthatóit jelenti.

· mennyire értelmezhető, mennyire strukturált

A fenti szigorú szimbolikus/numerikus elhatárolásnál gyakorlatiasabb azt nézni, hogy a tudást a tanulómódszer az ember számára mennyire értelmezhető módon reprezentálja. Gyakran ugyanis a tanulástól nem azt várjuk, hogy „fekete dobozként” megoldja a tanulási problémát, hanem mi magunk is szeretnénk a segítségével jobban átlátni a probléma természetét (pl. a fenti orvosi példa esetében közelebb jutni az influenza és a tünetek kapcsolatának megértéséhez). Ilyenkor például egy szabályalapú reprezentáció a segítségünkre lehet (pl. „IF láz>41 THEN influenza”), míg egy numerikus reprezentációból (pl. egy polinom 50 együtthatójából) nem tudunk ránézésre semmit kiolvasni.

III. Milyen függvény-készletből választ hipotézist

· a hipotézistér korlátozása többnyire elkerülhetetlen (sőt, szükséges)

Tekintsük az osztályozási feladatot, jelölje X a jellemző-teret, C pedig az osztály-címkék halmazát. A tanulás célja valamely X(C leképezés megtanulása egy véges példa-halmaz alapján. Ha a jellemzők diszkrétek, akkor lehetséges esetek száma véges, tehát elvileg megoldható lenne egy osztályozási feladatnál tetszőleges X(C leképezés felírása (pl. tudásreprezentációként egy hatalmas táblázatot használva), azonban a gyakorlatban az eset-tér általában olyan nagy, hogy ez lehetetlen lenne. Folytonos X tér esetében pedig a lehetséges X(C leképezések száma végtelen, így eleve nem tudnánk felkészíteni a véges tudás-reprezentációt ezek bármelyikének „fogadására”. Ezért le kell szűkítenünk a hipotézisteret, azaz a lehetséges X(C leképezések halmazát, amelyekből majd kiválasztjuk az adott példára legjobban illőt. Ez azt jelenti, hogy bizonyos leképezéseket eleve kizárunk a lehetőségek közül. Azonban az alábbiakban amellett érvelünk, hogy ez nem baj (ez az un. „inductive bias”), sőt, szükséges.

Ha változóink diszkrétek, akkor a lehetséges esetek száma véges, tehát elvileg lehetséges, hogy minden esetre tartalmazzon példát a tanuló-adatbázis. Azonban a gyakorlatban az eset-tér általában olyan nagy, hogy a példák nem fedik le teljesen. Folytonos változók esetében a tér végtelen, tehát a véges számú példa eleve képtelen minden eshetőséget lefedni. Éppen ezért a gépi tanulás célja nemcsak megtanulni az adott példákat, hanem a példák alapján általánosítani is, a példák között nem szereplő esetekre is. Ez csak úgy lehetséges, ha a hipotézisfüggvény a példákra való ráillesztés révén egyúttal a tér többi pontjáról is véleményt alkotni „kényszerül”. A példákra illeszkedő hipotézisek a példák szempontjából mind jó megoldást jelentenek, így a tanulóalgoritmus ezek közül bármelyiket választja; ha túl sok ilyen hipotézis van a hipotézistérben, akkor a végezetül kiválasztott hipotézis a tér többi pontjában gyakorlatilag bármilyen értéket felvehet – ezért az algoritmus valószínűleg rosszul fog általánosítani (további részletek: lásd bias és variancia).

· az optimális hipotézistér feladatfüggő

A gépi tanulás egyik legnehezebb pontja, hogy hogyan válasszuk meg a hipotézisteret. Mint fent láttuk, tulajdonképpen a hipotézistér megválasztásával döntjük el, hogy milyen összefüggést feltételezünk a tanulandó függvény viselkedésére nézve a tanulópéldák és a tér többi pontja között (vagyis hogy milyen módon következik a függvény tanulópéldákon felvett értékéből a tér többi pontjában felvett értéke). Erre legfeljebb heurisztikákat lehet adni, ugyanis ez feladatfüggő, azaz minden egyes tanulási feladat esetében más és más lehet (lásd „no free lunch theorem”). Amit általában el lehet mondani, az az, hogy ha túl szűk hipotézisteret választunk, akkor a rendszer még a tanítópéldákat sem lesz képes megtanulni, ha túl bő a hipotézistér, akkor általában az általánosítási képességével lesz gond („bemagolja” a példákat, de nem látja meg az összefüggéseket, azaz az ismeretlen esetekre kvázi véletlenszerűen fog válaszolni)
.

IV. A lehetséges hipotézisek közül melyiket választja

Ha a hipotézistérben több olyan hipotézis is van, amelyik a tanulópéldákkal konzisztens (azokon helyes értéket ad), akkor a tanulóprogram ezek közül elvileg bármelyiket választhatja. Mivel a példák erre nézve már nem képesek semmilyen információt sem adni, ezért valamilyen heurisztikára van szükség. A leggyakrabban heurisztika a filozófiából származó Occam-borotva elve: sok lehetséges magyarázat közül általában a „legegyszerűbb” a helyes. Természetesen az „egyszerűség” fogalmát matematikai pontossággal kell majd definiálnunk az egyes hipotézisterek esetére (lásd „minimum description length principle”).

V. Milyen algoritmussal találja meg a/egy legjobb hipotézist

Ha már definiáltuk az optimális hipotézis kritériumát, akkor még mindig kérdéses, hogy meg tudjuk-e azt találni. A legtöbb tanulóalgoritmusnál az optimális hipotézis megtalálása egy sokváltozós globális optimalizálási problémára vezet (lásd „mean-squared-error” és „0-1 loss”).

Gépi tanuláshoz kapcsolódó fogalmak

Jellemzőkinyerés (feature extraction):

Magát a tényleges tanulást megelőző lépés, amely előállítja a tanulás inputját képező jellemzővektort. A jellemzők annál jobbak, minél relevánsabbak a feladat (pl. osztályozás) szempontjából, és minél kevesebb van belőlük. (lásd alább)

Curse of dimensionality:

Tegyük fel, hogy adott egy tanulási feladat, a tanulópéldák száma rögzített. Elvileg jó ötletnek tűnik minél több jellemzőt kivonni a példákból, hiszen ezzel nem veszítünk információt (legfeljebb nem is nyerünk). Azonban a legtöbb tanulóalgoritmus számára megnehezíti a helyes leképezés megtalálását a túl sok jellemző.

Tekintsük például az alábbi primitív osztályozó algoritmust: osszuk fel a teret egyforma méretű hiperkockákra, és minden kockához rendeljük azt az osztályt, amelyikből a legtöbb tanulópélda esik bele. Egy osztályozandó elemet mindig aszerint címkézünk, hogy melyik kockába esik bele.

Az algoritmus működéséhez nyilván minden cellába legalább 1 tanító példának kell esni. Viszont rögzített kockaélhossz mellett a kockák száma exponenciálisan nő a dimenziók számával! Ezért a tanulandó függvény adott finomságú közelítéséhez a jellemzőszámmal exponenciálisan növő mennyiségű tanítópéldára van szükség.

Ugyan a kifinomultabb tanulók ügyesebben következtetnek a tanulópéldákból a köréjük eső térrészek függvényértékére, általában elmondható, hogy minél nagyobb az átlagos példasűrűség, a tanulás annál könnyebb és pontosabb. Azt a jelenséget, hogy a dimenziószám növelésével exponenciálisan több példára van szükség egy adott példa-sűrűség eléréséhez (és ez kártékony hatású a tanulásban) a „dimenzionalitás átkának” nevezzük.

1. Megjegyzés: A tanuláshoz legjobb és lehető legkevesebb számú jellemző megtalálása külön témakör. Erre szolgálnak például a jellemző kiválasztási és jellemző-transzformációs módszerek. Az optimális jellemzőkészlet mindig feladatfüggő és függ az alkalmazandó tanulóalgoritmustól is!!

2. Megjegyzés: A tanulhatóság természetesen nemcsak a dimenziószámtól és a példák számától függ, hanem a feladat „bonyolultságától” is (az adott tanuló képességeihez viszonyítva). A bonyolultságra visszatérünk még: PAC-tanulás, VC-dimenzió.

A tanulás jóságának mérése:

A tanulóalgoritmusok célja a lehetséges hipotézisek közül egy olyan kiválasztása, amely a lehető legjobban illeszkedik a tanulópéldákra. Ezért a tanulás jóságát mérhetnénk a győztes hipotézisnek a tanítópéldákon elért hibájával. Azonban a tanulás fő célja nem a tanítópéldák megtanulása, hanem a lehetőleg minél jobb általánosítás a tanulás során NEM látott esetekre! Hogyan tudnánk az általánosítási képességet mérni, he egy a függvényből nem áll több rendelkezésünkre az adott példáknál ?! A szokásos megoldás a tanítópéldák halmazából elkülöníteni egy validációs készletet, amelyeket az algoritmus a tanulás során NEM lát. Ekkor e halmazzal szimuláljuk az előre nem látott eseteket, azaz azon mérjük a tanulás jóságát.

A hiba mérése regresszió esetén:
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Habár sokféle hibafüggvényt lehet definiálni a regresszió (interpoláció) hibájának mérésére, a leggyakoribb a sum-of-squares error:
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Ha normalizálunk a példák számával, akkor kapjuk a mean-square error-t:
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illetve egy gyökvonással a root-mean-square error-t:
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A hiba mérése osztályozás esetén:

Egy osztályozó működését a tévesztési mátrixával szoktunk szemléltetni. Ilyenkor a példák egy, a tanulás során nem látott halmazán (validációs készleten) lefuttatjuk az osztályozót, és egy mátrixban egyszerűen összeszámoljuk, hogy az egyes példákat hányszor hova sorolta:



	
	
	
	
	

	
	
	
	
	

	
	
	
	
	

	
	
	
	
	

	
	
	
	
	




Ha a hibát számszerűsíteni akarjuk, akkor a különböző fajta tévesztéseket eltérő súllyal vehetjük figyelembe, azaz készíthetünk egy költségmátrixot, amelynek elemeivel megszorozzuk a tévesztési mátrix elemeit, és így adjuk össze. Az eltérő költségsúlyozás fontos lehet, pl. egy orvosi diagnosztikai rendszerben
. A legtöbbször azonban minden hiba egyformán számit, azaz a főátló elemeit 0-val, a főátlón kívüli elemeket 1-gyel súlyozzuk (vagyis egyszerűen összeszámoljuk, hogy a rendszer hány példát tévesztett el). Így kapjuk az ún. „0-1 loss” hibamértéket, ami tehát nem egyéb, mint a tévesztések száma (ha a példaszámtól független mértéket akarunk, akkor érdemes normalizálni vele).

„No free lunch” tétel:

A „no free lunch tétel” – szavakban megfogalmazva – azt mondja ki, hogy nincsen globálisan „legjobb” tanuló algoritmus. Tekintsük például az alábbi tanulási feladatot:
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A bal oldali két ábrán pozitív és negatív példák egy készletét látjuk, valamint két hipotézist. Mindkét hipotézis konzisztens a példákkal, azaz tökéletesen elválasztja őket. Az elkülönítendő osztályok valódi eloszlása azonban a jobboldalon szemléltetett eloszlások bármelyikét követheti. Amelyik hipotézis az egyik esetén helyes, az a másik esetén hibás, és fordítva. Azonban pusztán a megadott példákból nem lehet előre eldönteni, hogy a két hipotézis közül melyik lesz jó!!

Az egyes algoritmusok hatékonysága tehát mindig az adott feladat függvénye. Más szóval, minden algoritmushoz lehet találni olyan függvényeket, amelyeket jól meg bír tanulni, és olyanokat is, amelyeket nem. Az, hogy az adott algoritmus mely problémára működik jól, az attól függ, hogy milyen tulajdonságokat feltételez a tanulandó függvényekről (azaz milyen függvényekből áll a hipotézistere). Ezért, bár nincs értelme globálisan legjobb algoritmust keresni, olyat viszont igen, ami egy feladattípusra működik jól! Ezt pedig úgy tudjuk elérni, ha reális dolgokat feltételezünk a tanulandó problémáról (pl.: ha egy speciális alakfelismerési problémakör esetén ismert, hogy a tanulandó függvény általában Gauss-görbére hasonlít, akkor várhatóan az a tanuló lesz jobb, amely Gauss-görbe formájában közelíti a függvényt, és nem az, amelyik polinomokkal).

Occam-borotva és Minimum Description Length (MDL):

Bár a „No Free Lunch” tétel miatt nincs olyan általános tanulási elv, amely minden problémára jól működik, a gyakorlatban az a tapasztalat, hogy az egyszerűbb hipotézisek jobban általánosítanak. Azaz a hipotézis bonyolultságának növelésével csökkenthető ugyan a hiba a tanítóhalmazra, de a validációs halmazon vett hiba egy bizonyos komplexitás fölött nőni kezd (azaz a hipotézis általánosító képessége romlik – ld. ábra). Ezt a jelenséget szokták túltanulásnak (overfitting) nevezni. 
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A túl bonyolult hipotézisek rossz általánosító képességét fejezi ki az „Occam-borotva” néven ismert filozófiai elv, amit szavakban így lehetne megfogalmazni: sok lehetséges magyarázat közül általában a legegyszerűbb a helyes.

(Einstein:”Things should be done as simple as possible. But no simpler.”)

A hipotézisek bonyolultságát természetesen valahogy formalizálni kell. Erre szolgál a „Minimum Description Length” elv. Ez azt mondja, hogy egy adott D tanulóhalmaz esetén olyan h hipotézist kell keresni, amelyre h és D egymásra nézve vett komplexitása:

K(h,D)=K(h)+K(D|h)

minimális. Itt K(h) a hipotézis komplexitását jelenti, K(D|h) pedig D-nek a h segítségével való felírásának komplexitását. h komplexitásán szigorú értelemben a Kolmogorov-féle komplexitást kéne érteni, de a gyakorlatban ennél egyszerűbb mércét szoktak használni: pl: polinomos közelítés esetén a polinom fokszámát, döntési fánál a fa mélységét, neuronhálónál a neuronok számát, stb.

K(D|h) még nehezebben definiálható (pl. döntési fáknál a levelek entrópiája alapján)

Bias és variancia (regresszió esetére):

Példa: polinomos interpoláció 1D-ben: Tegyük fel, hogy 4 tanulópéldánk van, amelyek egy polinomból kapott minták. Legyen tovbbá tanulók hipotézistere a k-adfokú polinomok összessége:




A különböző vonalak egy-egy polinom képét jelentik.

· k≤2-re tanulók: a tanulópéldákra sem képes ráilleszkedni, ugyanis túl rugalmatlan: biased

· k≥3-ra tanulók: hibátlanul illeszkedik a tanulópéldákra, viszont k növelésével egyre nagyobb a szabadsági foka, egyre többféle alakot képes ölteni: nagyobb a varianciája – ez azért baj, mert ha elvileg képes is megtalálni a helyes megoldást, ennek egyre kisebb az esélye.

Bias:

Szavakban: a bias felfogható úgy, mint a regresszió hibája végtelen sok tanulópélda esetén. Ha nem 0 (a tanuló biased), az azt jelenti, hogy a tanuló eleve nem képes megtanulni a függvényt. Azaz a bias, a hibának a tanuló rugalmatlanságából bekövetkező része.

Variancia:

A tanulandó függvényből mindig véges sok példa áll rendelkezésre. Ha más és más példa n-eseken tanítjuk a rendszert, akkor mindig más és más közelítést kapunk. Ezen közelítések szórása a variancia. Azaz a variancia az mutatja, hogy a tanuló mennyire érzékeny a tanulópéldák megválasztására.

Formálisan:

Legyen a közelítendő függvény F(x), D egy n-elemű tanulóminta, a tanuló által adott közelítés g(x,D). Vizsgáljuk az átlagos négyzetes hibát az összes lehetséges n-elemű D felett:
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Pl.: 

· kis variancia, nagy bias: a rendszer általában hasonló becsléseket ad, de az mindig hibás

· 0 bias, nagy variancia: a rendszer képes megtanulni a függvényt, azaz ED[g(x,D)]=F(x), de egy adott D esetén ettől általában nagyon eltér.

Bias csökkenthető:

· a priori tudás bevitelével (azaz a hipotézistér okos megválasztásával)

· a hipotézistér növelésével -> de ekkor nőhet a variancia.

Variancia csökkenthető:

· a tanulópéldák számának növelésével

· a hipotézistér csökkentésével -> de akkor nőhet a bias.

Bias és variancia (osztályozás esetén):

Osztályozás esetén az osztályozási hiba minimalizálása a célunk. Ennek vizsgálatára nem nyilvánvaló átültetni a regressziónál látott hibaelemzést,

a diszkrimináns-függvények hibás közelítéséből ugyanis nem feltétlenül következik a hibás osztályozás! Például az ún. naiv Bayes-osztályozás a tapasztalat szerint nagyon jól működik, annak ellenére, hogy erősen biased.

A döntési felületek közelítési hibája közelebb áll az osztályozási hibához. Ennek vizsgálata azt mutatja, hogy a variancia sokkal kártékonyabban befolyásolja a döntési felületek hibáját, minta bias [Duda-Hart].

Egy lehetséges Bias+Variancia felbontás osztályozás esetére: Kohari, Wolpert: Bias plus variance decomposition for Zero-One loss functions

A PAC tanulási modell

A fogalom-tanulás egy lehetséges formalizálása

Szerző: Valiant

PAC: probably approximately correct (valószínűleg nagyjából helyes)

Jelölések:

· X: az objektumpéldányok tere. Ha például az objektumokat két folytonos jellemzővel írjuk le, akkor X=R2
· c fogalom: c(X. De úgy is felfoghatjuk, hogy c egy X({0, 1} leképezés (a tér egyes pontjai vagy beletartoznak, vagy nem)

· C fogalomosztály: fogalmak egy halmaza. A továbbiakban feltételezzük, hogy a C fogalom-osztály a tanulóalgoritmus számára ismert, olyan értelemben, hogy feltételezheti: a tanulandó c fogalom mindig C-ből kerül ki!

· L tanulóalgoritmus: Célja egy adott c megtanulása. Outputként kiválaszt egy h hipotézist a fogalomosztályból. Segítségként rendelkezésére áll egy Ex(c,D) függvény, amely <x,c(x)> alakú példákat képes adni c-ből. Feltételezzük, hogy a példák egy rögzített (de tetszőleges!) D eloszlást követnek (és függetlenek).

· error(h): definiálnunk kell egy függvényt h hibájának mérésére. Ez lehetne például c∆h valamilyen halmazelméleti mértéke, ahol c∆h=(c\h)((h\c) (ún. szimmetrikus különbség – az ábrán a besatírozott terület)
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Ezzel az a baj, hogy tetszőleges D esetén semmilyen tanulótól nem lehet elvárni, hogy c∆h-t nullára tudja csökkenteni: pl. ha D=0 bizonyos területeken, akkor onnan gyakorlatilag nem kapunk példákat, ezért a fogalom pontos határát sem tudjuk megtanulni.

Megoldás: feltételezzük, hogy az osztályozandó objektumok is D-t követik. Definiáljuk a hibát úgy, mint egy véletlenszerűen (azaz D eloszlás alapján) kihúzott tesztpélda hibás besorolásának valószínűsége:
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Egy konkrét x esetén hiba akkor történik, ha ezt a bizonyos x példát kihúzunk, és az c∆h-ba esik. Mivel ez bármely x-szel előfordulhat, és bármely x esetén hibának számít, ezért ezeket a valószínűségeket össze kell adnunk (vagy-művelet). Pontosabban, mivel esetünkben X folytonos, integrálnunk kell:
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Az együttes eloszlást felbonthatjuk az x pontok eloszlásának és egy feltételes valószínűségnek a szorzatára. Mivel az x pontok eloszlása nem egyéb, mint D(x):
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Mivel 
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 egy adott x pontban vagy 1 vagy 0, használhatunk egy kicsit más jelölést is:
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ami mutatja, hogy a hiba tulajdonképpen a c∆h terület súlyozva D(x)-szel. Ahol tehát D(x) kicsi, onnan kevés tanulópéldát kapunk ugyan, tehát nehezebb pontosan megtanulni a határokat, de tesztpéldát is kevesebbet kapunk, így a hibába ezek a területek kisebb súllyal számítanak.

Definíció:

(PAC-tanulhatóság, egyszerűsített verzió)

Legyen C egy fogalom-osztály X felett. C PAC-tanulható, ha létezik olyan L algoritmus, amely az alábbit tudja: az Ex(c,D) által adogatott példák alapján tetszőleges c ( C fogalomra, D(x) eloszlásra és 0<ε<1/2, 0<δ<1/2 konstansokra P≥1-δ valószínűséggel talál egy olyan h ( C hipotézist, amelyre error(h)≤ε.

Röviden: L nagy valószínűséggel talál egy kis hibájú hipotézist a tanulópéldák alapján.

Kérdés: Miért kell a két „engedmény”, ε és δ?

A, Az ε hibát azért kell megengedni, mert a példahalmaz véges, ezért nem biztos, hogy belőle a fogalom tökéletes precizitással tanulható (pl. ha két hipotézis csak picike térrészen (pl. egyetlen pontban) tér el, kicsi az esélye, hogy a példa-halmazban szerepelni fog az a pont).

B, A kis hibát nem tudjuk minden futtatás esetére garantálni. Lehet ugyanis, hogy egy adott tanítás esetében nagyon szerencsétlenül sikerül példákat húznunk: előfordulhat, pl., hogy az összes tanítópélda ugyanaz a pont – ez pedig nem reprezentálja kellőképpen a tanulandó fogalmat. Ezért egy jó hipotézis megtalálását csak egy bizonyos valószínűséggel tudjuk garantálni.

Példa:

X=R2
C=a sík tengelyekkel párhuzamos téglalapjainak összessége

c: egy konkrét téglalap

h: szintén egy adott téglalap

error(h): h∆c területe D(x)-szel súlyozva.

Ex(c,D): pozitív és negatív példákat ad c-ből
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L: legyen az az algoritmus, amely az összes pozitív példát tartalmazó legszűkebb téglalapot adja vissza hipotézisként!
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Ekkor nyilván

· h ( c

· a példaszám növelésével a hiba csak csökkenhet

Legyen 0<ε, δ≤1/2 konstans.

Legyen h’ az a hipotézis, amelynek az alábbi módon kapjuk az oldalait:
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Vagyis ε/4 annak a valószínűsége, hogy egy véletlenszerűen kihúzott példa bekerül T-be.

Akkor nyilván annak a valószínűsége, hogy nem esik T-be: 1-(ε/4)

m példát egymástól függetlenül kihúzva annak a valószínűsége, hogy egyik sem esik T-be: 


[image: image16.wmf]m

÷

ø

ö

ç

è

æ

-

4

1

e


P(valamelyik oldalon nem találunk bele)= 
[image: image17.wmf]m

P

P

nem

old

nem

old

nem

old

nem

oldalon

P

÷

ø

ö

ç

è

æ

-

×

£

+

+

£

È

È

È

4

1

4

)

4

(

...

)

1

(

)

_

_

4

_

_

3

_

_

2

_

_

1

(

e


Minden oldalon beletalálunk ( error(h)<ε

Valamelyik oldalon nem találunk bele (error(h)≥ε

P(error(h)≥ ε)≤P(valamelyik oldalon nem talál)≤ 
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P(error(h)≥ ε)≤δ ha 
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felhasználva, hogy 1-x≤e-x, inkább olyan m-et keresünk, amelyre
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Látható, hogy a szükséges példák száma csak lassan nő ε és δ csökkentésével, azaz a fogalomosztály hatékonyan tanulható. A hatékony tanulhatóságot fogjuk most pontosan definiálni, de ehhez előbb néhány dolgot pontosítani kell.

A, A hatékony tanuláshoz nem elég, ha kevés példa kell, az is fontos, hogy az algoritmus gyorsan tudja feldolgozni az egyes példákat. A feldolgozás sebességét a minták „méretének” függvényében fogjuk definiálni, a méretre általában természetes módon adódik mértékként a dimenziószám (n).

B, Az algoritmus a tanulás során folyamatosan módosítja a hipotézisét, tehát sebessége függ a hipotézisek komplexitásától, és így a tanulandó c fogalom komplexitásától (feltettük, hogy c eleme a hipotézistérnek!). A fogalom komplexitásának definiáláshoz meg kell különböztetnünk a fogalom és a reprezentáció bonyolultságát. Az algoritmus ugyanis valahogyan reprezentálni fogja a fogalmakat, és sebessége annak a reprezentációnak a bonyolultságától fog függeni.

pl: reprezentációra:

logikai formulák reprezentálhatók

· a változók NAND összekapcsolásával

· diszjunktív normálformával

egy sokszög megadható

· a csúcsaival

· oldalegyenesinek egyenleteivel

Ezentúl feltesszük, hogy az algoritmus hipotézisek egy H reprezentációs osztályán dolgozik, azaz ezek közül fog választani. Feltesszük továbbá, hogy H elég bő olyan értelemben, hogy bármely c ( C reprezentálására képes.

Egy ((H reprezentáció mérete: valamilyen mérték ( komplexitására, pl. a kódolásához szükséges bitek száma.

Egy c(C fogalom mérete:  
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ahol c(( most azt jelöli, hogy a ( a c egy lehetséges reprezentációja.

Def: Hatékony PAC-tanulhatóság:

Legyen C egy fogalom-osztály, H pedig egy reprezentációs osztály, amely képes C minden elemének reprezentálására. C hatékonyan tanulható H felett, ha van olyan H-n dolgozó algoritmus, amellyel C PAC-tanulható, és L polinomiális idejű n-re, size(c)-re, 1/( és 1/(-ra nézve minden c(C esetén.

Megjegyzés:

Hiába találja meg L a megfelelő h hipotézist polinomiális időben, a gyakorlati használhatósághoz az is kell, hogy a hipotézis gyorsan kiértékelhető legyen, vagyis bármely x(Xn-re h(x) számítási ideje n és size(h) polinomiális függvénye legyen.

Példák:

1., A literálok konjunkciójából álló reprezentációs osztály hatékonyan PAC-tanulható (literál: változó negálva vagy negálatlanul)

pl: x1, ... ,x4 a változók

x1((x3(x4 egy példa literálok konjunkciójára

Bizonyítás alapötlete: tekintsük a következő algoritmust:

Kiindulunk a legszűkebb hipotézisből:

h= x1((x1( ... (x4((x4

a negatív példákkal nem foglalkozunk, pozitívoknál töröljük az ellentmondást okozó literálokat. (hasonlít a téglalap-tanuláshoz...)

2., A 3-tagú diszjunktív normálformák reprezentációs osztálya nem hatékonyan PAC-tanulható. 

3 tagú DNF:  T1vT2vT3, ahol Ti literálok konjunkciója

3., A 3-tagú DNF-ek fogalom-osztálya hatékonyan PAC-tanulható!

Kulcs: bővebb reprezentációs osztályt kell választani, mint a fogalom-osztályhoz feltétlenül szükséges.

Occam-tanulás

A PAC-tanulásnál a hibát a pontok eloszlása segítségével definiáltuk, azaz azt néztük, hogy a tanuló milyen jól fog általánosítani tetszőleges teszt-példákra – feltéve, hogy azok ugyanazt az eloszlást követik, mint a tanulópéldák. A gyakorlatban használt tanulók és reprezentációs osztályaik általában túl bonyolultak ahhoz, hogy a PAC-tanulhatóságot elméletileg bizonyíthassuk. Ilyenkor a tanulás általánosítási képességét egy validációs-szetten számolt hibával próbáljuk megbecsülni, amely szimulálni hivatott a „valódi” eloszlást. Gyakran azonban nincs elég példánk egy kellően nagy validációs készlet elkülönítésére. Hogyan válasszon ilyenkor a tanuló hipotézist – feltéve, hogy több olyan hipotézis is van, amely a tanuló példákkal konzisztens, azaz azokon a hibája 0? Ilyenkor kerül képbe az Occam-borotva heurisztikája, mely szerint az „egyszerűbb” magyarázat jobban általánosít. Esetünkben az egyszerűséget a hipotézis méretével fogjuk mérni. A kis méretű hipotézisre való törekvés intuitive azt jelenti, hogy a tanulónak tömörítenie kell az adatokat, ehhez pedig szabályosságok felfedezésére kényszerül (lásd. például nyelvtanulásos példa – 1000 db mondat megtanulása). Ezt formalizáljuk most.

Def:

Legyen ((0 és 0≤β<1 konstans. L (H hipotézistéren dolgozó) algoritmus ((,β) –Occam-algoritmus a C fogalom-osztályon, ha egy m-elemű mintát adva neki c(C-ből, olyan h(H hipotézist talál, amelyre:

· h konzisztens a mintákkal

· size(h)≤(n*size(c))(*m(
azaz size(h) lassan nő n, size(c) és m függvényében.

L hatékony ((,β) –Occam-algoritmus, ha futásideje polinomiális n, m és size(c) függvényében.

Példa: Hogyan tömörít egy Occam-algoritmus?

Tegyük fel, hogy m>>n, úgyhogy size(h)<m( marad lényegében a fenti képletből ((<1). Mivel h konzisztens az m példával ezért vissza lehet tőle kérdezni az m példa címkéjét (0 vagy 1). Ez azt jelenti, hogy ezt az m bites információt m( biten tárolta el (ha size(h) egyenlő a h leírásához szükséges bitek számával).

Tétel:

Egy hatékony Occam-tanulóalgoritmus egyúttal hatékony PAC-tanulóalgoritmus is.

Minta-komplexitás és a Vapnik-Chervonenkis Dimenzió

Minta-komplexitás:

A tanuláshoz szükséges példák száma. Gyakorlati szempontból igen fontos kérdés, mert általában korlátozott számú tanulópélda áll rendelkezésünkre.

Minta-komplexitás, ha a hipotézistér véges:

Tétel:

Ha a H hipotézistér véges, akkor a c(H fogalom konzisztens tanulóval való PAC-tanulásához szükséges m példák száma:
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Biz: 

(jelölje h’ a kimeneti hipotézist)

konzisztens tanuló=csak a példákkal konzisztens hipotézist választhat. Ezért a bizonyítás azon fog alapulni, hogy leszorítjuk az összes konzisztens hipotézis hibáját ( alá. Tegyük fel, hogy van k db. olyan hipotézis, amelynek a hibája >(. 

ha error(h)> (, akkor 

P(h konzisztens az m példával)≤ (1-()m
P(error(h’)>() ≤P(a k db hipotézis bármelyike konzisztens az m példával)

≤k(1-()m≤|H|(1-()m≤|H|e-(*m

Ahol felhasználtuk a k≤|H| és (1-x)≤e-x egyenlőtlenségeket.
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Megjegyzés: a fenti nem szoros korlát, kevesebb példa is elég lehet.

Példa: Legyen X véges tér n darab bináris jellemzővel. Ha olyan tanulót szeretnénk, amelynek hipotézistere az összes lehetséges X fölötti hipotézist tartalmazza, akkor 
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behelyettesítve:
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Ez n-re nézve exponenciális, azaz a gyakorlatban legtöbbször elérhetetlen küszöböt ad.

Minta-komplexitás, ha a hipotézistér végtelen:

A fenti korlát nem használható, ha |H| végtelen. Ilyenkor kerül képbe a Vapnik-Chervonenkis dimenzió:
Def:

Legyen X egy objektum-tér, H pedig egy reprezentációs osztály X fölött (mindkettő lehet végtelen is). Legyen S egy tetszőleges véges részhalmaza X-nek. Akkor mondjuk, hogy H szétválasztja S-et,ha S minden lehetséges {+,-} felcímkézéséhez (h(H, amely így osztályozza S pontjait. 

Megj: Ez nyilván H reprezentációs képességét méri, hiszen ha H nem képes szétválasztani S-et, akkor lehet olyan fogalmat definiálni X-en, amelyet H nem képes reprezentálni.

Def:

H VC-dimenziója d, ha van olyan S, |S|=d, amelyet szétválaszt, de nincs olyan S, |S|=d+1, amelyet szétválaszt. (Ha bármely véges S-et szétválaszt, akkor VCD=(.)

Példák: (Kearns könyv)

1. Intervallumok a számegyenesen; VCD=2

2. Félsíkok a síkon (azaz a szeparáló felület egyenes); VCD=3, a d-dimenziós térben: VCD=d+1

3. Tengelyekkel párhuzamos téglalapok a síkon: VCD=4

4. Konvex sokszögek a síkon: VCD=2d+1 (d a sokszög csúcsszáma) (a könyv nem teljesen bizonyítja be) 

5. A fenti egyszerűb változata: háromszögek a síkon

6. Literálok konjukciója {0,1}n fölött: VCD=n (Mitchell könyv, de csak az egyik irányt bizonyítja)

Tétel:

Legyen C egy fogalom-osztály, H pedig egy reprezentációs osztály, amelyre VCD(H)=d. Legyen L egy tanulóalgoritmus, amely egy c(C fogalmat tanul oly módon, hogy kap belőle egy S példahalmazt, |S|=m, és kiad egy h(H hipotézist, amely konzisztens S-sel.

L PAC-tanulja C-t H fölött, ha
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(valamely c0>0 konstansra).

Tétel:

Egy d VC-dimenziós fogalom-osztály PAC-tanulásához bármely tanulónak ((d/() példára van szüksége a legrosszabb esetben.

A fenti tétel szoros határt ad (azaz m nem csak elegendő, de bizonyos esetekben szükséges is).

Döntési fák tanulása

Megcélzott feladattípus: fogalom-tanulás diszkrét értékkészletű jellemzők esetén (de kiterjeszthető más esetekre is, lásd később)

Tanulási feladatra példa:

	Day
	Outlook
	Temperature
	Huminidity
	Wind
	PlayTennis

	D1
	Sunny
	Hot
	High
	Weak
	No

	D2
	Sunny
	Hot
	High
	Strong
	No

	D3
	Overcast
	Hot
	High
	Weak
	Yes

	D4
	Rain
	Mild
	High
	Weak
	Yes

	D5
	Rain
	Cool
	Normal
	Weak
	Yes

	D6
	Rain
	Cool
	Normal
	Strong
	No

	D7
	Overcast
	Cool
	Normal
	Strong
	Yes

	D8
	Sunny
	Mild
	High
	Weak
	No

	D9
	Sunny
	Cool
	Normal
	Weak
	Yes

	D10
	Rain
	Mild
	Normal
	Weak
	Yes

	D11
	Sunny
	Mild
	Normal
	Strong
	Yes

	D12
	Overcast
	Mild
	High
	Strong
	Yes

	D13
	Overcast
	Hot
	Normal
	Weak
	Yes

	D14
	Rain
	Mild
	High
	Strong
	No


Konjunkciók diszjunkciójaként mindig meg lehet adni egy hipotézist, amely konzisztens a táblázattal (ha az ellentmondásmentes): minden pozitív példára fel kell venni egy konjunkciót:

(Outlook=Overcast) ((Temperature=Hot) ((Huminidity=High) ((Wind=Weak)

(
(Outlook=Rain) ((Temperature=Cool) ((Huminidity=High) ((Wind=Weak)

(
...

Ez a formula minden pozitív példán igaz és minden negatív példán hamis (ha nem, akkor a táblázat ellentmondásos).

A döntési fa módszer alapötlete:

A döntési fa módszer alapötlete az Occam tanulási elven alapszik
:

· konzisztens hipotézist keresünk konjunkciók diszjunkciójának formájában

· a keresés során preferáljuk a kis méretű hipotéziseket, azaz tömör reprezentációra törekszünk

Hogyan lehet a fenti formulán tömöríteni?

· Ha például bizonyos változóknak nincs döntési szerepük (hasonló formulában előfordulnak negálva és negálatlanul is)

· Közös részfeltételek összevonásával

A tömörítés egy hierarchikus fa-struktúrájú reprezentációhoz vezet.

Döntési fa:

pl: a korábbi táblázathoz:
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Működése: (azaz hogyan sorol be egy példát):

Minden csúcsban rákérdez valamelyik attribútumra, amíg levélponthoz nem ér. A levél címkéje lesz a példa címkéje.
Megjegyzés:  Könnyen visszaalakítható konjunkciók diszjunkciójává: az egyes utak a levélpontokig konjunkciók, a különböző utak közt pedig diszjunkció van:

(Outlook=Sunny)((Huminidity=High)

(
(Outlook=Overcast)

(
(Outlook=Rain)((Wind=Weak)

Döntési fa építése:

A tanulás során egy fát kell felépítenünk a példákból. A legismertebb módszer erre az ID3-algoritmus (amelynek sokféle továbbfejlesztése van): Ez rekurzívan építi fel a fát:

ID3(Examples, Target_attribute, Attributes)

Examples are the training examples. Target_attribute is the attribute whose value is to be predicted by the tree. Attributes are a list of other attributes that may be tested by the learned decision tree. Returns a decision tree that correctly classifies the given Examples.

· Create a Root node for the tree

· If all Examples are positive, Return the single-node tree Root, with label= +  

· If all Examples are negative, Return the single-node tree Root, with label= -

· If Attributes is empty, Return the single-node tree Root, with label= most common value of Target_attribute in Examples
· Otherwise Begin

· A<-the attribute from Attributes that best* classifies Examples
· The decision attribute for Root<-A

· For each possible value, vi of A,

· Add a new tree branch below Root, corresponding to the test A=vi
· Let Examplesvi be the subset of Examples that have value vi for A

· If Examplesvi is empty

· Then below this new branch add a leaf node with label= most common value of Target_attribute in Examples

· Else below this new branch add the subtree

ID3(Examplesvi,Target_attribute,Attributes-{A})

· End

· Return Root

Kulcskérdés:

Hogyan válasszunk attribútumot az egyes csúcsokban, ha a cél a minél kisebb fa építése?

(példa:[kétértékű változók esetén] milyen kérdéseket érdemes feltenni a Barckochba játékban, hogy minél kevesebb lépésben célt érjünk?) ( az a jó kérdés, amelynek feltétele után a kapott részhalmazokban (fa-ágakban) minél kisebb a pozitív és negatív példák keveredése („impurity measure”).

Egy halmaz homogenitásának avagy „tisztaságának” egy lehetséges mértéke az 

Entrópia: 

Legyen S példák egy halmaza, p+ a pozitív, p- a negatív példák aránya S-en belül (azaz 0(p(1). Ekkor

Entropy(S)=-p+ log2 p+ -p- log2 p-


Egy A attribútumra való rákérdezés nyereségét definiáljuk az entrópia várható csökkenésével:
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ahol az Sv-k az A lehetséges értékei szerint előálló részhalmazai S-nek, az |Sv|/|S|-sel való súlyozás azért kell, hogy tényleg várható értéket kapjunk.

A fa építése során tehát minden csúcsban azt az attribútumot választjuk, amelyikre Gain(S,A) a legnagyobb, tehát várhatóan a legjobban csökkenti az entrópiát.

Az ID3 algoritmus fő tulajdonságai

1. Bármilyen (ellentmondásmentes) példahalmazhoz képes konzisztens hipotézist találni, azaz nem biased olyan értelemben, hogy nem szűkíti le eleve a hipotézisteret („restriction bias”). A bias a következtetési mechanizmusában van, mivel a kisebb fájú hipotéziseket preferálja („preference bias”).

2. Mivel az egyes csúcsokba az attribútumokat „mohó” módon választja, és nem képes visszalépésre, ezért nem garantált, hogy globálisan optimális fát talál

3. Nem érzékeny a zajokra (hibásan címkézett példák), ugyanis az egyes csúcsokban statisztikai alapon (az oda eső példák alapján) választ attribútumot. Mivel a fa építése során egyre lejjebb haladva egyre kevesebb az egy csúcsra eső példa, ezért a zaj csak a fa alján fog zavart okozni. Ezt csökkentheti a fa csonkolása (lásd később). Vegyük továbbá észre, hogy az ID3 algoritmus az ellentmondó példákat is képes kezelni! (Ekkor többségi alapon hoz döntést).

4. A tanulás eredménye emberi szemmel is értelmezhető, például a fát IF-THEN szabályokká alakítva.

5. Kiterjeszthető úgy az algoritmus, hogy hiányzó attribútumok esetén is működjön.

A döntési fa tanulás kiterjesztése más feladatokra

a, Kiterjesztés osztályozásra

Ekkor a fa levelein {+,-} helyett osztálycímkék lesznek. Az algoritmus kiterjesztése nagyon egyszerű, ugyanis az entrópia több érték esetére is definiálva van:


[image: image30.wmf]å

Î

-

=

P

p

i

i

i

p

p

P

Entropia

2

log

)

(


ahol P tetszőleges diszkrét valószínűségi eloszlás a pi értékekkel.

b, Kiterjesztés folytonos változókra

Egy folytonos változó értékkészletét <,> feltételekkel intervallumokra bonthatjuk. pl: (Temperature>10)((Temperature<30). Ily módon a folytonos változók elvileg kezelhetők. A tanulóalgoritmus azonban többféle módosítást igényel (pl. az intervallumok automatikus kialakítására a példák alapján)

Megjegyzés: Folytonos térben a módszer tengelyekkel párhuzamos téglalapok uniójával osztályoz:
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c, Kiterjesztés regresszióra

A folytonos értékkészletű függvények tanulásának leggyakoribb esete valamely valószínűségi eloszlás tanulása. Leggyakrabban azt várjuk a döntési fától, hogy ne csak egyetlen osztály-címkét adjon vissza, hanem hogy az egyes osztályokhoz valószínűségeket rendeljen. Ez megoldható az alap ID3-algoritmus következő módosításával: Ahol eddig a leggyakoribb osztály-címkét adta vissza, ott e helyett az osztály-címkék arányát adja vissza. (Ilyen döntési fák esetében gyakran a CART elnevezést használják.)

A döntési fa vágása (pruning)

Ellentmondásmentes példák esetében az ID3 algoritmus addig fut, amíg el nem éri, hogy egyetlen levélponton sem lesz keveredés. Kevés tanulópélda esetén ilyenkor könnyen előállhat, hogy a levelek egy jó része csak egyetlen példa alapján kap címkét. Ennek eredménye:

· Könnyen lehet túltanulás. A rendszer túlzottan precízen betanulta a tanulópéldákat, ennek ára gyakran az általánosítási képesség romlása.

· Zajérzékenység fellépése, mivel a levélcímke egyetlen, esetleg hibás példán alapszik.

A megoldás, ha nem engedjük, hogy a döntési fa ennyire részletesen szétossza a tanulópéldákat, hanem az egyes ágak magasabban legyenek „elvágva”, ahol a fa több példa alapján, többségi úton hoz döntést (vagy valószínűséget ad vissza, lásd regresszió).

Erre alapvetően kétféle módszercsalád van:

1. a faépítés korai leállítása

2. a fa utólagos csonkolása (ez a gyakoribb)

Csonkolás validációs példa-szett segítségével

Az utólagos csonkoláshoz az a legjobb, ha rendelkezésünkre áll egy validációs készlet, amelyen megbecsülhetjük a fa általánosítási képességét. A legegyszerűbb módszer, ha iteratívan eltávolítjuk (alulról fölfele) azokat a csúcsokat, amelyek kidobása a legnagyobb mértékben csökkenti a hibát a validációs szetten. Ezt addig végezzük, amíg a hiba nőni nem kezd.

Csonkolás validációs példák nélkül

Például statisztikai vagy komplexitási feltételek alapján

Megj: a legismertebb, ID3-onalapuló döntési fa algoritmus, illetve programcsomag: C4.5 (Quinlan)

Bayes-döntéselmélet

Avagy az alakfelismerés statisztikai alapú megközelítése. Tegyük fel, hogy valamilyen objektumokat kell a C={c1,...,ck} osztályok valamelyikébe besorolnunk valamilyen x jellemzők alapján.

A jellemzők megmérése előtt is állhat már rendelkezésünkre információ: Az egyes osztályok gyakorisága (pl: karakterfelismerésnél az egyes betűk gyakorisága). Ezzel közelíthetjük a P(c1),...,P(ck) valószínűségeket, amelyeket az osztályok a priori valószínűségének nevezünk.

Az X jellemzők megmérése után kapott információt kombinálni kellene az a priori információval. Ezt megtehetjük a P(C,X) együttes eloszlás modellezésével. A döntéshozáshoz viszont a P(C|X) a posteriori valószínűségekre lesz szükségünk. P(C|X)-et lehet közvetlenül modellezni, de át is alakíthatjuk a Bayes-tétellel:
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A P(X|C) valószínűség neve class-conditional valószínűség. Szerepel még a képletben a jellemzők P(X) eloszlása, de ennek modellezésére nem lesz szükség, ugyanis adott X esetében konstans. P(X) szerepe a képletben az osztály-valószínűségek normalizálása, hogy
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legyen.

A Bayes döntési szabály

Állítás: A 0-1 hiba várható értéke, azaz a hibás osztályozások várható aránya akkor lesz minimális, ha mindig azt az osztályt választjuk, amelyre P(ck|X) maximális.

Biz: Jelölje (i(ck) a hibafüggvényt, ahol i a feltételezett, k a valódi osztály indexe. Esetünkben (i(ck) a 0-1 hiba, azaz
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 (Megjegyzés: igyazából (i(ck,x)-et kellene írni, de a hiba független X-től, ezért elhagyjuk.)

Vizsgáljuk meg a fenti hibafüggvény várható értékét adott X esetén, azaz a várható hibát abban az esetben, ha az i-edik osztályra tippelünk. (Megjegyzés: A hiba várható értékét kockázatnak is szokás nevezni.)
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Tehát a hiba várható értéke akkor lesz minimális (adott x esetén), ha azt az osztályt választjuk, amelyre P(ci|x) maximális.

A teljes kockázat kiszámításához az X változó szerint is képezni kell a várható értéket:
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Ha minden x pontban optimális döntést hozunk, azaz minimalizáljuk a kockázatot, akkor nyilván a teljes kockázat is minimális lesz.

Döntési felületek és diszkriminánsfüggvények

A Bayes döntési szabály szemléletesen a következőt jelenti:

Minden egyes ci osztályhoz rendelünk egy gi(x) diszkriminánsfüggvényt, ami esetünkben P(ci|x). A döntési szabály szerint x ponthoz azt az osztálycímkét rendeljük, amelyiknek a diszkriminánsfüggvénye az adott pontban maximális. Ebből két dolog is következik:

a, A diszkriminánsfüggvények implicit módon döntési felületeket határoznak meg. A döntési felületek ott húzódnak, ahol a győztes diszkriminánsfüggvény metsz egy másikat. Ez egy alternatív szemléletmódot is ad az osztályozási problémához: döntési felületek tanulása helyett törekedhetünk megfelelő diszkriminánsfüggvények tanulására. Vegyük továbbá észre, hogy a döntési felületeket nem befolyásolja, ha a diszkriminánsfüggvényeken olyan átalakítást végzünk, ami a lokális dominanciaviszonyokat megőrzi. Például az alábbi döntési függvények ekvivalens döntésekhez vezetnek:
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b, Olyan esetben is használhatjuk a döntési szabályt, amikor a diszkriminánsfüggvények nem feltétlenül valószínűségi eloszlások, azaz a döntési módszer kiterjeszthető tetszőleges diszkriminánsfüggvény esetére. A P(ci|X) döntési függvény előnye, hogy garantáltan minimális kockázatot eredményez, amint az bizonyítottuk. Ezért hibája, az ún. „Bayes-error” vagy „Bayes-Risk” egy alsó korlátot ad az elérhető osztályozási hibára.

Az osztályozás hibájának szemléltetése 2 osztályra; 1D-ben

Legyen R1 és R2 a két intervallum, amelyre a döntési felület osztja a számegyenest. Ekkor a hiba két, egymást kizáró módon jöhet létre:
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A hiba valószínűsége tehát a besatírozott (/////,\\\\\) területekkel arányos. A szaggatott vonallal jelölt optimális döntési felület esetén ez a terület a ||||-satírozott résszel csökkenthető lenne.

Döntési felületek a normális eloszlás esetében

Tételezzük fel, hogy az egyes osztályok eloszlása normális eloszlást követ:
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Írjuk fel a diszkriminánsfüggvényt ln (p(x|c)p(c)) alakban!
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Speciális esetek:

1. (i=(2I minden i osztályra.

Ekkor
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· det (i minden i-re ugyanannyi, ezért elhagyása nem befolyásolja a döntést.

· -d/2 ln 2( konstans, ezért szintén elhagyható.


így
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, ahol láthatóan a döntési függvény a várható értékektől vett euklideszi távolsággal arányos.

Példa: 2D-ben az ilyen Gauss-eloszlások.
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Hogy néz ki a döntési felület?
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Mivel xTx i-től független konstans, így ismét elhagyhatjuk. Ezzel
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Azaz a döntési függvények síkok(!), így a döntési felületek egyenesek. Ha P((i) ugyanaz minden osztályra, akkor ezt is el lehet hagyni. Ekkor
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azt jelenti, hogy a Gaussok középpontjától vett távolság alapján osztályozzuk a pontokat.

2. (i=(, azaz közös (de tetszőleges) az osztályok kovarianciamátrixa
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Ekkor a döntési függvényből a konstansok elhagyásával ennyi marad:
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Az összeg első tagját úgy hívják: x (i-től vett Mahalanobis távolságának négyzete. Ezt felbontva xT(-1x i-től független konstans, ezért eldobható.
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A döntési függvény ismét lineáris, így a döntési felület egyenes.

3. Tetszőleges (i-k

Ekkor a 
[image: image50.wmf]å
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-et nem lehet eltüntetni gi(x)-ből, ezért a döntési függvények kvadratikus alakok. A döntési függvény lehet egyenes, hiperbola, parabola, ellipszis, kör, a paraméterektől függően.

Eloszlások paramétereinek becslése Maximum-likelihood
illetve Bayes-módszerrel
A valóságban nem ismerjük az egyes osztályokhoz tartozó példák eloszlását, csupán példák egy halmaza áll rendelkezésünkre. Az alábbiakban feltételezzük, hogy az adatok eloszlása elég jól közelíthető normális eloszlással; a kérdés, hogy milyen paraméterek esetén kapjuk a legpontosabb közelítést. Erre ad két megoldást a ML és a Bayes-módszer.

A részletek az "ML és bayes.ppt" fájlban!
A Gauss-keverékmodell (Gaussian Mixture Model, GMM) és tanítása az EM algoritmussal
(lásd még EM.ppt!)
A Gaussian Mixture Model egy folytonos eloszlás modellezésére használható, azaz esetünkben P(X)-et vagy P(X|Ci)-t közelíthetjük vele. A közelítő függvény képlete:
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 várható értékű és 
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 szórású (többdimenziós eloszlás esetén kovarianciamátrixú) normális eloszlást jelölik:
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a cj-k pedig nemnegatív súlyok, amelyek összege 1. Ez azért érdekes, mert ilyen feltevések mellett a a cj-k egy diszkrét valószínűségi eloszlásnak is tekinthetők, és a modell tekinthető egy olyan „példa-generátornak”, amely először a cj valószínűségeknek megfelelően kiválaszt egy komponenst, majd az ezen komponensnek megfelelő Gauss-eloszlás alapján generál egy x értéket. Tehát a GMM speciális esete a 
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alakú keverékeloszlásoknak.

GMM tanítása az EM-algoritmussal

A GMM tanítását leggyakrabban a „Maximum Likelihood” kritérium alapján végzik, amely a kövektezőt jeleni: Tegyük fel, hogy rendelkezésünkre áll N darab példa, amelyeket a tanulandó eloszlás generált. A modell 
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 paramétereit szeretnénk úgy beállítani, hogy a modell a tanulópéldákon maximális értéket adjon (elvégre ő generálta őket). Vagyis keressük azt a 
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 modellt, amelyre
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Az optimalizálás sokféleképpen elvégezhető lenne, de az ML-kritérium szerinti tanításra leggyakrabban az Expectation Maximization algoritmust használják. Ennek fő tulajdonságai:

· Iteratív

· Lokális optimum megtalálását garantálja

· Bármely esetben alkalmazható, amikor a modell úgy működik, hogy a háttérben egy diszkrét „rejtett” valószínűségi változó működik, amely a kimenetben közvetlenül nem figyelhető meg. Vagyis az eloszlás 
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 alakban írható fel, ahol j az említett „rejtett” változó.

Az EM algoritmus a valószínűségi eloszlás helyett annak logaritmusát maximalizálja. Ehhez zárt képletet nem ad, csupán egy iteratív módszert, amely egy adott paraméter-beállításból kiindulva kihoz egy jobbat (pontosabban nem rosszabbat). 

A módszer levezetéséhez vizsgáljuk két modell, egy új és egy régi log-likelihood különbségét (egyelőre csak egyetlen 

 példán):




A szummába becsempésszük a nevezőt, valamint egy törtet, amelynek értéke 1:





 EMBED Equation.2  
,

ahol az egyenlőtlenség az ún. Jensen-egyenlőtlenség* [Bishop] miatt igaz. Felbontva a logaritmust és összevonva a valószínűségeket:




Ez pedig nem egyéb, mint 

 feltételes várható értékének különbsége 

 és 

modell esetén, egy adott 

 tanítópéldára. Láthatóan, ha tudunk találni egy olyan 

 modellt, amely növeli ezt a várható értéket a régihez képest, akkor a kiindulásként felírt log-likelihood is nagyobb lesz az új modellre, mint a régire. Ez az alapja az EM-algoritmusnak, amelynek egy iterációja két lépésből áll:

· Expectation (avagy estimation) lépés: kiszámoljuk a 

-ot tartalmazó komponenseket a régi paraméterek és 

 alapján.

· Maximization lépés: a kiszámolt „régi” 

 értékek ill. 

 mellett megkeressük azokat a 

 paramétereket, amelyek mellett 
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 maximális. Ehhez legjobb visszaírni a felbontott alakot, mert a logaritmus a szorzást öszeadásba viszi át, és az összeget tagonként maximalizálhatjuk:




Most már csupán egyetlen dolog maradt ki, hogy teljes legyen a levezetés: mi a teendő, ha több tanítópélda van? Nos, az ismertetés elején azt mondtuk, hogy ilyenkor a valószínűségek szorzatát fogjuk maximalizálni. Ebből a logaritmizálás után a logaritmusok összege lesz, és innen az egész levezetés ugyanaz marad, csak lesz előtte egy összegzés n-re.

A GMM esetén amit maximalizálnunk kell (most már több példára, azaz bejön az összegzés n-re):





 EMBED Equation.2  [image: image62.wmf](
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A maximalizáláshoz deriválni kell 
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-re nézve, továbbá a 
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 együtthatók esetén Lagrange-multiplikátorokat is kell alkalmazni, hogy a rájuk vonatkozó megszorításokat garantálni tudjuk.

Az eredményként előálló paraméter-újrabecslő formulák[Alder]:
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*Jensen-egyenlőtlenség: 
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Mesterséges neuronhálók

Az agy képes tanulni ( próbáljuk meg utánozni

a neuron-modell (perceptron): 
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input: („dendritek”): x1, ..., xn
kapcsolatok erőssége: w1, ..., wn súlyok

(megj: negatív súly=gátlás)

akciós küszöb: 


a neuront érő össz-aktivitás: 


output(„axon”):    
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azaz a neuron tüzel, ha az aktivitás eléri a küszöböt

megj: egyszerűsítés: 

, és egy fix 

 input, azaz 


Mit is csinál a perceptron?

tüzel, ha 

, különben nem

Ez egy hipersík (2D-ben egyenes) egyenlete

azaz egy perceptron az inputok terét két, hipersíkkal elválasztott résztérre képes osztani 


[image: image77.png]



Másik lehetséges küszöbfüggvény: „szigmoid”
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előnyei: 

· deriválható (   

   )

· lehetővé teszi kevésbé „éles” döntési felület kialakítását  (ábra)
· (megj: a neuronok kisülése a valóságban is részben véletlenszerű)

Neuronhálók

több perceptron hálózatba kapcsolva 

szokásos felépítés: Multilayer Feedforward Network: több szint, szintenként több „párhuzamos” perceptron, minden szint csak a következőkhöz kapcsolódik, csak előre-csatolás (ábra)

A neuronhálók reprezentációs ereje

· AND, OR (TRUE:=1, FALSE:=-1): egyetlen perceptron (ábra) de!: XOR nem reprezentálható

· tetszőleges Boole-fgv: 2 réteg

indoklás: teljes diszjunktív normálforma (megj: NOT: nem kell kapu, csak -1 értékű súly)

· (folytonos) konvex, összefüggő térrész: 2 réteg (ábra)
· tetszőleges fgv (pl. konkáv vagy nem összefüggő térrészek): 3 réteg

A neuronhálók előnyei és hátrányai:

Előnyök (mikor alkalmazzuk):

· A tanulandó függvényről ismeretünk (x, o) példák formájában van (azaz felügyelt tanulás)
· A tanulandó függvény be- és kimenete lehet diszkrét értékű, folytonos értékű, vagy ezek valamilyen vektor-kombinációja

· a neuronhálók nem érzékenyek a tanító példák hibáira

· gyorsak (a felhasználás során) 

Hátrányok:

· viszonylag hosszú tanulási idő

· a megtanult belső reprezentáció (azaz a súlyok értéke) az ember számára legtöbbször nehezen értelmezhető (olyan komplex feladatoknál érdemes neuronhálót alkalmazni, ahol mi magunk sem tudjuk pontosan, melyek az inputból kiemelendő jellemzők - a belső reprezentáció ezeket találja meg)

A perceptron tanítása

tanítás: megfelelő súlyok találása, azaz optimalizálás a 
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a, a preceptron tanulási szabály

inicializálás: véletlen súlyok választása (a többi algoritmusnál is)

iteráció:

- engedjük be az egyes tanítópéldákat a perceptronba


- módosítsuk a súlyokat az alábbi szabály szerint:


 

, ahol t a várt, o pedig a kapott output; 

  

: pozitív konstant (tanulási faktor)


- az iterációt addig folytassuk, amíg szükségesnek látjuk (a már  tanított mintákat akár újra felhasználva!!)

Magyarázat: 




ha t=o (azaz a perceptron helyesen működött): 

 (nincs változás)

ha t>o: 


ha t<o: 


Tétel: ha a pozitív és negatív példák lineárisan szétválaszthatók, akkor a perceptron szabály véges lépésben talál ilyen megoldást

(de ha nem, nem garantál semmit)

b, a delta szabály (gradient descent optimalizálás)

definiáljuk a perceptron hibáját az alábbiak szerint:



   (D: a tanítópéldák halmaza)

a tanítást e hiba minimalizálása révén végezzük

E(w) egy parabolikus felület egyetlen globális minimummal (ábra)( alkalmazható a gradient descent optimalizálási technika: legyen




A felületen a gradiensvektorral ellenkező irányban fogunk lépni, mert így csökkenthető a hiba legmeredekebben. Azaz:



, részletesebben 

,

azaz az egyes komponensekben a derivált arányában lépünk

A derivált (levezetés: Mitchell könyv): 


azaz 


· egyszerre dolgozza fel az összes példát (és ezt kell iterálni)

· ha tökéletes szeparáció nem lehetséges, minimális hibát adó súlyokhoz konvergál (de a véges lépés nem garantált)

c, stochastic gradient descent

ugyanaz, mint a gradient descent, de minden egyes példa után módosítsuk a súlyokat! Azaz




· minél kisebb 

, annál jobban közelíti a gradient descent-et

· a gradient descent több számítást igényel, de nagyobb 

 használható

· olyan feladatoknál, ahol lokális minimumok is vannak, a stochastic g.d. nagyobb eséllyel kerüli el ezeket, hiszen minden lépésben másik függvényt (az adott minta esetén vett hibát) minimalizálunk

Többrétegű előrecsatolt hálók tanítása - a Backpropagation algoritmus

A hiba hálók esetén is legyen



,

ahol „outputs” a kimenő egységek halmaza, okd pedig a szigmoid-függvénnyel kapott kimenet (minden egységnél ezt használjuk)

A hiba minimalizálása: ismét gradient descent-tel (pontosabban sztochasztikus változatával)

különbségek:

· a hibafüggvénynek mostmár lehetnek lokális minimumhelyei ( csak v.mely lokális optimum megtalálása garantált

· A deriváltakat külön le kell vezetni az outputrétegre ill. a rejtett rétegekre (külön lap)
eredmény: Backpropagation algoritmus (sztoch. változata):

Inicializálás: kis véletlen értékekkel

Iteráció: amíg a megállási feltétel teljesül



minden tanítópéldára




- engedjük át a példát a neuronhálón




- a k. kimenőegység hibája: 





- a h. rejtett egység hibája (rétegenként visszafele):











- 

  minden (i,j) (i-ből j-be menő) párra

Értelmezés: 

· az 

 szorzótényezők a szigmoid deriválásából származnak

· ettől eltekintve az output egységekre a szabály ugyanaz, mint a szt.grad. descent-nél

· a rejtett egységeket a kimenetüket felhasználó egységek hibájáért az összekapcsoló súlyok arányában tesszük felelőssé (hiba visszafelé propagálása)

Megállási feltétel lehet:

· fix számú iteráció

· az összesített hiba D-n egy küszöb alá esett

· nincs lényeges javulás az egyes iterációk között

· (kereszt)validáció
A konvergencia javítása

· általában nehéz megmondani a lok. min-ban való elakadás esélyét

· tapasztalat: az ANN ennek ellenére a gyakorlatban nagyon hatékony

· javasolt „trükkök” a konvergencia javítására:

- momentum használata: 
[image: image80.wmf](
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  ez túllendíti a keresést a kis lokális minimumokon ill. a lapos szakaszokon

- a sztoch. változatot használjuk, ez kisebb valószínűséggel akad el

- tanítsunk be több hálót többször, különböző kezdőértékekkel - ezeket kombináljuk vagy válasszuk a legjobbat (független teszten)

Tervezési kérdések

· input kódolása

pl. karakterfelismerés: élek száma és iránya?

a szokásos inkább: maga a bitmap

· output kódolása

szokásos: „1-of-n” kódolás

ok: nagyobb szabadsági fok a több egység révén, másrészt a válasz megbízhatósága is mérhető (összevetve a 2. legnagyobbal)

· tanítási paraméterek ((, ()

kis értékek: lassú konvergencia

nagy értékek: átugorhatja az optimumhelyet

(megoldás: az iteráció során csökkenteni az értéküket)

· hálózat struktúrája

túl kevés kapcsolat: nem képes tanulni

túl sok kapcsolat: nagyon lassan tanul

a rejtett neuronok száma igen kritikus, ezen múlik a kapott modell komplexitása (lásd korábban az occam-borotva témakör)
A rejtett réteg működése - általánosítás vagy túltanulás?

A rejtett réteget rá kell „kényszeríteni”, hogy olyan reprezentációt találjon, amely legalkalmasabbak a hiba minimalizálására

ehhez a rejtett réteg(ek) neuronjainak (=felhasználható hipersíkok) száma a legfontosabb tényező!!

Túl kevés rejtett neuron ( nem elég a tanuláshoz

Megfelelő számú r. n. ( általánosítás
Túl sok rejtett neuron (túltanulás (ábra)
A szükséges rejtett neuronok számát nehéz megbecsülni( inkább fölé becslünk

Túltanulás ellen legjobb: nagyon sok tanító példa - ha lehetséges...

Túltanulás figyelése: tesztelés a tanításban nem használt adatokon (validáció)

Tapasztalat: a túltanulás későbbi iterációknál indul be (ábra)
Javasolt megállási feltétel: ha a validációs példákon a hatásfok egyre romlik

nagyon kevés tanító adat: k-fold cross-validation 

„Advanced topics”

· Más hibafüggvény használata

- Egy extra taggal büntethetjük a nagy súlyokat: ezek túl éles döntési határokat okoznak (túltanulás)

- Ha nem csak a tanulandó függvényről, hanem annak deriváltjáról is vannak példáink, ezt is bevehetjük

- Ha valószínűségeket kell tanulni, minimalizáljuk az entrópiát

- Súlyok összekapcsolása, avagy simítása - ha tudjuk, hogy bizonyos súlyok nem függetlenek

· Más optimalizálási módszer a tanításban

konjugált gradiens módszer, kvázi-Newton módszerek, ... 

· Visszacsatolt neuronhálók

sokkal jobbak időbeli folyamatok (pl. beszéd) modellezésére

nehezebb őket tanítani, nem általánosítanak olyan megbízhatóan

megnövelt reprezentációs képesség

· Dinamikusan módosuló hálózati struktúra

Cascade-correlation algorithm: egyenként ad hozzá rejtett neuronokat, a hibától függően (vigyázni kell a túltanulással)

„Optimal brain damage” algoritmus: egyenként veszi el a legkevésbé fontos neuronokat - az új, kisebb háló nem rosszabb lényegesen, de sokkal gyorsabban tanul

A neuronháló kapcsolata a Bayes-döntéselmélettel

A fentiekben a neuronháló működését a "geometriai szemlélettel" magyaráztuk, azaz azzal érveltünk, hogy az egyes neuronok által meghatározott hipersíkok térrészek szeparációját teszik lehetővé. Belátható azonban, hogy megfelelő konfigurációban használva a neuronhálók a Bayes döntési szemléletnek is megfelelnek, mivel képesek az egyes C osztályok P(C|X) posterior valószínűségének közelítésére! Ennek belátásához előbb okoskodunk egy keveset, amely gondolatmenet nem csak a neuronháló esetében igaz:

P(C|X) közelítése „hard-labeled” tanítópéldák alapján az átlagos négyzetes hibakritériummal:

Pusztán technikai okból a példákat átkódoljuk <xn, dn> alakra ahol dn K-dimenziós vektor, amely a helyes osztályt binárisan kódolja (magyarul pontosan 1 db. 1-est tartalmaz, máshol nulla). A P(C|X)-et közelítő módszerről is feltételezzük, hogy egy adott x inputra egy K-dimenziós o(x) vektort ad outputként, melynek egyes komponenesei az egyes osztályokhoz tartozó valószínűségek. A közelítés hibáját egy adott példára err(o(x),d(x)) fogja jelölni. 

Állítás: Ha egy v valószínűségi változó értékét egy o konstanssal akarjuk közelíteni, és a közelítéshez az átlagos négyzetes hiba (MSE) minimalizálását használjuk, akkor o a valószínűségi változó várható értékéhez fog tartani. 

Bizonyítás: jelölje N a példák számát, occ(c) pedig az egyes c értékek előfordulási darabszámát. Ekkor az átlagos négyzetes hiba:
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Ha a példák hűen reprezentálják a P(C) eloszlást, akkor a példaszám növelésével 
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 (a nagy számok törvénye szerint). Ezt felhasználva
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Ezt átalakítva az alábbiakat kapjuk:
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Felhasználva, hogy
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, továbbá hozzáadva és kivonva 
[image: image86.wmf](

)

2

ú

û

ù

ê

ë

é

å

c

c

cP

-et: 


[image: image87.wmf](

)

(

)

(

)

(

)

÷

÷

ø

ö

ç

ç

è

æ

÷

ø

ö

ç

è

æ

-

+

÷

ø

ö

ç

è

æ

-

=

å

å

å

c

c

c

MSE

c

cP

c

c

P

o

c

cP

o

c

Err

2

2

2

,


Mivel a változó várható értéke 
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Mivel a második tag konstans, ezért a hiba minimalizálását az első tag minimalizálásával tudjuk elérni. Ez viszont akkor lesz minimális, ha o a változó várható értékét veszi fel.

Állítás: Ha egy v valószínűségi változó csak a 0 és 1 értékeket veheti fel, és c-vel jelöljük azt az eseményt, hogy 1-et vesz fel, akkor a változó várható értéke P(c).

Biz: 
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Következmény:

0-1 címkékkel ellátott példákon tanítva az MSE hibakritérium P(c)-t fogja közelíteni.

Ezek után tegyük fel, hogy c K különböző értéket vehet fel. Kódoljuk c-t egy K-dimenziós d vektorban oly módon, hogy d-nek mindig csak a ck-adik értéke 1, a többi nulla (ha az egyértelműség megkívánja, az 1-es helyét d fölső indexében jelezzük). Ekkor d egyes komponenseire teljesül a fenti két állítás, így azok a négyzetes hibakritériummal külön-külön tanítva P(ck)-hoz fognak tartani. Ha a d vektoron úgy definiáljuk a négyzetes különbséget, mint a komponensek négyzetes különbségeinek összege, és ezt a vektorokon értelmezett hibát minimalizáljuk, akkor az alábbit kapjuk:
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 EMBED Equation.3  
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Ahol az utolsó lépésben kihasználtuk, hogy 
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Mivel d l-edik komponense pontosan 
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tehát a vektoron számolt hiba az egyes komponensek hibáinak összege. Mivel nemnegatív tagok összegét minimalizálni úgy lehet, ha minden tagot minimalizálunk, ezért a vektoron vett hiba minimalizálása tényleg azt jelenti, hogy a vektor egyes komponensei P(ck)-t fogják közelíteni.

Ezek után már csak annyi hiányzik ahhoz, hogy eljussunk P(C|X) tanulásához, hogy feltegyük: a c változó valamely adott x pontban állt elő. Egy rögzített x-re a fenti levezetések nyilván mind érvényben maradnak, csak a P(C) helyére mindenütt a P(C|X) feltételes valószínűség értendő. Ha ezek után az összes lehetséges X értéket is figyelembe vesszük a négyzetes hibában, akkor az átlagos hibában nyilván az egyes pontok hibáinak összege fog szerepelni, súlyozva P(X)-szel:
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Erre az összesített hibára ismét csak igaz a korábbi állítás, hogy úgy minimalizálható, ha minden tagját minimalizáljuk, amiből pedig kövektezik, hogy az összhiba minimalizálásával 
[image: image100.wmf](
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 minden egyes k komponense minden egyes x pontban P(ck|X)-et fogja közelíteni. Azért a biztonság kedvéért még egyszer felírjuk az összesített hibát, végig behelyettesítve a részeredményeket:
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Némi átrendezéssel:
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A belső részt átalakítva, felhasználva hogy 

 ha 

, továbbá hozzáadva és kivonva 

-et (ugyanaz a trükk, mint korábban):
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Mivel a fenti képlet második tagja független a közelítő függvénytől, a hiba minimalizálásához az első tagot kell minimalizálni. Az első tag kapcsoszárójelben levő része viszont nem egyéb mint a háló kimenetének és a P(C|X) feltételes valószínűségnek a négyzetes eltérése. Vagyis a példákon vett négyzetes hiba minimalizálása tulajdonképpen megfelel a P(C|X)-hez képesti négyzetes hiba minimalizálásának.

Mivel a neuronhálók hagyományos tanulómódszerei a négyzetes hibát minimalizálják, bebizonyítottuk, hogy a neuronhálók felhasználhatóak P(C|X) modellezésére. Fontos megjegyezni azonban, hogy (tetszőleges) P(C|X) tökéletes megtanulásához szükségesek az alábbi feltételek:

1, Végtelen mennyiségű tanuló adat, amely eloszlásában tökéletesen követi P(C,X)-et.

2. Végtelen sok neuron, hiszen a hálónak tetszőleges felületet le kell tudni írni.

3. A tanulás során a hálónak a globális minimumot kellene megtalálnia.

Ezek a feltételek a gyakorlatban nyilván nem teljesíthetők (esetleg az utolsó kivételével). Például ha véges sok példánk van és az X tér folytonos, akkor gyakorlatilag nulla az esélye annak, hogy a X egy adott pontjából több példánk is legyen – márpedig a közelítés ezen példák címkéinek arányával közelítené az adott pontban P(C|X)-et. Ha egy adott pontból csak egyetlen példánk van, akkor akkor ez a címkéjének megfelelő osztály közelítőfüggvényét 1-be törekszik húzni az adott pontban, az összes többi osztályét pedig nullába. Ha végtelen sok neuron van, akkor ezt el is tudja érni, azaz túltanulás következik be. Ha véges sok neuront veszünk, akkor az nem képes tetszőleges felületet leírni, hanem egyfajta simítást fog eredményezni. A neuronszám csökkentésével ez a simítás fokozható. A neuronhálók nagy hátránya, hogy nem igazán lehet megjósolni ennek a simításnak a viselkedését, így pl. azt sem, hogy egy adott példaszám ill. P(X) eloszlás esetén mi az ideális neuronszám és háló-topológia.

Továbbmenve, ha a tér egy adott pontjából egyetlen egy példa sincsen, akkor ezen pontokban a négyzetes hibával tanított közelítés (akár ANN, akár más) úgy viselkedik, ahogy kedve tartja, hiszen bármilyen értéket felvehet, az a hibaösszeget nem befolyásolja. (A fenti hibaképletben az egyes pontokban felvett hiba összege súlyozódik P(X)-szel, ami véges példaszám esetén az X-ből kapott példák számát jelenti). A neuronháló működését ezekben a pontokban a közelbe eső példák eloszlása és a fent említett nehezen leírható simítási hatás együttesen határozzák meg. Ebből következően a háló azokon a térrészeken, ahonnan kevés tanulópéldát látott (vagy egyet sem), megbízhatatlanul működik. A legnagyobb baj, hogy ezt a megbízhatatlanságot nem képes visszajelezni, hiszen mindig normalizált értéket kell visszaadnia (természetesen bármely más P(C|X)-et tanuló módszernél felhozható ellenérvként, hogy nagy ellenségük, ha egy térrészről kevés vagy nincs példa). 

Példány-alapú módszerek

(Más szóval instance-based learning vagy lazy learning)
a, Példány-alapú lokális regresszió

A példány-alapú módszerek egy adott pontban a tanulandó függvény értékét a pont legközelebbi k „szomszédja” alapján modellezik, ahol a „legközelebbi” valamilyen, a pontokon definiált távolságfüggvény alapján értendő. Ha k-t rögzítjük, akkor a k-NN alapú módszereket kapjuk. Ha viszont a pont körül vizsgált környezet méretét fixáljuk, akkor a kernel-alapú módszerek egy speciális esetéhez jutunk. Mindkét típus használható akár feltételes, akár osztály-alapú valószínűségek modellezésére.

k-NN

Felhasználás folytonos eloszlás közelítésére:

A tér egy adott x pontjában kell megmondanunk a pontok sűrűségét. Ehhez vizsgáljuk a pont környezetét. Pontosabban addig „tágítsuk” ezt a környezetet, amíg pontosan K darab tanulópélda esik bele. Ekkor P(X)-et közelítsük így:
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ahol N az összes tanulópélda száma, V pedig a vizsgált környezet térfogata. A közelítés egy hátránya, hogy bár végtelen példa esetén konvergál a közelítendő eloszláshoz, véges N esetén az integrálja nem 1, hanem végtelen, azaz nem ad szabályos eloszlást (Bishop).

Felhasználás feltételes osztály-valószínűség közelítésére: keressük meg a legközelebbi K tanítópéldát, és P(C|X)-et ezen pontok címkéinek aránya alapján közelítsük (ez viszont nyilván teljesen szabályos diszkrét eloszlás).

A k-NN alapú módszer nagy előnye, hogy a tér különböző pontjain különböző erősségű simítást végez, a példák sűrűségétől függően. K növelésével egyszerűen növelhetjük a simítás erősségét.

Továbbá P(C|X) közelítésekor könnyen lekérdezhetjük V-t is, ami használható „confidence-measure”-ként (ha messzebbre kellett menni elegendő számú szomszédért, akkor az a becslés feltehetőleg kevésbé megbízható).

A modellezést finomíthatjuk úgy, hogy a K példához tartozó értékeket súlyozva vesszük figyelembe (pl. a közelebbieket nagyobb súllyal). Fontos, hogy ez a súlyozás ne csak a távolságtól, hanem V-től is függjön. Ha a súlyozás csak a távolságtól függ, akkor átjutunk a módszerek másik kategóriájába, a kernel-alapú módszerekhez:

Kernel-alapú módszerek

Megtehetjük azt is, hogy nem K-t rögzítjük le, hanem V-t, azaz pl. mindig egy adott méretű környezetet vizsgálunk. Például „kivághatunk” egy egységnyi térfogatú kockát a vizsgált pont körül; és az ebbe eső példák darabszámát/címke-arányát használjuk P(X) ill. P(C|X) közelítésére. Ez másszóval azt jelenti, hogy a kockába eső példákat egyenlő súllyal vesszük figyelembe, a kívül esőket pedig figyelmen kívül hagyjuk. A „figyelembe vétel” tkp. súlyozott összegzést jelent, így a fenti számítás egy (jelfeldolgozási értelemben vett) szűrést jelent, egész pontosan egy négyzetes ablakkal való simítást. De a négyzetes ablakot természetesen nyugodtan lecserélhetjük „jobb alakú” ablakfüggvényekre, avagy itteni elnevezéssel „kernel-függvényekre”. Ha olyan H(x) kernel-függyvényt használunk, amelynek az intergálja 1, akkor mindig szabályos valószínűségi eloszlást kapunk a fenti módszerrel. 
Képlettel:
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A környezetbe eső példák száma (általános esetben súly-összege) használható konfidencia-mértékként.

A fenti képletet úgy is értelmezhetjük, hogy nem mindig az adott x pontra illesztjük a kernel-függvényt, hanem hogy van N darab kernel-függvényünk, amelyek mindegyike rá van „ültetve” egy-egy tanítópéldára, és ezek súlyozott összege adja a közelítést. Ha nem veszünk minden egyes példát egyenként figyelembe, hanem a példákat csoportosítjuk (klaszterezzük) néhány (alőre rögzített számú) csoportba, és ezen csoportokra illesztjük a kernel-függvényeket, akkor csökkenthetjük a szükséges kernelek számát. Ennek a fix számú kernellel történő közelítésnek a speciális esete tulajdonképpen a GMM (ami viszont már szemi-parametrikus módszer, mert a kernelek száma előre rögzített).

A kernel-alapú módszer nagy hátránya, hogy egyenletes simítást csinál, a lokális pont-sűrűségtől függetlenül, ami egyenetlen példa-eloszlás esetén nyilván rossz becslést eredményez. 

A példány-alapú megközelítés óriási előnye viszont, hogy csak egy távolságfüggvény kell hozzá (ezért hívják nem-parametrikus módszernek), nem feltételezi az Euklideszi teret.

Hátrány: lassúság, mivel minden egyes tanítópéldára szüksége van a felhasználás során. Ezen segíthetne a pontok ritkítása, illetve a fix számú kernel használata.
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� EMBED Equation.3  ���
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� Szemléltetésként tekintsük azt az esetet, amikor mi, emberek nyelveket tanulunk. Ilyenkor idegen nyelvű mondatokat kapunk példaként, és agyunk maga a hipotézistér, illetve annak befogadóképessége méri a hipotézistár bonyolultságát. Amíg csak néhány tucatot hallunk az új nyelv mondataiból, addig azokat kényelmesen be tudjuk magolni, anélkül, hogy megértenénk a felépítésüket; ennek hátránya viszont, hogy képtelenek vagyunk újabb helyes mondatokat alkotni, azaz általánosítani. Ha viszont több ezer mondatot kell megtanulnunk, akkor rákényszerülünk az egyes szavak jelentésének megtanulására, a nyelvtani szabályok megértésére, azaz az összefüggések feltárására. Ennek következtében viszont általánosítási képességre teszünk szert, azaz korábban nem látott mondatokat is tudunk elemezni, illetve képezni.


� Egy szűrővizsgálat során egy egészséges embert betegnek nyilvánítani és további vizsgálatokra visszarendelni jóval kisebb hiba, mint egy beteg embert egészségesként elengedni.


� Habár bizonyítást nyert, hogy valójában nem Occam tanuló (Szörényi Balázs, 2002)
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