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Kivonat A beszédfelismer6k akusztikus modelljeként az utébbi években
jelentek meg, és egyre nagyobb népszeriiségnek orvendenek az tin. mély
neuronhdlék. Neviiket onnan kaptak, hogy a korabban szokvanyos egyet-
len rejtett réteg helyett joval tobbet, 3-9 réteget hasznédlnak. Emiatt —
bar a hagyoméanyos mddszerekkel is tanithatdk — az igazan jé eredmények
eléréséhez egy 1j tanitdéalgoritmust is ki kellett hozzdjuk talalni. Cikkiink-
ben réviden bemutatjuk a mély neuronhalék matematikai hatterét, majd
a mély neuronhdlékra épiilé akusztikus modelleket beszédhang-felismerési
teszteken értékeljiik ki. Az eredményeket Osszevetjiikk a kordbban pub-
likalt, hagyoményos neuronhalét hasznalé eredményeinkkel.

Kulcsszavak: mély neuronhdld, akusztikus modellezés, beszédfelismerés

1. Bevezetés

Az elmilt néhdny évtizedben a mesterséges neuronhaldk szamos valtozatat ki-
probaltak a beszédfelismerésben - annak fiiggvényében, hogy éppen mi volt az
aktudlisan felkapott technolégia. Altaldnos elismertséget azonban csak a tobb-
rétegli perceptron-hdlézatokra (MLP) éptil in. hibrid HMM/ANN modellnek
sikeriilt elérnie, f6leg a Bourlard-Morgan paros munkassdgdanak koszonhetoen
[1]. Bér kisebb felismerési feladatokon a neuronhdlés modellek jobb eredményt
adnak, mint a sztenderd rejtett Markov-modell (HMM), alkalmazdsuk mégsem
terjedt el altalanosan, részben mivel technikailag nehézkesebb a hasznalatuk,
masrészt mivel nagyobb adatbazisokon az elénytik elvész, koszonhetéen a HMM-
ekhez kifejlesztett trifén modellezési és diszkriminativ tanitasi technikaknak. fgy
a hibrid modell az elm1lt hiisz évben megmaradt a versenyképes, de igazi attorést
nem hozé alternativa statuszaban.

Mindez megvaltozni latszik azonban az dn. mély neuronhdlék (deep neural
nets) megjelenésével. A mély neuronhdlét (pontosabban tanftdsi algoritmusét)
2006-ban publikalték elészor [2], és a kezdeti cikkek képi alakfelismerési teszte-
ket hasznéltak demonstracidként. Legjobb tudomasunk szerint a mély haldk els6
beszédfelismerési alkalmazdsa Mohamed 2009-es konferenciaanyaga volt (ennek

* Jelen kutatdst a futurlCT.hu nevii, TAMOP-4.2.2.C-11/1/KONV-2012-0013 azo-
nositészami projekt tdmogatta az Eurdpai Unié és az FEurdpai Szociilis Alap
tarsfinanszirozdsa mellett.
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[3] az ujsdgcikké kibévitett valtozata) — mely cikkben rogton sikeriilt megdonteni
a népszeri TIMIT benchmark-adatbazison elért 6sszes korabbi felismerési pon-
tossdgot. A modellt rdaddsul hamarosan tovabb javitottdk [4]-ben. Ezek az
eredmények annyira meggyozdek voltak, hogy azdéta exponencialisan né a témaval
foglalkozé cikkek szama - a legutdbbi, 2012. szeptemberi Interspeech konfe-
rencian mar két szekcié volt specidlisan csak a mély neuronhaléknak szentelve.
Cikkiinkben el6szor bemutatjuk a mély neuronhalék matematikai hatterét.
Kitériink a betanitasuk soran hasznalt korldtos Boltzmann-gépekre, illetve a
,,kontrasztiv divergencia” elnevezésii tanité algoritmusukra. A kisérleti alata-
masztasra beszédhang-felismerési teszteket végziink harom adatbézison. Az an-
gol nyelvii TIMIT-en megkiséreljiik reprodukélni a [3]-ben kozolt eredményeket,
majd pedig két magyar nyelvii korpuszra — egy hiradés adatbazis és egy han-
goskonyv — terjesztjik ki a vizsgalatokat. Mindkét adatbéazison koézoltiink mar
eredményeket korabban, ezek fogjak képezni a kiértékelés viszonyitasi pontjat.

2. Mély neuronhaldok

Miben is kiillonbozik ez az j neuronhdlés technolégia a megszokott tobbrétegii
perceptronoktdl? Egyrészt a halézat strukturdjaban, mésrészt a tanité algo-
ritmusban. A hagyoméanyos hélézatok esetében egy vagy maximum két rejtett
réteget szoktunk csak haszndlni, és a neuronok szdmanak novelésével prébaljuk
a halézat osztalyozasi pontossiagat novelni. Emellett az az elméleti eredmény
sz0l, miszerint egy kétrétegli halézat mar univerzélis approximator, azaz egy
elég altaldnos fliggvényosztdlyon tetszbleges pontossagu kozelitésre képes [5]. Eh-
hez azonban a neuronok szamat tetszoleges mértékben kell tudni névelni. Ehhez
képest az tjabb matematikai érvek és az empirikus kisérletek is amellett szélnak,
hogy - adott neuronszam mellett - a tobb réteg hatékonyabb reprezentaciot tesz
lehet6vé [6]. Ez indokolja tehét a sok, relative kisebb rejtett réteg alkalmazdsét
egyetlen, rengeteg neuront tartalmazoé réteg helyett.

Az ilyen sok rejtett réteges, ,,mély” architekturanak azonban nem trividlis a
betanitdsa. A hagyomdanyos neuronhaldk tanitasara altaldban az un. backpro-
pagation algoritmust szokas haszndlni, ami tulajdonképpen a legegyszeri(ibb,
gradiensalapd optimalizdlasi algoritmus neuronhélékhoz igazitott véaltozata. Ez
egy-két rejtett réteg esetén még jol miikodik, ennél nagyobb rétegszam mellett
azonban egyre kevésbé hatékony. Ennek egyik oka, hogy egyre mélyebbre hatolva
a gradiensek egyre kisebbek, egyre inkdbb ”elt{innek” (tin. ,vanishing gradient”
effektus), ezért az als6bb rétegek nem fognak kellképp tanulni [6]. Egy mésik ok
az un. ,explaining away” hatas, amely megneheziti annak megtanulasat, hogy
melyik rejtett neuronnak mely jelenségekre kellene regalnia [2]. Ezen problémak
kikiiszobolésére taldltak ki a korldtos Boltzmann-gépet (Restricted Boltzmann
Machine, RBM), illetve annak tanité algoritmusdt, a CD-algoritmust (kont-
rasztiv divergencia) [2]. A korldtos Boltzmann-gép lényegében a neuronhdld egy
rétegpéarjanak felel meg, igy a betanitas rétegenként haladva torténik. A tanitds
végén a rétegparok egymasra helyezésével el6alld tobbrétegli halét ”Deep Belief
Network”-nek hivjék az irodalomban [3]. Az elmondottakat szemlélteti a 1. dbra.
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1. abra. Korlatos Boltzmann-gép, illetve a beldle felépitett DBN.

Fontos még tudni, hogy a CD-algoritmus feliigyelet nélkuli tanitast végez, és
tulajdonképpen a ,maximum likelihood” tanitas egy hatékony kozelitését adja.
Ezért a CD-algoritmus szerint tanitdst tulajdonképpen elGtanitdasnak tekintjiik,
mivel ezutdn koévetkezik még a cimkézett tanitopéldidkhoz valé hozzdigazitas. E
célbdl a hélézatot atalakitjuk korldtos Boltzmann-gépek helyett hagyoményos
neuronokat hasznal6 halozattd, ratesziink egy softmax-réteget, és ezutan a meg-
szokott backpropagation-algoritmussal végezziik a cimkéken vald feliigyelt ta-
nitast. A tanitds tehat két szakaszra oszlik: egyik az el6tanitds, a mésik pedig
a hagyomdnyos halozatként valé finomhangolds. Ha az elGtanitast elhagyjuk,
akkor egy teljesen hagyomdanyos neuronhdlét kapunk, igy az el6tanitasi modszer
hatékonysdganak mérésére az a legjobb mddszer, ha megnézziik, hogy mennyit
javulnak a felismerési eredmények a hasznalataval az el6tanulast nem alkalmazé
héaléhoz képest.

Az alabbi két fejezetben bemutatjuk a korlatos Boltzmann-gépeket, illetve a
tanitasukra szolgaldo CD-algoritmust.

2.1. RBM

A korldtos Boltzmann-gép lényegében egy Markov véletlen mez (MRF), amely
két rétegbdl all. A korlatos jelzé onnét szarmazik, hogy két neuron csak akkor van
osszekapcsolva, ha az egyik a lathatd, a masik pedig a rejtett réteghez tartozik.
Tehét a régeken beliil a neuronok nem &allnak kapcsolatban, ezért tekinthetiink
az RBM-re tgy is, mint egy teljes paros graf, ezt szemlélteti a 2. dbra. Az egyes
kapcsolatokhoz tartozd sulyok és a neuronokhoz tartozd bias-ok egy véletlen
eloszlast definidlnak a lathaté réteg neuronjainak allapotait tartalmazé v vekto-
rok felett, egy energiafiiggvény segitségével. Az energiafiiggvény (v, h) egyiittes
elé6fordulasara:

vV H 14 H
E(’l},h,@) = —Zzwij’l)ihj _Zbivi —Zajhj, (1)
i=1 j=1

i=1 j=1
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2. dbra. Egy RBM 4 lathato és 3 rejtett neuronnal.

ahol © = (w,b,a), és w;; reprezentalja az i. lathaté neuron és j. rejtett neuron
szimmetrikus kapcsolatdanak silyat, b; a lathatd, illetve a; pedig a rejtett neuro-
nokhoz tartozé bias-okat. V és H a lathaté és rejtett egységek /neuronok szédma.
A modell éltal a v ldthaté vektorhoz rendelt valészintiség:

Z efE(v,h)

_h

Z Z e—E(u,h)’
h

u

p(v,@) = (2)

ahol u eleme az input vektoroknak, h pedig a rejtett réteg allapotvektorainak.
Mivel a korldtos Boltzmann gépben nem engedélyezett rejtett-rejtett és lathato-
lathat6 kapesolat, ezért p(v|h)-t és p(h|v)-t a kovetkezé médon definidlhatjuk:

%
p(h; =1|v,0) = O'(Z w;v; + a;)
i=1

14
p(vi =1|h,0) = o (Y wizhy + bi), 3)

Jj=1

ahol o(z) = 1/(1 4 exp(—=x)) a szigmoid fiiggvény.

Specialis valtozata az RBM-eknek az tin. Gauss-Bernoulli RBM, amely esetén
a lathato réteg neuronjai nem binarisak, hanem valés értékiiek. Ezt valds input
esetén szokas haszndlni, és az energiafiiggvény ekkor a kovetkezéképpen médosul:

\4

(Wi —b)?  a H
E(v,h|®) = Z % — Z Zwijvihj - Zajhj (4)

i=1 i=1 j=1

A v lathaté vektorhoz rendelt valészintiség pedig:
bif
p(i =1[h,0) = N'(b; + Y wijhy, 1), (5)
j=1

ahol N (u,0) a p varhaté értékii és o variancidji Gauss-eloszlés.

A pontos maximum likelihood tanulds alkalmatlan nagy méretii RBM esetén,
ugyanis a derivalt szamitasanak id6igénye exponencidlisan né a hélézat mére-
tével. A hatékony megoldast egy kozelité tanité algoritmus, az Un. kontrasztiv
divergencia (Contrastive Divergence, CD) biztositja. Ennek a hatékony tanité
algoritmusnak koszonhet6en az RBM tokéletesen alkalmas arra, hogy a mély
neuronhaldk épitéeleme legyen.
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2.2. A CD-algoritmus

Hinton 2006-os cikkében javasolt egy tanité algoritmust a korlatos Boltzmann-
gépekhez, amelyet kontrasztiv divergencidnak (Contrastive Divergence) nevezett
el [2]. A javasolt mddszer sordn a sulyok frissitési szabélya:

Awij o8 <Uihj>input - <Uihj>7“ekonstrukcio- (6)

A (6) jobb oldaldn taldlhaté els6 tag az i. lathaté és j. rejtett egység kor-
reldcidja, bindris esetben annak gyakorisidga, hogy mindkét neuron egyszerre
aktiv. A rejtett réteg dllapotdt adott inputvektorhoz (3) alapjan szémitjuk. A
masodik tag jelentése hasonld, csak ekkor rekonstrukcids dllapotokat hasznalunk.
Rekonstrukcié alatt a kovetkezdt kell érteni: miutdn az input alapjan meg-
hatdroztuk a rejtett réteg allapotait, (3) felhaszndldsdval tudjuk (a rejtett réteg
alapjan) a ldthaté réteg allapotait kiszdmolni, ezutdn az igy kapott lathatd
réteghez generaljuk a rejtett réteget. A rekonstrukcidt tetszoleges alkalommal
megismételhetjiik a 3. dbran lathaté médon.

t=0 t=1 t=2 //  t=infinity
000l [0®O][omO) [0mO
0,0 \ /
<, h;->/ \ / \ Vo hT >
. N / \ / iy
—~ = . 3 Y ~ /
TO| [@O] [JO ofe
t=0 t=1 t=2 t = infinity

3. dbra. Rekonstrukeids lanc.

Mivel a rekonstrukciés 1épések rendkiviil idGigényesek, ezért altalaban csak k
db rekonstrukciot végziink. A CD mohé algoritmusa k = 1 rekonstrukciot végez,
és az alapjan tanulja a silyokat, dltalanosan ez a mddszer terjedt el viszonylag kis
id&igénye és jo teljesitménye miatt. A mohé elétanitas sordn a silyok frissitését
a kovetkezd modon végezziik:

Aw;j oc (Vikj)inpur — (Vilj)i=1. (7)

Mint mar korabban emlitettiik, az el6tanitas utan a halézatot atalakitjuk
hagyoményos neuronhdléva, ami egyszertien csak a silyok atvitelével, illetve
egy softmax-réteg felhelyezésével torténik. Innentol a halé teljesen szokvanyosan
tanithatd feliigyelt médon a backpropagation algoritmus segitségével. Mivel a
tanitasnak ez a része kozismertnek tekinthetd, ezért ennek az ismertetésétol el-
tekintiink.
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3. Kisérleti eredmények

A tovabbiakban kisérleti iton vizsgaljuk meg, hogy a mély neuronhalék milyen
pontossagu beszédfelismerést tesznek lehetévé. Az akusztikus modellek készitése
az Un. hibrid HMM/ANN sémdt koveti [1], azaz a neuronhdldk feladata az
akusztikus vektorok alapjdn megbecsiilni a rejtett Markov-modell allapotainak
valészintiségét, majd ezek alapjan a teljes megfigyeléssorozathoz a rejtett Markov-
modell a megszokott modon rendel valdszintiségeket. Mivel a neuronhaléknak
allapot-valoszintiségeket kell visszaadniuk, ezért minden esetben els6 1épésben
egy rejtett Markov-modellt tanitottunk be a HTK programcsomag hasznalataval
[7], majd ezt kényszeritett illesztés lizemmddban futtatva kaptunk 4llapoteimké-
ket minden egyes spektrélis vektorhoz. Ezeket a cimkéket kellett a neuronhalénak
megtanulnia, amihez inputként az aktudlis akusztikus megfigyelést, plusz annak
7-7 szomszédjat kapta meg. Az eltanitds a kdvetkezd paraméterekkel tortént: a
tanuldsi rata 0.002 volt a legalsé (Gauss-Bernoulli) rétegre, a magasabb (binaris)
rétegekre 0.02. A A tanitds in. kotegelt médon tortént, ehhez a batch méretét
128-ra allitottuk, és 50 iteraciét futtattunk az alsé, 20-at a tobbi rétegen. A
backpropagation tanitds paraméterei az alabbiak voltak: a tanulédsi rata 0.02-r6l
indult, a batch mérete ismét 128 volt. Mindegyik esetben alkalmaztuk az tun.
momentum modszert, ennek paraméterét 0.9-re allitottuk.

A modellek kiértékelését haromféle adatbazison végeztiik el. Mindharom eset-
ben azonos volt az eléfeldolgozés: e célra a jél bevalt mel-kepsztralis egyiitt-
hatékat (MFCC) hasznaltuk, egész pontosan 13 egyiitthatét (a nulladikat is
beleértve) és az els6-masodik derivéltjaikat. Kozos volt még tovabbd, hogy egyik
esetben sem hasznéltunk szdszintii nyelvi modellt, pusztan egy beszédhangbig-
ram tamogatta a felismerést. Ennek megfelelden a felismer6 kimenete is beszéd-
hang szint{ volt, ennek a hibajat (1-accuracy) fogjuk mérni a tovabbiakban.

3.1. TIMIT

A TIMIT adatbézis a legismertebb angol nyelvii beszédadatbézis [8]. Habdr mai
szemmel nézve mar egyértelmiien kicsinek szamit, a nagy el6nye, hogy renge-
teg eredményt kozoltek rajta, tovabba a mérete miatt viszonylag gyorsan le-
het kisérletezni vele, ezért tovabbra is népszerii, féleg ha djszeri modellek els6
kiértékelésérdl van szé. Esetiinkben azért esett ra a valasztds, mert a mély neu-
ronhdldk elsé eredményeit is a TIMIT-en kozolték [3], {gy kézenfekvének tiint a
hasznalata az implementéciénk helyességének igazoldsara.

A tanitashoz a szokvanyos tanito-tesztel$ felosztast alkalmaztuk, azaz 3696
mondat szolgdlt tanitdsra és 192 tesztelésre (ez a kisebbik, tn. ’core’ teszthal-
maz). Az adatbézis 61 beszédhangcimkét hasznél, viszont sztenderdnek szamit
ezeket 39 cimkére Osszevonni. Mi ezt az Osszevondst csupan a kiértékelés soran
tettiik meg. Ez azt jelenti, hogy a monofén modellek tanitdsa soran 61 -3 = 183
cimkével dolgoztunk (hangonként 3 éllapot), azaz ennyi volt a neuronhdalé altal
megkiilonboztetendd osztalyok szama. Egy tovabbi kisérletben kornyezetfiiggd
(trifén) modelleket is készitettiink, ismét csak a HTK megfelel6 eszkozeit alkal-
mazva. Ennek eredményeként 858 allapot adddott, azaz ennyi osztalyon tanitot-
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4. dbra. Az el6tanitds hatdsa a TIMIT core teszt halmazon a rejtett rétegek
szamaéanak fliggvényében.

tuk a neuronhaldt. A 4. dbra mutatja a monofén modellel kapott eredményeket,
annak fliggvényében, hogy hany rejtett réteget haszndltunk. Az egyes rétegek
neuronszama minden esetben 1024 volt.

Az eredmények jol érzékeltetik, hogy érdemes egynél tobb rejtett réteget
felvenni, de legfeljebb harom-négyet, mert azon til az eredmények nem javul-
nak szdmottevéen (s6t, romlanak). Megfigyelhetjiik tovdbbd, hogy az elétanités
tényleg segit, féleg mélyebb hald, azaz 4-5 réteg esetén: 4 rétegnél az eltérés
az el6tanitds nélkiili és az elétanitott hdlé kozott t6bb mint 1% (ez kb. 5% hi-
bacsokkenést jelent). Meg kell jegyezziik, hogy mig 4 réteg esetén az altalunk
kapott eredmény lényegében megegyezik az eredeti cikkben szereplével ([3]), 5
réteg esetén nalunk mar romlik az eredmény, mig ott javul. Ennek okait keressiik,
valészintileg a paramétereket kell tovabb hangolnunk (pl. az iteraciészamot nével-
niink). Azt is el kell mondanunk, hogy az itt latottaknédl jobb eredményeket is
el lehet érni mély neuronhdldékkal (1. szintén [3]), ehhez azonban mésfajta, jéval
nagyobb elemszamu jellemzokészletre van sziikség. Mi most itt maradtunk az
MFCC jellemz&knél, mivel ez a legaltalanosabban elfogadott jellemzoékészlet.

Rejtett rétegek szama|Hibaarany
3 22,04%
4 22,09%
5 21,91%

1. téblazat. Beszédhang-felismerési hibaarany a TIMIT adatbédzison trifén
cimkék haszndlata esetén.

A 1. tédbldzat a kornyezetfiiggd cimkékkel kapott eredményeket mutatja a
TIMIT adatbédzison (csak el8tanftdsos esetre). Lathatd, hogy itt mér 6t rejtett
réteg esetén kapjuk a legjobb eredményt, és az is latszik, hogy a monofén cimkés
eredményekhez képest kb. 1% javulds mutatkozik.
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5. dbra. Az el6tanitds hatdsa a hiradds adatbazison a rejtett rétegek szaménak
fliggvényében.

3.2. Hiraddés adatbazis

A magyar nyelvii felismerési kisérletekhez felhaszndlt hiradds adatbézis megegye-
zik a [9]-ben ismertetettel. Az adatbédzisnak ismét csak a a ,,tiszta” cimkét kapott
részeit hasznéltuk fel, ami egy kb. ot és fél érds tanito és egy egyoras teszteld
részt eredményezett. Egy kétoras blokkot fenntartottunk a meta-paraméterek
belovésére. Az adatbézis csak ortografikus dtiratot tartalmaz, ezt egy egyszerli
fonetikus atiréval alakitottuk at fonetikai cimkékre, mely cimkekészlet 52 elembol
allt. Ebbol a TIMIT adatbazisnal ismertetett modon készitettiink HMM-allapo-
toknak megfelel6 cimkézést.

A 5. dbra mutatja a monofén modellekkel elért eredményeket, kiilonféle ré-
tegszam mellett, ismét csak rétegenként 1024 neuronnal. Ezen az adatbazison
az el6tanitas kedvezd hatdsa sokkal egyértelmiibben megmutatkozik. A legjobb
eredményt ismét csak négy rejtett réteggel kapjuk, a kiilonbség az el6tanitas
nélkiili és az el6tanitott rendszer kozott kozel 1% (hibacsokkenésben kifejezve
ez kozel 5%). Osszehasonlitésképpen, korabban egy hagyoményos, azaz egyet-
len rejtett réteget hasznélé hibrid modellel 23,07%-o0s eredményt kozoltiink [9],
ahhoz képest az itt szerepld 20,7% tobb mint 10%-os javulast jelent.

Rejtett rétegek szdma|Hibaardany

3 17,94%
4 17,95%
5 18,51%

2. tablazat. Beszédhang-felismerési hibaarany a hiradds adatbézison trifén
cimkék haszndlata esetén

Ezen az adatbazison is megismételtiik a kisérleteket kornyezetfiiggd, azaz
trifén cimkékkel is (ismét csak elStanitdssal). Az eredmények a 2. tdbldzatban
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6. dbra. Az elGtanitds hatdsa a hangoskdnyv-adatbazison a rejtett rétegek
szamanak fiiggvényében.

lathatéak. A legjobb értékeket ismét csak harom és négy rejtett réteggel kaptuk,
Ot réteg esetén mdr romlds figyelhet6 meg. Az eredmények kozel 3%-kal jobbak,
mint monofén cimkék esetén, ami hibacsokkenésben kifejezve 13%-os javuldst
jelent. Osszehasonlitasképp, a [9]-ben kozolt legjobb trifénos kordbbi eredmény
16.67% wvolt, tehdt jobb a mostani eredménynél, de az dsszehasonlitdshoz figye-
lembe kell venni, hogy ott egy un. kétfazisi modellt alkalmaztunk, azaz két
neuronhald volt egymadésra tanitva, és a tanitds mddja is joval komplikaltabb
volt az itt ismertetettnél. Semmi elvi akaddlya nincs annak, hogy az ott kozolt
technologiat mély neuronhdlékkal kombinaljuk, ez varhatéan tovabbi javulast
eredményezne.

3.3. Hangoskonyv

2009-ben beszédfelismerési kisérleteket végeztiink egy hangoskényvvel, hogy las-
suk, mit tudnak elérni a beszédfelismer8k kozel idedlis beszédjel esetén [10].
Most ugyanazt az adatbézist vettiik el6, ugyanazokkal az el0készito 1épésekkel
és train-teszt felosztdssal. A felhaszndalt cimkézés is ugyanaz volt.

A 6. dbra mutatja a kiilonféle rétegszammal elért eredményeket el6tanulassal
és el6tanulds nélkil, ismét csak rétegenként 1024 neuronnal. Erdekes médon
ebben az esetben minimélis volt csak az eltérés a 2-3-4 rétegszamu halézatok
eredményei kozott, és a legjobb eredményt hdrom rejtett réteggel kaptuk. Az
el6tanulas ismét csak javitott az eredményeken, de ennek hatasa is kevésbé
jelentés. A magyardzat valésziniileg az, hogy ez a tanulasi feladat lényegesen
konnyebb a mésik ketténél, és emiatt kevesebb rejtett réteg is elegendd a ta-
nulashoz.

Végezetiil, a 3. tdblazat mutatja a trifén cimkézéssel kapott eredményeket.
Ez esetben is a harom rejtett réteges halézat bizonyult a legjobbnak, és az
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eredmények koriilbeliil egy szézalékkal jobbak, mint a monofén cimkék esetében.
Ez relativ hibdban kifejezve majdem tiz szdzalék, tehat szignifikdns javulds. Azt
is elmondhatjuk tovabbé, hogy az itt bemutatott eredmények lényegesen jobbak,
mint a kordbban tandem technolégidval elért 13,16% ugyanezen adatbazison [10].

Rejtett rétegek szdma|Hibaarany

3 10,24%
1 10,77%
5 11,32%

3. tablazat. Beszédhang-felismerési hibaarany a hangoskonyv-adatbazison trifén
cimkék hasznélata esetén.

4. Konkluzio

Cikkiinkben bemutattuk a mély neuronhalékra épiilé akusztikus modelleket. A
kisérleti eredmények egyértelmiien igazoljak, hogy a tobb rejtett réteg hasznalata
szamottevoen tud javitani az eredényeken. A , kontrasztiv divergencia” elétanitoé
algoritmus is egyértelmiien hasznosnak bizonyult, bar ennek méar most is sokan
keresik a tovabbfejlesztési lehetdségeit, foleg a nagy miveletigénye miatt. Mivel
az egész témakor nagyon friss, bizonyosak lehetlink benne, hogy még szamos
tjdonsdggal fogunk taldlkozni e témaban.
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