
I.

Beszédfelismerés

1. Bevezetés

1.1 Rövid történeti áttekintés

Az automatikus beszédfelismerés (Automatic Speech Recognition, ASR) célkitűzése olyan szoftver/hardver készítése, amely a beszédjelet írott alakra konvertálja. Az „írógép, amelynek diktálni lehet” már a beszéd elektromos jellé alakításának illetve rögzítésének feltalálása óta szerepel a kutatók, feltalálók vágyálmai között, amit mi sem bizonyít ékesebben, mint hogy 1930-ban Nemes Tihamér szabadalmi leírást nyújtott be egy berendezésre, amely optoelektronikai úton leírja a beszédet (az eszköz a mozifilmek hangsávját használta volna bemenetként)(Kohonen 1988). 

A század első felében a beszéd vizsgálatának legfőbb motiválója a távközlés volt; a telefontársaságoknak ugyanis nagyon komoly érdekeltségük volt az adott képességű átviteli csatornákon minél több beszélgetés átvitelében. A minél hatékonyabb tömörítés (szakszóval: kódolás) érdekében kezdték vizsgálni a beszédhangok szerkezetét, illetve a hallás működését. A beszédfelismerésben használt feldolgozási eljárások legtöbbje a beszédkódolásból szárma​zó módszereken alapszik, és maga az automatikus beszédfelismerés, mint kutatási ág jelenleg is inkább a villamosmérnöki tudományokhoz, semmint a számítástudományhoz sorolódik.

Az ötvenes, hatvanas években a digitális technológia, a számítógépek elterjedésével a terület újabb lökést kapott. Ekkor történnek az első beszédfelismerési próbálkozások, mint a beszédkódolás „melléktermékei”: a módszerek valamilyen kódolási átalakítást végeznek a jelen, majd egyszerű szabályokra vagy letárolt mintákkal való összehasonlításra (alakfelismerésre) alapozva hoznak döntést. Többnyire rövid beszédszeleteket próbálnak fonémaként besorolni, esetleg hosszabb egységeket vesznek (szótagokat, szavakat), de az utóbbi esetben az időbeli változatosságot (rövidülés, nyúlás) még nem képesek kezelni. Utóbbira két megoldási javaslat történik: az egyik szerint a beszédet fonémákra (ld. 1.2. fejezet) kell szegmentálni és a szegmenseket felismerni; a másik nagyobb egységeket (pl. szavakat) vesz és az időtengely menti lehetséges torzulásokat ún. dinamikus idővetemítéssel kezeli le ( ld. 15.8.1. fejezet).

A hetvenes éveket az utóbbi megoldás letisztulása és elterjedése jellemzi. Előfel​dolgozási módszerként megjelenik a lineáris predikció (ld. 15.6.5. fejezet), a szavak beszélőfüggő változatosságának leküzdésére pedig az egyetlen szóhoz tartozó „beszélőfüggetlen” minta kialakítására többféle klaszterező algoritmus születik. Rendkívül fontos újdonságként megpróbálják a felismerés során felhasználni a magasabb szintű (lexikális, szintaktikai, szemantikai, etc.) információkat. Az ekkoriban fejlesztett ide sorolandó rendszerek ismeretalapú megközelítéssel igyekeznek az említett tudásszinteket integrálni, struktúrájuk a szakértő rendszerekre (ld. 12. fejezet) ekkortájt jellemző munkatábla, esetleg bottom-up vagy top-down architektúra (ld. 6. fejezet). További jellemzője volt ezeknek a projekteknek, hogy beszédfelismerés helyett beszédmegértésre (speech understanding) törekedtek: ennek célkitűzése, hogy a rendszer helyesen reagáljon az elhangzott utasításra. Nem szükséges tehát az elhangzott szöveg minden egyes beszédhangját írott alakra konvertálni, hanem megelégszünk azzal, ha a mondanivaló „lényegét” sikerül megértenünk (tipikus alkalmazási példa egy adatbázis-lekérdezést biztosító interfész: ekkor a mondatokat adatbázis-kezelő parancsokká kell konvertálni). Ilyen alkalmazások esetében az input nagyon kötött szintaktikailag-szemantikailag, így a rendszer sokkal jobban tud támaszkodni a magasabb szintű információkat kezelő modulokra.

A nyolcvanas években az ismeretalapú rendszerek iránti érdeklődés alábbhagy. Ehelyett a folyamatos beszéd kezelésére a dinamikus idővetemítési technikát igyekeznek kiterjeszteni ún. kapcsolt szavas felismeréssé. Azonban ezzel párhuzamosan megjelenik, majd a nyolcvanas évek második felére minden más módszert a háttérbe szorít a rejtett Markov-modell (Hidden Markov Model, HMM). Ez a speciális modell lehetővé teszi a statisztikai alapú alakfelismerés alapelveinek felhasználását a beszéd felismerésében; hatékonyságát annak köszönheti, hogy – szemben az idővetemítés egyszerű referenciamintáival – minden felismerési egységhez nagy mennyiségű példa alapján készít modelleket, amelyek paramétereit statisztikai úton optimálisra állítja be. Sikerének másik oka, hogy matematikailag pontosan definiált, egységes és jól kezelhető alapokon nyugszik.

A kilencvenes években első felének talán leglényegesebb fejleménye, hogy óriási adatbázisok készülnek (a világnyelvekre), amelyeken a statisztikai elven működő felismerők betaníthatók. Ezek segítségével végre a folyamatos beszéd felismerése is megközelíti a gyakorlati használhatósághoz szükséges pontosságot – habár ekkor még csak erősen szűkített szókincs esetén. Az egységes adatbázisok másik nagy jelentősége, hogy lehetővé teszik a különböző fejlesztők felismerőinek objektív összemérését, s ezzel egyúttal a beszédfelismerés fejlődésének kiértékelését is.

A kilencvenes évek második felére végre az átlagos képességű személyi számítógépek is elegendő processzorteljesítménnyel, háttértárral és memóriával (no meg hangkártyával) rendelkeznek ahhoz, hogy rajtuk a nagy erőforrásigényű beszédfelismerők működni tudjanak. Ezzel párhuzamosan a beszédfelismerés nem idealisztikus kutatási terület többé, amellyel csak a profithoz nem kötött egyetemek (és az amerikai katonai kutatóközpontok) foglalkoznak: sorban jelennek meg a kisebb-nagyobb cégek, amelyek beszédfelismerésre alapuló termékeket kínálnak. Ezek két fő típusa a kezdetben közép- majd nagyszótáras folytonos diktálórendszerek, valamint a telefonos információs szolgáltatások automatizálását lehetővé tevő dialógusrendszerek. A közeljövő legfelkapottabb alkalmazási területe pedig várhatóan a mobiltelefonok, hordozható minigépek és egyéb mütyürök beszédperifériával való ellátása lesz – a különféle internetes beszédalkalmazások mellett.

Ami az alkalmazások mögött rejlő technológiát illeti, e téren alapvető újdonság a kilencvenes években már nem volt. Ami lényegesen fejlődött, az a nyelvi modellezés, a dialógusmodellezés és a különféle elemzési/illesztési technikák. Azonban az alapelvek változatlanok. A terület több neves kutatója úgy gondolja, hogy a jelenlegi metodológiából többet már nem lehet kicsikarni, és alapvető újításokra lesz szükség a valódi használhatóság eléréséhez. Az ipar viszont termékeivel és reklámszövegeivel azt a hamis illúziót kelti, hogy a gépi beszédfelismerés problémája meg van oldva. Hogy kinek van igaza, azaz hogy a jelenlegi technológia elegendő-e széles körű, megbízható alkalmazások készítéséhez, az a közeljövőben gyorsan el fog dőlni, annak függvényében, hogy az említett termékeket a piac használhatónak találja-e. Mindenesetre, míg a kilencvenes években a konferenciákon kizárólag a HMM különféle finomításairól lehetett hallani, addig az utóbbi néhány évben örvendetesen megnőtt a másfajta megoldásokkal kísérletezők száma. Hogy ezekből lesz-e valamiféle technológiai áttörés, illetve hogy erre az ipar egyáltalán igényt tart-e, az még a jövő titka.
1.2 Miért nehéz a beszédfelismerés? – avagy a beszédkommunikáció folyamata és tényezői

Mi teszi az automatikus beszédfelismerést olyan nehéz feladattá, hogy fél évszázados kutatás után is épphogy csak átlépte a gyakorlati alkalmazhatóság határát? 

Induljunk ki abból a mérnöki szemléletmódból, hogy az emberi beszédkeltés és beszédpercepció nem egyéb, mint egy speciális kódolási és dekódolási algoritmuspár. Éljünk továbbá azzal az egyszerűsítő feltevéssel, hogy a kódolandó információ egy – leírt, vagy a fejünkben megfogalmazott – mondat. Az egyik oldalon a felolvasás vagy kimondás során a beszélő a mondatot beszédjellé kódolja, a másik oldalon a hallgató pedig visszafejti ezt.

Hogyan van kódolva a mondat a beszédjelben? Egy mondat leírására betűket használunk, a betűk pedig – legalábbis a magyar nyelv esetében – gyakorlatilag megfelelnek a hangzó nyelv egységeinek, a fonémáknak. Definíció szerint a fonéma a beszéd legkisebb olyan egysége, amelyben két szó eltérhet (pl. „gép” – „kép”) (Siptár 1997). Ezek után tehát már csak azt kellene tudnunk, hogy a fonémák miként kódolódnak a beszédjelben, és a probléma meg lenne oldva. A kiejtés során a fonémákból beszédhangok képződnek; ezek szerkezetével, képzésével a nyelvészet irányából a fonetika, a mérnöki irányból pedig a beszédakusztika nevű tudományok foglalkoznak. Ezek megállapítása szerint a beszédhangok tovább bonthatók ún. megkülönböztető jegyekre, ezeket pedig ún. akusztikus kulcsok kódolják a beszédjelben.

Mindezekután elég ésszerűnek tűnne a beszédfelismerésnek az alábbi megközelítési módja: üssünk fel egy fonetikai szakkönyvet, és az egyes beszédhangokról ott talált információ alapján készítsünk fonémafelismerési szabályokat. Egy teljes mondat felismerése két lépésből fog állni: egyrészt a beérkező beszédjelben meg kell keresni a fonémákat, azaz fonémákra kell szegmentálni. Második lépésben pedig a fonetikai szabályok alapján ezeket a fonémákat be kell azonosítani.

A kezdeti beszédfelismerési próbálkozások az ötvenes, hatvanas, és gyakran még a hetvenes években is pontosan ezt a „szegmentálás és címkézés” alapelvet követték – és kudarcot vallottak. Hogy miért? Egyrészt mert folyamatos beszéd során az egyes fonémák tulajdonságai jelentős mértékben megváltoznak. Beszéd közben ugyanis nem rögzített alakú fonémákat pakolunk egymás után, hanem folyamatosan változtatjuk hangkeltő szerveink alakját, aminek következtében a beszédhang a szomszédos hangok függvényében megváltozhat. A jelenség neve koartikuláció, a fonéma lehetséges ejtésváltozatai pedig az allofónok. A koartikuláció már önmagában rendkívüli módon megnehezíti az egyes beszédhangoknak mind a megtalálását, mind az azonosítását.

A kudarca másik oka pedig az volt, hogy a beszédjel számtalan egyéb információt is kódol a mondanivalón kívül. Ennek következtében ugyanannak a mondatnak az akusztikai képe óriási változatosságot képes mutatni. Az eltérések legfontosabb forrásai:

· Akusztikai változatosság: a beszédjelbe bekerülhet a környezetből beszűrődő zaj, vagy a jel torzulhat a mikrofon vagy az átviteli csatorna paramétereitől függően.

· Beszélők közti változatosság: különböző beszélők hangmagassága, szájüreg-mérete, beszédsebessége, dialektusa, stb. meglehetősen különbözhet, és ez mind hatással van a beszédjelre.

· Adott beszélő esetén fennálló változatosság: még ha rögzítjük is a beszélő személyét, akkor is meglehetős eltéréseket mutat a beszéd, hiszen a beszélő fizikai és lelkiállapota belekódolódik a beszéd sebességébe, a hang minőségébe (pl. rekedt), hanglejtésébe, stb.

A beszédjel fenti forrásokból eredő megváltozásait a kevés számú és gyakran mesterséges (pl. izoláltan ejtett) példa alapján felírt fonetikai szabályok nem voltak képesek kezelni. A statisztikai módszerek viszont hatalmas méretű adatbázisokból gépi tanulási algoritmusok segítségével automatikusan tanulják meg az egyes fonémák jellemzőit. Amennyiben az adatbázisban előfordul zajos, torzult, hadaró, gyermek-, stb. hang, akkor elvileg a gép mindezekre a körülményekre képes felkészülni. Ez adja a statisztikai módszerek előnyét a kézzel felírt szabályokhoz képest, és ez mutatja a hátulütőjüket is: minél nagyobb adatbázisra van szükségük, hogy minél többféle felhasználási körülményhez igazodni tudjanak.

Lépjünk most tovább azon a feltételezésen, hogy a beszédjel feladata puszta fonémasorozatok továbbítása. Hiszen egy valóság kommunikációs helyzet során a fonémák szavakat alkotnak, a szavak mondatokat, a mondatok párbeszédet… Mik is pontosan ezek a magasabb szintek, amelyek valós szituációkban erősen korlátozzák az adott ponton lehetséges beszédhangokat, és így nagy segítséget jelenthetnek a beszédjel dekódolásában?

· fonetika („milyen hang lehet ez?”)

· fonológia („hogyan módosíthatták a hangot a szomszédai, állhat-e itt ilyen hang?”)

· lexika, morfológia („van-e ilyen szó, szóalak?”)

· szintaktika („helyes-e nyelvtanilag ez a szerkezet?”)

· szemantika („van-e értelme?”)

· pragmatika („vajon ebben a szituációban, szövegkörnyezetben miért ezt mondta?”)

A jelenlegi beszédfelismerők a hangokat, hangkapcsolatokat modellező ún. akusztikai modulokon kívül nagymértékben támaszkodnak a magasabb szintekre is. Gyakorlatilag minden rendszer csak egy előre megadott szótárba eső szavakat hajlandó elfogadni, és sok felismerő igen erőteljes megszorításokat tartalmaz a lehetséges mondatok felépítésére nézve is. A szemantikai modellezés jelenleg még gyerekcipőben jár, ezért szemantikai elemző egyelőre csak olyan rendszerekben van, amelyek valamilyen szűkített témakörrel kapcsolatos beszédinputtal dolgoznak (pl. vasúti információs rendszer). A pragmatika modellezése is csak az ún. dialógusrendszerekben jelenik meg, ahol a felhasználó és a gép párbeszédének lefolyását kell megtervezni.

Annak megfejtése, hogy az emberi tudatban a különböző nyelvi szintek hogyan „dolgoznak össze”, leginkább a kognitív pszichológia (pszicholingvisztika) és a neurofiziológia dolga. Az elmúlt száz évben számtalan elmélet született, de egységesen elfogadott máig sincs (Pauka 1991)(Altmann 1990). Az mindenesetre bizonyosnak tűnik, hogy az egyszerűsége miatt rendkívül vonzó bottom-up felépítés (egyirányú adatáramlás a fonetikai szinttől a pragmatika felé) nagyon messze áll az igazságtól. Márpedig a jelenlegi felismerőkben az adatáramlás egyirányú, és ami még nagyobb baj, az egyes szintek fontossága, súlya a felismerés során rögzített. Az emberi kommunikáció során ugyanis a forrás, azaz a beszélő minimális költségre törekszik, azaz éppen csak annyi információt helyez el a beszédjelben, amennyit a megértéshez feltétlenül szükségesnek tart. Ehhez a költségminimalizáláshoz pedig általában dinamikusan visszajelzést kap a fogadótól, illetve a kommunikációs közegről, és ezt nagymértékben ki is használja. Például ismert, hogy ha nagy zajszintű környezetben kell beszélnünk, akkor automatikusan módosítjuk az artikulációnkat úgy, hogy a beszédünk minél érthetőbb maradjon (ez az ún. Lombard-effektus). Ha viszont egy párbeszéd során biztosan tudjuk, hogy a fogadó is ismeri a témát, a szövegkörnyezetet, akkor beérjük félmondatok közlésével, vagy lazább artikulációval – tudjuk ugyanis, hogy a megértéshez ennyi is elég lesz. Ez azt jelenti, hogy a magasabb feldolgozási szinteket nemcsak, hogy fel lehet, de fel is kell használnunk a megértésben, ugyanis a forrás feltételezte, hogy fel fogjuk használni őket, és ezért az azokból kinyerhető információt más szintekbe nem kódolta bele. Ráadásul az információ helye dinamikusan változhat az egyes szintek között, akár egyetlen mondaton belül is. Például a pályaudvaron elhangzó „Tájékoztatjuk kedves utasainkat, hogy a … felől érkező gyorsvonat ... percet késik” mondatsablont már az első három szóból felismerjük. A kipontozott részek azonosításában viszont nem segít a szituáció és a szövegkörnyezet ismerete – ezeket csak az akusztikus információból fejthetjük meg. Egy hasonló példa az, amikor egy hivatali ablaknál az ügyintézővel beszélgetünk: semmi gond nincs a kommunikációval addig, amíg a nevünk bediktálásához nem érünk. Akkor viszont sokszor akár betűzésre is kényszerülhetünk, hiszen a név felismerésében a magasabb szintek nem segítenek. A ritka családnevűek automatikusan szebben ejtik a nevüket a szokottnál – hogy segítsék a megértést. A fogadó fél pedig a névhez érve jobban fülel – mert tudja, hogy itt a magasabb szintekre nem támaszkodhat. A különböző szinteknek ezt a dinamikus súlyozását a felismerők egyelőre nem imitálják, és ez lehet az oka annak, hogy jelenleg a spontán beszéddel még nem képesek boldogulni. Az ún. robosztus működéshez, azaz a tervezés során feltételezett körülményektől némileg eltérő viszonyok kezeléséhez a szintek dinamikus integrálása nélkülözhetetlennek tűnik.

A beszédkommunikáció fenti rövid áttekintéséből is kitűnik, hogy az alábbi tudományok (a teljesség igénye nélkül) mind érintettek az automatikus beszédfelismerés kifejlesztésében:

· villamosmérnöki tudományok

· számítástudomány

· akusztika, pszichoakusztika

· neurofiziológia

· kognitív pszichológia

· fonetika, fonológia

· nyelvészet

Az automatikus beszédfelismeréssel foglalkozó szakembernek ezek mindegyikéhez kellene egy kicsit konyítania, de legalábbis ezen tudományágak között megfelelő információáramlásnak kellene lennie, ami jelenleg nem igazán nevezhető kielégítőnek.

1.3 A felismerők képességeinek csoportosítási szempontjai

Egy adott alkalmazás esetében jelentkező beszédfelismerési feladat nehézségét, illetőleg egy adott beszédfelismerő képességeit az adott szempontok alapján szokás vizsgálni:

· Beszédjel minősége: ezt befolyásolja a zajszint, a zaj típusa (stacionárius (pl. motorzúgás) vagy gyorsan változó (pl. ajtócsapódások)), a mikrofon illetve az átviteli csatorna (pl. telefonvonal) minősége, stb. Nagyjából három kategóriára lehet egyszerűsíteni az eseteket: stúdióminőség - irodai minőség - telefonminőség.

· Beszéd módja: a legegyszerűbb esetben izolált szavakat kell felismernünk, azaz a beszélő csak egyetlen szót mond, vagy legalábbis a szavak között rövid szünetet kell tartania; ellenkező esetben folyamatos beszédről van szó. Ennek legegyszerűbb esete a kapcsolt szavas felismerés: a felismerendő beszédben a szavak összekapcsolódhatnak, de a szótár nagyon kicsi (10-100 szó). Olvasott beszédnek nevezzük azt az esetet, ha a szótár nagy és a beszéd folyamatos, de a beszélőtől elvárjuk, hogy ne kövessen el hibákat, és a normálisnál szebben (kb. a szépolvasás szintjén) artikuláljon. Az ún. folyó beszéd esetén az utóbbi kikötés már nem szükséges, de továbbra is feltételezzük, hogy a beszélő jól formált, helyes mondatokat képez. Végezetül a legutolsó kategória a spontán beszéd: ez olyan folyó beszéd, ami tartalmazhat nyelvbotlást, hezitálást, nyelvi hibákat, félbehagyott és megismételt szavakat, stb.

· Beszélőfüggőség: beszélőfüggő esetben egyetlen beszélő hangjára kell csak a felis​merőnek működni, beszélőfüggetlenség esetén bárkiére. Bizonyos értelemben átme​netet képez a kettő között az adaptív felismerő, amely fokozatosan rátanul az aktuális beszélő hangjára, azaz beszélőfüggetlenből fokozatosan beszélőfüggőbe megy át.

· Szótár mérete: hány szó fordulhat elő a beszédben. Egy kis szótáras felismerő 10-100, egy közepes egy-két ezer, egy nagy szótáras felismerő több tízezer szót képes felismerni.

· A nyelvi kötöttség foka: egy speciális szituációban (pl. vonatjegy rendelése) a lehetséges mondatok mind szintaktikailag, mind szemantikailag rendkívül kötöttek, sőt, még a párbeszéd folyamata is jól modellezhető. Ezt az ilyen alkalmazáshoz (ld. 1.4. fejezet) készült felismerők kiaknázhatják, szemben mondjuk egy általános célra készült felismerővel.

1.4 Jelenlegi alkalmazások

A jelenlegi rendszerek még nem képesek a gyakorlatban is elfogadható hibaarányt nyújtó beszélőfüggetlen, nagyszótáras, folyamatos, akár zajos, nyelvileg kötetlen beszéd fel​ismerésére. Ezért olyan alkalmazásokat kell keresni, amelyek a fenti szempontok valamelyi​kében meg vannak szorítva. Ezek az alkalmazások nagyjából három csoportba sorolhatók:

· Irányítás („Command&Control”): Ide sorolandók azok az alkalmazások, ahol csupán néhány tucat vezényszót kell felismerni, például a Windows menüinek vezérlését (pl: „Close Window”) lehetővé tevő segédprogram, vagy az a rádiótelefon, amely betanítható, hogy utasításra tárcsázzon (pl. „Call Mom”). Megfelelő nyelvi feldolgozóval és parancs​értelmezővel kiegészítve olyan rendkívül ügyes dolgokat is ki lehet ebből hozni, mint pl. a Kurzweil Voice Command for Microsoft Word nevű terméke, amely, mint neve mutatja, speciálisan a Word szövegszerkesztő hang útján történő vezérlésére készült, és olyan bonyolult utasításokat is megért, mint „vidd át a következő három mondatot a dokumentum végére”
.

A vezérlési alkalmazások esetén a szótár illetve a nyelvtan van rendkívüli mértékben megszorítva, ez teszi lehetővé, hogy ezek a rendszerek beszélőfüggetlen módon, folyamatos és akár (nem túl) zajos beszédre is megbízhatóan működnek.

· Diktálóprogramok: Ez az a feladat, amelyet az ember a „beszédfelismerés” kifejezéssel azonosít, nyilván azért, mert itt a legkevesebb a felhasználható nyelvi és lexikális háttérinformáció. A feladat ugyanis „egyszerűen” hangról hangra leírni az elhangzott szöveget, bármiről legyen is szó, és bármilyen szavakat használjon is a beszélő. Más szóval, a nyelvtan a lehető legszabadabb, és a szótár is a lehető legnagyobb. 

Jelenleg ezt a feladatot már meg tudjuk oldani irodai minőségű, izolált szavas beszédre beszélőfüggő módon. Sőt, vannak olyan alkalmazások, amelyek a téma leszűkítésével (pl. jogi, orvosi terület), már folyamatos beszédre is működnek.

· Dialógusrendszerek (dialogue systems): Olyan, általában telefonos alkalmazások, ahol a gép és a felhasználó párbeszédet folytat. A párbeszéd célja lehet valamely adat lekérdezése egy adatbázisból, egy vonatjegy rendelése, stb. A dialógusrendszerek esetében a beszéd szükségszerűen zajos (telefon), illetve folyamatos, valamint nyilván beszélőfüggetlen felismerőre van szükség. A szókincs viszont kicsi (maximum egy-két ezer szó), a lehetséges mondatok felépítése is könnyen leírható, sőt maga a párbeszéd is megtervezhető (dialógus-modellezés (dialogue modeling)). A felhasználó a válaszokat szintetizált (esetleg tárolt) beszéd formájában kapja.

Egy tipikus dialógusrendszer felépítését szemlélteti az 1.1. ábra:
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1.1. ábra: Egy tipikus dialógusrendszer felépítése

A fenti csoportosításból illetve példákból kitűnik, hogy nagyon fontos megtalálni a beszédfelismerés számára a megfelelő alkalmazási lehetőségeket, főleg a jelenlegi, erősen korlátolt szintjükön. Egy szakértő a beszédfelismerés jelenlegi alkalmazási módjait az autó hőskorához hasonlította, amikor is a frissiben feltalált robbanómotort szekerekre, hintókra szerelték fel; évtizedeknek kellett eltelniük, míg az autó felöltötte azt az alakját, amelyben a újonnan feltalált motor a leghatékonyabban tudott dolgozni. Hasonlóan, talán a szoftver-, adatbázis-, telefon-, és egyéb interfészekről való gondolkodásunknak is alapjaiban át kell alakulnia, hogy a beszédfelismerés hatékonyan beleépülhessen?

2. A digitális jelfeldolgozás alapfogalmai

Bármiféle algoritmussal szándékozunk is a beszédet felismerni, első lépésként digitalizálni kell azt, ezután pedig mindenképpen ajánlatos olyan átalakításokat végeznünk rajta, amelyek a felismerés szempontjából lényegtelen információkat megpróbálják elnyomni, a fontosakat viszont kihangsúlyozzák. E két lépés matematikai hátterének vizsgálata a digitális jelfeldolgozás (digital signal processing) témakörébe tartozik. Mivel könyvünk nem feltételez digitális jelfeldolgozási ismereteket az Olvasóról, az alábbiakban röviden összefoglaljuk azokat az ide tartozó fogalmakat, amelyek a fejezetben előfordulnak. Mindazonáltal hangsúlyozzuk, hogy a beszédfelismerés – és azon belül is az előfeldolgozási módszerek – iránt komolyabban érdeklődő Olvasónak mindenképpen ajánlatos egy jelfeldolgozási vagy beszédfeldolgozási könyv elolvasása ((Rabiner 1978), (Gordos 1983)).

Ha belebeszélünk egy mikrofonba, a beszéd által keltett légrezgések hangnyomása a mikrofon kimenetét képező jel feszültségingadozásává képeződik le. Ez a jel analóg, mivelhogy minden időpillanatban létezik és értéke is tetszőleges (valós) szám lehet. Az e célra szolgáló hardver eszköz (pl. jelfeldolgozó kártya, hangkártya) két lépésben digitalizálja ezt: egyrészt bizonyos (állandó) időközönként megméri (mintavételezi (sampling)), másrészt ezeket a mintákat leképezi valamilyen számábrázolási formára, leginkább egy 8-16 bites egész számmá (kvantálás). Az eredmény már digitális jel, azaz egy egész számokból álló számsorozat. A továbbiakban az analóg jeleket (függvényeket) kerek zárójellel (pl. x(t)), a digitális jeleket (sorozatokat) pedig szögletes zárójellel (pl. x[n]) fogjuk jelölni.

Milyen időközönként kell mintát vennünk a beszédből, hogy a digitális jel megfelelő pontossággal reprezentálja az analógot? Erre ad egy elégséges feltételt a mintavételezési tétel (sampling theorem):

Egy analóg jel helyreállítható a diszkrét időközönként vett mintáiból, ha

· van olyan fc frekvenciakorlát, amelynél magasabb frekvenciájú komponenst a jel nem tartalmaz, 

· a másodpercenként vett minták fs számára fs>2fc.

Már csak azt kellene tudnunk, hogy milyen frekvenciájú az emberi beszéd legnagyobb hangmagasságú komponense. Ha biztosra akarunk menni, akkor azt mondhatjuk, hogy 20000 Hz: az e fölötti komponensek ugyanis elhanyagolhatók, mivel e körül van az emberi hallás által érzékelhető legmagasabb frekvencia. A gyakorlatban a tapasztalat szerint azonban lemehetünk akár 3400 Hz-ig is az érhetőség lényeges csökkenése nélkül; ekkor azonban már torzul a beszéd (a 3400 Hertzes felső határ a telefon minőségének felel meg). Így a tétel alapján a szükséges mintavételi frekvencia valahol 8000 Hz (telefonminőség) és 44100 Hz (ez a CD-k szabványa) között van.

A kvantálásról annyit lehet mondani, hogy az emberi hallás vizsgálata alapján az igazán tökéletes reprezentáláshoz szükséges bitek száma valahol 20 körül lenne, a szokásos azonban a 16 bites (CD-minőség) tárolás. Szükség esetén lemehetünk 8 bitre is, de a távközlési szakemberek 11-12 bitet tartanak szükségesnek a beszéd ábrázolására.

A digitalizálással számítógépre vitt jelet ezek után elkezdhetjük vizsgálni. Sajnos magából a sorozatból, azaz az ún. időtartománybeli ábrázolásból nem túl sok mindent lehet kiokoskodni. Amit leginkább szokásos megnézni, az a jel energiája, amin egy x[n] sorozat esetén az




(15.1)

értéket értjük (E elvileg végtelen is lehet, de a gyakorlatban mindig egy véges jelrészletet vizsgálunk, és ekkor E is véges). 

Sokkal informatívabb a jel frekvenciatartománybeli vizsgálata, azaz annak a ki​számítása, hogy milyen frekvencia​komponenseket, azaz milyen szinuszos összetevőket tar​talmaz a jel. Ezt az ún. spektrumot adja meg nekünk a sorozat Fourier-transzformáltja, az




(15.2)

összefüggéssel definiált függvény, ahol 

 (Euler képlete). 



 periodicitásából következik, hogy 

 is periodikus, ezért elegendő a 

 intervallumot (illetve gyakorlatilag csak a 

intervallumot) vizsgálni, mely egybevág a mintavételezési tétel azon állításával, hogy a digitális jelben az analóg jelnek csak a 

 frekvenciatartománya őrződik meg.

A képletek egyszerűsítése céljából az f analóg frekvencia helyett az 

 digitális frekvenciát szokás tekinteni, mert ezzel a helyettesítéssel a jel frekvenciatartalma normalizálva van a 

 intervallumra, a mintavételezési frekvenciától függetlenül. A Fourier-transzformáció 

-val felírva:



.
(15.3)

(

-t is lehetett volna írni. Ez a jelölés azt hangsúlyozza, hogy a transzformáció az általánosabb ún. z-transzformáció speciális esete.)



 általában komplex értékű. Beszédfeldolgozásban legtöbbször csak 

 abszolút értékét (amplitúdóját), pontosabban 

-et használják, igaz ugyanis, hogy
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vagyis (egy konstans szorzótól eltekintve) x[n] energiája megőrződik 

-ben. Ezek szerint 

 mint 

 függvénye leírja a jel energiájának eloszlását a frekvencia függvényében, amiért is energiaspektrumnak fogjuk nevezni.



-t kiszámolhatjuk az 

 intervallum N egyenletesen elosztott helyén a diszkrét Fourier-transzformációt használva:




(15.5)

A diszkrét Fourier-transzformációt (a közvetlen számítás O(N2)-es műveletigénye helyett) 

 művelettel képesek kiszámolni a gyors Fourier-transzformációs (Fast Fourier Transform, FFT) algoritmusok.

Mivel hivatkozni fogunk rá, megadjuk még a 

-ből x[n]-t visszaadó inverz Fourier-transzformáció képletét:



,
(15.6)

illetve diszkrét esetre az inverz diszkrét Fourier-transzformációt:




(15.7)

Még egy fogalmat kívánunk itt megemlíteni, mégpedig a digitális szűrőkét. Ezeken - egészen általánosan fogalmazva - olyan algoritmusokat értünk, amelyek megváltoztatják a jel spektrumát, mégpedig a következő értelemben: ha az x[n] bemenőjel Fourier-transzformáltja 

, a szűrőt jellemző frekvenciaválasz pedig 

, akkor az y[n] kimenőjel Fourier-transzformáltja:




(15.8).

3. Az emberi beszédkeltés és modellezése

Az emberi beszédkeltés lényegében két részfolyamatra bontható: az egyik maga a hangkeltés, a másik a hang formálása (Gordos 1983).

A hangrezgés legfontosabb forrását a gégefőben található hangszalagok jelentik. Zöngés hangok esetén a hangszalagok elzárják a tüdőből kiáramló levegő útját, ami miatt nyomás​különbség alakul ki. Ha a nyomáskülönbség elér egy bizonyos értéket, akkor a levegő szétfeszíti a zárat, és áramlani kezd. Ezáltal viszont leesik a nyomás, így a hangszalagok újra összezárnak. 

A fenti folyamat ismétlődésével kialakuló periodikus hang a zönge. Időfüggvényét és spektrumát mutatja a 3.1. ábra:
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3.1. ábra: Zönge és energiaspektruma

Mint a spektrális képen látható, a periodikus zönge spektruma vonalas, azaz  a zönge jól modellezhető szinuszos jelek összegeként. Ezek közül a legkisebb frekvenciájú ún. alaphang határozza meg a beszéd hangmagasságát. A többiek, az alaphang többszörösei az ún. felharmonikusok.

Ha a kilégzés alatt a hangszalagjainkat nem szorítjuk össze, akkor a levegő akadálytalanul áramlik át a hangrésen, periodikus hang helyett véletlen zaj jellegű hang keletkezik. Ilyenkor a beszédhang zöngétlen.

A hangszalagoknál feljebb eső rész összefoglaló neve artikulációs csatorna; lényegében a garat-, száj- és orrüreg együttese alkotja. Itt kétféle módon keletkezhet a beszéd alapját adó hang: egyrészt leszűkíthetjük az artikulációs csatornát valamely ponton oly módon, hogy a levegő turbulens áramlásba kezd, és zörej keletkezik (pl. /s/, /sz/). A másik lehetőség, hogy az artikulációs csatornát egy pillanatra elzárjuk, majd a zárat felpattintjuk. Ilyenkor lökéshullámszerű hang keletkezik (pl. /p/, /t/).

Az artikulációs csatorna fő feladata azonban a három említett mód valamelyikén keletkezett hang formálása. Ez abból áll, hogy a hangrezgések bizonyos komponenseit felerősíti, más komponenseit gyengíti, azaz szűrőként viselkedik. E szűrő átviteli paraméterei nagy mértékben változtathatóak a száj- és garatüreg méretének és alakjának változtatásával (az orrüreg mérete és alakja nem változtatható, csupán „ki- és bekapcsolni” tudjuk a nyelvcsap segítségével).

Egy tipikus artikulációs csatorna átviteli függvényt mutat a 3.2. ábra:
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3.2. ábra: Artikulációs csatorna amplitúdóválasza

Az átviteli függvény maximumhelyeit formánsoknak nevezik; a vizsgálatok szerint az alsó három lényegében meghatározza a hang fonetikai minőségét, a magasabbak pedig inkább a beszélőre jellemzőek.

Az elmondottak alapján a az emberi beszédkeltést hagyományosan a következő modellel szokás közelíteni (ld.3.3. ábra):

Zöngés hangok esetén az artikulációs csatornát, mint szűrőt gerjesztő jel a zönge, melynek közelítésére egyszerű impulzussorozatot szokás használni. Zöngétlen hangok esetén a gerjesztés zajjellegű, amelynek modellezésére fehérzajt
 használnak. 

Az artikulációs csatornát képező üregeket egyetlen szűrővel adjuk meg (amelyek közül is többnyire az általános esetnél egyszerűbb, csak pólusokat tartalmazó szűrőkre szorítkoznak).
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3.3. ábra: A beszédkeltési modell
A fenti modell finomítható, azaz pl. az orr- és szájüreget szokták külön szűrővel modellezni, vagy pl. felvesznek egy további „vegyes” gerjesztési módot a kevert gerjesztésű hangok (pl. /z/) leírására, de ez inkább a beszédszintézisben jellemző. A beszédfelismerésben szinte kivétel nélkül a fenti leegyszerűsített modellel dolgoznak.

Az előbbiekben ismertetett modellezésnek csak spektrálisan állandó jel esetén van igazán értelme, márpedig a beszéd folyamatosan változik. Szerencsére ezt lassan teszi, így egy rövid szakasza spektrálisan állandónak tekinthető. A gyakorlatban ezért majdnem minden művelethez a beszédet rövid darabokra (ún. keretekre (frame)) vágják; a szokásos kerethossz 10-50 ezredmásodperc. Ezeken az egységes méretű kereteken végzik az átalakításokat, illetve szintézis esetén ennyi időnként módosítják a gerjesztés és a szűrő paramétereit. Ez az egységes hossz valójában a műveletek egyszerűsítését célzó kompromisszum, a magánhangzók lassabban változnak, így ott hosszabb szakaszokat is vehetnénk, míg pl. a felpattanó hangok (pl. /p/, /t/) jóval rövidebb kerethosszt igényelnének.

4. A hallás működése és legfontosabb tulajdonságai

Az alábbi fejezetben az emberi hallás működését tekintjük át röviden. Hangsúlyozzuk azonban, hogy csak azokat a fő tulajdonságokat említjük meg, amelyeket a számítógépes beszédfelismerés jelenlegi állásában figyelembe vesz, ezért az alábbi leírás kifejezetten elnagyolt. A téma iránt mélyebben érdeklődőnek ajánljuk Tarnóczy Tamás (Tarnóczy 1984), Pauka Károly (Pauka 1991), illetőleg Moore (Moore 1997) könyveit.

A fül három fő egységből áll:

A külső fül a közvetíti a levegő rezgéseit a dobhártyáig. A középfül feladata a dobhártya rezgését a belsőfül folyadékának rezgésévé alakítani. A mi szempontunkból csupán annyi a jelentőségük, hogy kb. az 500-5000 Hz közötti tartományba eső hangokat kiemelik, felerősítik.

A belsőfülben történik a hangrezgés neurális ingerületté alakítása. Ennek szerve a csiga, amely egy folyadékkal töltött, csigaszerűen felcsavarodó cső. Ezt hosszában egy rugalmas lemez, az alaphártya osztja két részre. Az alaphártya egyik oldalán végig érzékelősejtek, ún. szőrsejtek helyezkednek el; ezek ingerületét a hozzájuk kapcsolódó idegrostok továbbítják a központi idegrendszer felé.

Az elmondottakat a 4.1. ábra szemlélteti (a könnyebb áttekinthetőség végett a csigát kiegyenesítve rajzoltuk). 
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4.1. ábra: A fül sematikus rajza

A külső fülön keresztül a dobhártyára érkező hangrezgések a középfül közvetítésével haladóhullámokká alakulnak a csigát kitöltő folyadékban. Ezek a hullámok kilendítik az alaphártyát nyugalmi helyzetéből, mégpedig oly módon, hogy a kitérés maximumának helye a hang frekvenciájának függvénye: magas hangok hatására a csiga alapjának, mély hangok esetében pedig a csiga csúcsának közelében lesznek a legerősebben gerjesztett helyek.

Az alaphártya kilengése a fölötte elhelyezkedő szőrsejtekben elektromos kisüléseket kelt, amelyeket a hozzájuk kapcsolódó idegszálak vezetnek el. Mivel egyetlen szál kisülései „binárisak”, így az ingerlő jel erősségét csak a kisülések sűrűségével tudnák jelezni, azonban ennek a lehetősége eléggé korlátozott. Ezért egyetlen inger hatására idegszálak egész csoport​ja jön működésbe. Az idegszálakban kialakuló jeleket megfelelő vizsgálati technikákkal már megbízhatóan meg tudják mérni (a kísérleti állatok legtöbbször (altatásban levő) macskák). 

Tizenegy, különböző frekvenciára hangolt idegszál jelét mutatja a 4.2. ábra (technikai okokból nem több, adott szőrsejthez tartozó szál jelét mérik meg és adják össze, hanem egyet​len szálét az ingert többször ismételve. Ez indokolja a képaláírásban a „valószínűség” szót):
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4.2. ábra: Tizenegy, különböző frekvenciára hangolt idegrost kisülési valószínűsége a /tu/ szótag hatására. Forrás: (Geisler 1987) (az IEEE engedélyével)
Az ábrán is megfigyelhető, hogy az idegrost-kötegek jelei kétféle módon kódolnak információt: egyrészt a jel erősségében, amely az inger erősségének (nemlineáris) függvénye, másrészt periodicitásukban, amely nagyjából követi az inger periodicitását (ez csak 4-5000Hz alatt működik).

Eddig a pontig az emberi hangérzékelés folyamata elég jól ismert, habár több jelenség még magyarázatra vár, vagy a beszédmegértésben játszott szerepe képezi vita tárgyát. Hogy a fenti jelekkel mi történik az idegrendszer magasabb szintjein, arról elég kevés a tudásunk (kivéve talán az ún. cochlea-magot). Ahhoz legalábbis mindenképpen, hogy azt a beszéd​felismerésben pontos modellek szintjén figyelembe lehessen venni.

Mint már említettük, a különböző frekvenciájú hangok az alaphártya különböző pontjainál okoznak ingerületet. Az alaphártyán egyenlő lépésközökkel haladva az adott ponthoz tartozó frekvencia nagyjából logaritmikusan nő, avagy - a másik irányból szemlélve a dolgot - a fül felbontása a magasabb frekvenciákon egyre rosszabb. Számtalan vizsgálatot végeztek a lineáris és az érzékelt hangmagasság kapcsolatának pontos feltárására; ezek eredményei a mel-, a bark-, az ERB-skálák, amelyek minimális mértékben különböznek csak, s az automatikus beszédfelismerés szempontjából gyakorlatilag azonosnak tekinthetők.

Régóta ismert tény, hogy azonos intenzitású, de különböző frekvenciájú hangokat külön​böző hangosságúnak érzékelünk. Az erre irányuló vizsgálatok eredményei az ún. egyenlő hangosságszintű görbék (ld. 4.3. ábra), amelyek megadják, hogy különböző frekvenciákon milyen intenzitású hangot érzünk az 1000 Hertzes, rögzített intenzitású hanggal egyenlő han​gosnak. A hangosságszint mértékegysége a phon, értéke 1000 Hz-en megegyezik az inten​zitás dB értékével
, máshol pedig a görbékről olvasható le. Más szóval, egy adott intenzitású hang hangosságszintje a vele azonos hangosságúnak érzékelt 1000 Hz-es hang intenzitása.
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4.3. ábra: A szabadtéri hallás normális (20 évesekre vonatkozó) egyenlő hangosságszintű görbéi (nemzetközi szabvány)

Az előbbi görbék megadják, hogy a frekvencia függvényében milyen intenzitású hangokat hallunk egyenlő hangosnak. De egy adott frekvencián az intenzitás növelésével milyen módon nő az érzékelt hangosság? A vizsgálatok szerint a hangosság akkor lesz kétszeres, ha az intenzitás tízszeresére növekszik, azaz a hangosság az intenzitásnak kb. köbgyökös függvénye. Erre alapozva bevezették a hangosság fogalmát, melynek mérték​egysége a son. Az említett eredmény, illetve a megegyezés szerinti 40 phon = 1 son össze​kapcsolás alapján egy phonban adott értéket az alábbi képlettel számíthatunk át sonra.




(15.9)

Összetett hangok esetében a hangosság kiszámítása jóval bonyolultabbá válik, mert az egyes komponensek érzékelése nem független (ld. alább). Közelítő technikákat találhatunk pl. (Tarnóczy 1984)-ban.

Ha két hang frekvenciában egy bizonyos távolságnál közelebb esik, akkor az erősebb a gyengébb érzékelési küszöbét megemeli. A jelenség neve elfedés (masking), a frekvenciatartományé pedig, amelyen belül ez jelentkezik, kritikus sáv (critical band). A vizsgálatok szerint a kritikus sávok szélessége a magasabb frekvenciák felé haladva kb. logaritmikusan nő, vagyis a már említett mel-skálán nagyjából állandó. 

A jelenség oka az, hogy egy adott frekvenciára „hangolt” neuron nemcsak az adott pontból, hanem a szomszédos területekről is kap ingereket (ezt szemléltetik a 4.1. ábra a szőrsejtek fölé rajzolt ún. hangolási görbék). Ha két hang is beleesik ebbe az adott neuronhoz tartozó sávba, akkor befolyásolják egymás érzékelését. Mivel ezek a tartományok viszonylag szélesek, az agy eléggé „életlen” képet kapna az ingerlő hangról. A természet megoldása erre az oldalirányú gátlás (lateral inhibition), amely abból áll, hogy a legerősebb jelet küldő neuron blokkolja a szomszédos neuronok jelzését. A gátlási ill. elnyomási jelenségeknek feltehetőleg rendkívül fontos szerepük van az agyi feldolgozás minden szintjén.

Az időbeli jelenségek közül a legfontosabb az előreható (forward masking) ill. a valamivel gyengébb visszaható elfedés (backward masking), amely szerint egy intenzív jel elnyomja az időben közvetlenül utána illetve előtte levő hangot, valamint az adaptáció, amelynek lényege, hogy az inger bekapcsolásakor a neurális válasz először erős, de aztán – az inger változatlan szinten tartása mellett – fokozatosan lejjebb süllyed egy konstans szintre.

Előfeldolgozási módszerek

Elvileg megkísérelhetnénk a beszéd felismerését közvetlenül az analóg-digitális átalakításból származó idő-amplitúdó függvénye alapján. Azonban egyrészt hatalmas mennyiségű adattal kellene dolgoznunk (másodpercenként legalább 8000 bájt), másrészt a jelben benne vannak azok a zavaró információk is, amelyeket a 15.1.2. fejezetben felsorol​tunk. Ezért a felismerés első lépése mindig az előfeldolgozás (preprocessing), amelynek célja egyrészt a felismerés szempontjából fontos jellemzők kiszűrése (lényegkiemelés (feature extraction)), másrészt ennek az információnak a tömör reprezentálása.

A fejezetben röviden ismertetjük a jelenleg leggyakrabban alkalmazott előfeldolgozási módszereket. Mivel némelyikükről egész könyvek szólnak, ezért inkább csak a módszerek alapötletét, illetve előnyeit/hátrányait igyekszünk bemutatni.

Az utóbbi években számtalan új ötleten alapuló előfeldolgozási eljárás jelent meg, amelyek még nem terjedtek el, de a jövőben komoly konkurensei lehetnek a hagyományos megoldásoknak. Jó összefoglalást nyújt ezekről Cooke könyve (Cooke 1993).

4.1 Szűrősorok

A digitális technika széleskörű elterjedése előtt a beszédjelek frekvenciaanalízisének hagyományos eszköze az ún. spektrográf vagy szonográf volt. Ez egy olyan sáváteresztő analóg szűrőn alapult, amelynek mind a frekvenciatengely menti pozícióját, mind a sávszélességét állítani lehetett. A berendezés a beszédet átengedte a szűrőn, s a kapott jel erősségének megfelelően egy tollszerű eszköz segítségével jelet hagyott egy forgó papírhengeren. A szűrő áteresztési tartományának fokozatos léptetésével a vizsgálandó frekvenciatartomány összes sávjának energiatartalmát fel lehetett így rajzoltatni a papír egymás fölötti csíkjaiként. Az így kapott ábrát spektrogramnak nevezték el (ld. Hiba! A hivatkozási forrás nem található.. ábra).

A sávok elemzését természetesen egyidejűleg is el lehetett volna végezni megfelelő számú szűrővel. Egy adott frekvenciatartományt ilyen módon lefedő szűrőkészlet neve szűrősor (filter bank) (5.1. ábra).
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5.1. ábra: Lineáris ill. Bark-frekvenciaskálán vett szűrősor (a kivehetőség érdekében csak minden második szűrőt rajzoltuk ki)

A gyors Fourier-transzformáció feltalálása előtt a frekvenciaelemzés egyetlen lehetséges módja a digitális rendszerekben is a szűrősor volt (csak persze digitális megvalósításban). Az egyes szűrők sávszélességét hagyományosan egyformára választották. 1965-ben azonban megjelent a gyors Fourier-transzformáció, amely gyorsan kiszorította a szűrősoros megközelítést. Belátható azonban, hogy az FFT megfeleltethető egy olyan speciális szűrősornak, melynek szűrői egyforma méretűek, alakúak, és a frekvenciatengely mentén egyenletesen helyezkednek el. Valójában tehát inkább arról van szó, hogy egy olyan szűrősor-típus használatára szorítkozunk, amelynek kimenetét nagyon gyorsan tudjuk számolni. Ennek ára az, hogy az így kapott szűrők alakja és szélessége könnyen állítható, de a szűrők mindenképpen egyforma méretűek és egyenletesen oszlanak el.

Időközben fény derült azonban arra, hogy az emberi hallás felbontóképessége nem egyenletes, hanem a magasabb frekvenciák felé haladva egyre rosszabb. Megszülettek a lineáris frekvenciát az érzékelésnek jobban megfelelő skálákba (ld 15.4. fejezet) vetítő összefüggések, valamint a kritikus sávok fogalma. Hamar bebizonyosodott, hogy az ezeknek megfelelően felvett szűrősorok javítanak a felismerés hatékonyságán; ezért újabban ismét divatba jött a szűrősoros előfeldolgozás, de mostmár a szűrők a magasabb frekvenciákon egyre szélesebbek, és ritkábban helyezkednek el (5.1. ábra). A legnagyobb gond ezzel az, hogy ezen szűrők számítására nem használható az FFT, ezért vissza kell térni a lassabb, szűrősoros módszerekhez; vagy lehet csak közelíteni az egyes szűrők energiáját az FFT szomszédos csatornáinak valamilyen súlyozott összegzésével (ld. MFCC, 5.4. fejezet).

4.2 Diszkrét Fourier-transzformáció

Amint arról a 15.2. fejezetben szó esett, a sorozat Fourier-transzformáltját a frekvenciatengely egyenlő távolságokra eső pontjain kiszámíthatjuk a diszkrét Fourier-transzformáció segítségével. Erre pedig létezik egy gyors algoritmus, a gyors Fourier-transzformáció.

A számítást a jel kis darabkáin, ún. keretein végezzük el. A keretméret általában 10 és 30 ms közé esik, ami a mintavételezéstől függően kb. 50-400 adatot jelent. A keretek általá​ban átfedik egymást, az átfedés szokás szerint egyharmad, egynegyed, esetleg fél kerethossz.

A transzformáció előtt az adatokat általában megszorozzák egy ún. ablakozófüggvénnyel. Erre azért van szükség, mert az, hogy a keret adatait kiszakítottuk a jel folyamatából, megváltoztatja a számított spektrális adatokat. Ennek a torzításnak a minimalizálását célozza az ablakozás. A pontos magyarázat meghaladja könyvünk kereteit, de megtalálható bármely bevezető jellegű jelfeldolgozás könyvben (pl. (Oppenheim 1989)). Fogjuk fel úgy, hogy az ablakozás nullához simítja a keret két végén az adatokat, ezáltal csökkentve a kivágás mellékhatásait.

A leggyakrabban használt ablakozófüggvény az ún. Hamming ablak (N az ablak mérete):
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A számítás elvégzése előtt még egy probléma adódhat: az FFT algoritmusok legtöbbje kettőhatvány méretű adattömböt vár bemenetként, ami némiképp megköti a kezünket. De ehhez nem kell feltétlenül ragaszkodnunk, nyugodtan válasszunk egy tetszőleges keretméretet, és a transzformáció előtt egészítsük ki az adatokat a szükséges kettő hatványig nullákkal (zero-padding). Megmutatható, hogy ez egyszerűen csak megnöveli az keret Fourier-transzformáltjából kapott minták számát. 

Ezután már tényleg következhet a transzformáció. Ennek eredményeképpen - ha a transzformált tömb mérete M volt - kapunk M darab komplex értéket. Ezeknek csak az abszolútértékére van szükségünk, továbbá az utolsó M/2-1 valós jelek esetén redundáns, nem hordoz plusz információt. Ily módon kaptunk M/2+1 értéket, amelyek megadják a jel energiáját a 

 frekvenciákon (k=0,...,M/2, fs a mintavételi frekvencia).

A lépéseket algoritmikusan összefoglalva:

jelölések:

· 

, 

a feldolgozott jel 

· K a keretek távolsága

· N a keret mérete

· 

 a keret adatait fogja tartalmazni

· M a transzformációban használt kettőhatvány mérete (

).

· 

 az ablakozófüggvény

· 

fogja tartalmazni a keret transzformáltját
· 

-val jelöljük a keretenként kapott eredményeket összegyűjtő mátrixot

1.    

     (a 0. kerettel kezdünk)

2.    

    (aktuális keret adatainak átmásolása)

3.    

   (ablakozás)

4.    

     („zero-padding”)

5.    

     (diszkrét Fourier-transzformáció)

6.    

    (csak az első M/2+1 érték abszolútértéke kell)

7.    

, goto 2   (a következő keret feldolgozása)

A így megkapott 

-t logaritmikus (decibel) skálán szokás megjeleníteni, egyrészt, mert így a szem számára sokkal kivehetőbbek a részletei, másrészt pedig sokáig úgy vélték, hogy az ember hangosságérzete az intenzitásnak logaritmikus függvénye. Az újabb ismeretek alapján talán jobb lenne a köbgyökös összefüggést alkalmazni (ld. 15.4. fejezet).

Végezetül két FFT-vel készült spektrogramot mutatunk be (5.2. ábra - a vízszintes tengelyen az idő, a függőlegesen a frekvencia van ábrázolva). Mindkettő a „szamártövis” szóról készült, de az egyik esetén a keretméret 10, míg a másiknál 30 ezredmásodperc volt. A leginkább észrevehető különbség, hogy az egyiken függőleges, a másikon vízszintes csíkozás látható a zöngés részeknél. Ennek az az oka, hogy az egyik esetben a keretméret kisebb, a másik esetben pedig nagyobb volt, mint a beszédjel egyetlen periódusa. 

Az utóbbi ábrából két oszlopot külön is megjelenítettünk az /á/ és az /s/ hang közepéről. Megfigyelhető, hogy az /á/-ban szabályosan ismétlődnek a felharmonikusok, s ez eredményezi a vízszintes csíkozást a spektrogramon; a zöngétlen /s/-ben viszont a csúcsok helye véletlenszerű. Összességében úgy találhatjuk, hogy a látvány megfelel a 15.3. fejezetben ismertetett beszédmodellnek (vö. 3.3. ábra).

A spektrumot közvetlenül szinte sohasem szokták a beszédfelismerés bemeneteként használni, egyrészt mivel túl sok adatot ad vissza (keretenként 129-257 adat), másrészt sok fölösleges információt is tartalmaz (ld. pl. köv. alfejezet). Leginkább a ismeretalapú rendszerek használják különféle jellemzők kivonásának bemeneteként (ld. 5.8.3 fejezet).
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5.2. ábra: A "szamártövis" szó széles- és keskenysávú spektrogramja; az utóbbiból két szelet külön is kiemelve

Kepsztrális együtthatók

A 5.2. ábra spektrogramját vizsgálva arra a megállapításra jutottunk, hogy a vízszintes csíkozás a zönge spektrumából származó felharmonikusoknak felel meg. Ezek pedig az alaphang frekvenciájának többszöröseinél helyezkednek el, tehát a hangmagasságtól függenek. Ebből következően, ha ugyanazt a szót több beszélővel kimondatjuk, a csíkozás a személyek hangmagasságától függően különbözni fog (a legnagyobb eltérés a férfi és nő beszélők között van, de természetesen egyetlen beszélő hangmagassága is ingadozik).

A beszédfelismerés számára a hangmagasság lényegtelen, sőt zavaró információ, hiszen egy szó ugyanaz a szó marad, bármilyen hangmagassággal ejtjük is ki
. Ezért jó lenne valahogyan eltávolítani a spektrogramból.

A kepsztrális feldolgozás alapgondolata az, hogy válasszuk szét valahogyan a zönge spektrumát az artikulációs csatorna által „ráhúzott” burkológörbétől. A két spektrum a beszédkeltési modell szerint összeszorzódik, azaz a logaritmikus skálán összeadódik (mivelhogy 

)). Ha megnézzük az 5.2. ábra a spektrális szelet (logaritmikus skálán ábrázolt) képét, megfigyelhetjük, hogy a burkológörbe elég sima, azaz nincsenek benne gyors változások, míg a gerjesztés spektruma impulzusszerű tüskékből áll, azaz egy gyorsan, sőt szakadásszerűen változó függvény. Ebből jön az ötlet, hogy végezzünk a spektrum logaritmusán egy újabb Fourier-analízist. A Fourier-transzformáció lineáris, azaz a két jel összegének transzformáltja a transzformáltak összege. Mivel a burkológörbe lassan változik, ezért főleg csak alacsony frekvenciakomponenseket tartalmaz. A zönge spektruma gyorsan változó, ezért főleg csak magas frekvenciákat tartalmaz. Így az eredményül kapott ábrán a kettő szét fog válni.

Az elmondottaknak alapján definiáljuk az 

 sorozat (valós) kepsztrumát (cepstrum) (Oppenheim 1989):



,
(15.11)

azaz a 

 sorozat az 

 sorozat Fourier-transzformáltja abszolút értékének logaritmusának inverz Fourier-transzformáltja. Ez némiképp ütközni látszik fenti érvelésünkkel, amelyben „sima” és nem inverz transzformációt használtunk, de belátható, hogy ez igazából lényegtelen. Némely szerzők Fourier-transzformációt használnak definíciójukban (Parsons 1986), nyilván azért, hogy egybevágjon a fenti okoskodással. Általánosabb azonban az inverz transzformációs definíció, és a névadás is talán ezzel magyarázható jobban: a fenti művelet ugyanis átteszi a jelet a frekvenciatartományba, majd visszahozza, de a logaritmizálás miatt a bemenet valamiféle „kifordított” változatát kapjuk vissza. Erre a „kifordításra” utal a kepsztrum elnevezés. Kiagyalója, Tukey a jelfeldolgozás több kulcsszavát is a kepsztrumhoz igazította, pl. „kefrencia”, „lifter”, „rahmonic”, stb., de a gyakorlatban ezek nem terjedtek el
 (kivéve talán a „lifter”-t, a kepsztrális szűrőt).

Ezek után nézzük meg, hogy a gyakorlat igazolja-e feltevéseinket. Egy zöngés és egy zöngétlen beszédrészlet kepsztrumát láthatjuk az alábbi ábrákon (az inverz Fourier-transzformációt a számításban diszkrét változatával közelítettük):
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5.3. ábra: Zöngés és zöngétlen beszédrészlet kepsztruma

A zöngés kepsztrumnak az elején (alacsony „kefrenciákon”) vannak nagyobb értékei, illetve jól megfigyelhető egy határozott csúcs a nyíllal jelölt helyen (és kisebb mértékben a többszöröseinél). Azt gyanítjuk, hogy az alacsony kefrenciáknál elhelyezkedő értékek a spektrális burkológörbéből származnak, míg a tüskék a zönge harmonikusaiból. Ezt alátámasztja az is, hogy matematikailag igazolható: egy impulzussorozat (a 15.3. fejezetben ezzel modelleztük a zöngét) Fourier-transzformáltja szintén impulzussorozat, annak logaritmusa nyilván szintén impulzussorozat, és ezt visszatranszformálva ismétcsak impulzussorozathoz jutunk.

A zöngétlen esetben az alacsony kefrenciatartományon szintén nagyobb értékek vannak, míg a magasakon zajszerű jelet látunk, nem jelentkezik a zöngéből származó csúcs. Zöngétlen esetben a gerjesztést fehérzajjal modelleztük, ennek transzformáltja is fehérzaj, és logaritmusát visszatranszformálva is zajt kapunk; a látott ábra tehát matematikailag is indokoltnak tekinthető.

A burkológörbe és a gerjesztés szétválasztása ezek után annyiból áll, hogy csak a burkológörbéből származó alacsony kefrenciatartományt hagyjuk meg, a többit kinullázzuk, mely tevékenység - a szókiforgatás hagyományát betartva - a „liftering” elnevezést kapta (a filtering - szűrés analógiájára). 

Ha vizuálisan is meg akarjuk vizsgálni a művelet eredményét, visszatranszformálhatjuk értékeinket, amely által egy kepsztrálisan simított spektrogramot kaphatunk (5.4. ábra - a szó ismét a „szamártövis”),
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5.4. ábra: Az első 13 kepsztrális együtthatóból visszaszámolt simított spektrum

de a felismerő algoritmusok magukat a kepsztrális értékeket használják. Általában az első 10-20 kepsztrális együtthatót szokás megtartani a felismerők számára; a nulladikat (amely az energiának felel meg), hol beveszik, hol nem.

Juang (Juang 1987) vizsgálatai szerint e 10-20 együtthatón belül is az alacsony és magas indexűek érzékenyebbek a zajjellegű hatásokra, mint a középsőek. Ezért a súlyozásukat ajánlja az alábbi, kísérletek alapján kiválasztott súlyozófüggvénnyel:



,
(15.12)

ahol L a meghagyni kívánt együtthatók száma, h pedig legtöbbször L/2. Ezen túl még sok egyéb kepsztrális súlyozási módra találhatunk javaslatot (Junqua 1996).

A beszédjel feldolgozása a kepsztrum esetén is keretenként történik. Ily módon egy 

 mátrixot kapunk, ahol t jelöli az időt (az egymás után következő kereteket), n pedig az egy kerethez tartozó kepsztrális együtthatók indexe.

4.3 Mel-frekvencián vett kepsztrális együtthatók

Némi apró módosítással a kepsztrum számításakor figyelembe vehetjük az emberi fülnek azt a tulajdonságát, hogy magasabb frekvenciákon a frekvencia függvényében logaritmikusan romlik a felbontása. A legegyszerűbb megoldás, ha a spektrumot vetemítjük a Bark- vagy mel-skála szerint, mielőtt a logaritmusát, majd annak inverz Fourier-transzformáltját vesszük. A Hertzben megadott frekvenciát mel-be vivő összefüggés az alábbi (Junqua 1996):



.
(15.13)

Ha még pontosabbak akarunk lenni, a kritikus sávokat is szimuláljuk. Teljesen precíz az lenne, ha egy, a kritikus sávoknak megfelelő szűrősort készítenénk, és ezek energiáit tekintenénk, de ennek számítása lassú, ezért többnyire beérik azzal a közelítéssel, hogy az FFT-vel számított spektrum értékeit az egyes sávok szűrőinek alakjához hasonlító súlyozással összeadják. A legegyszerűbb háromszögletű súlyozással közelíteni a sávokat az 5.5. ábra szerint; a szűrőket Rabiner 300 mel szélességűre veszi (Rabiner 1993).

Akár a spektrum vetemítését, akár a szűrősorok használatát, akár a sávok energiájának összegezéssel való közelítését választjuk, a következő lépés a logaritmus képzése, majd az inverz Fourier-transzformáció. A kapott együtthatókat pedig Mel-frekvencián vett kepsztrális együtthatóknak (Mel Frequency Cepstral Coefficients, MFCC) nevezik. 

A jelenlegi felismerőkben a leggyakrabban használt bemenet az első 12-13 MFCC együttható plusz a deriváltjaik („delta-kepsztrum”). Ezen túl gyakran a második deriváltakat is beveszik („delta-delta kepsztrum”).
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5.5. ábra: Mel-szűrősor közelítésére ajánlott súlyozás

4.4 Lineáris predikció

A lineáris predikciót (Linear Prediction (Coding), LPC) eredetileg beszédkódolásra találták ki. Az alapötlete az, hogy közelítsük az 

 beszédjelet egy adott n helyen a jel előző p darab értékének lineáris kombinációjaként:



,
(15.14)

ahol az 

-k az ún. lineáris predikciós együtthatók, 

 pedig a közelítés hibája.

A beszédből egy 20-30 ezredmásodperces keretet véve (hosszát jelölje N), a predikciós együtthatókat egy megfelelő algoritmussal (pl. Durbin algoritmusa, ld. később) úgy állítjuk be, hogy a keret adatain a közelítés hibájának négyzetösszege,




(15.15)

minimális legyen. 

A gyakorlatban 8-12 együtthatót véve ezzel a módszerrel nagyon hatékony tömörítés érhető el, mert a visszamaradó 

 hibajel sajátosságai miatt kevés paraméterrel is jól leírható.

Mi köze van ennek a beszédfelismeréshez? Belátható, hogy a lineáris predikció úgy is felfogható, hogy a beszédjel 

 amplitúdó-spektrumát egy 

 függvénnyel közelítjük, ahol




(15.16).

Vagyis a spektrumot egy speciális, a 

 paraméterek által meghatározott függvénnyel próbáljuk közelíteni, ahol 

 a lineáris predikciós együtthatók, G pedig egy további energia-paraméter. A minimalizálandó közelítési hiba pedig (Rabiner 1978):




(15.17).

p növelése a spektrum egyre pontosabban közelítését teszi lehetővé. Az alábbi ábra egy beszédrészlet esetén 

-t, illetve az azt közelítő 

-t mutatja (p=12). Megfigyelhető az LPC azon sajátossága, hogy a spektrális csúcsoknál pontosabban illeszkedik, mint a spektrum völgyeiben. Ez előnyösnek tekinthető, ugyanis a vizsgálatok szerint a csúcsok sokkal nagyobb jelentőséggel bírnak az emberi beszédfelismerésben, mint a völgyek. 
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5.6. ábra: Spektrum közelítése 12-együtthatós lineáris predikcióval

Mivel a módszer jól kihangsúlyozza a maximumokat, így az LPC-s spektrumon jól azonosíthatók a formánsok. Ezt megfigyelhetjük a 5.7. ábra, amely a „szamártövis” szó LPC-vel előállított spektrális képét mutatja:
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5.7. ábra: A "szamártövis" szó lineáris predikcióval előálló spektrális képe

Az ábrákon jól látható, hogy (nem túl nagy p esetén) az LPC-együtthatók által megadott görbe a spektrum burkolóját adja. Ez azt sugallja, hogy az LPC használható a beszédkeltési modellben (ld. 15.3. fejezet!) szereplő gerjesztőjel és artikulációs csatorna szétválasztására. Valóban, a hibajel vizsgálata azt mutatja, hogy az zöngés beszédszakaszok esetén impulzussorozat-, zöngétlen esetben fehérzaj-jellegű, azaz jól közelíti a gerjesztést (hatékonyan kódolhatóságát is ez a sajátos alakja biztosítja). Összegezve, az LPC-együtthatók által meghatározott 

 megadja az artikulációs csatorna átviteli függvényét, a hibajel pedig a gerjesztőjelet. Ennek alapján nyugodtan mondhatjuk, hogy az LPC a gerjesztés és az artikulációs csatorna hatásának szétválasztására remekül használható módszer (pontos matematikai indoklásért ld. (Rabiner 1978)).

Az LPC-együtthatók nagyon hatékonyan számíthatóak, ezért a leggyakrabban használt előfeldolgozási módszer évtizedekig a lineáris predikció volt. Az utóbbi időben viszont az MFCC és néhány új módszer (pl. PLP, ld. 5.6. fejezet) mellett kissé háttérbe szorult.

Végezetül ismertetjük a LPC-együtthatók kiszámításának lépéseit (a levezetésektől helyhiány miatt el kell tekintetnünk) (Rabiner 1993):

1. Nem szerves része az LPC algoritmusnak, hanem opcionálisan választható előkészítő lépés a beszédjel magas frekvenciáit kissé kiemelni. A legegyszerűbb megoldás erre az





egyenlettel megadható egyszerű szűrő alkalmazása. Az a értéket 0.95 körülire szokás választani.

2. A beszéd feldolgozása keretenként történik. A szokásos kerethossz N=30...50 ms. A keretek lépésköze K=1/4N, 1/3N, esetleg 1/2N:



   (a 0. keretet dolgozzuk fel)

3. 



4. A kivágott N méretű beszédkeretet meg kell szorozni egy ablakfüggvénnyel (ld. 5.2. fej.):





5. 

-nak ki kell számolni az első p ún. autokorrelációs együtthatóját (p az LPC-analízis fokszáma):





6. Az LPC-együtthatókat pl. Durbin algoritmusával kaphatjuk meg:




for i=1 to p do begin













end

Az LPC-együtthatókat 

 adja meg (j=1,...,p); ha a G-re is szükségünk van, akkor az 

 (közelítő) összefüggést használhatjuk.

7. 

,  goto 3   (a következő keret feldolgozása)

Az LPC-együtthatókból kepsztrális együtthatókat képezhetünk a következő összefüggések segítségével (ez természetesen nem a beszédjel kepsztruma,  hanem a 

-hoz tartozó kepsztrum):




(15.19a)




(15.19b)



.
(15.19c)

4.5 PLP

A kepsztrális együtthatókon alapuló felismerés hatékonyságán sokat javít az az apró módosítás, ha a spektrumot az érzékelési frekvenciaskáláknak megfelelően vetemítjük (ld. MFCC). Az LPC-t is „fel lehet javítani” néhány alapvető, a hallás működésére jellemző sajátosság beépítésével. Erre törekedett Hynek Hermansky, aki módszerének a Perceptuális Lineáris Predikció (Perceptual Linear Prediction, PLP) elnevezést adta (Hermansky 1990). Mivel nagyon leegyszerűsített közelítéseket használ, a módszer alig lassabb, mint a hagyo​mányos LPC. Viszont az egyszerű megoldások ellenére a tapasztalat az, hogy sok esetben javít a felismerésen - főleg a beszélőfüggő sajátosságok elnyomásával. Ezért az utóbbi évek​ben rendkívül népszerűvé vált, és az LPC helyett inkább a PLP-t használják felismerésre.

A PLP első lépése a kritikus sávszűrők energiáinak közelítése. Ez a DFT-vel számolt spektrumból súlyozott összegzéssel történik, ahogy az MFCC-nél (ld. 5.4. fejezet) is ajánlottuk. A DFT-s spektrumszámításhoz (ld. 5.2. fejezet) Hermansky 20 ezredmásodperces kereteket és hamming ablakot ajánl. Ezzel mintákat kapunk a keret 

 energiaspektrumából.

A DFT utáni lépés 

 vetemítése Bark-skálára. Az f Hertzben adott frekvenciát 

Bark-okká képező összefüggés:




(15.20),

illetve inverze:



.
(15.21)

Végezetül következik a kritikus sávok szimulálása. A Bark-skálára vetemítés azért történt, mert a kritikus sávok itt nagyjából egyforma méretűek, így egy közös görbével közelíthetjük az alakjukat:




(15.22)



energiaértékeit 

-val szorozva és összegezve kapjuk a kritikus sávok energiáit:



.
(15.23)



-t (legalább) egy Bark-onként szükséges kiszámítani. Így pl. a 0-5 kilohertzes tartományból 18 darab 

 értéket kapunk. 

Ezzel megkaptuk (közelítőleg) az egyes kritikus sávokba eső energiát. A PLP modellezi továbbá a hallásnak azt a tulajdonságát, hogy a különböző frekvenciákon különböző az érzékenysége. A modell a 40 decibelen vett egyenlő hangosságszintű görbéből kiindulva az alábbi szorzást javasolja:



,
(15.24)

ahol




(15.25).

A legutolsó modellezett tulajdonság pedig az intenzitás - hangosság összefüggés. Itt Hermansky a köbgyökös közelítő összefüggést használja, amely szerint



.
(15.26)

Ezzel 

 képében előállt a beszédrészlet „perceptuális spektruma”. Erre az inverz diszkrét Fourier-transzformációt alkalmazva megkapjuk a 

, mint energiaspektrum által reprezentált sorozat autokorrelációs együtthatóit. Ebből pedig a Durbin-algoritmussal lineáris predikciós együtthatókat képezhetünk. Mivel 

 elég sima függvény, nem szükséges 8-12 együttható a közelítéséhez: Hermansky a legjobb felismerési eredményeket 5 együttható használatával érte el. 

Végezetül a predikciós együtthatókból akár kepsztrumot is képezhetünk, az LPC-nél ismertetett módon.

Az alábbi ábra az algoritmus során előálló érzeti spektrumot (

) mutatja:
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5.8. ábra: A "szamártövis" szó érzeti spektruma

4.6 Hallásmodellek

A hagyományos előfeldolgozási módszerek, mint a DFT, az LPC és a kepsztrum matematikai elveken alapulnak, és nem a hallás működéséből indulnak ki. Viszont mind az MFCC, mind az PLP vizsgálata azt mutatta, hogy az emberi hallás tulajdonságainak beépítése az előkészítő műveletekbe kisebb-nagyobb mértékben javít a felismerés hatékonyságán. Jelenleg már elég sok információ áll a rendelkezésünkre ahhoz, hogy a fül működését nagyvonalakban modellezni tudjuk. Az e célra készült szoftver vagy esetleg hardver megoldásokat hallásmodelleknek (auditory model) nevezzük. Az egyszerűbbek az olyan pszichoakusztikai jelenségeket próbálják meg szimulálni, mint az elfedés, kritikus sávok hatásai, érzékelt hangosság, időbeli elfedések, adaptáció stb. A modell paramétereit úgy állítják be, hogy annak viselkedése minél jobban közelítse a pszichoakusztikai mérések ered​ményeit (pl. egyenlő hangosságszint görbéi, elfedési görbék, stb.), vagyis nem közvetlenül a fül működését, hanem csupán annak hatásait utánozzák. Az előző fejezetben látott PLP tulajdonképpen egy nagyon egyszerű pszichoakusztikai hallásmodellnek tekinthető.

A fiziológiai hallásmodellek közvetlenül a fül működését utánozzák. A szokásos felépítésük a következő:

A külső- és középfület egy egyszerű sáváteresztő szűrő szimulálja.

Az alaphártya mozgásának az egyes szőrsejtekre eső hatását a neuronok ún. hangológörbéit követő szűrők modellezik (a szűrők meglehetősen hasonlítanak a kritikus sávok sávszűrőire). A modellekben használatos szűrők száma 20-150, attól függően, hogy a működési sebesség mennyire fontos.

A szőrsejtekre eső inger neurális ingerületté való átalakítása a következő lépés. Itt figyelembe veszik a neuronok telítődését, adaptációs tulajdonságait, kifáradását, stb. Az átalakító függvény erősen nemlineáris, szemben a jelfeldolgozás hagyományosan lineáris módszereivel. A kapott jelek jó hasonlóságot mutatnak az idegrostokon mért jelekkel (ld.4.2. ábra).

Mivel ezen jelek az agyban történő feldolgozásáról elég kevés az ismeretünk, ebben az egyes szerzők saját elképzeléseikre hagyatkoznak. A legegyszerűbb megoldás csupán a jelek intenzitását figyelembe venni, például 1-2 századmásodpercenként átlagot számítva (ami egy simításnak felel meg). Ez azonban egy frekvenciában eléggé szétkent képet eredményez, mivel a sávszűrők viszonylag szélesek. Éppen ezért a legtöbb modell a jelek periodicitását is figyelembe veszi. Erre többféle, koncepcióban és megvalósításban is eltérő megoldás van.

Hogyan válnak be a hallásmodellek a beszédfelismerésben? A legpozitívabb tapasztalat, hogy zajos beszéd esetén nagyon sokat javítanak a felismerés eredményén (Ghitza 1986). Átlagos viszonyok között azonban kicsi, vagy éppen semmi javulást sem eredményeznek. A hallásmodell-hívők részéről a szokásos védekezés az, hogy egyrészt még nem ismerjük, hogyan dolgozza fel az agy a neurális jeleket, másrészt a jelenlegi felismerők működési módja alapvetően eltér attól, ahogy ezeket a jeleket kezelni kellene. Mindenesetre, – mivel nagyságrendekkel több számítást igényelnek, mint a klasszikus módszerek – a hallásmodellek mint előfeldolgozók egyenlőre nem nagyon terjedtek el. A modellezés javulásával és a processzorok sebességének növekedésével azonban ez könnyen megváltozhat.

Egy jó összefoglalást nyújt a legismertebb hallásmodellekről a Journal of Phonetics 1988 januári különszáma (Greenberg 1988). Hallásmodellekkel kapcsolatos cikkeket nagy mennyiségben találhatunk továbbá a Journal of the Acoustical Society of America számaiban.

4.7 További lehetséges előkészítő lépések

4.7.1 A jellemzők időbeli feldolgozása

Számos vizsgálat arra utal, hogy az emberi beszédérzékelésben a spektrális változásoknak van a legnagyobb szerepük. Ezért Furui azt javasolta, hogy az egyes együtthatók idő szerinti deriváltjait is használjuk fel a felismerésnél (Furui 1986). A deriváltat valahogyan közelíteni kell, hiszen diszkrét értékek állnak csak rendelkezésünkre. Egyszerűen a szomszédos értékek különbségét véve túl zajos, ugráló értékeket kapnánk, ezért egy görbét szokás illeszteni a kepsztrális adatokra és ennek a deriváltját venni. A leggyakoribb megoldás egy másodfokú polinomot illeszteni egy 40-100 ezredmásodperces időablakon belül eső értékekre (ez kb. 4-10 egymást követő értéket jelent) (Junqua 1996).

Az említett polinom célja tulajdonképpen az értékek elsimítása. Hermansky és társainak vizsgálatai szerint az emberi hallás a nagyon lassú változásokra nem figyel, a túl gyorsakat pedig nem képes követni, ezért az egyes együttható-sorozatokat valóban megszűrhetjük egy olyan sáváteresztő szűrővel, amely kb. 1 és 16 Hz között enged át (Arai 1996). Ezen alapszik az általuk javasolt RASTA szűrés. Eredetileg a logaritmikus spektrum egyes frekvenciasávjain javasolták e szűrést végezni, de tulajdonképpen szinte bármilyen típusú spektrális reprezentáción meg lehet próbálni.

Ennél is egyszerűbb az a művelet, amelyet kepsztrális értékek „feljavítására” találtak ki: az egyes kepsztrális együtthatókból (a nulladikat kivéve) kivonjuk a hosszabb idő (1-2 mp) alatt mért átlagukat (Cepstral Mean Normalization). Mivel beszéd esetén a kepsztrális együtthatók várható értéke nulla (Juang 1987), ezért az ettől eltérő eredmény okozója nagy valószínűséggel valamilyen átviteli torzítás, amely így nagy mértékben csökkenthető.

A RASTA és CMN technikáknál jóval bonyolultabb kepsztrum-normalizálási technikák is vannak, amelyekhez jó kiindulópont Junqua és Haton könyve (Junqua 1996).

Az utóbbi néhány évben egyre népszerűbb kutatási terület annak vizsgálata, hogy a jellemzők időbeli változásának milyen szerepe van a beszédpercepcióban. Ha a kritikus sávok energiáin végzünk ilyen elemzést, akkor az ún. modulációs spektrumot kapjuk (Greenberg 1997). Várhatóan minél jobban megértjük ezeket az összefüggéseket, annál nagyobb szerepet fog kapni az előfeldolgozásban a hagyományos spektrális jellemzők időbeli görbéinek modellezése, simítása vagy egyéb finomabb feldolgozása.
4.7.2 Vektorkvantálás

Az előfeldolgozó eljárások kimeneteként keretenként, azaz kb. 5-20 ezredmásodpercenként kapunk egy-egy kb. 10-50 dimenziós vektort. Elvileg megkísérelhetnénk ezeket a vektorokat fonémaként felismerni. Az alakfelismerési sémában ez annyit jelentene, hogy eltárolnánk egy referenciamintát minden egyes fonémához; felismeréskor pedig a beérkező vektort összehasonlítanánk az összes referenciával, és a hasonlóság alapján megmondanánk, hogy mely fonémaosztályba tartozik. Ez azonban sajnos nem járható út, ugyanis a beszédhangok folyamatosan mennek át egymásba, így nyilván lesznek spektrálisan két hang közé eső keretek. Ha azonban nemcsak annyi osztályt veszünk fel, ahány fonéma van, hanem többet, akkor ennek már lehet haszna, mint rögtön kiderül. 

Próbáljuk meg egy kicsit precízebben megfogalmazni a feladatot. Az előfeldolgozóból N dimenziós vektorok érkeznek, azaz a vektorok egy N-dimenziós tér elemei. Ebben a térben szeretnénk kijelölni K db. referenciamintát avagy kódvektort (

), amelyek így egy K elemű kódtárat fognak alkotni. Szükség lesz továbbá egy távolságfüggvényre (

), amely megadja, hogy két vektor milyen távol esik egymástól (távolságfüggvényekről bővebben ld. 15.8.1.1. fejezet).

A vektorkvantálás a következőképpen fog zajlani: a beérkező x vektort a távolságfüggvény segítségével összemérjük az összes yi referenciamintával, és azt rendeljük hozzá, amelyikhez a legközelebb esik. Ez a referenciaminta lesz a kvantálás kimenete.

Az N-dimenziós tér ily módon nyilvánvalóan K klaszterre fog bomlani: a tér azon pontjai tartoznak egy klaszterbe, amelyekhez a kvantálás ugyanazt a referenciavektort rendeli. A klaszterek helye és alakja a referenciavektorok helyétől és a távolságfüggvény definíciójától függ (ld. pl. 5.9. ábra).

Az alkalmazás során a vektorokat helyettesítjük a klasztert reprezentáló referenciamintával. Ez nyilvánvalóan torzítást okoz, ezért úgy szeretnénk felépíteni a kódtárat, hogy adott K mellett az átlagos torzítás minimális legyen. 

[image: image17.png]



5.9. ábra: A kétdimenziós tér egy lehetséges klaszterezése

Képlettel: a 




(15.27)

kifejezést szeretnénk minimalizálni (P(.) a valószínűséget, E(.) a várható értéket, Ci pedig az yi-hez tartozó klasztert jelöli).

A képletből is érezhető, hogy a klaszterek optimális elhelyezkedése és mérete a vektorok eloszlásától függ, az yi középpontokat pedig úgy kell elhelyezni, hogy az osztályon belüli átlagos torzítás,




(15.28)

minimális legyen. Az ezt teljesítő yi -t a klaszter centroidjának nevezzük. A centroid kiszámításának módja a távolságfüggvény definíciójától függ, és néhány távolságfüggvény esetén egyáltalán nem triviális.

A kódtár elkészítésére leggyakrabban használt eljárás a K-közepű klaszterezés (K-means clustering), amelynek lépései a következők
 (

 a kódtár kialakításához rendelkezésünkre álló minták):

1.  Inicializálás: válasszuk meg az 

 kódvektor kezdőértékeket véletlenszerűen, vagy valamely egyéb eljárással (ld. később). 

2.  A 

rendelkezésünkre álló tanítómintákat kódoljuk le, azaz osztályozzuk 

 és a távolságfüggvény segítségével. Számítsuk ki a 

 átlagos torzítást is. Legyen 

 (az iterációs index).

3.  

 legyenek az előző klaszterezés során előállt klaszterek centroidjai. 

4.  Újra végezzük el a kódolást, immár az új 

 kódvektorokkal. Jelőlje 

 a most mért átlagos torzítást.

5.  Ha 

, azaz a torzulás csökkenése egy bizonyos küszöb alá esik, akkor készen vagyunk. Különben 

, és a 3. lépés következik.

A fenti módszer nem eredményez feltétlenül optimális kódtárat, pusztán a lokálisan optimális megoldás garantált. Hogy mennyire jó megoldást kapunk, az nagyban függ a kódvektorok inicializálásától. Megtehetjük, hogy többféle inicializálással is lefuttatjuk az algoritmust, és a legkisebb átlagos torzítást adó eredményt vesszük. Rabiner (Rabiner 1993) ehelyett a kódtár képzésére az alábbi iteratív eljárást javasolja:

1. Készítsünk egy 1-elemű kódtárat 

-hez! A szükséges egyetlen kódvektort 

 centroidjaként kapjuk.

2. Duplázzuk meg a kódtár méretét a következő módon: minden yi helyett vegyük az alábbi két vektort a kódtárba:



,



,

ahol ( tipikusan egy 0,01 és 0,05 közötti érték.

3. Az így előállított kezdőértékeket finomítsuk a K-közepű klaszterezési algoritmus iteratív részének lefuttatásával!

4. Ha a kódtár mérete még nem érte el a szükségeset, akkor térjünk vissza a 2. lépésre.

Ezzel az eljárással nyilván csak kettőhatvány méretű kódtárat tudunk előállítani, de a gyakorlatban általában ilyet szokás, hiszen így bitveszteség nélkül tudjuk egy log2K bites számmal azonosítani a kódolás eredményét.

Egyetlen dologról nem esett még szó: mire jó nekünk a vektorkvantálás? Először is, jelentősen csökkenti az adatmennyiséget. Ha például az eredeti vektor 8 LPC együttható volt, mondjuk együtthatónként 4 bájttal (pl. „float” C-ben), akkor az összesen 256 bit. Egy 1024 elemű kódtárral ezt vektorkvantálva 10-bites értékeket kapunk, ami jelentős különbség. 

Ennél azonban sokkal fontosabb szerepe lesz a HMM-nél (ld. 15.8.2. fejezet), ott ugyanis majd becsülni próbáljuk a spektrális vektorok eloszlását a rendelkezésre álló mintákból. Vektorkvantálás nélkül egy N-dimenziós folytonos valószínűségi eloszlást kellene becsülnünk. Vektorkvantálást használva viszont a K kódvektor előfordulásainak diszkrét valószínűségét kell becsülni, ami egyrészt matematikailag könnyebben kezelhető, másrészt kevesebb mintából sokkal pontosabb becslés végezhető.

A vektorkvantálásról egy alapos áttekintést ad Makhoul cikke (Makhoul 1985) illetve (Gersho 1992), különös tekintettel a beszédkódolási alkalmazásokra. Általában véve a klaszterezés az alakfelismerés klasszikus témája, így bőségesen olvashatunk róla az alakfelismerésről szóló könyvekben (pl. (Gose 1996)).

4.7.3 Ismeretalapú rendszerekben kiemelt jellemzők

Az alakfelismerésen alapuló módszerek közvetlenül az előfeldolgozótól kapott spektrális vektorokon, esetleg azok vektorkvantált változatán végzik a felismerést jelentő össze​hasonlítást. A ismeretalapú rendszerek ezzel szemben a spektrális reprezentációból megpróbálják kivonni azokat az akusztikus jellemzőket, amelyeket a fonémák azonosításához szükséges akusztikus kulcsnak vélnek. Ezek a kivont jellemzők rendszerről rendszerre változnak, így csak a leggyakrabban használtakat igyekszünk felsorolni. Itt csak a kivonásra használt algoritmusokról óhajtunk beszélni, a felhasználásról a 15.9. fejezetben lesz szó.

A legegyszerűbb jellemző, amit kiszámolhatunk, az az energia; ez a 15.2. fejezetben megadott képlet szerint egyszerűen a minták négyzetösszege. A jel változása miatt ezt is keretenként kell számolni. A kapott értékeket eloszthatjuk a keret hosszával, amely értéket energia helyett talán helyesebb teljesítménynek nevezni. Nagyon sok rendszer a spektrumot 3-5 sávra osztja, és az ezekben számolt energiát is használja az összenergia mellett.

Az energia definíciója elektrotechnikai megfontolásokon alapul. Jobban járunk, ha az energia helyett az érzékelt hangosságot próbáljuk meg közelíteni, a 15.4. fejezetben ismertetett egyenlő hangosságszintű görbék és phon-son kapcsolat segítségével. Sajnos a hangosság számításánál a kritikus sávokat is figyelembe kell venni, így a számítási művelet elég bonyolult és mindenképpen csak közelítő (további részletekért ld. (Tarnóczy 1984)).

A hangok fonetikai minőségének hordozójaként hagyományosan a formánsokat szokták megnevezni. Éppen ezért a beszédfeldolgozás egyik legősibb problémája a formánsok kinyerése. A formánsok a spektrum burkolójának maximumaiként vannak definiálva, így kiindulásként olyan előfeldolgozást érdemes választani, amely szétválasztja a burkolót a gerjesztéstől. Az LPC esetén a formánsok jól kihangsúlyozódnak (ld. 5.7. ábra), így általában az LPC-együtthatókból ill. spektrumból indulnak ki a formánsok számításánál (részletesebben ld. (Parsons 1986)). A számítás hibáinak csökkentésére szerencsére ki lehet azt használni, hogy a formánsok görbéi sok folytonos szakaszt tartalmaznak . A módszerek valamilyen módon mind építenek erre, így formánsbecslés helyett formánskövetésről (formant tracking) szokás beszélni.

A formánskövetés első hallásra talán nem tűnik nehéznek, valójában azonban számtalan csapdát tartogat. Az egyik ilyen, hogy a formánsok közel mehetnek egymáshoz, ilyenkor az algoritmusok gyakran nem képesek szétválasztani őket. A formánsok össze is olvadhatnak, majd szétválhatnak, amit az algoritmus elvéthet, s ily módon elveszíthet egy formánst. 

Különösen problémás dolog a spektrális burkológörbe illetve a spektrum maximumainak pontos meghatározása magas hangú (női, gyerek) beszéd esetén. Ilyenkor ugyanis a gerjesztés felharmonikusai messze esnek egymástól, így a számítás bizonytalanná válhat.

Végezetül, a formáns definíciója egyáltalán nem egyértelmű. A nyelvészek pusztán annyit mondtak, hogy a „spektrális burkológörbe maximumai”. Ezek a magánhangzók középső, stabil részein elég biztosan megtalálhatók, sok más hang azonban nem rendelkezik ilyen tiszta formánsszerkezettel. Még a magánhangzóknál is becsúszhat a becslésnél egy olyan hamis csúcs, amely valójában nem formáns. Mivel a további felhasználásnál létfontosságú, hogy melyik volt az első, második, harmadik formáns, ezért a formánsok elvesztése vagy hamis formánsok bevétele tragikus következményekkel járhat.

Az említett okok miatt tökéletes formánskövetőt máig nem sikerült senkinek felmutatni. A formánskövetés nehézségei, illetve a hallás működéséről szerzett újabb információk miatt az utóbbi időben már ritkábban szokták a közvetlen formánsértékekre alapozni a felismerést. Emiatt az utóbbi 5 évben csak elvétve lehetett formánskövetésről szóló cikket látni.

A pszichoakusztikai kísérletek azt mutatják, hogy az érzékelés során a második, harmadik, negyedik formánsok (F2, F3, F4) összeolvadnak egy ún. effektív formánssá. Ezt valószínű​leg a magasabb frekvenciák rosszabb felbontása és a kritikus sávok hatása eredményezi. A magánhangzók vizsgálatából származó eredmények alapján Bo( (Bo( 1994) a második effektív formáns frekvenciáját F2, F3, F4 függvényében képletekkel adja meg (az elsőé megegyezik F1-gyel). Sajnos ez feltételezi, hogy a formánsokat be tudjuk mérni. Szerencsére Hermansky megállapítja (Hermansky 1990), hogy a PLP révén előálló érzeti spektrum (ld. 5.8. ábra) maximumhelyei elég pontosan megfelelnek a Bo( képleteivel számolt effektív formánsoknak. A spektrum képe elég sima ahhoz, hogy a maximumokat egyszerűen a spektrum súlypontja, illetve a spekrum bizonyos sávjainak súlypontja alapján becsüljük. A súlypont egyszerűen a sávban számolt „várható érték”:




(15.29).

(itt most 

 a PLP analízisnél előálló érzeti spektrumot jelöli, de természetesen bármely más módon előállt spektrumon is dolgozhatunk)
.

A formánsok szélességét, szétkentségét pedig mérhetjük az értékek „szórásnégyzetével”:




(15.30).

A súlypont hasznunkra lehet még a felpattanóhangok és a réshangok vizsgálatánál is. Nagy előnye, hogy nagyon könnyen számítható, s ha a hangok azonosítására közvetlenül nem is alkalmas, bizonyos triviális eshetőségeket gyorsan ki lehet zárni a segítségével, ily módon leszűkítve a keresési teret.

A beszédfeldolgozás klasszikus problémája a zöngésség illetve a hangmagasság becslése (pitch estimation). Az algoritmusok nagyjából három generációba sorolhatók (Cooke 1993). A korai időkben a jel autokorrelációs függvényéből, a kepsztrumból vagy az LPC hibajeléből számították a hangmagasságot. A második generációs módszerek az emberi hangmagasság-érzékelésről kialakított elméletekre alapulnak, és stabilabb, megbízhatóbb eredményeket adnak. Végezetül a legújabb és legjobb eljárások a fül működését veszik figyelembe, azaz lényegében hangmagasság-becslésre használt hallásmodellek. Ezek a az emberi hangmagasság-érzékelést különféle speciális hangok esetén is jól szimulálják (Meddis 1991); ennek ára, hogy rendkívül lassúak.

A beszédfelismerésben valójában nincs szükség magára a hang magasságára, csupán a zöngés/zöngétlen döntésre, amely azonban szorosan kapcsolódik a hangmagasság-becsléshez. Zöngétlen esetben ugyanis nincs tiszta és egyértelműen azonosítható hangmagasság. A hanglejtést fel lehetne persze használni a felismerésben, ezt azonban jelenleg talán egyetlen rendszer sem teszi.

Hasonlóan klasszikus probléma a beszéd fonémákra szegmentálása (Vidal 1990). Az összenergia változása alapján sajnos csak némely fonémák választhatók el. Frekvenciasávok energiaváltozásait figyelve jobb eredményt kapunk, de ez sem tökéletes. Figyelhetjük a szomszédos keretek spektrumának különbségét, mondván, ahol nagy a változás, ott szegmenshatár van. Ez viszont feltételezi, hogy van egy jó távolságfüggvényünk, amivel egy másik klasszikus problémához jutottunk vissza...

A mérnöki tudományok felől érkezők a legkülönfélébb rafinált, sőt néha egészen távoli és meglepő matematikai módszereket próbálják bevetni a szegmentálásra. A „lessük el az embertől” irányzat hívei a hallás vizsgálatában bíznak: a hallásmodellek neurális jeleket szimuláló kimenetében valóban élesebben látszanak a szegmenshatárok, mint a matematikai módszerekében. Mára már bizonyosnak látszik, hogy rögtön az agyi feldolgozás korai szakaszán történik valamilyen szegmentálás; a részletek vizsgálata illetve a modellezési kísérletek gőzerővel folynak.

Mindkét csoportból egyre többen gondolják úgy, hogy valamilyen magasabb szintű információ felhasználása nélkül fölösleges száz százalékos eredményt várnunk, akár csalafinta matematikai trükkökkel, akár neurális működést utánzó függvényekkel operálunk. Az újabban publikált szegmentálók ezért többnyire valamilyen összehasonlítást (is) végeznek (mintákhoz viszonyítanak, neuronhálót használnak, stb.). A felismerés szempontjából pedig az a tanulság, hogy érjük be valamilyen közelítő szegmentálással, és a későbbi lépések során tegyük lehetővé a részleges felismerés alapján a szegmentálás finomítását illetve javítását.

4.7.4 Fonetikai megkülönböztető jegyek 

A 15.1.2. fejezetben megállapítottuk, hogy a beszéd legkisebb egysége a fonéma. Ehhez képest elég meglepő, hogy a fonémákat mind megtalálni (szegmentálás), mind beazonosítani (felismerés) nagyon nehéz. Milyen legkisebb egység az, amely mind határait, mind alakját tekintve ilyen nagy változatosságot mutat?

Nos, a fonetika és fonológia modern irányzatai szerint a legkisebb egység valójában a megkülönböztető jegy (distinctive feature) (Siptár 1997). A megkülönböztető jegyek olyan, lehetőleg független attribútumok, amelyek révén a fonémák megkülönböztethetők. A fonémák új definíciónk szerint ezen jegyek részhalmazai, például a /u/ az a fonéma, amely [szillabikus, szonoráns, zöngés, folyamatos, hátulképzett, felső nyelvállású, ajakkerekítéses].

A megkülönbözető jegyek fonológiai szinten binárisak, azaz vagy jelen vannak, vagy sem, amit hagyományosan a +/- szimbólumokkal jelölnek. A gyakorlatban illetve fonetikai szinten reálisabb egy [0,1] intervallumba eső értékkel mérni a jegy jelenlétét
. 

A megkülönböztető jegyek segítségével a felismerés a következőképpen zajlana: vesszük a beszéd valamely spektrális reprezentációját és ebből – mondjuk keretenként –kivonjuk az egyes megkülönböztető jegyeket. Ebből egyfajta „térképet” kapunk, amely megmutatja, hogy egy adott pillanatban mely jegyek voltak jelen (5.10. ábra). Ez képezné a felismerés inputját.
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5.10. ábra: Megkülönböztető jegyek, mint a beszédfelismerés bemenete

Miért jó a megkülönböztető jegyek használata? Egyrészt, ha a spektrum valamely változásának nincs fonetikai jelentősége, akkor az nem befolyásolja a jegyeket, így nem zavarja meg a felismerőt (ebben megegyezik az előző fejezetben ismertetett jellemző-kivonási eljárások céljával). Másrészt, a jegyek szintjén a hangok egymásra hatása egészen természetes módon kezelhető: ez egyszerűen azt jelenti, hogy valamely jegy átterjed a szom​szédos hangra is. Ezt persze a felismeréskor kezelni kell, de a szegmentálás így nem egy előkészítő lépés, hanem a felismerés része, amely a szegmentálásnál elmondottak szerint jobb megoldás. Végezetül, nem szükséges feltétlenül az összes jegyet előre felismerni, ahogy a 5.10. ábra szemléltettük. A jegyeket egy döntési fába rendezve, illetve bizonyos fonológiai alapszabályokat figyelembe véve az elvégzendő vizsgálatok száma jelentősen lecsökkenthető.

Mindezek alapján a megkülönböztető jegyek használata a felismerésben nagyon vonzónak tűnhet. Ehhez azonban feltétlenül szükséges lenne, hogy a jegyek a spektrumból megbízhatóan azonosíthatóak legyenek. Nos, eredetileg az elméletet egységesítő Fant és társai valóban úgy választották meg a jegyeket, hogy azok a spektrumból azonosíthatók legyenek (Parsons 1986); a későbbi továbbfejlesztők azonban inkább a képzési hely és mód szerinti jegyeket vettek fel. Több jegy szükségessége, sőt, néha még fonémák besorolása is vitatott. El lehet képzelni, mennyire mérhetőek azok a jegyek, amelyekről a fonológusok sem tudnak megegyezni...

De amíg a fonológusok megengedhetik maguknak, hogy a jegyek artikulációs avagy percepciós szempontból való felvételén vitatkozzanak, addig a beszédfelismerés céljaira a detektálhatóság létfontosságú. Ilyennek állítják szerzői az alábbi hierarchikus jegykészletet (amely sajnos nem teljes): 
[image: image19.png]szonoréns

igen nem
szillabikus folytonos
igen nem M
maganhangzok réshang réshang felpattanck,

\Wm WNM affikatal

zongés  nazdlisok, réshangok  hehezetes
réshangok e hangok
magénhangzok




5.11. ábra: Epsy-Wilson hierarchikus jegykészlete

A jegyek spektrumból való azonosítására eredetileg tapasztalaton alapuló szabályokat publikáltak; későbbi cikkükben a paraméterek optimális beállítására egy félautomatikus módszert alkalmaznak (Bitar 1997).

Hübener (Hübener 1994) egy másik jegy-jellegű készletet ad meg, melynek elemei a PLP-spektrumból nagy megbízhatósággal azonosíthatóak neuronhálókkal (Kolano 1997).

A jegyekre alapozott felismerés történhet akár HMM-mel, akár ismeretalapú módon (Hübener 1994); mindkét módszerrel bíztató kezdeti eredményeket kaptak.

5. Felismerési megközelítések és felismerőrendszer-architektúrák

Tegyük fel, hogy átestünk a hang digitális rögzítésén és előfeldolgozásán, azaz előállítottunk belőle egy olyan reprezentációt, ami remélhetőleg már csak a felismerés szempontjából lényeges információt tartalmazza. Ekkor hozzáláthatunk a tényleges felismeréshez, amihez először is két alapvető fontosságú döntést kell meghoznunk. Az egyik, hogy milyen módon fogjuk reprezentálni és használni a jel és a fonémák közötti összefüggést, azaz milyen elven fog működni a felismerő (akusztikai-fonetikai része). A másik, hogy az esetlegesen rendelkezésre álló magasabb szintű nyelvi információkat hogyan fogjuk kombinálni az akusztikai-fonetikai információval.

A jel és a fonémák között kapcsolat feltárására a legegyszerűbb módszer, ha mi magunk próbáljuk az összefüggéseket megismerni, néhány példa megvizsgálásán keresztül. Ez azért is kézenfekvő ötletnek tűnik, mert az előfeldolgozás során a beszédből kényelmesen tanulmányozható ábrákat kaptunk. A leghagyományosabb feldolgozási mód által előálló ábrát, a spektrogramot már sok évtizede tanulmányozzák a fonetikusok, és valóban az a tapasztalat, hogy kellő tudás és jártasság birtokában a spektrogramok elég jól „elolvashatók”. Ez azon​ban egyáltalán nem triviális, a fonémákat kódoló ún. akusztikus kulcsok ugyanis sokszor csak bizonytalanul azonosíthatók a beszédsebesség, a beszélő személye, a zaj és sok egyéb, változatosságot okozó tényező miatt. A felismerés ezért hipotézisek folyamatos felállításából, finomításából és elvetéséből áll, az akusztikus kulcsok, a környezet, valamint a nyelvi információk mérlegelése és összevetése révén. A spektrogram-olvasásnak ezt a komplex műveletét megpróbálhatjuk algoritmizálni, és a gép által leutánozni. Ehhez egy ebben járatos szakembert meg kell kérnünk, hogy a spektrogram-olvasás során alkalmazott metodológiáját, ismereteit ossza meg velünk, lehetőleg olyan precíz formában, hogy azt számítógépes programmá lehessen formálni. Az eredmény általában egy szabályrendszer, az ezekre alapuló felismerőt pedig egy ún. ismeretalapú beszédfelismerők (Knowledge-based speech recognizers). Ezek a felismerők ismeretreprezentációs technikájuk és algoritmikai struktúrájuk miatt általában a mesterséges intelligenciában jól ismert ún. szakértői rendszerek családjába sorolhatók.

A beszédjel és a beszédhangok között fennálló összefüggések feltárása nagyon komoly és hosszadalmas akusztikai-fonetikai vizsgálatokat és alapos szakértelmet kíván. Mit tehetünk, ha se elegendő idő, se megfelelő szakértő nem áll a rendelkezésünkre? Ha csak viszonylag kis számú egységet – például néhány tucat szót – kell tudnunk megkülönböztetni egymástól, akkor megpróbálkozhatunk a következő stratégiával: vegyük fel mindegyik szó egy-egy bemondását, és ezeket a felvételeket (pontosabban az előfeldolgozáson átesett alakjukat) egyszerűen tároljuk el. Ha ezek után egy ismeretlen bemondást fel akarunk ismerni, akkor összehasonlítjuk az eltárolt referenciamintákkal, és a legnagyobb hasonlóságot mutató mintaként azonosítjuk. A felismerendő és a referenciaminták összemérésére nyilván szükség van egy távolságfüggvényre, és a rendszer hatékonysága ennek a távolságfüggvénynek a megválasztásától fog függeni.

A referenciamintákkal való összehasonlítás a legegyszerűbb technika a gépi tanuláson (machine learning) alapuló módszerek nagy családjából. Ide sorolunk minden olyan megoldást, amelynek működése tanulópéldák feldolgozásán alapul. A fenti esetben a feldolgozás egyszerűen eltárolást jelent, de ugyanannak a szónak vagy akárcsak fonémának a képe annyiféleképpen tud megjelenni, hogy egyetlen referenciamintától nem túl sok sikert várhatunk. A nyilvánvaló továbblépés, ha minden egységhez több referenciamintát is gyűjtünk. Elvileg ekkor is alkalmazható a „tárolás-és-összehasonlítás”-elv, de sokezer minta esetén ez lassú és rengeteg memóriát igényel. Ehelyett ezért inkább valamilyen parametrikus modellt szokás az adatokra illeszteni. Amennyiben ez a modell az adatok valószínűségi eloszlását írja le, akkor a gépi tanulási módszerek legnagyobb alfaját, a statisztikai alakfelismerést (statistical pattern recognition) alkalmazzuk. A gépi tanulási illetve azon belül is a statisztikai alakfelismerési megközelítés nagy előnye, hogy maga a séma teljesen általános, és elmélete matematikailag jól kidolgozott. Továbbá egyes részei jól különválaszthatóak és így külön-külön könnyen módosíthatóak., például ha újfajta előfeldolgozást, távolságfüggvényt vagy parametrikus modellt találnánk ki, akkor azt könnyen lecserélhetjük a rendszerben (persze ez a rendszer újratanítását teheti szükségessé). Az egyszerű felépítés és a matematikai jóldefiniáltság a gyakorlatban fontos érvek a gépi tanulási megközelítés mellett. A 6.1. ábra összegzi a gépi tanulási módszer fő építőelemeit.
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6.1. ábra: Az összehasonlításon alapuló alakfelismerési séma

A gépi tanuláson alapuló megoldás alapvető problémája a felismerendő egység megválasztása. Az előfeldolgozók által kiadott, néhány századmásodpercnyi részleteket leíró vektorokat sajnos lehetetlen fonémaként besorolni, hiszen a hangok közt folyamatos az átmenet, így lesznek olyan vektorok, amelyek két hang között átmeneti szakaszokhoz tartoznak. Lehet persze nagyobb megfigyelési egységekkel próbálkozni, például teljes fonetikai szegmentumok besorolásával, de ekkor megnő a modellezendő minták dimenziószáma, ami megnehezíti a gépi tanulási folyamatot (ez az ún. „curse of dimensionality” (Duda 2001)). Ha pedig a fonémánál nagyobb felismerési egységet választunk, pl. félszótagokat, szótagokat vagy szavakat, akkor az egységek száma radikálisan megnő. Ennek pedig az a következménye, hogy az egyes egységekre kevesebb tanítópélda fog jutni, vagyis megintcsak nehezebb lesz a modellek betanítása.

A probléma gyökere alapvetően az, hogy nincs olyan egység, amely a környezetétől függetlenül optimálisan felismerhető lenne: a fonémák felismerését segíti a szomszédos fonémák ismerete, a szavak felismerését a szomszédos szavak ismerete, és így tovább. A klasszikus alakfelismerési séma nem képes a környezetet figyelembe venni. Ezen úgy lehet segíteni, hogy az alacsonyabb szinteken nem hozunk végleges döntést, hanem több jelöltet adunk vissza, mindegyikhez valamiféle jósági mértéket rendelve. A következő szintnek így lehetősége van az alábbi szint információit részletesen figyelembe venni, illetve integrálni a saját ismereteivel. Ez a fajta felépítés egy bottom-up jellegű ismeretintegrálási stratégiát eredményez. Ezt szemlélteti a 6.2. ábra.
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6.2. ábra: "Bottom-up" felépítésű beszédfelismerő

A jelenlegi felismerőrendszerek az ábrán látható bottom-up felépítést követik, az alábbi pontosításokkal. Akusztikai szinten fonémákat modelleznek a statisztikai alakfelismerés módszereivel. Az akusztikai modellekben a szegmentálás, azaz a fonémahatárok megtalálása és a címkézés implicit módon történik olyan értelemben, hogy a modellek nem hoznak döntést, hanem minden lehetőséget megvizsgálnak, és ezekhez valószínűségi értékeket rendelnek. A szótár is valószínűségi alapú, azaz tovább pontosítja a hipotézisekhez rendelt valószínűséget, de végleges döntést továbbra sem hoz. Általában a nyelvi modellezés is valószínűségi alapú, egyszerűen csak az adott szavak egymás után következésének gyakoriságát követi. Sok alkalmazás esetén a magasabb szintek már hiányoznak, azaz itt véget is ér a folyamat a legvalószínűbb hipotézis kiválasztásával.
 Amennyiben nem, például a dialógusrendszerek esetében, akkor a megmaradó hipotéziseken ezután általában egy hagyományos, azaz nem valószínűségi alapú nyelvi elemző is végigfut. Ezután következhet a szemantikai elemzés, végül a legmagasabb szinten a dialógusmodellezés, azaz a mondatnak a párbeszédben betöltött szerepének vizsgálata.

Milyen más elvi lehetőségünk volna az egyes nyelvi szintek integrálására? Mint a Bevezetőben azt megvitattuk, a beszédfelismerés egyik nehézségét az adja, hogy a mondat információtartalmának kinyerésében hol az alacsonyabb, hol a magasabb szintek jelenthetnek nagyobb segítséget. Ezért valószínűleg hatékonyabb lenne egy olyan ismeretintegrációs séma, amelyben a top-down információáramlás is szerepet játszik, illetve a kétféle irány alkalmazása dinamikusan változna aszerint, hogy éppen melyikük képes több információt szolgáltatni, azaz nagyobb mértékben csökkenteni a hipotézisek számát. Erre egy nagyon szimpatikus technika lehetne a szakértői rendszerekből ismert ún. munkatábla-architektúra (ld. 6.3. ábra), amelyet a hetvenes években az ismeretalapú felismerőkben javasoltak. 
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6.3. ábra: Munkatábla alapú felismerő-architektúra

Ebben a sémában az egyes tudásbázisok, mint független „szakértők” (vagy divatosabb szóval „ügynökök”) egy közös munkaterületen, a munkatáblán elhelyezett hipotézist együttesen, kvázi párhuzamosan finomítják. Ezzel az elvileg tetszetős megoldással az a baj, hogy a rendszer jóval bonyolultabb, mint a bottom-up séma. A modulok működése jobban összefonódik, így nehezebb őket külön-külön fejleszteni, vagy utólagosan lecserélni. A legnagyobb probléma pedig a modulok munkájának koordinálása, amelyért általában egy további meta-modul, egy ütemező a felelős. A modulok információinak optimális integrálása, így a munkájuk optimális vezérlése nem megoldott. Ehhez például tudni kellene, hogy egy adott döntésnél melyik modul mennyire megbízható, azaz milyen súllyal lehet a véleményére támaszkodni, hogy ellentmondó vélemények esetén mi a teendő, stb. Az ismeretek egyetlen döntésben való egyesítésére nincsen olyan szép, egyszerű, hatásos és általános matematikai modell, mint amilyennel a statisztikai alakfelismerés dicsekedhet. Ezért a gyakorlati beszédfelismerésből a munkatábla-architektúra az ismeretalapú megközelítéssel együtt teljesen kiszorult. Sajnálatos tény továbbá, hogy habár a pszicholingvisztikában több modell is született már arra nézve, hogy az ember hogyan kombinálja a különböző szinteket, ezek a modellek az automatikus beszédfelismerésbe egyelőre nem találtak utat (Altmann 1990)(Cutler 200).

Az ismeretalapú és alakfelismerés alapú megközelítés előnyeit és hátrányait pontokba szedtük, hogy megkönnyítsük az összehasonlítást:

Ismeretalapú megközelítés:

1.  Az akusztikus kulcsokra illetőleg a felismerés mechanizmusára vonatkozó magas szintű tudást igényel. Ilyen irányú ismereteink máig hézagosak és ellentmondóak.

2.  A fonémák azonosításának módjá szabályok formájában fogalmazzák meg, amelyeket a szakértő ad meg, és gyakran az ő tapasztalatain alapuló küszöbértékeket is tartalmaz​nak. Nem ismert olyan hatékony módszer, amellyel a döntési szabályok automatikusan felépíthetőek lennének, illetve a küszöbértékek automatikusan optimalizálhatóak lennének.

3.  A felismerőrendszer rugalmatlan, mivel nem képes a szabályok automatikus javításá​ra, azaz tanulásra, illetve egy adott beszélőhöz vagy egyéb sajátossághoz való adaptációra.

4.  Olyan kis részfeladatokra, mint pl. a felpattanóhangok azonosítása, az ismeretalapú felismerők jobban működnek, mint az alakfelismerés alapúak, mivel egyrészt képesek csak a lényeges akusztikus jellemzőkre figyelni, másrészt döntési mechanizmusuk is jóval kifinomultabb.

5.  A teljes felismerőrendszer rendkívül bonyolult, nehezen áttekinthető illetve javítható, mert a modulok szorosan összeépülnek. Nem ismert, hogy hogyan lehet az egyes modulok működését optimálisan (és lehetőleg automatikusan) összehangolni. Ezt az is mutatja, hogy bár bizonyos részfeladatokra jobbak az ismeretalapú felismerők, nagyobb rendszerek az alakfelismerés alapúaknál rosszabb hatásfokúak.

Alakfelismerés alapú megközelítés:

1.  Ahelyett, hogy explicit tudást vinnénk a rendszerbe, az algoritmusra bízzuk, hogy a tanítóminták alapján a tudást kinyerje, és valamely modell paramétereinek formájában elraktározza. Ennek előnye az, hogy a tanítás teljesen automatizálható; hátránya, hogy rengeteg tanítómintára van szükség a megfelelő hatásfok eléréséhez.

2.  A rendszer a referenciamintákkal való összehasonlítás révén ismer fel. Így soha nem fog olyan elemeket felismerni, amelyeket soha nem tanult. Továbbá, a tanítás és felismerés körülményei közti eltérés a felismerési hibaarány drasztikus növekedését okozhatja. Ebbe azok a némiképp abszurd esetek is beletartoznak, hogy például a zajos mintákkal tanított rendszer rosszabbul fogja felismerni a tiszta beszédet, mint a zajosat, illetve például a spontán beszédre tanított rendszer hatékonysága csökken, ha a beszélő igyekszik szépen formálni a szavait.

3.  Mivel a rendszer a paramétereit eleve tanulás útján állította be, egészen egyszerűen megoldható, hogy a felhasználás során tovább tanuljon, vagy adaptálódni tudjon egy valamilyen szempontból sajátos beszédhanghoz.

4.  Habár az emberi beszédmegértésről szerzett ismereteink még nagyon hiányosak, az alakfelismeréses megoldások ezt a kicsi tudást sem teljesen használják ki. Az előfeldolgozás és a távolságfüggvény inkább matematikai és gazdaságossági, semmint fonetikai-akusztikai szempontokra épül. Maga a referenciamintákat leíró modell (DTW, HMM) is messze van az optimálistól. Így olyan esetekben, amikor nagyon hasonló fonémákat vagy szavakat kell megkülönböztetni, az ismeretalapú rendszerek jobbak.

5.  A rendszer egyes részei jól különválaszthatók, így önállóan fejleszthetők, lecserélhe​tők. Mind a fonetikai, mind a nyelvi rész modellje matematikailag pontosan leírható, a tanulási algoritmus optimalitása, konvergenciája matematikai eszközökkel vizsgálható.

Mindezek alapján a jelenkori gyakorlat egyértelműen az alakfelismerési megközelítésre teszi a voksát. A piacon levő termékek talán kivétel nélkül a HMM-re épülnek, és ismeret​alapú rendszerekkel csak néhány nagy egyetemen foglalkoznak, többnyire több évtizedes projektek formájában. Ráadásul a legtöbb szakember a két módszer között valamiféle ősi és feloldhatatlan ellentmondást lát. Pedig a Szerző szerint az igazi megoldás valahol a kettő között lehet: Az ismeretalapú rendszerekben a beszédet és magát a felismerés folyamatát modellező szabályrendszer túlzottan kötött és nem képes a hiányzó ismereteink miatt fennálló bizonytalanságot kezelni (a bizonytalanságot próbálják kezelni, többnyire fuzzy logikával, de a tanítás és adaptáció nem megoldott). Az alakfelismerés alapú rendszerekben ellenben a modell túl sok szabadsági fokot, tanítandó paramétert tartalmaz, ami miatt rengeteg tanító adatra van szükség. Továbbá ezen rendszerek nem bomlanak eléggé szintekre, így nem lehet a fonetikai, fonológiai, stb. szintű információkat külön bevinni, illetve hatékonyságukat külön vizsgálni. Olyan modellre lenne szükség, amely jobban közelíti az emberi beszédpercepciót, kevesebb szabad paramétert tartalmaz, és feltehetően több szintből áll. Viszont a statisztikai jellegű megoldások sem szoríthatóak ki, egyrészt mivel a hiányzó tudást csakis ily módon tudjuk pótolni, másrészt mivel az adaptáció lehetőségét mindenképpen biztosítani kell. 

6. Ismeretalapú beszédfelismerő rendszerek

6.1 Akusztikus kulcsok, spektrogram-olvasás

A ismeretalapú beszédfelismerők az akusztikai-fonetikai, fonológiai ismereteinkre alapozzák a felismerést. Ezeket az ismereteket tipikusan „ha-akkor” típusú szabályok formájában fogalmazzák meg. A döntéshozás mechanizmusa pedig azokat a lépéseket követi, amelyek révén a kellő tapasztalattal felvértezett szakértő képes a spektrogramokat „elolvasni”, vagyis a spektrogramon ábrázolt szavakat azonosítani. 

A szakértői rendszereket pontosan ilyen jellegű problémák kezelésére találták ki: maga a szükséges tudás is olyan, amellyel csak egy szakember rendelkezik, a következtetések pedig gyakran olyan bonyolultak, hogy a szakértő nem is képes szavakkal megfogalmazni, miért döntött úgy, ahogyan. Mivel a ismeretbázis és a következtető mechanizmus jól szétválasztható, a probléma szinte kínálja magát a ismeretalapú technológiával való megközelítésre.

Ennek az alfejezetnek a célja megmutatni, hogy mik azok az akusztikus kulcsok (acoustic cues), amelyek révén a fonémák azonosíthatók, illetve hogy hogyan történik a spektrogramok olvasása. Nem szándékozunk az Olvasóból profi fonetikust képezni, így csak néhány példán keresztül próbáljuk meg érzékeltetni a dolog ízét. A mélyebben érdeklődőknek Lander anyagát ajánljuk kiindulásként (Lander 1997).

A fonémákat néhány fő kategóriába sorolhatjuk, amely kategóriák elég jól elkülöníthetők a spektrogramon
. A felismerés a beszéd közelítő szegmentálásával, és a szegmensek kategóriákba sorolásával kezdődik. Az alábbiakban átfutjuk az egyes kategóriák jellegzetességeit. Javasoljuk a 15.14. ábrán példákat keresni, amelyikre lehet.

A magánhangzók osztálya vizsgálható a legkönnyebben, mivel ezek szépen, hosszan ejthető hangok. A beszéd legnagyobb energiájú részei, továbbá időfüggvényük gyönyörű periodicitást mutat, amely a spekrogramon jellegzetes csíkozás formájában jelentkezik. Mivel időben elég stabilak, már egyetlen (a magánhangzó közepéről vett) keret alapján jó pontossággal azonosíthatók. Minőségük meghatározása spektrális maximumaik, az ún. formánsok alapján történhet. A pontos azonosításhoz azonban egyetlen keret nem feltétlenül elegendő. Fontos információkat hordozhat például a formánsok mozgása a magánhangzó ejtése során. Sajnos a magánhangók a legérzékenyebbek a környező hangokra, így gyors beszédben még a középső részük is egészen elérhet izolált ejtésüktől. Így (emberi) felismerésük módja sok tekintetben máig vitás. A magánhangzók azonosításának legfrissebb elméleteiről remek cikkeket olvashatunk a „Journal of the Acoustical Society of America” 1985. márciusi számában.

A felpattanóhangok (/p/, /b/, /t/, /k/, ... ) csoportját is nagyon sokat vizsgálták, azért, mert elég „problémásak”. A felpattanók megtalálása viszonylag könnyű: egy csend-részből állnak, majd egy hirtelen, erőteljes energia-kitörés következik. Sajnos ez a gyors energia-kitörés gyakran alig található meg a spektrogramon. Főleg szó elején és az egészen elöl képzett felpattanóknál (/p/, /b/) ez nagy gondot okozhat. A hátrább képzetteknél a formánsok „kanyargósabbak”, így nehezebb elnézni őket.

A felpattanó beazonosítása viszont kemény dió. A két fő kulcs az energia-kitörés maximumának helye és az, hogy a formánsok hogyan mozognak át a következő magánhangzóba (ha magánhangzó következik). A zöngésség eldöntésének kulcsa a csend-szakasz vizsgálata (zöngés esetben általában egész gyengén megmarad a zönge, míg zöngétleneknél teljes a csend), valamint a rákövetkező magánhangzóban a zönge beindulásának ideje (alaposabb elemzésért ld. (Lamel 1993), (Neagu 1997)).

A nazálisok (/m/, /n/, /ny/) hasonlítanak a magánhangzókra, de kisebb az energiájuk. A spektrogramon amolyan „behorpadt” magánhangzónak néznek ki. Szemre könnyen megtalálhatók, de ezt mérhető módon megfogalmazni nem könnyű. Az /n/-/m/ megkülönböztetése pedig szinte lehetetlen, mert képzésük nagy mértékben igazodik a szomszédos hangokhoz (pl. „honfi”-„hangya”). Az /ny/ szerencsére elég eltérő, ez inkább a /gy/-vel és /j/-vel téveszthető össze.

A réshangok (/s/, /sz/, /z/, /zs/, /v/, /f/) közül az első négy rendkívül jellegzetes, gyakorlatilag összetéveszthetetlen. Ezek egy magas frekvenciás „energiafelhőként” jelennek meg a spektrogramon. A „felhő” helyzete alapján jól elkülöníthetők, a zöngésség meghatározásával viszont lehet gond. Csíkozás gyakran nem jelentkezik, de a zönge megléte vagy hiánya egészen alacsony frekvenciákon általában segít.

A /v/ és /f/ viszont könnyen elnézhető, főleg szó elején teljesen el tudnak tűnni, pláne zajos beszéd esetén. Ha meg is találtuk őket, az /f/ esetleg felpattanónak tűnhet, a /v/ pedig a nazálisokkal, esetleg az /l/-lel téveszthető.

Az affrikáták (/cs/, /dzs/, /dz/) olyanok, mint egy felpattanó és egy réshang egymás után, csak a felpattanás kevésbé jelenik meg, mint az említett kombináció gondos kiejtésében.

A kimaradó hangokat (/j/, /r/, /l/, /h/) is megpróbálhatnánk kategorizálni, amit a fonetikusok meg is tesznek, de rajtunk ez nem sokat segít. Mind a négy elég „problémás” hang, leginkább az /l/ képes rettentően változatos képet mutatni. Az /r/ egy hirtelen résként jelenik meg a spektrogramon, a /j/ pedig majdnem olyan erős, mint a magánhangzók, viszont a formánsai gyorsan mozognak. A /h/ tökéletesen idomul a szomszédos magánhangzóhoz, ezért nagyon nehéz megtalálni. Zajos környezetben könnyen szavak közti csendnek nézhetjük.

Hangsúlyozzuk, hogy a fentiek csupán példák a spektrogram alapján történő azonosításra. Az egyes hangok többféle módon is kódolva vannak a beszédben, s ezen „kulcsok” közül legtöbbször csak néhányat sikerül megtalálni, mert a többi elvész a zajban, a koartikuláció miatt stb. Hogy mikor melyikre és milyen mértékben lehet támaszkodni, vagyis a felhasználásuk még nehezebb feladat, mint a megtalálásuk. Erre is hozunk egy nagyon egyszerű példát az alábbiakban:

Tekintsük az alábbi ismeretlen spektrogramot, melyről annyit azért tudunk, hogy pontosan egy szót ábrázol:
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7.1. ábra: Egy "ismeretlen" szó spektrogramja

A felismerést szegmentálással kezdjük. Első ránézésre a bejelölt 16 szegmenst véljük felfedezni, de ez még módosulhat, ugyanis van néhány gyanúsan rövid köztük. A többi eléggé egyforma hosszúságú, ezekből tudhatjuk, hogy kb. mekkora egy hang. 

Kezdjük el a szegmenseket kategóriákba sorolni. Általában a magánhangzókat szokták elsőként megkeresni, de itt elsőre szemet szúr, hogy a 10-es és 12-es szegmens csakis réshang lehet. Pontosabban az előbbi inkább affrikáta, hiszen csend és egy felpattanás előzi meg. Utóbbi nagyon „magasan” helyezkedik el, ezért csak /sz/ vagy /z/ lehet. Mivel az egész alacsony frekvenciákon erőteljes, periodikus jelet találunk alatta, ezért szinte biztosan /z/. A 10-es szegmens ellenben „mélyebben” van és elég erős, ezért kizárt az /sz/-es vagy /z/-s kapcsolat. Legvalószínűbb, hogy /cs/ (avagy „ts”), de nem zárhatjuk ki a „ks”, „ps” kapcsolatokat sem. Ezek zöngés megfelelője nem valószínű, mert a zöngés affrikáta a felpattanót is zöngésítené, itt pedig egyik sem látszik zöngésnek (alacsony frekvenciákon majdnem csend van).

Vizsgáljuk meg a szónak a végét. A 16-os szegmens már a csend: van ugyan némi jel, de csak egészen „lent”. Szó végén sajnos sokféle „zűrös” dolog lehetséges, pl. kilégzés. Erről lehet itt is szó.

A 15-ös szegmens szép hosszú, nagy energiájú, stabil, így csakis magánhangzó lehet. A 14-es szintén hosszú és egyenletes, de afféle „besüppedt” benyomást nyújt. Valószínűleg nazális, de ebben csak akkor leszünk biztosak, ha a többi magánhangzóval is össze tudjuk vetni.

A 13-as szegmens egy gyanúsan rövid szakasz, amely azért eléggé elüt a két szomszédjától. Magánhangzó nem lehet a rövidsége miatt, a lehetséges mássalhangzók (pl. /f/) viszont nem eshetnek /z/ és /m/ vagy /n/ közé magyar szóban, ezért megállapítjuk, hogy a 13-as szegmens nem önálló hang, csupán a 12-es és 14-es szegmens közti átmenet mellékterméke.

Visszafele haladva, a 11-es ismét egyértelműen magánhangzó. 5-6-7-ről az eddigiek alapján biztosra mondhatjuk, hogy 5 és 7 magánhangzók, 6-os pedig nazális. Utóbbi esetleg /l/ is lehetne, de akkor folytonosabban mozognának a formánsok.

Már csak a szó eleje maradt. Micsoda például a 2. szegmens? Önálló hanghoz „kevés”, viszont rögtön utána egy felpattanás következik. Ilyenkor a 2. szegmensben látható alacsony frekvenciás zönge egyértelműen arra utal, hogy a 3. szegmens felpattanóhangja zöngés. Ezután egy gyanús szünet következik, amely azonban túl rövid ahhoz, hogy egy újabb felpattanót vagy pl. /r/-et jelezzen. Ilyen szünet leginkább a /g/ és /k/ után jelentkezik. A /d/ nem valószínű, mert akkor magasabban lenne a felpattanás energia-góca. A /b/ sem túl valószínű, mert akkor nem lenne indokolt a(z ekkora) szünet. /gy/ esetén is szép folytonos átmenet lenne, egy látványos formáns-zuhanás formájában.

Végignéztük a szót. Ezután próbáljunk pontosítani. Nézzük meg például a négy magánhangzót. Az 5. sorszámú egészen mély frekvenciás energiát tartalmaz csak, ezért vagy /o/ vagy /u/. 7 és 11 gyanúsan egyforma; sok energiát tartalmaznak a „magasban”, így csak az /ü/, /é/, /i/ hármas jöhet szóba. Végül a szóvégi magánhangzó energiaeloszlása alapján nagy valószínűséggel /a/. Adunk némi esélyt az /ö/-nek és az /á/-nak is, bár a hang szinte biztosan rövid.
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Foglaljuk össze, mit tudunk. Az eddigiek alapján egy szó-mintát tudunk összeállítani. Mindenhol a legesélyesebb jelöltet írtuk előre (már ahol rangsoroltunk):

Ha az összes lehetséges útvonalat végignézzük, akkor csak egyetlen olyat találunk, amely értelmes szót ad, ez pedig a „gumicsizma”. Előfordulhatott volna, különösen rövid szó esetén, hogy több illeszkedő szó van a „szótárunkban”. Ekkor azt a hangot kell alaposabban megvizsgálni, amely alapján ez a két vagy több illeszkedő szó elkülöníthető.

A példa tanulságai röviden összefoglalva:

· A felismerést a szakember több menetben végzi. Először csak a biztos információkat mazsolázza ki, és a bizonytalanra csak akkor tér vissza később, ha szükséges. Ezért amint valamiféle megoldás-kezdeményünk van, azonnal érdemes a szótárral konzultálni. Ez nagy mértékben csökkentheti a jelöltek számát. Kiderülhet pl., hogy pontos felismerésre nincs is szükség, mert a vizsgált hangcsoportnak csak egyetlen tagja ad létező szót (például a fenti példában nem kényszerültünk azonosítani a nazálisokat, a zárt magánhangzókat, stb.). Ehhez persze olyan szótárral kell rendelkeznünk, amely képes felsorolni nekünk pl. az összes

 [zárt magánhangzó/nazális/felpattanó/elölképzett magánhangzó] 

„maszkra” illeszkedő szót.

· Az első lépésben a szegmentálásnál nem kell tökéletességre törekedni. Inkább vegyünk be fölösleges szegmenseket, minthogy fonémát veszítsünk. Később még van lehetőség a szegmentálás korrigálására.

· A fonológiai tudás is rengeteget segíthet. Olyan szabályokra gondolunk, mint „ez a hangkapcsolat lehetetlen a magyarban”, vagy „zöngés mássalhangzó az előtte álló mássalhangzót zöngéssé teszi”.

· Az egyes akusztikus kulcsok ellentmondóak is lehetnek (pl. a téves detektálás miatt). Ilyenkor a megbízhatóbbat, a többi kulccsal vagy a hipotézissel jobban összeegyeztethetőt kell választani.

· Spontán, folytonos beszédben sokkal erősebb a koartikuláció, mint a példában, így a fonémák beazonosítása legtöbbször csak a szomszédok legalább részleges azonosítása (kategóriába sorolása) után lehetséges. Sőt, nemcsak a közvetlen környezetet vettük figyelembe, hanem például először kigyűjtöttük az összes magánhangzót, melyek egymással történő összevetése rengeteget segített a csoportosításukban. Ilyen hosszabb távon gyűjtött statisztikák lehetővé teszik az adott beszélőre, környezetre stb. jellemző időbeli-spektrális küszöbértékek belövését, és ezáltal az adaptációt.

A korrektséghez hozzátartozik az a megjegyzés, hogy ez a példa sok tekintetben nagyon egyszerű volt. Feltételeztük például, hogy biztosan tudjuk, hogy önálló szót vizsgálunk. Folyamatos beszédben a szóhatár is bizonytalan, ami a szótárban keresést megnehezíti. Továbbá a szót izoláltan, jól artikuláltan mondtuk be. Folyamatos, spontán beszédben az esélyeink sokkalta rosszabbak. Tiszta, zajmentes környezetben vettük fel a szót, és végül, de nem utolsósorban a példa kiválasztásánál a „problémásabb” hangokat szándékosan elkerültük.

6.2 A tudás ábrázolása, következtetési, döntéshozási mechanizmus

Az előző alfejezet célja az volt, hogy érzékeltessük, milyen az a folyamat, amelyet automatizálni szeretnénk. Ezután rátérhetünk arra, hogy az ismeretalapú felismerőkben hogyan szokás az akusztikai-fonetikai ismereteket reprezentálni, és milyen következtetési, döntéshozási mechanizmussal használják fel ezeket. Mivel nincs olyan szép egységes elmélet, mint pl. a HMM-nél, ezért három, jól dokumentált rendszer példáján keresztül nézzük ezt meg. Az ismeretalapú technikában járatlan Olvasónak a továbbhaladás előtt ajánljuk könyvünk vonatkozó fejezetének áttekintését.

Az első vizsgált rendszer egy, a felpattanóhangok megkülönböztetését célzó francia ismeretalapú rendszer (Lamel 1993). Az input a felpattanót és az azt követő magánhangzót tartalmazó beszédrészlet, a cél pedig a felpattanó azonosítása. A szerzők első próbálkozásként a MYCIN-rendszerre alapuló, célvezérelt, szabályalapú felismerőt készítettek, azonban a MYCIN következtetési és adatábrázolási technikáját több szempontból is elégtelennek találták. Ezért áttértek az Inference Corporation ART elnevezésű szakértői rendszer-készítő eszközének használatára. Ez lehetővé teszi mind a cél-, mind az adatvezérelt következtetést, egyidejűleg több hipotézis kezelését, és az adatok keret-jellegű struktúrákba szervezését. Ráadásul a bizonytalanság kezelése is megvalósítható benne.

Az ismeretek ábrázolása a rendszerben négy szintre van bontva: a fonémák (/b/, /p/, ...), a fonetikai megkülönböztető jegyek (labiális, dentális, ...), a kvalitatív akusztikus jellemzők (a felpattanás energia-kitörése diffúz vagy kompakt, ...) és a mérési eredmények szintjére (az első formáns 500Hz-nél, ...). Ezen túlmenően a következtetés lépései során felépül egy dinamikus ismeretbázis is.

Az egyes szinteket szabály-gyűjtemények kapcsolják össze. A szabályok „ha-akkor” típusúak. A fonémákat definíciós szabályok kötik össze a fonetikai jegyekkel, hiszen a fonetikai jegyek vagy jelen vannak, vagy sem. A rendszer a felpattanóhangok azonosítását zöngésségükre és képzési helyükre utaló jegyek alapján végzi el; konkrétan a {zöngés, labiális, alveoláris, veláris} jegyeket használja. Az ezeket használó definíciós szabályokra egy egyszerű példa:

If a_hang_zöngéssége = zöngés

and a_képzés_helye = alveoláris
then a_hang = /d/.

A kvalitatív jellemzőket viszont heurisztikus szabályok kapcsolják a jegyekhez, hiszen itt már bizonytalanság is felléphet. Ennek kezelésére egy négyfokozatú, fuzzy-jellegű bizonyosság-értéket rendelünk minden következtetéshez:

If a_zöngekezdés_ideje = hosszú

then nagy_bizonyossággal a_hang_zöngéssége = zöngés
Ezen túlmenően ezek a szabályok a szomszédos magánhangzó tulajdonságát is figyelembe tudják venni. Például:

If az_energiagóc_helye = magasfrekvenciás
and a_magánhangzó = elölképzett
then nagy_bizonyossággal a_hang_képzési_helye = veláris
and kis_bizonyossággal a_hang_képzési_helye = labiális.

Végezetül a mérési eredményeket kvalitatív jellemzőkhöz kapcsoló szabályok úgy vannak megfogalmazva, hogy hátraláncolt következtetést tegyenek lehetővé. A mért értékeket fuzzy-jellegű minősítésekké konvertálják, pl. „rövid”, „talán rövid”, „talán hosszú”, „hosszú”. Eszabályok általános felépítése a következő:

If a_mért_érték < a

then a_kvalitatív_jellemző = rövid

If a_mért_érték > b

then a_kvalitatív_jellemző = hosszú
otherwise 

a_kvalitatív_jellemző = talán_hosszú and talán_rövid
A következtetés alapvetően adatvezérelt, de mivel kis méretű a lehetséges megoldások halmaza, a célvezérelt következtetés is nagyon hatékonyan alkalmazható. Az adatvezérelt lépések segítségével a kvalitatív akusztikus jellemzőkből megkülönböztető jegyek hipotézisét állíthatjuk fel, a célvezérelt következtetés pedig újabb mérési eredmények vizsgálatát kérve megerősítheti vagy elvetheti a hipotéziseket. 

A következtetési lépések kiválasztásának vezérlésére a szabályokhoz prioritás-értékek vannak rendelve. Nagyobb a prioritásuk például az általánosabb szabályoknak. Az egyidejűleg nyilvántartott több megoldás-hipotézist a rendszer állandóan újra rangsorolja, és mindig a legvalószínűbbel dolgozik legelőször. Elvileg az összes alkalmazható szabályt és hipotézist végigpróbálja, de a keresési tér csökkentésére a kevésbé valószínű hipotézisek eldobhatók.

A bizonyosság-értékek kombinálása az egyik legnehezebb feladat, általában a szakértői rendszereket tekintve is. A szóban forgó rendszerben két egyszerű ad hoc technikát alkalmaztak, amelyek elfogadható eredményt nyújtottak.

A másik rendszer, amelyet megnézünk, szintén francia, és az APHODEX névre hallgat (Fohr 1994). Ez egy folyamatos beszédfelismerő rendszer, azonban sajnos csak akusztikai-fonetikai szintű, azaz nem használ magasabb szintű információt. A rendszer korai változata csak adatvezérelt következtetést végzett az első lépésként felszegmentált spektrogramon. A rendszer moduláris fölépítését mutatja az Hiba! A hivatkozási forrás nem található.. ábra (a neuronháló a rendszer egy változatában a felpattanóhangok megkülönböztetésére szolgált; a dedrogram pedig egyfajta többszintű szegmentálást jelent):
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qqq 7.1 ábra: Az APHODEX rendszer moduláris felépítése

Az ismeretek reprezentálására produkciós szabályokat használtak a szerzők; a szabályok a következő komponensekből állnak:

· a szabály azonosítási száma

· megjegyzés mező

· a vizsgált szegmens lehetséges bal fonéma-szomszédai

· a vizsgált szegmens lehetséges jobb fonéma-szomszédai

· a vizsgált szegmensre és/vagy a szomszédaira vonatkozó premisszák

· a szabály konklúziója: ez lehet súlyozott fonéma-tippek sorozata, egy elvégzendő tevékenység, stb.

Példaként egy, felpattanóhangok azonosításában használt szabály:

R345

„szabály veláris felpattanókra”

RIGHT CONTEXT [e ( e a y]

IF a_következő_szegmens_második formánsa csökken
and a_következő_szegmens_harmadik formánsa nõ
and koncentrált_energiagóc
then [k 90  g 90]
Láthatóan a bizonytalanság kezelése itt is heurisztikus szabályokkal történik, azaz a konklúziókhoz fuzzy-jellegű bizonyossági érték is tartozik.

A dekódolás során a rendszer egy fonéma-hálót épít fel. Minden szegmenshez tartozik legalább egy csomópont a hálóban; a csomópontok tartalmazzák a szegmensen mért paraméter-értékeket (pl. formánsfrekvenciák), az eddig a csomóponton végrehajtott következtetéseket, az előző és következő szegmens lehetséges fonéma-címkéit, illetve a jelen szegmenshez rendelt súlyozott valószínűségű címkéket. Egy szegmenshez azért lehet több csomópontot is rendelni, hogy egy szabály alkalmazása előtt lehetővé tegyük „másolat” készítését, s így lehetséges legyen egy másfajta irányban is elindulni a keresés adott fázisából (ez a megoldás azért szükséges, mert a keresésben nem lehet visszalépni).

A következtető gép a következő lépéseket hajtja végre ciklusban:

· kiválaszt egy csomópontot, amelyre vannak alkalmazható szabályok

· az alkalmazható szabályok közül is választ egyet

· ha a szabály által igényelt valamely mérés hiányzik, akkor azt elvégzi

· ha szükséges, új csomópontot készít, alkalmazza a szabályt és frissíti a csomóponthoz tartozó ismereteket

Ha nincs már alkalmazható szabály, a fonéma-háló alapján kiadja a lehetséges fonéma-sorozatokat, mindegyikhez egy megbízhatósági értéket is rendelve.

Sajnos a deduktív következtetés nem elég a fonéma-felismeréshez, egyrészt mivel az akusztikus kulcsokat hibásan detektálhatjuk, vagy eleve hiányozhatnak is, másrészt mivel a hipotézisek alapján visszafele történő következtetés rengeteget segíthet, sőt, nélkülözhetetlennek tűnik. Ezért a felismerő újabb változatában a szerzők az ATMS nem-monoton következtető rendszert alkalmazták, amely mind a deduktív, mind az abduktív következtetések alkalmazását lehetővé teszi, érvényesség-karbantartó komponense pedig gondoskodik az esetlegesen fellépő ellentmondások kezeléséről.

Legutoljára hagytuk a klasszikusnak számító Hearsay-II. beszédmegértő rendszer ismertetését (Erman 1990). Ez a hetvenes években az Egyesült Államokban készült, a Védelmi Minisztérium jelentős anyagi támogatásával. A cél egy olyan rendszer kifejlesztése volt, amely egy kb. 1000 szavas szókészletből építkező, egy adatbázisra vonatkozó, azaz szintaktikailag-szemantikailag eléggé kötött folyamatos mondatokat képes annyira felismerni, hogy azokat adatbázis-parancsokká tudja konvertálni (nem várjuk el tehát a tökéletes felismerést, ez a beszédmegértés és a beszédfelismerés közti különbség). A projekt különös hangsúly fektetett a különféle ismeretszintek (fonetika, szintaktika, szemantika, etc.) lehetséges kombinálási módjainak vizsgálatára. Alapelvárás volt, hogy az egyes ismeretforrások minél függetlenebbek legyenek, hogy különállóan lehessen fejleszteni őket, és könnyen lecserélhetőek legyenek. Az ismeretforrások kombinálására a „hipotetizál-és-tesztel” elvet követték, azaz mindegyik forrás képes a saját ismeretei alapján hipotéziseket képezni vagy egy meglévő hipotézist módosítani, valamint képes a más ismeretforrások által készített hipotéziseknek a saját ismereteivel való konzisztenciáját vizsgálni, és így hipotéziseket elvetni.

Az elv megvalósítására a munkatábla-technikát használták. A munkatábla egy közös munkaterület, ahol az éppen aktuális hipotézisek találhatók. A rendszerben a munkatábla több szintre bomlik, mégpedig a mondat, szósorozat, szó, szótag, szegmens, paraméterek szintekre. Mindegyik szinten több egymással vetélkedő hipotézis is lehet egyszerre; a szintek hipotézisei egy és/vagy gráffá kapcsolódnak össze.

Az ismeretforrások működése és ütemezése a következőképp zajlik: egy ismeretforrás akkor tud működésbe lépni, ha talál egy olyan hipotézist, amelyből (akár másik szinten) új hipotézist tud generálni (vagy a régit módosítani) – azaz a következtetési mechanizmus adatvezérelt. Annak kiválasztása, hogy melyik forrás és azon belül is melyik szabály kerüljön alkalmazásra, prioritási értékek alapján történik; a prioritás a művelet hasznosságát próbálja becsülni. Az ismeretforrások szabályai „feltétel-akció” alakúak.

A rendszerben az általunk hozzáférhető publikáció készítésének időpontjában a következő ismeretforrások voltak:

· szegmentáló és címkéző (a címkézéshez referenciamintákkal való összevetést is alkalmaz)

· szótag-hipotézis gyártó (példákból tanult valószínűségi szabályokat használ)

· szó-hipotézis gyártó (a szótárral való összevetés segítségével)

· szó-hipotézis rangsoroló

· hipotézis-generálás vezérlő

· szó-sziget generáló (a mondatok felismerése a legmegbízhatóbban felismert szó-szigetekből indul ki)

· szósziget-generáló vezérlő

· nyelvi illesztő (a lehetséges mondatok egy környezetfüggetlen nyelvtannal vannak megadva; az illesztő tetszőleges szósorozat helyességét képes ellenőrizni)

· szó-jósló (egy szósorozat előtti és utáni szóra képes hipotézist adni)

· szó-verifikáló (a szó-jósló által előállított kibővített szósorozatot veti össze a hipotézisekkel)

· szó-szósorozat konkatenáló

· megállási feltétel ellenőrző (a mondat kész vagy a keresés elakadt)

· hipotézis rangsoroló

· szemantikai értelmező (adatbázis-lekérdező paranccsá alakítja a mondatot)

· válaszoló (az adatbázisból érkező adatokból választ gyárt)

Összefoglalva az ismeretalapú felismerőkkel kapcsolatos tapasztalatainkat, az első feltűnő dolog, hogy szinte alig találtunk folyamatos beszédre működő, nyelvi, szintaktikai-szemantikai információt is felhasználó felismerőt, pedig az ismeretalapú megközelítésnek az egyik legnagyobb előnye az lenne, hogy elvileg sokkal jobban bele lehetne integrálni ezeket az információforrásokat a felismerésbe, mint a HMM rendszereknél – csakhogy senki nem tudja igazán, hogy hogyan lehetne ezt az integrációt optimális módon megtenni. Majdnem az összes rendszer, amelyre hivatkozást találtunk, olyan kis feladatokra működik, mint egyes fonémaosztályok felismerése, vagy egészen kis szótáras felismerés. A jelenlegi szakértői rendszerek fejlesztésére kínált shellek, illetve maga a technológia is, úgy tűnik, nem teszik lehetővé egészen nagy felismerők kifejlesztését, vagy legalábbis nagyságrendekkel több munkát igényelnek, mint az alakfelismerési technikák. 

A másik nagy probléma az ismeretalapú rendszerekkel, hogy nem képesek tanulni. Arra lehet példát találni, hogy az egyes szabályok paramétereit valamilyen tanulási technikával (általában induktív tanulás) alakítják ki a felismerők, de az optimális vezérlési stratégia (illetve főleg a rengeteg bizonytalan információ kombinálási módjának) tanulással történő megtalálása egyáltalán nem megoldott. Maga a felismerési feladat pedig olyan kifinomult, hogy az egyszerű, általában ad hoc módon kialakított információ-kombinálási stratégiák nem képesek hatékony működést biztosítani. Valószínűleg ez az oka annak, hogy míg kis feladatokra az ismeretalapú felismerők jobbak, mint a HMM-alapúak, nagyobb feladatoknál gyengébbek, vagy éppen csak elérik azok hatásfokát.

7. Felismerés referenciaminták alapján – a dinamikus idővetemítés

7.1 Távolságfüggvények

A dinamikus idővetemítés (Dynamic Time Warping, DTW) célja nagyobb egységek, tipikusan szavak összemérhetőségét biztosítani. A DTW ezeken az egységeken (továbbiakban: szavakon) értelmezett távolságfüggvényt ad. Ehhez egy dinamikus programozási technikán alapuló algoritmust használ a szavak időbeli rövidülésének-nyúlásának, „vetemedésének” kezelésére. A DTW jól alkalmazható kis szótáras felismerésre, ha a szavak elég különbözőek.

Mivel a DTW a kereteken ( pontosabban az azokból képzett spektrális vektorokon ( értelmezett távolságfüggvényt felhasználja, így előbb ezeket nézzük meg (már úgyis többször emlegettük őket).

Legelőször is azzal kell kezdenünk, hogy távolságfüggvényen szigorú értelemben olyan kétváltozós függvényt értünk, amely nemnegatív, nulla akkor és csak akkor, ha két argumentuma megegyezik, szimmetrikus, és teljesíti a háromszög-egyenlőtlenséget. Mivel az itt szereplő függvények közül több megsérti az utóbbi két feltételt, ezért gyakran távolságfüggvény helyett inkább torzítási mértéknek nevezik őket (hiszen vektorkvantálásnál a torzítást mérik).

A legegyszerűbb eset, ha közvetlenül az összemérendő 

 és 

 spektrumok adottak (persze mintáikkal). Ilyen a szűrősoros, az FFT-s előfeldolgozás, de az LPC-együtthatókból is visszaszámíthatjuk a spektrumot (ld. 

), valamint a PLP-nél előállt 

 is ide sorolandó; továbbá a hallásmodellek is valamiféle spektrális mintákat adnak. Ilyenkor kézenfekvő ötlet a függvények különbségének négyzetösszegét venni, vagy általánosabban:



,
(15.31)

ahol p valamely egész szám, de leggyakrabban 2. A PLP és a hallásmodellek imitálják az emberi hangosságérzékelést, a többi módszernél azonban ajánlatos a spektrumok logaritmusával dolgozni. A gyakorlatban természetesen csak mintáink vannak a spektrumokból, így az integrálást ezek segítségével közelíteni kell.

A beszédfelismerésben jelenleg legnépszerűbb kepsztrális együtthatókhoz sokféle távolságfüggvényt ajánlanak. A legegyszerűbb a




(15.32)

használata. Ha használjuk a kepsztrum ismertetésénél ajánlott súlyozást is, akkor




(15.33).

Mások az alábbi súlyozott változatot javasolják:




(15.34),
például Hermansky ezt ajánlja a PLP-ből számolt kepsztrális együtthatókra használni (Hermansky 1990). Junqua a PLP-s kepsztrumra az n0,6-del való súlyozást kicsit jobbnak találta (Junqua 1996).

LPC-együtthatók összemérésére klasszikusan az Itakura-Saito torzítási mértéket használják (Junqua 1996):




(15.35),

ahol a és b az összemérendő együttható-vektorok, Ga és Gb a hozzájuk tartozó energia-paraméter, Rb pedig a b előállítása során használt autokorrelációs mátrix (

).

Utóbbi két leggyakrabban használt variánsa:



,
(15.36)

(„likelihood ratio”), illetve a




(15.37)

(„log likelihood ratio”) torzítási mérték (részletes magyarázatért ld. pl. (Rabiner 1993)).

Ezeken túlmenően rengeteg további távolságfüggvényt publikáltak (Rabiner 1993), főleg a nyolcvanas években. Nagy számuk egyértelműen jelzi, hogy egyik sem jelent tökéletes megoldást. Ennek egyik oka, hogy inkább matematikai alapokon nyugszanak, bár a szerzők igyekeznek úgy definiálni őket, hogy a hallás sajátosságait is figyelembe vegyék. A nagyobb gond az, hogy az emberi érzékelés egyáltalán nem úgy működik, hogy kis beszédszeletek spektrumát hasonlítgatja letárolt mintákhoz. Ezen okból kifolyólag nehéz felmérni, hogy egy távolságfüggvény mennyire jó az emberi feldolgozáshoz viszonyítva. Az egyetlen lehetőség a felismerőkben nyújtott hatásfokuk alapján egymással „versenyeztetni” őket.

7.2 Idővetemítés

Most, hogy két spektrális vektort össze tudunk már mérni, rátérhetünk arra a kérdésre, hogy hogyan tudunk távolságot definiálni két szó között? Tételezzük fel, hogy a szavak végpontjait valamilyen módszerrel megtaláltuk, és a szavakat valamely előfeldolgozón áteresztettük. Ily módon a referenciaszóból kaptunk egy 

 N-elemű vektorsorozatot, a tesztszóból pedig egy egy 

 M-elemű vektorsorozatot, ezek távolságát szeretnénk definiálni. 

Tegyük fel, hogy a két hangminta ugyanannak a szónak két különböző bemondása. Ekkor természetesen azt szeretnénk, ha a távolságfüggvény kicsi értéket adna vissza. A szó egy adott fonémájához tartozó két vektor a két sorozatban valószínűleg eléggé hasonló, csakhogy tudni kéne, hogy melyik hol található, hogy egymással legyenek összemérve. Ellenkező esetben ugyanannak a szónak két kiejtése is adhat nagy különbséget. Például ha valaki „körút” helyett „kőrut”-at mond, akkor, ha R(1)-et T(1)-gyel mérjük össze, R(2)-t T(2)-vel, stb., össztávolságként nagy értéket kapunk, hiszen valószínűleg az egyik szó /r/-hez tartozó vektorait a másik szó /ő/-jével vagy /ú/-jával hasonlítottuk össze.

R(n) és T(m) időbeli összeigazításának a megoldására szolgál az idővetemítés. Maga az alapötlet roppant egyszerű: rendeljük össze R és T vektorait minden lehetséges módon, és minden ilyen összerendelésre számoljuk ki az össztávolságot. A két szó távolságát ezen távolságok minimumaként definiáljuk, feltételezve, hogy a minimumot adó összerendelésnél valóban minden vektor a „párját” találta meg.

Formalizáljuk kicsit az elmondottakat. Először is definiálunk egy közös időtengelyt, k-t. Az összehasonlításban K darab vektorpár fog részt venni. Az i(k) és j(k) függvények fogják megadni, hogy a k-adik időpillanatban (k=1,...,K), melyik két vektort vesszük, azaz 

, és 

. i(k) és j(k) így egy K-lépéses útvonalat határoz meg az (n,m) síkon:
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8.1. ábra: A DTW egy összerendelési útvonalának grafikus szemléltetése

Egy adott útvonal esetén az össztávolság definíciója (egyelőre):



,
(15.38)

ahol d(.,.) az előző alfejezetben ismertetett távolságfüggvények valamelyike. Az idővetemítés feladata azon útvonal megtalálása, amely mentén D minimális; ezt a D értéket tekintjük a két szó távolságának:



.
(15.39)

Természetesen az elvileg lehetséges nagyszámú útvonal jó része gyakorlatilag értelmetlen. Ezeket különféle megkötésekkel igyekszünk kizárni, és így a keresési teret csökkenteni.

A) Végpont-megkötések:

A legelső megkötés, hogy az útvonal az (1,1) pontból induljon és az (N,M) pontban végződjön. Azaz,




(15.40)

A megkötés azért jogos, mert feltettük,  hogy a szavak elejét és végét pontosan megtaláltuk.

B) Monotonitási megkötés:

A vektorok sorrendje semmiképpen nem keveredhet meg, hiszen a beszéd nem „fordulhat vissza”. Ezért teljesen ésszerű a monotonitási megkötés, azaz




(15.41).

C) Lokális folytonossági megkötések:

A beszédben gyakorlatilag lehetetlen, hogy túl hirtelen nyúlások vagy rövidülések történjenek. Így kizárhatjuk azokat az útvonalakat, amelyek valamely tengely mentén túl nagyot ugranak. Ezt a legegyszerűbb úgy formalizálni, hogy megadjuk azokat a lehetséges elemi lépéseket, amelyekkel egy adott pontot elérését engedélyezzük. Csakis azok az útvonalak jöhetnek szóba ezek után, amelyek ezen elemi lépésekből összerakhatók.

A leggyakrabban használt ilyen elemi lépés-készleteket összegzi az alábbi ábra, a lépéseket grafikusan megadva:
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8.2. ábra: A leggyakoribb elemi lépés-készletek

D) Globális útvonal-megkötések:

A lokális folytonossági megkötések erősen leszűkítik azon pontok halmazát, ahová az útvonal egyáltalán eljuthat. Az alábbi ábrán a satírozott paralelogramma jelöli ezt a halmazt. Ebből a területből még további részeket is levághatunk, különféle globális szempontok alapján. A leggyakrabban használt ilyen feltétel, hogy ne engedjük meg, hogy olyan vektorok rendelődjenek egymáshoz, amelyek időben túl távol esnek egymástól. Azaz a feltétel:




(15.42)

valamely T0 konstansra. Ez azt jelenti, hogy a paralelogramma két sarkát lenyessük (ld. ismét 8.3. ábra).
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8.3. ábra: A lokális és globális megkötések figyelembe vételével elérhető pontok halmaza

E) Lépések büntető súlyozása:

A lehetséges elemi lépéseket halmazát erősen leszűkítettük, így kizártuk a lehetetlenül nagy és meredek ugrásokat. Megtehetjük, hogy a megmaradó lépések közül is a meredekekhez büntetősúlyokat rendelünk, így a kevés meredek lépést tartalmazó útvonalak kisebb távolságot adnak. Az így előálló új távolságfüggvény:



,
(15.43)

ahol w(k) az említett súlyozófüggvény, W szerepe pedig később derül ki.

Többféle empirikusan megadott súlyozófüggvényt találni az irodalomban, ezek közül Rabiner az alábbiakat valamelyikét ajánlja (Rabiner 1993):


i,



(15.44a)


ii,



(15.44b)


iii,



(15.44c)


iiii,



(15.44d)

(ahol i(0) és j(0) nullának veendő).

A súlyozófüggvények némelyike a 8.2. ábra elemi lépéseivel kombinálva bizonyos esetekben 0 súlyokat eredményez, aminek nemkívánatos hatása lehet. Ilyenkor tanácsos a súlyt elsimítani, azaz a lépésre jutó összsúlyt a lépés szakaszaira egyenletesen szétosztani. Ezt szemlélteti az alábbi ábra a b) típusú lépéskészlet és az i, súlyozás kombinációjára:
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-  8.1. ábra: Az elemi lépések súlyainak simítása  -

Legvégül pedig ejtsünk szót W szerepéről. Ez a normalizálást szolgálja, e nélkül ugyanis D erősen függene az összehasonlított vektorok illetve az adott útvonal hosszától, így a hosszú szavakat vagy útvonalakat igazságtalanul büntetnénk. W optimálisan az adott összehasonlításban szereplő w(k)-k összege. Az iii, súlyozás esetén ez konstans: N, az iiii, esetben pedig N+M, így ez gond nélkül beépíthető a számításba. Az i, és ii, esetekben azonban erősen függ az útvonaltól, így csak utólag lehet kiszámolni, ha az útvonal már megvan. Ez az ismertetendő számítási móddal nem egyeztethető össze, ezért a pontos érték helyett mindkét esetben a közelítő W=N érték használatát javasolják.

Most, hogy az összes alkalmazható megszorítást végignéztük, rátérünk végre a számítás elvégzésének ismertetésére. 

Minden megkötés ellenére rengeteg lehetséges útvonal maradt, nekünk pedig az összes mentén ki kell számolnunk D-t, hogy a minimumot ki tudjuk választani. Lehetséges ez elfogadható időn belül?

Szerencsére igen. A módszer, amely segítségünkre siet, a dinamikus programozás; innen ered az elnevezésben az idővetemítés szó előtt a „dinamikus” jelző is.

A dinamikus programozás alkalmazhatóságát két dolog teszi lehetővé. Az egyik az a tény, hogy egy optimális útvonal bármely kezdőszakasza is optimális kell legyen. A másik az, hogy egy adott (n,m) pontba vezető optimális útvonal csakis olyan n’, m’ pontoktól függ, amelyekre 

, 

. Így egy adott (n,m) pontba vezető optimális útvonalhoz tartozó távolság:
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megkapható az alábbi rekurzióval:



,
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ahol (n’, m’)-ként csak azokat a pontokat kell figyelembe venni, amelyeket a lokális megkötések engedélyeznek, 

 pedig az (n’, m’)-ből (n,m)-be vezető elemi lépés mentén előálló súlyozott távolság.

Például a 8.2. ábra elemi lépéseit illetve simított súlyozását használva
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Összegezve, a dinamikus idővetemítés lépései:

1.  inicializálás: 

.

2.  

, 

 közül az elérhető tartományon belül eső párokra számoljuk ki D(n,m)-et a rekurzív összefüggés segítségével úgy, hogy közben betartjuk a lokális megkötéseket és súlyozást.

3.  

.

7.3 Egy szóhoz tartozó referenciaminták képzése

Az idővetemítés kezeli az időskála menti eltéréseket, de egyazon szó több beszélő többszöri kiejtésében sajnos spektrálisan is nagy változatosságot mutat. Ezért nem elegendő, ha referenciaként minden szóhoz egy-egy bemondott mintát tárolunk el. Az egy szóhoz tartozó megbízható minta kialakításának legegyszerűbb módja a következő iteratív eljárás:

A szó első bemondása lesz a kiinduló minta. Ezután ismételten bemondatjuk a szót, és dinamikus idővetemítéssel összehasonlítjuk az eddigi mintával. Ha a távolság egy bizonyos küszöbnél nagyobb, eldobjuk a bemondást, mondván, hogy nem konzisztens az eddigiekkel. Ellenkező esetben az eddigi mintát és az új bemondást átlagoljuk: az eredmény spektrális vektorait a DTW által összerendelt vektorok átlagának vesszük. 

Ez tulajdonképpen egy nagyon egyszerű centroid-képzési eljárás, amely az eddigiektől gyanúsan eltérő bemondásokat eldobja. Sajnos beszélőfüggetlen esetben a bemondások annyira távol eshetnek és szóródhatnak, hogy egyetlen mintával nem tudjuk a klaszterüket „lefedni”. Ilyenkor több csoportra kell bontani őket, amelyek viszonylag hasonló mintákat tartalmaznak, és ezen csoportokhoz képezni egy-egy centroidot. A szót e centroidok halmaza fogja leírni, azaz több referencia fog tartozni egy szóhoz.

Hogyan lehet mindezt automatikusan elvégezni? Tulajdonképpen itt is klaszterezésről van szó, mint a vektorkvantálásnál, csak most az egyetlen szóhoz tartozó minták halmazán. Az is különbség, hogy ott megadtuk a kódtár méretét, azaz a klaszterek számát, itt viszont azt is rábízzuk az algoritmusra, hiszen ha hasonlóak a bemondások, kevés, akár egyetlen klaszter is elég lehet, máskor viszont több kellhet. Az optimális klaszterszám meghatározását is az algoritmusra hagyjuk, amely viszont így bonyolultabb lesz.

Az egyik ajánlott módszer neve felügyelet nélküli klaszterezés átlagolás nélkül (Unsupervised Clustering Without Averaging, UWA). A módszer lényege a következő (részletesebben (Rabiner 1993)):

Előkészítésként érdemes az összes távolságot előre kiszámítani és letárolni. A klaszterek centrális elemének mindig azt az elemet fogjuk választani, amelynek a klaszter összes többi elemétől vett távolságainak maximuma minimális. Ily módon a klaszter-középpont mindig a bemenő vektorok valamelyike lesz. Ennek révén egyrészt nem kell a centroidot az elemek átlagolásával kiszámolni, másrészt, mivel új vektorok így nem keletkeznek, újabb távolságokat sem fog kelleni számolni. Ez azért jó, mert a szavak távolságainak állandó újraszámítása DTW-vel nagyon időigényes lenne.

A klaszterezés kiindulásaként az összes mintát tekintjük. Kiszámoljuk az említett minimax-centrumot, és első klaszterként vesszük azokat az elemeket, amelyek a centrumtól bizonyos távolságon belül esnek. Ezt a klasztert finomítjuk oly módon, hogy újra kiszámítjuk a centrumot, illetve a küszöbtávolságon belül eső elemeket. Ezt addig ismételjük, amíg történik változás. Ha nincs változás, akkor úgy tekintjük, hogy ez a klaszter elkészült. Elemeit kivonjuk az összes elem halmazából, és a maradékra újra kezdjük az egész eljárást. Akkor állunk le, ha az összes klaszterezendő elem elfogyott, vagy a klaszterek száma elért egy felső tűréshatárt (utóbbi esetben kimaradhatnak elemek).

Az algoritmusnak egyetlen komoly problémája van: a számításban használt „bizonyos távolság” rendkívül fontos, hiszen lényegében ez határozza meg a képződő klaszterek számát. Viszont nagyon nehéz az értékére jó heurisztikát adni, és a tapasztalat szerint optimális értéke különböző szavak esetén eltérő lehet.

A másik gyakran használt módszer a módosított K-közepű klaszterezés (Modified K-means Clustering, MKM). Ez tulajdonképpen annyiban tér csak el a korábban ismertetett K-közepű algoritmustól (ld. 15.7.1. fejezet), hogy a centroid helyett a minimax-centrumot használja, továbbá nem az összes, hanem csak a legnagyobb klasztert hasítja ketté (a két egymástól legtávolabb eső elemet véve fel új centrumként). Leállhatunk akkor, ha a klaszterek száma elért egy limitet, de így mindig rögzített számú klasztert kapunk. Ezért megpróbálhatjuk azt is, hogy addig hasítunk, amíg a klaszterek mérete egy küszöb alá nem csökken (a „méreten” például a klaszteren belüli legnagyobb távolságot értve).

A részletek iránt érdeklődő Olvasónak ismét csak Rabinert ajánljuk (Rabiner 1993).

8. Statisztikai alapú beszédfelismerés

8.1 A statisztikai alakfelismerés alapjai

A DTW algoritmus a legegyszerűbb esetben minden egyes osztályhoz (szóhoz) egyetlenegy referenciamintát tárol el. Ha ezt a referenciamintát a szó egyetlenegy bemondásából nyertük, akkor egyáltalán nem biztos, hogy reprezentatív lesz az osztályra nézve. Ezen úgy próbáltunk segíteni, hogy a referenciamintákat több bemondás átlagolásával állítottuk elő, illetve egy szóhoz több ilyen átlag eltárolását is megengedtük. Ezeket úgy kaptuk, hogy nagy mennyiségű bemondást klasztereztünk, és ezen klaszterek középpontjait vettük,. Innen egészen természetesen következik az a továbblépés, hogy az egyes klasztereknek ne csak a középpontjait tároljuk el, hanem ennél kifinomultabb módon írjuk le őket, vagyis minél pontosabban próbáljuk meg modellezni a példák eloszlását. Így jutunk el a statisztikai alapú megközelítéshez, amelynek kiterjedt elmélete van, és természetesen nem csak a beszédfelismerésben, hanem általában bármely osztályozási feladat esetén alkalmazható. A statisztikai alakfelismerésről remek áttekintést ad Duda és Hart klasszikus műve, amely nemrégiben alaposan átdolgozva és kibővítve újra megjelent (Duda 2001). Ítt csak azokat az alapfogalmakat villantjuk fel, amelyek nélkülözhetetlenek a következő fejezetek megértéséhez.

A statisztikai alapú osztályozási módszerek legtöbbje az ún. Bayes döntési szabályra építi működését. Ez a szabály azt mondja ki, hogy ha objektumokat kell valamely O mérési adatok alapján a w1,…,wn osztályok valamelyikébe besorolni, akkor a téves besorolások várható számát úgy tudjuk minimalizálni, ha minden esetben azt az osztályt választjuk, amelyik az adott mérési adatok alapján a legvalószínűbb. Vagyis az optimális döntés a 
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osztály választása. 
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-t az osztályok a posteriori valószínűségének nevezzük, mivel ez az az információ, amit a mérések elvégzése után tudunk az osztályokról. 

A képletből nyilvánvaló, hogy ha a Bayes döntési szabályra akarjuk alapozni az osztályozást, akkor szükségünk lesz az a posteriori valószínűségekre. Ezért a statisztikai módszerek legfontosabb kérdése, hogy hogyan modellezzük a 
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 valószínűségeket, illetve hogyan optimizáljuk a modellek paramétereit tanulópéldák adott halmaza alapján.
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 közvetlen modellezése helyett felbonthatjuk azt Bayes tétele alapján. Eyyel



.
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A nevező függyetlen w-től, így az optimalizálásban nincs szerepe; ezért modellezni is fölösleges. 

-t az osztályok a priori (azaz a mérések elvégzése előtt rendelkezésre álló) valószínűségének nevezzük, 

 pedig a megfigyelések osztályonkénti (class-conditional) valószínűségi eloszlása.

A beszédfelismerésben általában nem a posterior valószínűségeket modellezzük, hanem a Bayes-felbontásból következő a priori és osztályonkéni valószínűségeket. Mivel utóbbi kapcsolja össze az akusztikus méréseket az osztályokkal, ezért ezt a komponenst szokás a felismerő akusztikus modelljének nevezni. Az a priori valószínűségek viszont függetlenek az adott megfigyelésektől, és mivel a w osztályok fonémákat, szavakat, illetve ezek sorozatát jelentik, ezért az a priori valószínűségeket megadó komponenst a felismerő nyelvi modelljének nevezzük.

Az alakfelismerési irodalomban számtalan módszert találhatunk akár az a posteriori, akár az osztályalapú valószínűségek modellezésére. A beszédfelismerés azonban speciális probléma olyan értelemben, hogy ezek a módszerek közvetlenül nem alkalmazhatók, mégpedig két okból. Az egyik, hogy az osztályok száma (pl. folytonos beszéd esetén a lehetséges mondatok száma) nagyon nagy. A másik pedig, hogy a felismerendő hangjel hossza, s így a belőle kivont akusztikus jellemzők dimenziószáma nem rögzített, hanem változó. Mindkét problémára az a megoldás, hogy a feladatot kisebb osztályozási feladatokra kell osztani, majd ezek eredményét kombinálni kell. Ilyen speciális, a beszédfelismeréshez igazított eloszlás-modellezési technológia a rejtett Markov model, amely jelenleg a legelterjedtebb módszer a beszédfelismerésben.

8.2 A rejtett Markov-modellezés matematikai alapjai

Az ún. rejtett Markov-modellek (Hidden Markov Model, HMM) (Rabiner 1993) célja az egyes felismerési egységekhez tartozó akusztikus megfigyelések modellezése. Működésüket első közelítésben a következőképp képzelhetünk el:

Tegyük fel, hogy a beszélő éppen a szó valamelyik fonémáját ejti ki. Az ebből származó spektrum ugyebár nagyon változatos lehet, de sebaj, elegendő mintát gyűjtve jól meg tudjuk becsülni az egyes spektrális minták valószínűségét.

A beszélő ezután átkerül egy másik „állapotba”: a következő fonémába kiejtésébe kezd. A hangok hossza kisebb mértékben ingadozhat, de sok mintából azt is megbecsülhetjük, hogy mikor lépünk át a következő fonémára. Így egy kétszintű valószínűségi modellt kapunk, amelyből az egyik kezeli az adott állapotban (fonéma) kibocsátható spektrumok változatosságát, a másik pedig az időbeli hossz-ingadozásokat, azaz az állapotok egymásra következését.

Az elmondottakon egy kicsit azért még pontosítani fogunk, de előbb egészen precízen definiáljuk a rejtett Markov-modellt; egyelőre mint matematikai objektumot vizsgáljuk, az beszédfelismerési alkalmazástól teljesen függetlenül:

a, A modellnek van N darab lehetséges állapota, amelyeket az 1-től N-ig terjedő egész számokkal fogunk jelölni; továbbá qt -vel fogunk hivatkozni arra az állapotra, amelyben a modell a t-edik időpillanatban van.

b, A modell az adott állapotban ún. megfigyeléseket bocsát ki, ezeket érzékelhetjük mi. A megfigyelések egy véges 

halmazból kerülnek ki, ahol M a lehetséges megfigyelések száma.

c, Az egyes megfigyelések kibocsátásának valószínűsége csakis attól függ, hogy melyik állapotban van éppen a modell. A j állapotban a k indexű megfigyelés kibocsátásának valószínűségét bj(k) fogja jelölni. Képlettel:




(15.48),

ahol ot az általunk érzékelt megfigyelés a t-edik időpillanatban.

d, Minden egyes megfigyelés kibocsátása után a modell átmegy egy másik állapotba. Hogy melyikbe milyen valószínűséggel, az csakis az aktuális állapottól függ. aij adja meg annak a valószínűségét, hogy az i állapotból a j állapotba megyünk át. Képlettel:
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(a külső megfigyelő csak a modell által kibocsátott o1o2o3... megfigyeléssorozatot tudja érzékelni, azt nem, hogy éppen melyik állapotban van a modell. Innen ered az elnevezésben a „rejtett” szó).

e, Hogy melyik állapotból indulunk a legelején, azt a (-vel jelölt kezdőállapot-eloszlás határozza meg: (i annak a valószínűsége, hogy az i állapot a kezdőállapot:
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Az N, M, 

, 

, 

 értékekkel egyértelműen megadható egy adott modell, amelyet ezentúl (-val fogunk jelölni:



.
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Működése során a modell kibocsát egy 

 megfigyeléssorozatot, a következő lépéseken keresztül:

1, t=1; a modell a q1 kezdőállapota kerül, amelynek kiválasztása a ( valószínűségeknek megfelelően történik.

2. a modell kibocsátja az ot megfigyelést, amely az adott állapotban érvényes bi(k) valószínűségeknek megfelelően kerül kiválasztásra (i=qt).

3. átmegyünk a t+1-edik állapotba, amelynek kiválasztása a vonatkozó aij valószínűségek alapján történik.

4. t=t+1; ha t=T, akkor készen vagyunk, különben ismét a 2. lépés következik.

Hogyan is akarjuk felhasználni a HMM-et a gyakorlatban? Úgy, hogy minden szóhoz fog tartozni egy-egy modell. Felismeréskor egy 

 „megfigyelés” érkezik, amelyhez kiszámoljuk, hogy melyik modell milyen valószínűséggel generálta. A legnagyobb valószínűséget adó modellt nevezzük meg a megfigyelés forrásaként, vagyis azt mondjuk, hogy az adott modell által leírt szót figyeltük meg.

Ehhez feltétlenül ki kell tudni számolni a 

 értéket, vagyis hogy egy adott ( modell milyen valószínűséggel generál egy adott O megfigyelésvektort. Ehhez fel kellene sorolni az összes lehetséges T hosszúságú állapotsorozatot, megnézni, hogy melyik mentén milyen valószínűséggel áll elő O, és végezetül ezen valószínűségeket összegezni. Csakhogy egy olyan modellben, amelyben bármelyik állapot következhet bármelyik után (azaz egyetlen aij  sem 0), a lehetséges állapotsorozatok száma NT ! Emiatt már egészen kicsi T-re sem tudnánk elfogadható sebességgel elvégezni a számítást.

Szerencsére ismét a dinamikus programozás siet a segítségünkre, a következő számítási módot kínálva (az ún. „előre-hátra” algoritmus (forward-backward algorithm)):

Legyen 

 annak a valószínűsége, hogy az épp első t darab megfigyelést generálta eddig a modell, és ezután az i állapotban van:
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Az 

 értékeket t=1,...,T-re párhuzamosan számíthatjuk a következő módon:


i, 
Kezdőlépés: 

.


ii, 




iii,
Végül 

.

A kezdőlépés nyilvánvalóan azt fejezi ki, hogy egy adott kezdőállapotba kerülésnek és innen az adott első megfigyelés kibocsátásának a valószínűsége egyszerűen az állapot kezdő mivoltának illetve a kibocsátás valószínűségének szorzata. A záró lépés is logikus: azért kell az 

 értékeket összegezni, mert számunkra bármely befejező állapot megfelel.

Egyedül talán az iterációs lépés igényel magyarázatot: a j állapotba bármely korábbi i állapotból érkezhetünk, de ezen állapotban már elő kellett álljon az első t megfigyelés. Ezt fejezi ki a kapcsos-zárójelben szereplő formula. Ezt még meg kell szorozni a megfelelő b értékkel, hiszen nem elég, hogy eljutottunk a j állapotba, a t+1-edik megfigyelést is ki kell bocsátani.

Nagyon egyszerű belátni, hogy ez a számolási mód már csak N2T nagyságrendű számolást igényel, ami gyakorlatilag is elfogadható.

Végezetül az „előre-hátra” algoritmus ismertetése azzal lesz teljes, ha az 

 „előremutató” együtthatók mellett definiáljuk a 

 „hátramutató” együtthatókat is:



.
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Ez annak a valószínűsége, hogy a modell a t-edik időpillanatban az i állapotban van, és ezután innen indulva pontosan a még hátralévő megfigyeléseket fogja generálni. 

 teljesen hasonló technikával számítható, mint 

, csak az induktív lépés során természetesen visszafele kell haladni t-vel; így most már érthetjük az „előre-hátra” algoritmus elnevezésének okát is.

Sok esetben jó lenne azt is tudni, hogy mely állapotsorozat az a sok lehetséges közül, amely mentén a legnagyobb valószínűséggel áll elő a megfigyelés. Ez hasznos lehet a modell „nyomkövetésekor”, a modell tanításában is alkalmazható (ld. később), a folyamatos beszéd felismerésében pedig nélkülözhetetlen: ilyenkor a legvalószínűbb állapotsorozathoz tartozó szó-sorozatot tekintjük a megfigyelés forrásának, ugyanis az összes lehetséges útvonal figyelembevétele még az „előre-hátra” algoritmussal sem volna lehetséges (a folyamatos beszédfelismeréssel később külön foglalkozunk).

Szerencsére a számítás, azaz azon q=q1...qT állapotsorozat megtalálása, amelyre 

 maximális, roppant egyszerű. Az előbbi eljárás lépései során minden rész-állapotsorozathoz tartozó valószínűség előáll, csakhogy ezeket összeadjuk, így utólag már nem lehet megállapítani, hogy melyik tag járult az összeghez a legnagyobb értékkel. Viszont módosíthatjuk az algoritmust úgy, hogy az összegek helyett a legnagyobb értéket jegyezzük fel. Könnyen belátható, hogy az induktív számítási technika ekkor is működni fog. Ezen túlmenően minden lépésnél és állapotnál fel kell jegyezni azt a megelőző állapotot, amelyből a maximumot adó út érkezett. Az eljárás legvégén ebből lehet a teljes útvonalat visszakövetni. 

Az algoritmust, amely Viterbi-algoritmus néven ismert, nem közöljük lépésről lépésre; a megvalósítással az előző algoritmus és az elmondottak alapján az Olvasónak boldogulnia kell.

A harmadik létfontosságú probléma, hogy a modelleket tanítani tudjuk. A leggyakrabban alkalmazott Maximum Likelihood tanítási kritérium esetén egy adott O megfigyelésre és ( modellre ( paramétereit úgy szeretnénk beállítani, hogy 

 maximális legyen. Erre az optimalizálási problémára zárt formulákkal adott megoldás sajnos nem ismeretes. Mindkét módszer, amelyet megvizsgálunnk, iteratív, azaz kiindul valamilyen kezdőparaméterekből, amelyet egy iterációs lépés ismételgetésével folyamatosan javít. A klasszikus tanítási módszer a Baum-Welch algoritmus, amely az ún. Expectation Maximization optimalizálási technika speciális esete, s amelyről bebizonyítható, hogy lokális optimumhoz való konvergenciát biztosít (Young 1997). Mivel a Baum-Welch algoritmus eléggé műveletigényes, ezért a beszédfelismerésben gyakran egy leegyszerűsített változatát alkalmazzák, amelyet Viterbi-tanításként szokás emlegetni. Mivel a Viterbi-tanítást könnyebb megérteni, ezért ennek az ismertetésével kezdjük.

A Viterbi-tanítást egy iterációs lépése abból áll, hogy a tanítandó mintához megkeressük a modellnek azt az állapotsorozatát, amely a legnagyobb valószínűséggel generálhatta azt. Ezt könnyen meg tudjuk tenni a Viterbi-algoritmussal, és így a megfigyeléssorozat minden eleméhez megkapjuk, hogy melyik állapot generálhatta. Ennek alapján a kibocsátási és állapot-átmeneti valószínűségeket az alábbi módon becsüljük újra: 
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A Baum-Welch algoritmus hasonlít a Viterbi-tanításhoz, de az összes lehetséges útvonalat figyelembe veszi, méghozzá akkora súllyal, amekkora az adott útvonal valószínűsége. Így az újrabecslő képletek nem csupán az egyes átmenetek illetve kibocsátások egyetlen útvonal mentén kapott gyakoriságát fogják megadni, mint a Viterbi-tanítási formulák, hanem a gyakoriságok várható értékét számolják ki. Ez a kulcsfontosságú annak bizonyításában, hogy a technika valóban lokális optimumhoz konvergál.

A Baum-Welch módszer iteratív lépése egy adott 

 modell esetén a következő módon becsüli meg a modell módosított, az optimálishoz közelebb eső 

 paramétereit:



 annak a valószínűsége, hogy az O megfigyelés generálása során a modell az i állapotból indult.



 annak a valószínűsége, hogy azon esetekben, amikor O generálása során a modell az i állapotba került, akkor a j állapotba lépett tovább. 



 annak a valószínűsége, hogy azon esetekben, amikor O generálása során a modell a j állapotban volt, akkor a k indexű megfigyelést bocsátotta ki. 

Hogy ezt képletekkel is fel tudjuk írni, ahhoz előbb definiálunk néhány segédváltozót:

 fogja jelölni annak a valószínűségét, hogy O generálása során a modell a t-edik pillanatban az i, a t+1-edik pillanatban pedig a j állapotban van. Ezt 

 és 

 segítségével könnyen kiszámíthatjuk:



(15.54)

Ez alapján annak a valószínűsége, hogy O generálása során a t-edik időpillanatban az i állapotban vagyunk:



.
(15.55)



 és 

 segítségével már fel tudjuk írni a paraméterbecslő képleteket:




(15.56a)




(15.56b)




(15.56c)

Mind a Viterbi, mind a Baum-Welch tanítás elindítása előtt inicializálni kell a paramétereket. Mivel a beszédfelismerésben ez speciális módon történik, ezért erre a kérdésre nem itt, az általános matematikai elvek ismertetésénél, hanem a következő fejezetben, az alkalmazás ismertetésénél térünk ki.

További kérdés, hogy hogyan lehet a modellt nagy mennyiségű példán tanítani, hiszen a Baum-Welch algoritmusnál abból indultunk ki, hogy a modell paramétereit egy adott O megfigyelés alapján akarjuk beállítani. Viszont a robusztus modellek képzésének lényege éppen az lenne, hogy egy adott szó – azaz a hozzá tartozó modell – tanításához több 

 megfigyelés-sorozatot használunk fel. 

Szerencsére ez csak egészen minimális módosítást igényel a Baum-Welch (illetve a Viterbi) algoritmusban. Több megfigyelés-sorozat esetén feltételezzük, hogy a modell ezeket egymás után, egymástól függetlenül bocsátotta ki. Ez azt jelenti, hogy az újrabecslő képletekben az egyes megfigyelésekre számolt gyakoriságokat illetve valószínűségeket összegezni kell, azaz a 

 és 

 paramétereket az összes megfigyelésre ki kell számolni, és az újrabecslő képletekben mindet egyszerre kell figyelembe venni (pontos képletekért ld. (Rabiner 1993)). Ebből következően több megfigyelés esetén az újrabecslésben felhasználható átmenetek ill. kibocsátások száma nagyobb, így a valószínűségeket pontosabban tudjuk becsülni. Lényeges az, hogy a tanítás során (pontosabban egyetlen iterációs lépés során) az egyetlen modellhez tartozó mintákat egyidejűleg használjuk fel, vagyis az összesből kiszámoljuk az újrabecsléshez szükséges értékeket, de magát a modell paramétereit csak legvégül, az összes mintából számolt értékek együttes felhasználásával becsüljük újra. A Baum-Welch algoritmus ugyanis csak annyit garantál, hogy adott O és ( esetén az iterációs lépés ismételgetésével 

 növekedni fog. Ha ezután egy másik O’ megfigyeléssel folytatnánk a modell tanítását, akkor könnyen lehet, hogy az előzőleg tanítgatott O-ra romlana a felismerés, azaz 

 csökkenne.

A HMM egy egyszerű és hatékony eszköz tetszőleges szám- vagy vektorsorozat, így például a beszédjel modellezésére. A legnyilvánvalóbb kifogás, amely felvetődhet, talán az, hogy az ot megfigyelésvektoroknak egy véges 

halmazból kell kikerülniük (amiért is ezt a modellt diszkrét HMM-nek nevezzük). A gyakorlatban ezzel szemben a spektrális vektorok folytonosak a változóikban. Az egyik lehetséges megoldás erre a 15.7.1. fejezetben ismertetett vektorkvantálás alkalmazása, amely által diszkretizálhatjuk a megfigyeléseket. A másik lehetőség a megfigyelések többdimenziós folytonos eloszlását valamely parametrikus függvénnyel közelíteni. Természetesen olyan közelítést kell választani, amelynek paramétereit jól tudjuk becsülni. A legáltalánosabb megoldás a folytonos eloszlást Gauss-eloszlások súlyozott összegeként felírni:



,
(15.57)

ahol M a közelítésben használt Gauss-eloszlások száma, 



 EMBED Equation.2  
 a (jk várhatóérték-vektor és Ujk kovarianciamátrix által meghatározott Gauss-eloszlás, a cjk súlyozó együtthatók pedig kielégítik az alábbi megkötéseket:



,
(15.58a)



.
(15.58b)

A komponensek számának növelésével elvileg bármely függvény tetszőleges pontossággal közelíthető ilyen Gauss-eloszlásokból összeállított ún. keverékeloszlással. A Baum-Welch algoritmus képleteit sem nehéz módosítani ezen ún. folytonos modell esetére (a képletek megtalálhatók pl. Rabinernél (Rabiner 1993)).

A folytonos modellek esetén a kibocsátási eloszlások tanítása sokkal bonyolultabb, mint diszkrét esetben, hiszen ekkor nem elég az egyes állapotokhoz tartozó kibocsátásokat összeszámolni, hanem azokra valamiféleképpen Gauss-eloszlásokat kell illeszteni. Ehhez az egy állapothoz rendelt megfigyeléseket a k-közepű klaszterezés egy változatával klaszterezni kell (k itt a használt Gauss-eloszlások száma); az egyes Gauss-eloszlások paramétereit ezután az egyes klaszterekbe eső megfigyelések alapján lehet kiszámolni (Rabiner 1993).

A sok keverékeloszlással dolgozó folytonos modell esetén probléma lehet a paraméterek nagy száma. Ilyenkor gyakran folyamodnak az ún. félig folytonos (semi-continuous) vagy kötött keverékű  (tied-mixture) modell használatához. Ez abból áll, hogy rögzítjük az eloszlások közelítésében használható Gauss-komponensek (jk és Ujk paramétereit, és a tanulás folyamán csak a cjk együtthatók értékei változhatnak. Azaz, a tanulás előkészítő lépéseként előállítunk egy „könyvtárat” 

 Gauss-eloszlásokból, általában az összes mintából valamely egyszerű statisztikai módszerrel. A tanítás folyamán az egyes állapotok kibocsátási eloszlásának becslésekor csakis ezen közös „könyvtár” elemei használhatók, vagyis egyedül a súlyok különbözhetnek állapotról állapotra. Így, mivel a (jk és Ujk paramétereket nem kell minden egyes állapotban tanítani, jelentősen csökken a paraméterek száma.

8.3 Rejtett Markov-modellek a beszédfelismerésben

Az előző pontban ismertetett rejtett Markov-modell egy általános matematikai séma, amely elvileg bármely esetben használható, amikor valamilyen sorozatot kell modellezni. Az alábbiakban megnézzük, hogy milyen speciális kérdéseket vet fel a beszédfelismerésben való alkalmazásuk.

Legelőször is el kell döntetnünk, hogy milyen egységekhez rendeljük az egyes modelleket, milyen legyen azok topológiája, illetve minek feleljenek meg az állapotok és a megfigyelések. Az utóbbi kérdést a legegyszerűbb megválaszolni, hiszen esetünkben a modellezendő megfigyeléssorozatot nyilván az előfeldolgozóból kikerülő spektrális jellemzővektorok fogják jelenteni. A modellek megválasztása már nem ennyire nyilvánvaló, de egyelőre tételezzük fel azt az egyszerű esetet, hogy viszonylag kis számú, izoláltan kimondott szót kell tudnunk felismerni. Ekkor mindegyik szóhoz készíthetünk egy-egy modellt; felismeréskor a beérkező megfigyelést mindegyik modellel kiértékeltetjük, és a legnagyobb valószínűséget adót választjuk győztesként.

Hogyan válasszuk meg az állapotok számát, illetve a modell topológiáját? Annyi állapotot érdemes felvenni, hogy azok megfelelhessenek a szó lényegesen eltérő képzési fázisainak. Ezek a képzési fázisok jelenthetnék a szót felépítő fonémákat, de általában az egyes beszédhangok is feloszthatók két-három, valamelyest eltérő képzési szakaszra. A kísérletek is azt mutatják, hogy az optimális állapotszám a hangok számának kb. két-háromszorosa (Rabiner 1993).

Mivel az állapotok az egymás után következő fonémákat, vagy fonéma-részleteket jelentik, logikus olyan topológiájú modellt készíteni, amelyben csak egy irányban lehet haladni, hiszen a beszéd sem fordulhat vissza az időben. Az ilyen „egyirányú” topológia megadása egyszerűen a következő paraméter-értékek alkalmazását jelenti:



,
(15.61)

(azaz a modell csak az 1-es állapotból indulhat), és




(15.62)

(azaz nem lehetséges visszalépés).

Általában azt is megtiltjuk, hogy a modell túl sok állapotot átugorjon. Ez egyszerűen megadható az




(15.63)

megszorítással, ahol (i általában 1, 2 vagy 3. Két gyakran használatos egyszerű modell-topológiát mutat az alábbi ábra:
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9.1. ábra: Két egyszerű HMM-topológia egészen rövid szavakhoz (pl. az ábécé kiejtett betűi)

Nagyon fontos megjegyezni, hogy a 0 kezdőértékkel felvett paraméter a tanulás során 0 marad, így a topológia nem változhat meg.

Legvégül arról, hogy milyen paramétereket válasszunk a kibocsátási valószínűségek, azaz a 

 értékek leírásához. Rabiner diszkrét modell esetére 512-1024 kódszavas vektorkvantálást ajánl; folytonos modell esetén akár 64-256-ig is felvihető a keverék-komponensek száma állapotonként (Rabiner 1993). A gyakorlatban azonban nincs elég adat ennyi paraméter pontos tanításához, ezért ez az érték inkább valahol 1 és 10 közt marad (Young 1995).
Bonyolultabb esetben a feladat nem néhány tucat izoláltan kiejtett szó megkülönböztetése, hanem folytonos beszédet (pl. teljes mondatokat) kell felismernünk. Amennyiben ez a folytonos beszéd kevés számú szóból épül fel, azaz lényegében csak annyiban tér el az izolált szavas esettől, hogy a szavak között nincs szünet, akkor a korábbi szóalapú modelleket továbbra is használhatjuk. Csupán a felismerési algoritmus lesz jóval bonyolultabb, hiszen a modellek egymáshoz kapcsolódhatnak, s így az egyes állapotsorozatok több szómodellen is áthaladhatnak. Ilyen jellegű feladat, illetve megoldási technika esetén szokás kapcsolt szavas (connected word) felismerésről beszélni. 

Ha viszont a felismerendő beszédet nagy mennyiségű szó alkothatja, akkor nincs módunk szómodellekből építkezni, hiszen több tízezer szó mindegyikéhez egyszerűen nem lehetséges elegendő tanítópéldát gyűjteni. Ilyenkor kisebb egységekből kell összeraknunk a beszédet, mert csak ilyen kisebb modellek betanítására van lehetőségünk. Ilyen kisebb egységek lehetnek a fonémák (precízebben inkább „fonémaszerű egységek”, mivel ezek általában nem teljesen esnek egybe a fonológiai értelemben vett fonémával), lehetnek a szótagok, a félszótagok, illetve valamely olyan egységkészlet, amelyet gépi úton, például automatikus szegmentálás alapján alakítottunk ki, és semmi köze a nyelvi egységekhez. A leggyakrabban alkalmazott egység a fonéma, így a továbbiakban ezek használatát fogjuk feltételezni.

Milyen modellt rendeljünk tehát az egyes fonémákhoz? A legtöbb beszédhang (folyamatos beszédben) három képzési fázisra osztható, a hang eleje és vége ugyanis a koartikuláció miatt idomul a szomszédos hangokhoz, és csak a közepe felel meg többé-kevésbé a hang „ideális” képzésének. Ezért a leggyakrabban alkalmazott fonémamodell három állapotból áll, a 9.2. ábranak megfelelően. 
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9.2. ábra: A leggyakoribb fonémamodell

Ha minden fonémához egy-egy ilyen modellt rendelünk, akkor ún. monofón modellekről beszélünk. Ennek előnye, hogy csupán kb. 40-50 elemi HMM-ből fog állni a rendszer; így ezek viszonylag kevés tanító adattal is megbízhatóan betaníthatók. Hátránya viszont, hogy ezek a modellek pontatlanul fogják leírni az egyes fonémákat, hiszen ugyanannak a modellnek, pontosabban a két szélső állapotának különböző környezet esetén teljesen eltérő spektrális vektorokat kellene kibocsátania.

A nyilvánvaló megoldás a környezetfüggetlen monofónok kiterjesztése környezetfüggő trifónokká. Ilyenkor egy adott fonémához minden lehetséges környezet esetére külön modellt rendelünk. Például külön modellje lesz az /a/-nak a b-a-b, b-a-c, b-a-d, … esetekre. Ezek a modellek nyilván sokkal jobban képesek illeszkedni az adatokhoz, viszont óriási számuk többnyire csak nagyon kevés példa esik az egyes trifónokra; emiatt pontos betanításuk komoly probléma. Ezen segítenek azok a paraméterszám-csökkentő technikák, amelyekről majd a következő fejezetben ejtünk szót.

A fonémamodellek sorbakapcsolásával tetszőleges szóhoz vagy mondathoz tudunk modellt rendelni. Ezt egyrészt megtehetjük a tanítás során. Erre akkor lehet szükség, ha nem áll rendelkezésünkre olyan tanító adatbázis, amelyben a fonémák kezdő- és végpontjai be vannak jelölve. Ennek hiányában a fonémamodelleket elvileg nem tudnánk betanítani. Szerencsére azonban megtehetjük, hogy a megfelelő fonémamodellek összekapcsolásával a teljes bemondásokhoz, például mondatokhoz tartozó nagy modelleket tanítjuk. Mivel ilyenkor a fonémamodellek optimális paramétereinek kialakítása implicit módon történik, ezért ezt a technikát beágyazott tanításnak (embedded training) nevezzük.

Természetesen a felismerés során is össze kell kapcsolnunk a fonémamodelleket. Azonban nagy szótár esetén a lehetőségek nagy száma miatt az összes, a bemondás hossza alapján szóba jövő modellt külön-külön összerakni és egyenként kiértékelni képtelenség. Ezért a felismerés művelete folyamatos beszéd esetén jóval bonyolultabb, mint az izolált szavas esetben. Elvileg a fonémamodellekből össze lehet rakni egy olyan nagy modellt, amely az összes lehetséges szót, illetve megfelelő kapcsolásokkal az összes lehetséges szósorozatot tartalmazza. A legegyszerűbb esetben bármely szó követheti bármelyiket; ez esetben a folyamatos beszédnek megfelelő modell a 9.3. ábran látható módon épül fel. 
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9.3. ábra: Folyamatos beszéd rejtett Markov-modellje (a dobozok fonéma-modelleket jelölnek)

A felismerés során ebben a nagy modellben kellene megkeresni és kiértékelni az összes, a bemondás hosszának megfelelő utat. A gyakorlatban az összes lehetőség végignézése lehetetlen, ezért csak a legnagyobb valószínűségű utat szoktuk megkeresni. Ezáltal a felismerési feladat egy gráfkeresési problémává válik a 9.3. ábra nagy modelljében; a szakirodalom az adott bemondáshoz tartozó legvalószínűbb út megkeresését a hangjel dekódolásaként szokta emlegetni. A folyamatos, nagyszótáras beszéd felismerésének technikai szempontból legkritikusabb pontja, hogy hogyan lehet a dekódolást elfogadható idő alatt és ésszerű mennyiségű memória felhasználásával elvégezni.

A Baum-Welch algoritmusnál megadtuk az iterációs lépés megvalósításához szükséges formulákat, de nagyvonalúan elhallgattuk, hogy az iteráció elkezdése előtt milyen kiindulási értékeket állítsunk be. Márpedig, mivel az algoritmus csak egy lokális optimum megtalálását biztosítja, ezért a kezdőértékeknek kulcsszerepük lehet abban, hogy a globális optimumhoz mennyire közeli lokális optimumot sikerül elcsípni.

Nos, a tapasztalat azt mutatja, hogy a ( és A értékek esetén a kezdőértékek megválasztásának nincs nagy jelentősége, így megadhatók véletlenszerűen vagy például egyforma értékekkel. Annál nagyobb a jó kezdőértékek fontossága a kibocsátási valószínűségeknél. A legjobb, de legmunkaigényesebb inicializálási mód a tanításra rendelkezésünkre álló mintákból néhányat kézzel felszegmentálni, azaz mintegy „megmutatni” a modellnek, hogy mi hogyan képzeltük, melyik állapothoz mely vektoroknak kell tartozniuk. Ezután egyszerűen megszámoljuk, hogy melyik állapothoz melyik vektor hányszor lett rendelve, és ennek alapján közelítjük a kibocsátási valószínűséget.

Ha el akarjuk kerülni a kézi szegmentálást, szegmentálhatjuk egyenletesen a példákat, azt feltételezve, hogy minden állapothoz kb. ugyanannyi kibocsátás tartozik. Ezután már csak abban kell reménykednünk, hogy az iterációs lépések során a határok helyre fognak rázódni...

A legegyszerűbb megoldás megvizsgálni nagyobb mennyiségű minta eloszlási valószínűségét, és ezt a globális értéket rendelni az összes állapothoz kezdőértékként.

A Baum-Welch-féle valószínűség-maximalizáló tanítási módszer ellen súlyos kifogásként vetődhet fel,, hogy azt ugyan biztosítja, hogy 

 elérjen egy lehetséges lokális maximumot, de azt nem, hogy a többi szóhoz tartozó (’ modellek egyike se adjon ennél nagyobb 

 valószínűséget. Erre csakis egy olyan tanítási módszer lenne képes, amely az egyes modelleket nem külön-külön, hanem egyidejűleg tanítja, és nem arra törekszik, hogy 

 maximális legyen, hanem hogy nagyobb legyen, mint az összes többi szóhoz tartozó modell válasza. Ilyen alternatív tanítási kritérium a „Maximum Mutual Information (MMI)” kritérium, amelyet talán a „egymáshoz viszonyított információk maximalizálásának” fordíthatnánk leginkább (Rabiner 1993).

Egy egészen más megközelítésből kiinduló, a Baum-Welch tanítástól eltérő paraméter-optimalizálási kritérium az ún. „Minimum Discrimination Information (MDI)” (megkülönböztető információt minimalizáló) technika. Ez a megfigyelés és a modell közti statisztikai különbség minimalizálására törekszik; ezt a távolságot fejezi ki a megkülönböztető információt megadó függvény, amelynek minimalizálására törekszünk a tanítás során (pontos képletekért ld. (Rabiner 1993)). A filozófia tehát, hogy a modell és a hozzárendelt megfigyelések statisztikailag (a megfigyeléssorozatok valószínűségi eloszlását tekintve) minél jobban egybeessenek.

Sajnos ezek az alternatív módszerek egyrészt technikailag nehezebben megvalósíthatók, mint a Baum-Welch tanítás (bonyolultabb, lassabb algoritmusokhoz vezetnek), másrészt matematikai szempontból is rosszul viselkednek (legtöbbjükhöz nincs gyors tanító algoritmus, csak globális optimalizálási technikákkal kezelhetők). Ezért a gyakorlatban széles körben nem terjedtek el.

Valamivel elterjedtebb talán a felismerési hibát minimalizáló („Minimum Error”) tanítás. Itt a cél a tanításra használt mintákon jelentkező hibás besorolások számának minimalizálása. Nagyon hasonló ehhez az ún. korrektív avagy diszkriminatív tanítás. Ezen módszerek nagy előnye, hogy nem kívánnak teljesen új tanítási technikát, hanem a hagyományos Baum-Welch tanítás után beiktatnak egy további korrekciós fázist, mely a modellek azon paramétereinek javítására koncentrál, amelyek a tévesztésekért felelősek. Így a hibához vezető esetekben (amikor a jó és a rossz modell is hasonló valószínűségi értékeket ad) a modellek megkülönböztető képességét növelve csökkenthető a felismerési hibák száma (Junqua 1996).

8.4 A paraméterszám csökkentését célzó módszerek

Mivelhogy a HMM tanító algoritmusai statisztikai alapon, lényegében a tanító mintákban előforduló esetek gyakoriságát számolva működnek, kulcsfontosságú, hogy elegendő számú tanítómintánk legyen a paraméterek beállításához. Természetesen a paraméterek számának növelésével a modell rugalmasabb lesz, viszont több paraméter több tanítómintát igényel a valószínűségek elfogadható becsléséhez. Úgy tűnik, az elegendő mennyiségű tanító adat hiánya a HMM-nek mindig is állandó problémája lesz. Mint a következő fejezetben látni fogjuk ugyanis, egy nagyszótáras folytonos felismerő rendszer esetén a paraméterek száma akár tízmilliós nagyságrendű lehet! Ennyi paraméter tanításához már sok CD-romnyi adatbázisokra van szükség. Az elmúlt öt év legfontosabb eredményének épp ezért sokan a rendelkezésre álló tanító adatbázisok számának és méretének nagy mértékű növekedését tartják.
 

Az elegendő mennyiségű tanító adat hiányának súlyos következményei lehetnek. Ha ugyanis a példák között egyetlen olyan eset sincs, amikor például a j állapotban a k-adik megfigyelés kerül kibocsátásra, akkor az újrabecslés eredményeként 

 0 értéket fog kapni. Így a felismerés során az összes olyan útvonalhoz 0 valószínűség fog tartozni, amely 

-t tartalmazná. Márpedig lehet, hogy egy adott megfigyeléssorozatot pont egy ilyen útvonal magyarázna a legjobban.

Az ilyen eset előfordulásának kizárására a legegyszerűbb mód, ha bevezetünk egy küszöbértéket, és nem engedjük, hogy a kibocsátási valószínűségek e küszöb alá kerüljenek. 

A nem elégséges tanítás miatt előálló pontatlan paraméterek javítását célozzák az ún. paraméter-simító (parameter smoothing) algoritmusok, amelyek közül a leggyakrabban használt a „törölt interpoláció” (deleted interpolation) módszere (Rabiner 1993). Ennek alapötlete a következő:

Adott mennyiségű példa alapján egy kevés paraméterrel rendelkező modell megbízhatóbban általánosít, viszont pontatlanabbul illeszkedik az adatokra. A több paraméterrel megadott modell sokkal rugalmasabb, ezért jobban igazodik a tanító adatokra, viszont hajlamosabb a túltanulásra, azaz arra, hogy túlzottan megtanulja a tanító példák sajátosságait, és ezért rosszul általánosítson. Ezt a problémát a gépi tanulásban „bias-variance dilemma” néven ismerik, és az egyik lehetséges kezelési módja a modellek kombinálása.
Tanítsunk be tehát egy ( sok paraméteres és egy (’ kevés paraméteres modellt is. A két modell paramétereiből interpolálással kapjuk a felismerésben használt modell paramétereit:



.
(15.59)

(Diszkrét modell esetén maguk a paraméterek interpolálhatók. Folytonos esetben többféle lehetőség is van, ld. (Huang 1996).)

Természetesen kevés tanításnál kicsire kell venni (-t, hogy (’ essen nagyobb súllyal a latba, míg a tanítás növelésével ( értéke egy felé közelíthet, mivel egyre kisebb szükség van a robusztus, de pontatlan (’ támogatására. 

A törölt interpoláció alkalmazása esetén érdemes némiképp módosítani a tanítás folyamatát. (’ bevonásának célja ugyanis az, hogy csökkentsük az abból eredő hibák hatását, hogy ( -t nem tudtuk elég pontosan betanítani, így a modell a felismerés során „előre nem látott” esetekkel találkozhat. (  értékét az alapján kellene beállítani, hogy milyen gyakoriak lesznek az ilyen „váratlan” inputok a használat során. Ezért szükséges a tanítást úgy végezni, hogy a mintáinkból két csoportot képezünk. A nagyobb, például a minták 90%-át kitevő csoporton betanítjuk (-t és (’-t. Ezután a maradék (a tanítás folyamán „törölt” – innen az elnevezés) 10%-on vizsgáljuk meg azt, hogy ( mennyire illeszkedik jól az új, a tanításban nem használt esetekre. Ennek alapján tudjuk belőni ( értékét. Az ( optimális értékét meghatározó algoritmus megtalálható pl. (Huang 1996)-ben; ( kiszámítására szokás szerint a Baum-Welch tanítás egyes iterációs lépései után kerül sor.

A tanítandó paraméterek számának csökkentésére leggyakrabban használt megoldás a paraméterek kapcsolása (parameter tying). Két (vagy több) állapot összekapcsolása azt jelenti, hogy a hozzájuk tartozó valószínűségi eloszlásokat ugyanazon értékek, például folytonos modell esetén közös c, ( és U együtthatók fogják megadni. Ezt szemlélteti a 9.4. ábra:
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9.4. ábra: 4 3-állapotú modell kibocsátási valószínűségeinek kapcsolása

Természetesen az állapotátmenet-valószínűségeket is lehet kapcsolni, de ennek gyakorlati szempontból jóval kisebb a jelentősége. Sőt, kapcsolhatók akár néhány állapotból álló kisebb modellek is teljes egészében, de ez is ritkábban használatos.

A paraméterek kapcsolásának óriási előnye, hogy a tanítás technikáján egyáltalán nem szükséges változtatni. Az egyetlen különbség, hogy a korábban két különböző paraméterhez tartozó esetek most összevonódnak, így a több előfordulás révén megbízhatóbban tudjuk becsülni a közös, kapcsolt paramétert. A kapcsolt paraméteres modellnek struktúrálisan természetesen ugyanannyi paramétere van, mint az eredetinek, az összekapcsolás által a tanítás szempontjából csökkent a szabad paraméterek száma. Így egy modell és kapcsolt állapotokat tartalmazó változata remek lehetőséget kínál a törölt interpoláció alkalmazására; pl. a monofón és trifón modellek kombinálása által.

Összekapcsolni természetesen azokat az eloszlásokat érdemes, amelyek nagyon hasonlítanak. Két automatikus módszert lehet javasolni az összekapcsolásra alkalmas eloszlások kiválasztására. A kézenfekvő megoldás a teljes modellt betanítani, amennyire csak lehet, majd valamely, a modellben használt valószínűségi eloszlásokon definiált távolságfüggvény segítségével klaszterezni az állapotokat (Young 1997). Egy lehetséges technika erre kiindulásként minden állapotot külön klaszterbe helyezni, majd összevonni azt a két klasztert, amely a legkisebb összevont klasztert eredményezi (a klaszter méretén a klaszteren belüli legnagyobb távolságot értve). Ezt addig ismételjük, amíg a legnagyobb klaszter mérete elér egy küszöböt, vagy a klaszterek száma egy másik küszöb alá nem csökken (a két küszöb értékével szabályozhatjuk a klaszterek számát). Az eljárás végén egy klaszterbe eső állapotokat fogjuk összekapcsolni.

A fenti technikával az a probléma, hogy a jó klaszterezéshez pontosnak kellene lenni a valószínűségi eloszlásoknak. Márpedig azért akarunk klaszterezni, mert nincs elég adatunk az eloszlások paramétereinek alapos tanításához.

A másik megoldást speciálisan a környezetfüggő fonémamodellek állapotainak kapcsolásához találták ki szerzői (Young 1997). Ezek lényege, hogy pl. az /a/ fonémához különböző modellt rendelünk attól függően, hogy milyen környezetben szerepel. Így külön modellje lesz az /a/-nak a /bab/, /bac/, /bad/, ... stb., stb. esetekre. Ezzel próbáljuk leküzdeni azt, hogy az /a/ elég komoly mértékben torzulhat spektrálisan a szomszédos hangok hatására.

A módszer ezek közül azon modelleket (pontosabban középső állapotaikat) kapcsolja össze, amelyek fonetikailag hasonló környezetben szerepelnek. Például a /t/,/d/, /p/, /b/ hangokat közel azonos helyen képezzük, így ez ilyen szomszédságba eső /a/-k feltehetőleg nagyon hasonlóak, így összekapcsolhatók. Az eljárás a bal- és jobb szomszédok fonetikai minőségét vizsgálja (pl. elölképzett felpattanó?, nazális?)
. A tanító adatok alapján egy döntési fát felépítve állapítja meg, hogy mely tulajdonság alapján mennyire érdemes összekapcsolni az állapotokat, így optimalizálja a klasztereket, amelyeknek elemeire végezetül az összekapcsolást alkalmazzuk.

Végezetül a paraméterszám csökkentésének szükségességét szemléltetendő lássunk egy számítási becslést arra nézve, hogy trifón modellek esetén hány paraméterre van szükség. Ehhez tételezzük fel, hogy a leírandó nyelvet 45 beszédhang-egységgel akarjuk leírni. 45 beszédhang 45-45 lehetséges bal és jobb szomszéddal összesen 453=91125 trifón egységet adna. Persze bizonyos hangkapcsolatok lehetetlenek, de így is marad kb. 60000 lehetőség. 39-dimenziós spektrális vektorokkal számolva (13 kepsztrális együttható, plusz ezek első és második deriváltja), és diagonális kovarianciamátrixot véve egy Gauss-komponenshez 79 paraméter tartozik. Állapotonként 10 komponenst véve és 3-állapotú modelleket tekintve ez összesen 

 millió paraméter
!! A gyakorlati tapasztalatok szerint ez a paraméterszám kb. tizedére csökkenthető lényeges hatásfok-csökkenés nélkül. A törölt interpoláció pedig remekül alkalmazható a fonémákhoz rendelt monofón és trifón modellek között. Se szeri, se száma a további modellezési-tanítási variációknak, és ezeknek a nagyszótáras, folyamatos felismerőrendszerek esetén kulcsszerepük van: úgy tűnik ugyanis, hogy a piacon lévő felismerők mind a HMM technológiát használják, és a gyakran nagyfokú hatékonysági különbségek tulajdonképpen azon múlnak, hogy milyen finomításokat, „trükköket” vetnek be a készítők a „paraméterszám kontra tanító adatok mennyisége” ellentmondás leküzdésére.

8.5 Folyamatos beszéd felismerése – dekódolás és integrálás a nyelvi modellel

Folyamatos beszéd felismerése esetén egy T hosszú megfigyeléssorozat beérkezésekor a 9.3. ábra nagy, összekapcsolt modelljén végig kellene nézni az összes lehetséges T hosszú útvonalat, összevonni az ugyanazon szó-sorozatot meghatározó eseteket, és végül kiválasztani a legnagyobb valószínűséget adót. Sajnos erre a lehetséges útvonalak nagy száma miatt nincs lehetőség. Ehelyett beérjük a legvalószínűbb útvonal megkeresésével, s így a megfigyeléssorozat felismerése, dekódolása gráfkeresési problémává válik. Mint általában a gráfkeresések esetében, itt is megjelenik a két fő típus, a széltében és a mélységi keresés. Széltében keresés esetén minden lépésben egy-egy újabb megfigyelési vektorral terjesztjük ki az utakat, mégpedig oly módon, hogy az összes útkezdemény ugyanolyan hosszú – ezért időszinkron keresésként is szokták emlegetni. A másik lehetőséghez, a mélységi kereséséhez főleg akkor érdemes folyamodnunk, ha van valamilyen jó heurisztikánk, amely képes megtalálni a legjobb útvonalat anélkül, hogy túl sok esetet végig kellene néznünk. Mivel ilyen heurisztikát a nyelvi modell adhat, ezért a mélységi keresési módszereket a nyelvi modell vezérli.

Széltében keresés esetén minden útkezdeményt párhuzamosan terjesztünk ki az időben előre haladva. Ez a technika tulajdonképpen nem egyéb, mint a korábban megismert Viterbi-algoritmus, és egyik fő előnye, hogy dinamikus programozással nagyon hatékonyan számolható, amint azt a 9.2. fejezetben láttuk. További előnye, hogy a dekódolás már a hangjel beérkezése közben, az egyes megfigyelésvektorok kiszámításával párhuzamosan elkezdhető. Harmadik erénye pedig, hogy az útkezdemények mind ugyanolyan hosszúak, így a hozzájuk tartozó valószínűségi értékek összemérhetőek. Ez létfontosságú lehet, ha teljes keresés helyett valamilyen heurisztika alapján csonkolni akarjuk a keresési teret (pruning). Ez nagy szótár esetén elkerülhetetlen, és Viterbi-keresés során a szokásos módja az, hogy a számítás előrehaladása során a kevésbé valószínű ágakat eldobjuk. Általában azokat, amelyek valószínűsége egy meghatározott küszöbnél jobban a legnagyobb valószínűségű út alá esik. A technika neve nyalábolt keresés (beam search), mivelhogy csak a legjobb esethez közel eső utak „nyalábjában” keresünk. Ezzel elméletileg elveszíthetjük a helyes megoldást is, de a módszer a gyakorlatban használhatónak bizonyult.

Technikailag olyan szempontból is bonyolultabb a folytonos modellben való Viterbi-keresés az egyetlen modell kiértékelésének esetétől, hogy az útkezdemények átléphetnek szóhatárokon. Mivel a felismerés eredményeképpen arra a szósorozatra vagyunk kíváncsiak, amelyen az útvonal átjött, ezért ezt könyvelni kell. Erre Young az ún. token-tologatós technikát (token-passing) javasolja: a 9.3. ábra gráfjában tokeneket, azaz speciális bejegyzéseket tologatunk előre, amelyek nyilvántartják, hogy mely modelleken léptek keresztül, illetve az általuk bejárt útvonalhoz tartozó valószínűséget (Young 1997). 

A Viterbi-keresés legnagyobb hátránya, hogy nagy szótár esetén a lehetséges elágazások száma kezelhetetlenül magas lehet (képzeljük el a 9.3. ábra egyszerű modelljét több tízezer szóval!). Emiatt kezdték el vizsgálni a mélységi keresés alkalmazhatóságát a dekódolásban, pontosabban az olyan módszerekét, amelyek az összes út párhuzamos bejárása helyett a legígéretesebb útkezdemény folytatására törekednek (Ramachandran 1995). A tanulmányozott módszerek többsége az A* keresési algoritmusok családjába tartozik, de a beszédfelismerési irodalomban inkább a verem-dekódolás (stack decoding) elnevezéssel fogunk találkozni, mivel az útkezdemények valószínűségi érték szerint rendezett nyilvántartására a legegyszerűbb megoldás egy verem (rendezett lista). Ezeknél a módszereknél a kulcskérdés nyilván egy jó heurisztika találása, ami ügyesen tud becslést adni a hátralévő út költségére – ha ilyenünk nincsen, akkor a verem-dekódolás nem nyújt előnyt a Viterbi-módszerhez képest. Megfelelő heurisztikákra találhatunk példát Jelineknél és Huangnál (Jelinek 1997)(Huang 2001). 

További problémaként vetődik fel, hogy a veremben lévő útkezdemények nem egyforma hosszúak, ezért a hozzájuk tartozó valószínűségek nem összemérhetőek. Az egyik lehetőség normalizálni valami módon a hipotéziseket hosszuk alapján. A másik lehetőség az ún. multistack technika alkalmazása (Jelinek 1997). Ekkor egy korábbi hipotézis kiterjesztésekor a hossz alapján külön-külön verembe tesszük a megegyező input-hosszhoz tartozó, és ezért összemérhető hipotéziseket.

A keresési tér levágására alkalmazhatjuk azt a módszert, hogy a verem (vagy vermek) méretét korlátozzuk (stack pruning). Ez tulajdonképpen a nyalábolt kereséshez nagyon hasonló megoldás a mélységi bejárás esetére.

Amennyiben a lehetéges elágazások száma óriási (pl. egy olyan nagyszótáras modellben, ahol bármely szó bármelyiket követheti), akkor nagyon jól jönne egy olyan módszer, amely képes a lehetőségek jó része esetében képes kizárni a részletes vizsgálat szükségességét. Ilyen módszer a gyorsillesztés (fast match), melynek lényege, hogy a pontos, de lassú akusztikus modellek helyett valamilyen egyszerűbb, de pontatlanabb modellel kicsit „előrenézünk” a feldolgozandó jelben. Ez a pontatlan modell az esetek többségében a következő szójelöltek nagy részét képes kizárni. Így a pontos számítást csak jóval kevesebb útvonalra kell elvégezni.

Egy másik lehetőség nagy szótár esetére a többmenetes keresés (multi-pass search). Olyankor is ezt a módszert alkalmazzuk, ha valamilyen bonyolult és lassú nyelvi elemzést akarunk végezni az inputon. Ilyenkor az első feldolgozási körben a rendszer csupán leszűkíti a lehetséges szósorozatok számát, és a második (vagy esetleg további) feldolgozási menetben már csak ezekkel foglalkozik. Az első menet eredménye ilyenkor egy „N-best” lista, amely a legjobb N megoldást sorolja föl, vagy egy szó-gráf. Ezekre mutat példát az alábbi ábra.
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 STYLEREF 1 \s 9.5. ábra: N-best lista illetve szó-gráf

Végezetül megjegyezzük, hogy nagyon nagy szótár esetén a 9.3. ábra gráfját képtelenség felépíteni a memóriában. Ilyenkor a gráfot a keresés előrehaladtával dinamikusan kell felépíteni és lebontani. Ennek hatékony megoldása rengeteg programozástechnikai fortélyt igényel, amelyek ismertetése meghaladja könyvünk kereteit. További kiindulópontként az érdeklődő olvasónak Huang és társai könyvét ajánljuk (Huang 2001).

8.6 Neuronhálók a beszédfelismerésben

A mesterséges neuronhálók (Artificial Neural Nets, ANN) hívei természetesen a beszédfelismerésben is újra meg újra kipróbálják neuronhálóik alkalmazhatóságát. Habár mindezidáig e technikák a beszédfelismerésben széles körben nem terjedtek el, vannak nagyon ígéretes próbálkozások. Ezeket igyekszünk áttekinteni az alábbiakban. 

A mesterséges neuronhálók nagyon rugalmas és hatékony eszköznek bizonyultak olyan esetekben, ahol bonyolult statikus alakzatokat kell felismerni, például karaktereket. A karakterfelismerésben is, de főleg a beszédfelismerésben nagy gondot jelent viszont az, hogy a jel dinamikus, azaz időben előrehaladva változik. A hagyományos neuronháló-struktúrák pedig feltételezik, hogy az input pontosan illesztve érkezik: az időbeli (karaktereknél: térbeli) elcsúszás kezelésére nem képesek, így az felismerési hibákhoz vezet.

A probléma megoldására háromféle lehetőség kínálkozik:

a, A legegyszerűbb esetben valamely külső algoritmusra bízzuk a szegmentálást. Maga a neuronháló feltételezi az input pontos elhelyezkedését, és az időbeli elcsúszás vagy vetemedés kezelésére speciális módon nincs felkészítve.

b, Olyan speciális neuronháló-struktúrát készítünk, amely eltolás-invariáns, azaz az input „késése-sietése” esetén is jól működik.

c, Kombináljuk a neuronhálót egy olyan modellel, amely kezeli a felismerendő minták időbeli egymásutániságát. Ilyenek az ún. hibrid HMM/ANN modellek.

Természetesen az a) eset az, amivel legelőször próbálkoztak. Ez a más területeken bevált neuronhálókon semmiféle változtatást nem igényelt. Beszédkeretek besorolása esetén természetesen semmiféle időbeli illesztésre nincs szükség; ha viszont például fonémákat, szótagokat, sőt, esetleg rövidebb szavakat akarunk hagyományos neuronhálós technológiával (pl. többrétegű neuronhálókkal, ld. könyvünk neuronhálókkal foglalkozó fejezetét) felismerni, akkor fontos, hogy a felismerendő részlet kezdő- és végpontját pontosan határozzunk meg.

Sikerrel alkalmazta például beszédkeretek fonémaként való besorolására Kohonen a róla elnevezett Kohonen-hálót (Kohonen 1988). Vicsi és társai (Vicsi 1994) magyar nyelvre készített felismerőjükben a beszéd kereteit akusztikai osztályokba sorolják neuronhálók segítségével. Ez alapján szabályalapú algoritmusokkal félszótagokra szegmentálják az inputot, és a félszótagokat ismét neuronhálókkal ismerik fel. Mivel az első esetben keretekről van szó, a másodikban pedig már megtörtént a szegmentálás, mindkét esetben hagyományos 3-rétegű előrecsatolt neuronhálót tudtak alkalmazni.

A Szerző számára a legizgalmasabbak azok az eredmények, ahol fonetikailag hasonló hangok, pl. a /b/, /d/ /g/, megkülönböztetésére alkalmazzák a neuronhálókat. Ilyenkor ugyanis nemcsak, hogy jobb eredményeket kapunk, mint HMM-mel, hanem a hálók rejtett rétegeinek vizsgálata azt is felfedi, hogy a neuronhálók azokat az akusztikai kulcsokat tanulják meg, amelyeket ismeretalapú rendszerek számára a szakértők megneveznek, mint megkülönböztető jellemzők (Watrous 1990), (Waibel 1989).

A b) csoport klasszikus hivatkozása Waibel és társainak fonéma-felismerésre ajánlott időeltolásos neuronhálója (Time-Delay Neural Network, TDNN) (Waibel 1989). Ez tulajdonképpen egy egyszerű módosítása a hagyományos előrecsatolt, backpropagation-algoritmussal tanított többrétegű neuronhálónak: a háló inputként párhuzamosan 3 keretnyi spektrális mintát kap nemcsak a hang közepéből, hanem annak 15 keretnyi környezetéből is. Ez lehetővé teszi (a rejtett rétegek megfelelő felépítésével), hogy ha akár (30 ezredmásodperces csúszással igazítjuk is a hálót a fonémára, a felismerést ez nem zavarja meg.

A neuronhálók területén később felvetett visszacsatolt neurális struktúrákat is alkalmazhatjuk a beszéd időbeliségének kezelésére. Itt a neuronháló nem csak a jelenlegi inputot, hanem korábbi outputját (vagy valamely korábbi belső állapotát) is megkapja inputként. Ilyen visszacsatolt, fonéma-felismerésre alkalmazható neuronhálók vizsgálatában a legaktívabb valószínűleg Tony Robinson és csapata (Robinson 1991). A legsikeresebb, időbeliséget kezelő neurális modellnek a beszédfelismerésben jelenleg az ún. Gamma MLP tűnik (Lawrence 1996).

Ezek a technikák képesek az eltolásból adódó problémák kezelésére illetve az egymás utáni keretek korrelációjának kihasználására, de hosszabb beszédrészletek, netán folyamatos beszéd felismerésére nem alkalmasak, hiszen ott a beszéd időbeli „vetemedését” hosszabb távon is kezelni kell valahogy. Ezt egyelőre a neuronhálón belül nem tudják megoldani, így egyetlen lehetőség a másfajta modellekkel való kombinálás. Messze a legsikeresebb ezek közül a hibrid HMM/ANN modellezés (Bourlard 1993). A hibrid HMM/ANN modellben az időbeliséget, azaz az állapotátmeneteket továbbra is a HMM kezeli, míg a neuronháló feladata az egyes állapotok kibocsátási valószínűségeit szolgáltatni. Mivel a 

 valószínűségek
 közvetlenül nem lennének neuronhálókkal kezelhetők, e helyett a 

 valószínűségekre tanítjuk be a hálókat, melyből 

 Bayes szabályával számítható.

A kibocsátási valószínűségek neuronhálóval való leírása a szokásos Gauss-keverékek helyett több előnyt is kínál. A legfontosabb, hogy a neuronháló nem feltételez semmit az eloszlásfüggvény alakjáról. Persze Gauss-eloszlások összegével is tetszőleges pontossággal lehet közelíteni egy eloszlást, de általában több paraméterrel, mint a neuronhálók esetében. A kevés paraméter szükségessége abból is következik, hogy diszkriminatív tanítást végzünk a` megfigyelések egyes osztályaihoz tartozó állapotok elkülönítésére, és nem az egyes állapotokhoz tartozó kibocsátási valószínűségek közelítésére törekszünk.

A hibrid HMM/ANN modellekkel végzett kísérletek azt mutatják, hogy ugyanakkora paraméterszám esetén a hibrid modellek jobb felismerési eredményt nyújtanak. Körülbelül egyforma hatásfok eléréséhez a hagyományos HMM-nek egy nagyságrenddel több paramétert kellett tartalmaznia (Morgan 1995). Az egyetlen kifogás a hibrid modell ellen az lehet, hogy tanítása sokkal lassabb, mint a hagyományos HMM-é. A felismerés viszont nagyjából megegyező, sőt kisebb műveletigényű a hibrid modell esetében (Morgan 1995), (Cole 1995).

8.7 Alternatív statisztikai modellek

Mik ezek a fogyatékosságok? Nos, általános tapasztalat, hogy a beszéd időbeli folyamatát elég gyatrán követi a HMM. Ez egyrészt abból látszik, hogy annak valószínűsége, hogy az i állapotban t ideig (lépésig) maradunk: 



.
(15.60)

Márpedig a fonémák, vagy azok egy részlete, aminek az állapotokat általában megfeleltetjük, egyáltalán nem exponenciális hosszeloszlást mutatnak.

A másik megfigyelés pedig az, hogy a modellekben az 

 értékek elég nagy mértékben megváltoztathatók anélkül, hogy a modell felismerési teljesítménye komolyabban romlana (Bourlard 1995). Mindkét két tény arra utal, hogy a HMM idő-modellezése rossz. Ezen segítenek a HMM olyan változatai, amelyek explicit módon modellezik az állapotokban tartózkodás hosszát. Ezeknél a HMM-variánsoknál a 

 eloszlások is tanulhatók, a tanító adatok alapján állítja be őket a megfelelő paraméterbecslő formula. Bár az ilyen modellek matematikai elmélete teljesen ki van dolgozva, olyan mértékben növelik a paraméterek számát, illetve a műveletigényt, hogy emiatt nem tudtak széles körben elterjedni (Rabiner 1993).

A másik klasszikus kifogás a beszéd rejtett Markov-modellezésével szemben, hogy az egy adott állapotban kibocsátott megfigyelések korrelálatlanok, azaz a 

 kibocsátási valószínűségek csak a j állapottól függenek, nem pedig az előzőleg kibocsátott vektoroktól. Ez nyilvánvalóan nem jó, hiszen a beszéd egymás utáni keretei egyértelműen erősen korreláltak. 

A problémára alapvetően kétféle megoldás kínálkozik: az egyik magát a matematikai modellt módosítani úgy, hogy a korreláltságot is figyelembe vegye valamilyen módon; a másik olyan bemenetet készíteni, amelyben a sorozat elemeinek korreláltsága kicsi. Számtalan, gyakran mindkét lehetőséget kihasználó új sztochasztikus modellt publikáltak az utóbbi években; a legsikeresebb talán az MIT szegmens-alapú sztochasztikus felismerője, amely a rejtett Markov-modellekkel megegyező hatásfokú felismerésre képes (Glass 1996). 
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� Angol nyelv esetén a „szavak száma” az egyes szóalakok számát jelenti; magyar nyelv esetén a ragozás miatt a kettő között mindenképpen különbséget kell tenni, úgyhogy a „szótár mérete” kifejezés használata fokozott óvatosságot igényel.


� Természetesen angolul.


� Minden frekvenciakomponenst egyenlő arányban tartalmazó zaj.


� Két teljesítmény jellegű mennyiség (P1, P2) távolsága a decibel skálán 10log10(P1/P2).


� Ázsiai nyelvekben a hanglejtésnek jelentésmegkülönböztető szerepe lehet, de ezektől most eltekintünk.


� Rossznyelvek szerint a „rectangular” szónál adta fel.


� Gose (Gose 1996) a K-közepű klaszterezési algoritmust kicsit másképpen definiálja. Az alábbi műveletsor a nála „Forgy algoritmusának” nevezett módszerhez hasonlít inkább.


� A gyakorlatban a spektrumból mintáink vannak, így integrálás helyett szerencsére szummázni kell.


� Ez szinte kínálja magát a fuzzy halmazokkal való reprezentációra.


� Mindenképpen meg kell itt jegyeznünk, hogy nagy szótár és folyamatos beszéd esetén a hipotézisek száma olyan nagy lehet, hogy csak a legvalószínűbbeket tudjuk megtartani. A hipotéziseknek ez a megritkítása közvetlenül az akusztikai hipotézisek legyártása során, a nyelvi modell figyelembe vételével történik, tehát a tisztán bottom-up elrendezés nem igaz, mivel visszacsatolás érkezik a nyelvi modelltől. Bővebben az akusztikai és nyelvi modell integrálásáról a … fejezetben olvashatunk.


� A szerző előre is elnézést kér a fonetikus-fonológus Olvasótól, ha az itt olvasottak kicsit eltérnek az említett tudományok hivatalos álláspontjától. Itt az egyetlen cél a felismerés, melynek érdekében az eltérések/pontatlanságok megengedhetők, sőt gyakran szükségesek.


� A könyv írásának pillanatában három olyan magyar nyelvű adatbázisról tudunk, amelyek bárki által hozzáférhetőek. Az egyik a Babel adatbázis, amelyet a Budapesti Műszaki Egyetem Békéssy György Akusztikai Kutatólaboratóriumában készítettek (Vicsi 1997). A másik az OASIS szám-adatbázis, amely a Szegedi Tudományegyetemen készült az Informatikai Kormánybiztosság támogatásával. Végezetül a harmadik az MTBA magyar telefonbeszéd-adatbázis, amelyet a fent említett két egyetem közösen állított össze az IKTA-3 pályázat keretében (Vicsi 2002).


� A fonetikai minőséget onnan tudja, hogy a modell elnevezésében megadjuk, hogy ez pl. az /a/ modellje /n/ előtt; és azt is mi adjuk meg természetesen, hogy az /n/ nazális.


� Az állapotátmenet-paraméterek száma elhanyagolható.


� A HMM ismertetésénél ezeket bj(o) jelölte. Ettől azért térünk most el, hogy a valószínűség feltételes valószínűségként való kezelését hangsúlyozzuk.
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